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Trumpiniai, naudojami Sioje disertacijos santraukoje

ApproxMAP Approximate Multiple Alignment Pattern mining algorithm
GSP Generalized Sequence Patterns algorithm

MDS Multidimensional scaling

LAPIN Last Position Induction algorithm

MPBM Markov Property Based Method

MRM Multiple Re-sampling Method

PRISM Prime-Encoding Based Sequence Mining algorithm
ProMFS Probabilistic algorithm for Mining Frequent Sequences
RSM Random Sampling Method

SOM Self Organizing Map

SPADE Sequential Pattern Discovery using equivalence classes algorithm
SPAM Sequential Pattern Mining algorithm

Ivadas

Tyrimy sritis

Kiekvieng dieng pasaulyje sukaupiami didziuliai informacijos kiekiai ir jie sparciai auga.
Sukaupti informacijos kiekiai leidzia atskleisti jvairia informacija apie sukauptus
duomenis: daryti finansines prognozes, nustatyti jvairias ligas, identifikuoti potencialius
nusikaltimus ir t. t. Pasak Moore désnio, kompiuteriy galingumas padvigubéja apytiksliai
kas 18 ménesiy, 0 tuo tarpu sukaupta informacija pasaulyje padvigubg¢ja apytiksliai kas
40 ménesiy, o nuo 2012 m. kiekvieng dieng sukaupiamas papildomas kvintilijonas baity

(IBM review on what is big data, retrieved 2013). Toks spartus kompiuteriy galios ir



sukaupiamy duomeny kiekio augimas bei $iuolaikiniai algoritmai gali atskleisti svarbius
faktus bei jzvalgas, kurios anksCiau nebuvo pastebétos. Apytiksliai duomeny tyrybos
algoritmai yra labai svarbiis analizuojant tokius didelius duomeny kiekius, nes algoritmy
greitis yra ypac svarbus daugelyje sri¢iy, tuo tarpu tikslieji metodai paprastai yra 1éti bei
naudojami tik uzdaviniuose, kuriuose reikalingas tikslus atsakymas (Han, Kamber,
2006). Terminas ,,didelés duomeny bazés*“ (angl. big data) yra daznai naudojamas
duomeny tyryboje pastaruoju metu. Jis apraso duomeny aibe, kuri yra tokia didelé, kad
ja sunkiai jmanoma apdoroti naudojant standartines duomeny baziy valdymo sistemas ar
tradicinius algoritmus. Problemos didelése duomeny bazése iSkyla kaupiant duomenis,
vykdant paieska, perkeliant duomenis i§ vienos vietos | kita, analizuojant arba
vizualizuojant duomenis. Duomeny analitikai daznai susiduria su Siomis problemomis
analizuojant dideles duomeny bazes jvairiose srityse, pvz. meteorologijoje, genetikoje
(Editorial review in Nature, 2008), fizikinése simuliacijose, biologiniuose duomenyse,

interneto duomenyse, finansuose, marketinge ir t. t.

Tikslieji dazny seky paieskos algoritmai tiksliai nustato daznas ir retas sekas pradinéje
duomeny bazeje, taciau jie kelis kartus skaito prading duomeny baze ir didelése
duomeny bazése tai tampa ilga bei brangia uzduotimi. Apytiksliai dazny seky paieskos
metodai su jvertinta paklaidy tikimybe yra tinkami naudoti daugelyje sriciy ir taikymy,
kuriuose algoritmo tikslumas néra toks svarbus kaip greitis, pvz. marketinge, interneto
vartotojy analizéje, finansuose, valiuty ir akcijy kursuose, ir t. t. Apytiksliai metodai yra
daug greitesni nei tikslieji, nes uZuot kelis kartus skait¢ prading duomeny baze, jie
analizuoja gerokai trumpesne pradinés duomeny bazés imtj bei daro iSvadas apie daznas

sekas pradinéje duomeny bazgje.

Misy zZiniomis, visi anksCiau pasitlyti apytiksliai dazny seky paieSkos metodai neturi
teorinio metodo daromy klaidy jvertinimo, tafiau remiasi iSpléstiniais empiriniais
tyrimais ir steb¢jimais naudojant jvairias duomeny bazes, kad bity galima jvertinti

metodo tiksluma bei greit;.

Sioje disertacijoje yra pasitilyti nauji apytiksliai dazny seky paieskos metodai su teoriniu
metodo daromy paklaidy jvertinimu, kuomet sekos yra klasifikuojamos j daznas bei

retas. Metody rezultatai buvo palyginti su kitais tiksliaisiais bei apytiksliais dazny seky



paieskos algoritmais ir pateiktos rekomendacijos parametry parinkimui pasiiilytuose

apytiksliuose metoduose.

Darbo tikslai ir uzdaviniai

Sios disertacijos tikslai yra:

(1) sukurti naujus apytikslius dazny seky paieSkos metodus su jvertintomis metody
daromomis paklaidy tikimybémis klasifikuojant sekas j daZnas ir retas;

(2) pasitilyti metodologija duomeny vizualizavimui didelése duomeny bazése.
Siems tikslams pasiekti buvo iskelti tokie uzdaviniai:

e IStirti egzistuojancius dazny seky paieskos algoritmus (tiksliuosius ir apytikslius);

e Pasitlyti apytikslius dazny seky paieskos metodus, kurie turéty jvertintas
klasifikavimo j daZnas ir retas sekas klaidy tikimybes;

e Pasiilyti atitiktinés imties metodg dazny seky paieSkai su jvertintomis metodo
daromomis klaidy tikimybémis klasifikuojant sekas j daznas ir retas;

e Pasitlyti apytiksl] dazny seky paieskos metoda, kuris remiasi Markovo savybe;

e Jvertinti pasiiilyty metody tikslumg ir greitj bei palyginti su kitais tiksliaisiais ir
apytiksliais algoritmais;

e Pasitlyti metodologijg interneto vartotojy elgsenos analizei ir vizualizacijai.

Darbo mokslinis naujumas

Kaip sprendimas anksc¢iau jvardintai dazny seky paieskos problemai didelése duomeny
bazése Sioje disertacijoje buvo pasitlyti trys nauji apytiksliai dazny seky paieskos
metodai bei metodologija, skirta interneto vartotojy elgsenos analizei bei vizualizavimui.
Pasitilyti apytiksliai metodai buvo testuojami naudojant tikra bei dirbtinai sugeneruota

duomeny bazes:

e Atsitiktinés imties metodas (Random Sampling Method - RSM) formuoja

pradinés duomeny bazés atsitikting imtj ir nustato daznas sekas remiantis



atsitiktinés imties analizés rezultatais. Sio metodo privalumas — teorinis paklaidy
tikimybiy jvertinimas naudojantis standartiniais statistiniais metodais.

e Daugybinio perskai¢iavimo metodas (Multiple Re-sampling Method — MRM) —
RSM metodo patobulinimas, kuris formuoja kelias pradinés duomeny bazés
atsitiktines imtis ir taip sumazina paklaidy tikimybes.

e Markovo savybe besiremiantis metodas (Markov Property Based Method —
MPBM) kelis kartus skaito prading duomeny baze, priklausomai nuo Markovo

proceso eilés, bei apskaiciuoja empirinius daznius remdamasis Markovo savybe.

Dideliy duomeny vizualizavimui buvo naudojami pirkéjy internetu elgsenos duomenys,

kurie buvo analizuojami naudojant geometrinius metodus, daugiamates skales bei

neuroninius tinklus. Saviorganizuojantis neuroninis tinklas pademonstravo geriausius

rezultatus, taciau jis reikalauja iSpléstiniy ziniy apie duomenis ir parametrus.

Ginamieji disertacijos teiginiai

1)

2)

3)

Apytiksliai (tikimybiniai) dazny seky paieskos metodai gali duoti greitus rezultatus,
kas yra labai svarbu taip sparciai augant informacijos kiekiui pasaulyje. Tuo tarpu
tikslieji dazny seky paieSkos metodai grazina tiksly atsakymg, kurio sekos yra
daznos, tadiau jy greitis neatitinka reikalavimy daugelyje taikymy ir sri¢iy, Kuriose
Sie metodai yra naudojami.

Atsitiktinés imties metodas (RSM) turi didelj privalumg, nes jame yra teoriSkai
jvertintos metodo daromos paklaidy tikimybés naudojantis standartiniais statistiniais
metodais. Teorinis jvertinimas leidzia naudoti metoda be i$pléstiniy eksperimentiniy
tyrimy, kurie yra biitini kituose dazny seky paieskos algoritmuose.

Daugybinio perskai¢iavimo metodas (MRM) yra RSM metodo patobulinimas, kuris
formuoja kelias pradinés duomeny bazés atsitiktines imtis ir taip sumazina paklaidy
tikimybes. Jis eliminuoja tarpiniy seky klas¢ i§ RSM metodo taip pagerindamas
MRM metodo tikslumg, taCiau yra létesnis uz RSM tiek karty, kiek papildomy

atsitiktiniy im¢iy yra analizuojama.



4) Apytiksliai dazny seky paieSkos metodai, kurie visiSkai nuskaito prading duomeny
bazg, netenkina greiCio reikalavimy, kurie yra labai svarbts daugelyje taikymy ir
sri¢iy. Sioje disertacijoje pasitilytas apytikslis Markovo savybe besiremiantis metodas
(MPBM) netenkina grei¢io reikalavimy, nes kelis kartus skaito prading duomeny
baze, priklausomai nuo Markovo proceso eilés, bei apskai¢iuoja empirinius daznius
remdamasis Markovo savybe.

5) Interneto vartotojy elgsenos analizéje bei vizualizavime saviorganizuojantis
neuroninis tinklas pademonstravo geriausius rezultatus, taciau jis reikalauja

iSpléstiniy ziniy apie duomenis ir parametrus.

Darbo rezultaty aprobavimas

Tyrimy rezultatai publikuoti 5 moksliniuose leidiniuose: 4 periodiniuose recenzuojamose

mokslo Zurnaluose ir 1 konferencijos praneSimy medziagoje.

Disertacijos struktiira

Disertacijg sudaro jvadas, 4 skyriai ir i§vados. Pirmajame skyriuje pateikiama dazny
seky apzvalga bei apibrézimas. Antrajame skyriuje pateikiama iSsami informacija apie
tiksliuosius dazny seky paieskos algoritmus bei ju veikimo principus. Trefiajame
skyriuje pateikiama detali informacija apie apytikslius egzistuojanc¢ius dazny seky
algoritmus bei Sioje disertacijoje pasiiilytus apytikslius dazny seky paieSkos metodus.
Ketvirtajame skyriuje pateikiami disertacijoje pasiiilyty metody eksperimentiniy tyrimy
rezultatai. Ketvirtajame skyriuje pateikiama metadologija, skirta internetiniy vartotojy

elgsenos analizei bei vizualizavimui.



1. Daznuy seku paieSkos algoritmu apZvalga ir problemos

1.1. JZanga

Dazny seky paieska pirma kartg pritaikyta 1993 m. pirkéjo krepselio analizei (Agrawal et
al., 1993) ir nuo to laiko dazny seky paieSka tapo placiai nagrinéjama sritimi. Visi dazny
seky paieSkos algoritmai gali buti klasifikuojami  tiksliuosius bei apytikslius

(tikimybinius) algoritmus:

e Tikslieji dazny seky paieskos algoritmai kelis kartus skaito prading duomeny baze
ir jei duomeny bazé yra didele, tuomet tai gali uztrukti gana ilgai ir tapti brangia
uzduotimi, kuri naudoja daug kompiuterio resursy.

e Apytiksliai dazny seky paieskos algoritmai yra gerokai greitesni nei tikslieji
metodai, nes uzuot nuodugniai skaite prading duomeny baze, jic analizuoja daug
mazesng, specifiniu biidu sudaryta pradinés duomeny bazés imt; bei daro

sprendimus apie daznas ir retas sekas.

Ir tikslieji, ir apytiksliai algoritmai yra nepakeiciami daugelyje sri¢iy bei taikymy, o
tinkamiausias algoritmas yra pasirenkamas pagal reikalavimus, kurie nurodo, kas yra
svarbiau: ar algoritmo greitis, ar tikslumas. Tikslieji algortimai yra labai svarbis
medicinoje, genetikoje, biologijoje bei kitose srityse, kur reikalaujamas tikslus
atsakymas; tuo tarpu apytiksliai algortimai greitai grazina apytikslius rezultatus bei yra
tinkami daugelyje sric¢iy, kur algoritmo paklaidos yra priimtinos, pvz. interneto vartotojy
elgsenos analizéje, marketinge, finansinuose duomenyse ir t. t. Taip sparciai augant
duomeny kiekiams pasaulyje tapo aisku, kad apytiksliy dazny seky paieskos algoritmy
pritaikomumas tik didés, o teorinis metodo daromy paklaidy jvertinimas leidzia dar
lanks¢iau panaudoti apytikslius metodus, nes jy daromos paklaidos biina Zinomos i$
anksto. Apytiksliai dazny seky paieskos metodai taip pat yra nepakeic¢iami begaliniuose
duomeny srautuose, kurie yra nuolat papildomi naujais duomenimis, ir tokiy srauty

analiz¢je pilnas duomeny skaitymas yra nejmanomas.

Dazny seky paieskos studijos gali buti suskirstytos | dvi kategorijas: dazny seky paieska

(angl. frequent sequence) bei dazny rinkiniy paieska (angl. frequent itemset) (Han et al.,
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2007). Dazny rinkiniy paieSka susitelkia ties dazny rinkiniy daZzniy nustatymu, kur
elementy tvarka rinkiniuose néra svarbi (Agrawal, Srikant, 1994; Brin et al., 1997; Han
et al., 2007; Han et al., 2000, Park et al., 1995; Park et al., 1995; Sarawagi et al., 2000;
Savasere et al., 1995; Zaki, 2000). Dazny rinkiniy paieSka daznai vadinama susietumo
taisykliy (angl. association rules) paieska pradinéje duomeny bazéje. Dazny seky
paieskoje, prieSingai nei dazny rinkiniy paieSkoje, elementy tvarka yra labai svarbi
(Agrawal, Srikant, 1995; Ayres et al., 2002; Han et al., 2001; Srikant, Agrawal, 1996;
Zaki, 2001).

1.2. Definition of the frequent sequence

Laikykime, kad pradiné duomeny bazé yra S = {x,, x,, ..., x5}, Kurios elementai x; gali
turéti M skirtingy reikSmiy i$ aibés V = {ay, a5, ..., ay}. Seka (a;,, ..., a; ) yra laikoma
dazna, jeigu (# yra skaicius):

1 .
p(ail, ...,aik) lrva— #{] e{1,..,N—m+ 1}:xj = Qi Xj41 = Ay s Xjyme1 =

a,} 2 &,

kur €€ (0,1) yra vartotojo pasirinktas daznio slenkstis (angl. minimum support
threshold).

2. Tikslieji daznu seky paieSkos algoritmai

Tikslieji dazny seky paieskos algoritmai tiksliai nustato daZznas ir retas sekas bei jy
daZnius pradinéje duomeny bazéje, taciau jie skaito prading duomeny baze bent kelis
kartus. Labai didelése duomeny bazese tikslieji dazny seky paieskos algoritmai gali biiti
labai léti ir netgi sunkiai panaudojami tam tikrose srityse, kur algoritmy greitis yra daug
svarbiau palyginus su algoritmo tikslumu, pvz. marketinge, interneto vartotojy analizéje,
akcijy bei valiuty kursy duomenyse, biologinése duomeny bazése ir t. t. Akcijy ar valiuty
kursuose net maziausias uzdelsimas identifikuojant daznas ir retas sekas gali paveikti,

kad tinkamiausias momentas sprendimui dél investicijos jau gali bti praéjes.
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GSP (angl. Generalized Sequence Patterns) algoritmas (Srikant, Agrawal, 1996) buvo
pasitlytas R. Agrawal ir R. Srikant 1996 m., kuris yra Apriori-algoritmy atstovas ir
naudoja kandidaty generavimo, testavimo ir atmetimo strategijg. GSP algoritmas tapo
gerai zinomu ir naudojamu algoritmu dazny seky paieskoje bei sulauké daugelio

patobulinimy, Zymiai pagerinusiy algoritmo veikimo greitj.

SPADE (angl. Sequential Pattern Discovery using equivalence classes algorithm)
algoritmas (Zaki, 2001) buvo pasitlytas M. J. Zaki 2001 m., kuris naudoja vertikaly
dazny seky saugojimo formata taip sumazindamas poreikj daug karty skaityti prading
duomeny bazg palyginus su GSP algoritmu. Abu GSP ir SPADE algoritmai naudoja
Apriori principg ir generuoja didelj kandidaty sarasg bei kelis kartus skaito prading

duomeny bazg.

PrefixSpan algoritmas (Pei et al., 2001) buvo pasitlytas J. Pei et al. 2001 m., kuris veikia
,,skaldyk ir valdyk® principu ir identifikuoja prieSdélines sekas (angl. prefix) bei visas
sekas duomeny bazéje suskirsto pagal identifikuotas priesdélines sekas ir rekursiskai
apskaiCiuoja seky daznius. PrefixSpan algoritmas veikia greifiausiai palyginus Su

SPADE ir GSP.

SPAM (angl. Sequential Pattern Mining) algoritmas (Ayres et al., 2002) buvo pasiiilytas
J. Ayres et al. 2002 m., kuris naudoja vertikaly bitmat formatg sekoms saugoti, bei taip
leidzia efektyviai skaiCiuoti seky daznius pradinéje duomeny bazéje. PrefixSpan
algoritmas veikia grei¢iau nei SPAM ant mazy duomeny baziy, taciau didelése duomeny
bazése SPAM gerokai lenkia PrefixSpan ir SPADE algoritmus. Pagrindinis SPAM
algoritmo trukumas yra tas, kad visa pradiné duomeny bazé su visomis algoritmo
naudojamomis struktiiromis turi visiSkai tilpti j pagrinding atmintj, todél algoritmas néra
tinkamas labai dideliy duomeny baziy analizei arba nenutrikstamiems duomeny

srautams.

LAPIN (angl. Last Position Induction algorithm) algoritmas (Yang et al., 2006) buvo
pasitlytas Z. Yang et al. 2006 m., kuris pasitlé efektyvy algoritmg kaip sprendimag

tankiose (angl. dense) duomeny bazése.
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PRISM algoritmas (angl. Prime-Encoding Based Sequence Mining) (Guoda et al., 2007;
Gouda et al., 2010) buvo pasitlytas K. Gouda et al. 2007 m., kuris naudoja vertikalig
bloking seky saugojimo ir dazniy skaiCiavimo strategija, besiremiancig pirminiy skaiciy
faktorizacijos teorija. PRISM algoritmas gerokai lenkia anksé¢iau pasiiilytus algortimus,
tokius kaip SPADE, PrefixSpan ir SPAM. Laiko palyginimo tarp PRISM ir LAPIN

algoritmy nebuvo atlikta.

3. Pasiulyti apytiksliai daZzny seky paieSkos metodai

3.1. Egzistuojanciy apytiksliy algoritmy apZvalga

Nuo 1995 m. buvo pasitlyta daug tiksliyjy dazny seky paieSkos algoritmy bei jy
patobulinimy - GSP, SPADE, SPAM, PrefixSpan, LAPIN, PRISM, ir t. t. Visi anks¢iau
iSvardinti algoritmai yra tikslieji dazny seky paieskos algoritmai, kurie reikalauja bent

kelis kartus nuodugniai nuskaityti prading duomeny bazg.

Turint omenyje sparciai augancius duomeny kiekius tampa akivaizdu, kad daugelyje
sriciy, kur yra svarbu algoritmo greitis, tik apytiksliai dazny seky paieSkos algoritmai
gali buti pritaikyti duomenims analizuoti. Misy Ziniai anks€iau pasitlyti apytiksliai
dazny seky paieSkos algoritmai neturi teorinio paklaidy jvertinimo, o remiasi tik

empiriniais algoritmy bandymais skirtingose duomeny bazése.

ApproxMAP algoritmas (angl. Approximate Multiple Alignment Pattern mining) (Kum
et al., 2003) buvo pasiilytas H. C. Kum et al. 2003 m. ApproxMAP algoritmo idéja yra
ta, kad uzuot ieSkojes tiksliy dazny seky pradinéje duomeny bazéje, algoritmas
identifikuoja sekas, daznai naudojamas daugelyje kity seky. ApproxMAP algoritmo
autoriai nepateikia algoritmo grei€io tyrimy, tik tikslumo tyrimus, kurie buvo atlikti
naudojant tam tikro tipo duomeny baze. Rezultatai parodé, kad ApproxMAP algoritmas
labai tinka rasti jzvalgas pradinéje duomeny bazéje, taciau jis kelis kartus skaito prading
duomeny baze ir labiau susitelkia ties apytiksliy seky radimu nei algoritmo grei¢iu. Taip
pat algoritmas reikalauja gery ziniy apie prading duomeny baze¢ tam, kad biity gauti

naudingi rezultatai.
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Apytikslis ProMFS algoritmas (angl. Probabilistic algorithm for Mining Frequent
Sequences) (Tumasonis, Dzemyda, 2004) buvo pasitlytas R. Tumasonio ir G. Dzemydos
2004 m., kuris remiasi statistinémis charakteristikomis pagal tai, kokia tvarka elementai
pasirodo pradinéje duomeny bazéje. Siy charakteristiky radimas reikalauja visisko
pradinés duomeny bazés nuskaitymo. Algoritmas formuoja daug trumpesn¢ pradinés
duomeny bazés imtj bei jg analizuoja tiksliuoju GSP algoritmu. ProMFS algoritmas
remiasi tik empiriniais bandymais ir stebéjimais, kaip algoritmas veikia skirtingose

duomeny bazése, taciau neturi jokio teorinio daromy paklaidy jvercio.

3.2. Naujas apytikslis atsitiktinés imties metodas (angl. Random Sampling Method
(RSM))

Atsitiktinés imties metodas (RSM) yra daug spartesnis nei tikslieji dazny seky paieskos
metodai, nes analizuoja ne visg prading duomeny baze, o daug trumpesng jos atsitikting
imtj. RSM metodas yra apytikslis, taCiau jo paklaidy tikimybes galima jvertinti

naudojant standartinius statistinius metodus.
Pradinés duomeny bazés atsitiktiné imtis S,, sudaroma taip:

e Generuojame atsitiktinio dydzio 7, jgyjancio reikSmes 1,2, ..., N su vienodomis
tikimybémis %, realizacijy seka 14,12, ..., Ny

e Ieskant pirmojo lygio (vieno elemento) dazny seky, atsitiktiné imtis S elementams
a; yra tiesiog S, ,S,,, ..., Sy, . Antrojo lygio atsitiktiné imtis elementy poroms
a;a; Yra (Sy.,Sn.+1)s (SnySuy+1)s -oor (Sp.vSn.+1). K-0jo lygio atsitiktiné imtis
elementy rinkiniams a; ...a yra (5771' ...,Sn1+k_1),
(Snz' ""Snz+k—1)""’(5nn' s Sy +k—1) it t. t. Tokia imtis yra sudaryta grgZintiniu
émimu, nes kai kurie skaiiai n; gali pasikartoti. Negrazintiniu émimu sudaryta
atsitiktiné imtis formuojama i§ pasikartojan¢iy skaiCiy 7; paSalinant Visus
pasikartojancius skaic¢ius bei papildomai generuojant naujus skaicius, kol bus

gautas nesikartojanciy skaiCiy rinkinys 14,7, ..., n-
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Pasinaudoj¢ bet kuriuo tiksliuoju dazny seky paieskos algoritmu, nustatome seky

a;,,a;,, -, a;, empirinius daznius atsitiktin€je imtyje S,,.

#U:Sn] = ail, Sn]+1 = aiz' ey Sn]+k_1 = alk}

n

ﬁn(aill ey aik) =

Sioje disertacijoje naudojamas tikslusis GSP algoritmas, tagiau norint dar labiau
pagerinti RSM algoritmo greit] bty galima naudoti PRISM arba LAPIN algoritmus,
kurie yra greiiausi tarp tiksliyjy algoritmy.  Pasirenkame klasifikavimo paklaidos

slenkstjf 6>0(0<e—-6<e+6<1),k=12,.. Visas sekas a;,a;,,..,a;

klasifikuojame j tris klases:
1) jeigu ﬁn(ail, ) al-k) > ¢+ 6,taiseka a; , ..., a;, priskiriame dazny seky klasei;
2) jeigu ﬁn(al-l, s aik) < ¢ — §, tai sekg a; , ..., a;, priskiriame rety seky klasei;
3) jeigu ﬁn(ail, ...,aik) €(e—46,e+0), tai seka a;,...,a;, priskiriame tarpiniy
seky klasei.

Aptarsime tikimybinio algoritmo klaidy tikimybiy jvertinius. Fiksuokime kokig nors

seka a; , ..., a;, . Galimos dviejy rasiy klaidos:

1) seka priskirta dazny seky klasei, taciau is tikryjy ji yra reta;
2) seka priskirta rety seky klasei, taciau is tikryjy ji yra dazna.
Pazymeékime p,, = ﬁn(ail, s aik), p= p(ail, s aik). Akivaizdu, kad pirmosios risies

klaidos tikimybé nevirsija
maXy<e P(ﬁ -p> 5),
1)

o0 antrosios riisies klaidos tikimybé nevirsija

max,s, P(p, — p < —6).
(2)

Vertinant Sias tikimybes, patogu pasinaudoti tokia schema. Apibrézkime atsitiktinius

dydzius
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_ {1,Je1gu Spi = @iy Spr1 = Qiy s ey Spirk-1 = @y,
;=

S . , 1=1,..,n
0, prieSingu atveju

Dél sekos 14,75, ..., N, sudarymo budo atsitiktiniai dydziai Z,, Z,, ..., Z,, yra tarpusavyje
nepriklausomi ir vienodai pasiskirt¢ (Bernulio eksperimenty schema). Matome, kad

atsitiktiniy dydziy Z; vidurkis

EZ; =p,
®3)

o dispersija

DZ; =p(1-p).
(4)

Tikimybes (1) ir (2) galima jvertinti standartiniais matematinés statistikos metodais:
remiantis binominio skirstinio savybémis graZintinés imties atveju bei hipergeometrinio
skirstinio savybémis negrazintinés imties atveju. Apsiribosime asimptotiniais klaidy
tikimybiy jvertiniais grazintinés imties atveju. Jie veiksmingi, kai imties didumas n yra

pakankamai didelis. Apibrézkime atsitiktinj dydj
Zn :ZI+ZZ +"'+Zn.

Remiantis centrine ribine teorema su visaisa < b

P(ClS%Sb)—wb(b)—cb(a),n—mo;

¢ia @ yra standartinio normaliojo skirstinio N(0,1) pasiskirstymo funkcija.

Kadangi X, = p,n, EX, =npirDX, = np(1 —p),taisuvisaisa < b

PP < 5y —p < bIZEY) 5 9(b) — D (a),n - .

Jeigu a = —oo, tai su visais b

PBr—p< b—”’(}n‘p)) > &(b),n > ».
®)
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Jeigu b = +oo, tai su visais a

(6)

Jeigu n pakankamai didelis, tai, remiantis (5) ir (6),

- Vn
maxp, <. P(p,—p>06)= maxy<e (1 — (5 p(ln_p))) =
Vn
¢ia &g = min (e, i), ir
_ N P PR
maxy,se P(pn —p< —6) = maxy-e ((I)( 6,/p(1—p))) = o( 5\/81(1—81)),

(8)

v 1
¢ia &, = max (E' e).

Jeigu p, € (e — 48,6+ ), tai prieskyros sprendimas nepriimamas, nes prieskyros

klaidos tikimybé gali buti didelé. Prieskyros klaidos tikimybé priklauso nuo to, kiek

skiriasi tikrasis daznis p nuo . Tarkime, kad p = ¢. Remiantis centrine ribine teorema
_ 1
P(p, =¢) R

P(pp <€) >3,n .

Taigi tik perrinke visg prading duomeny baze galésime nustatyti, ar seka a; , ..., a;, yra
dazna ar reta arba naudojant daugybinio perskai¢iavimo metoda (MRM). Kita vertus,
kad ir koks biity p, jis yra artimas empiriniam dazniui p,,, kai n yra pakankamai didelis,

nes vélgi remiantis centrine ribine teorema su visais ¢ > 0:

P(Ipn —pl > 1) = 0,n > o,
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Ivykio p, € (¢ — §,¢ + 6) tikimybg galima sumazinti maZinant §, taciau tada didéja
pirmosios ir antrosios prieskyros kaidy tikimybés. Jas galima sumazinti didinant n. Taigi

biitinas § ir n suderinamumas, o jy sarysj galima isreiksti lygybe §v/n = const.

3.4. Naujas apytikslis daugybinio perskai¢iavimo metodas (angl. Multiple Re-
sampling Method (MRM))

RSM atsitiktinés imties metodas visas sekas klasifikuoja j tris klases:

1) jeigu ﬁn(ail, ) al-k) > ¢+ 6, taiseka a; , ..., a;, priskiriame daZny seky klasei;
2) jeigu ﬁn(al-l, s aik) < ¢ — §, tai sekg a; , ..., a;, priskiriame rety seky klasei;
3) jeigu ﬁn(ail, ...,aik) € (e—46,e+0), tai seka a;,...,a;, priskiriame tarpiniy
seky klasei.
Tarpiniy seky klas¢ RSM metode buvo sukurta, nes klasifikavimo paklaida gali biiti gana

didele, netgi arti % Klasifikavimo paklaidos tikimybé priklauso nuo to, kiek tikrasis
sekos daznis p skiriasi nuo &, nes pagal centring ribing teorema, jei p = &, tuomet

neteisingo Klasifikavimo tikimybe artéja j - :
P(p, =€) —>%,n — oo ir P(p, < ¢€) —>%,n - 00,

Kad nustatytume, ar sekos, priklausancios tarpiniy seky klasei, yra daznos ar retos,
galima visiSkai nuskaiCius prading duomeny baze ir apskaiciavus tikruosius seky
daznius, taciau daugeliu atvejy visiSkas duomeny nuskaitymas gali biiti labai sudétingas,

jeigu duomeny baze yra didelé.

Daugybinio perskai¢iavimo metodas (MRM) yra atsitiktinés imties metodo (RSM)
patobulinimas, kuris naudoja daugybinio perskaiciavimo strategijg ir analizuoja h > 1
atsitiktiniy imciy 1§ pradinés duomeny bazés bei nustato, kiek karty kiekviena seka buvo

daZna, reta ir tarpiné:

1. h; — kiek karty seka buvo identifikuota kaip dazna;
2. h, — kiek karty seka buvo identifikuota kaip reta;
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3. h; —kiek karty seka buvo identifikuota kaip tarpiné.

Daugybinio perskai¢iavimo metodas (MRM) nustato galutin} sekos priskyrimg prie

dazny arba rety seky klasés, remiantis max (hq, h,, hs):

1. Seka yra dazna, jeigu hy > h, ir hy > hs;
2. Sekayrareta, jeigu h, > hy ir h, > hs.

Jeigu né viena i$ dviejy anksc¢iau i$vardyty salygy néra tenkinamos ir max (hy, hy, hs)
= h3, tuomet h; - skaiCius, nusakantis, kick karty seka buvo identifikuota kaip tarpiné,
yra eliminuojamas ir seka yra laikoma dazna, jeigu h, > h,; prieSingu atveju, jeigu
h, > h,, tuomet seka yra laikoma reta. Jeigu h; = h,, tuomet MRM metodas tokig seka
laitko dazna, kad nebuty prarasti potencialis kandidatai ilgesniy seky kandidaty
generavime. Naudojant daugybinio perskai¢iavimo metoda, galutinis sprendimas, ar
tarpiné seka yra dazna ar reta, gali biiti priimtas be visiSko pradinés duomeny bazés
nuskaitymo. MRM metodas yra tikslesnis nei RSM metodas, taiau jis yra h karty

létesnis nei RSM metodas.

3.5. Naujas apytikslis Markovo savybe besiremiantis metodas (angl. Markov
Property Based Method (MPBM))

Markovo savybe besiremiantis metodas kelis kartus skaito prading duomeny baze ir
apytiksliai suranda ilgesniy seky daznius naudodamas tiksliai identifikuotus tikruosius
daznius. Kad biity galima nustatyti daznas sekas pradin¢je duomeny bazéje naudojantis
pirmosios eilés Markovo procesu, pakanka du Kartus nuskaityti prading duomeny baze
(antrosios eilés Markovo procese pakanka tris kartus nuskaityti prading duomeny baze ir
t.t.).

Laikysime, kad pradiné duomeny baz¢ yra stacionaraus erdoginio proceso realizacija.
Laikysime, jog X,,, —c0 < n < oo yra stacionarus stochastinis procesas: kiekvienam

n,m,ty, .., thira;, .., a_ €V,

P(X,, =ai, . X, =a; ) =PXe,4m = @ipy 0, Xp 4om = Q1)
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Dél ergodiskumo savybés (Varadhan, 2001) ﬁ(ai e aim) turi ribg ir dél ergodiskumo
savybés riba yra:

p(ail, ...,aim) =P {XO = ail,X1 = a;,, vy X1 = aim}:
ﬁ(ail, ...,a'im) - p(ail, ...,a'im), kai N — oo, (7)

Laikykime, kad X, n = 1,2,.. yra stacionarus pirmosios eilés Markovo procesas.

Pazymékime:
p(ailaiz ...(Xik) = P{Xn = ail,Xn+1 = (Xiz, ""Xn+k—1 = aik},k = 1,2,

Tarkime, kad mes zinome p(a;),p(a;q;), i,j = 1,..., M kelis kartus nuskaite prading

duomeny bazg.

LEMA 1. Laikysime, kad X,,n = 1,2,... yra stacionarus ergodiskas pirmosios ecilés
Markovo procesas. Tuomet aproksimuojant prading duomeny baze stacionariu pirmosios
eiles Markovo procesu (m=1) kiekvienam q;_, ..., a; € V, mes gauname

_ plaigai,)p(aiy,aig)-p(@i, o Qi)

p(ail, ey aim) - p(aiz)...p(a’im_l) mz3.

)

Jrodymas. Naudosime Markovo savybe Siai lemai jrodyti. Pasak Markovo savybés,

kiekvienam n € {1, ..., N}, k yra Markovo proceso eilé ir a; , ..., a; € V
PXp=a | Xn1=ay,_, .. Xi=a }=P{Xp=a,|Xn-1 =i, Xnk
= ain_k}
Pagal salyginés tikimybés apibrézima:
p(ail,aiz,ais) =P {Xl =a;,X; =, X3 = ais} =
=P{Xs=ay|Xo=a, X, =a }P{X,=a,, X, =a;}=
=P{Xs=a,|Xo=a,} P{Xs =0, X, =a;} =

_ P{Xg =, X, = aiZ}P{XZ . }
iy’ iy

_ p(aipaiz)p(aiz’ aig)
P{X, = a;,}

P(ab)
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Kad buty papraséiau, analizuojamas tik m = 3 atvejis, taciau kai m > 3, jrodymas yra
analogiskas. Taigi aproksimuojant duomeny baze stacionariu pirmosios eilés Markovo
procesu mes turime zinoti tik Siuos tikruosius daznius p(al-l) ir p(a'l-l,a'iz) visiems

ail,

;, € V. Lema jrodyta.

Analogiskas prielaidas galime daryti ir naudojant auksStesnés eilés Markovo process,
taciau tuomet atitinkamai daugiau karty reikés skaityti prading duomeny baze, kad biity
galima identifikuoti tikruosius daznius (pvz. antrosios eilés Markovo procese reikia

skaityti prading duomeny baz¢ tris kartus).

4. Pasiulyty apytiksliy dazny seky paieskos metody eksperimentiniai
tyrimai

Eksperimentiniai tyrimai disertacijoje pasitlytiems RSM, MRM ir MPBM metodams
buvo atliekami naudojant tikrus ir dirbtinai sugeneruotus duomenis bei asmeninj
kompiuterj su 2.4 GHz Intel Celeron procesoriumi, 4GB RAM atminties. Visi metodai

realizuoti naudojant Java programavimo kalba.

4.1. Eksperimentinés duomeny bazés

Eksperimentiniai tyrimai buvo atliekami naudojant tikra finansing duomeny baz¢ bei

dirbtinai sugeneruota duomeny baze:

1. Finansiné duomeny baze, kuri susideda 1§ EUR-USD valiuty poros kurso
valandiniy duomeny nuo 03/01/2000 iki 01/05/2013 (duomenys paimti i$
Online Trading Platform MetaTrader 4 History Center (MetaTrader 4
software, retrieved 2013)). Finansiné duomeny bazé susideda i§ N =
5397843 elementy, kurie jgyja reikSmes {A, B, C}, kurios nurodo, ar
valiuty kursas auga, krenta ar lieka nepakitgs palyginus su praéjusia

valanda:
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o A — jeigu i-osios valandos pabaigos kursas C; yra didesnis nei
valandos pradzios kursas 0;,t. y. S; = A, jeigu C; > 0;;

o B — jeigu i-osios valandos pabaigos kursas C; yra mazesnis nei
valandos pradzios kursas 0;,t. y. S; = B, jeigu C; < 0;;

o C — jeigu i-osios valandos pabaigos kursas C; yra lygus valandos

pradzios kursui 0;, t. y. S; = C, jeigu C; = 0.

2. Genetiné duomeny bazé susideda i§ N = 66326866 elementy, kurie jgyja
galimas reikSmes {A, T, C, G}, kurios reiSkia DNA nukleobazes (cytosine,
thymine, adenine, guanine). Duomenys buvo sugeneruoti naudojantis DNA

Baser Sequence Assembler software (DNA Baser, retrieved in 2013).

4.2. Parametry parinkimas disertacijoje pasiulytiems apytiksliams metodams

Pradinés duomeny bazés S analizei naudosime GSP algoritma bei pasitilytus RSM,
MRM ir MPBM metodus dazny seky paieskai pradinéje duomeny bazéje. Zemiau

iSvardyti vartotojo nurodyti parametrai bus naudojami anks¢iau i§vardytuose metoduose:

e Daznio slenkstis (angl. minimum support threshold) 0 < & <1, kuris
naudojamas nustatyti, ar seka yra dazna, ar reta. Seka yra laitkoma dazna,
jeigu p, = ¢; prieSingu atveju ji laikoma reta. Daznio slenkstis yra
naudojamas visuose dazny seky paieskos metoduose: GSP, RSM, MRM,
MPBM, ProMFS;

o Atsitiktinés imties, sudarytos i§ pradinés duomeny bazés, dydis n, kuris yra
naudojamas RSM ir MPBM metoduose;

e Kilasifikavimo klaidos slenkstis § > 0, toks, kad (0 < e -8 <e+ 8 < 1).
Slenkstis naudojamas apytiksliuose RSM ir MRM metoduose;

o Atsitiktinés imties, sudarytos i§ pradinés duomeny bazés, perskai¢iavimy
skai¢ius h = 30. Sis parametras naudojamas MRM metode;

e Markovo proceso eilé m =1,2,3, naudojama apytiksliame MPBM

metode.
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4.3. RSM, MRM ir MPBM metodo eksperimentinis tyrimas

Tikslusis GSP algoritmas ir aspytikslis RSM, MRM ir MPBM metodai bus naudojami
dazny seky paieskai pradin¢je duomeny bazéje S. Laikysime, kad seka yra dazna, jeigu
jos daznis didesnis arba lygus € = 0,08. Pirmiausia, nagrinésime prading duomeny baze
naudojant GSP algoritma bei tiksliai nustatysime seky tikruosius daznius. Tuomet
naudojant apytikslius metodus nustatysime empirinius seky daznius analizuodami
atsitikting pradinés duomeny bazés imtj, kurios dydis yra n =500, n = 1000 ir
n = 2000, o klasifikavimo klaidos slenkstis yra § = 0,02.

RSM metodo pirmojo tipo klasifikavimo klaidos tikimybé (seka yra dazna, taciau buvo

priskirta rety seky klasei):

n=500: 1-@ (5 sf_@) — 1 — ®(1.6485) ~ 0.0496:
n=1000: 1-o (6 Ef_g)) = 1 — ®(2.3313) ~ 0.0099:
n = 2000 : 1-o(s J%) — 1 — (3.2969) ~ 0.0005.

RSM metodo antrojo tipo klasifikavimo klaidos tikimybé (seka yra reta, taciau buvo
priskirta dazny seky klasei):

Vn
Ver(1-eq)

Vn
Ver(1-eq)

n=500: (-8 ) = &(-26Vn) = d(~0.8944) ~ 0.1855;

n =1000: (-8 ) = &(-26vn) = d(~1.2649) ~ 0.1030;

n = 2000 : @ (—6\/%) = &(—28+v/n) = #(—1.7889) ~ 0.0368.
Svarbu pastebéti, jog augant atsitiktinés imties dydziui n auga ir tarpiniy seky skaicius.
Tarpiniy seky skaicius gali biiti sumazintas mazinant klaisfikavimo klaidos slenkstj &,
bet tuomet pirmojo ir antrojo tipo klaidy tikimybés auga. Jos gali biiti sumazintos

didinant n. Taigi suderinamumas tarp § ir n yra bitinas, o jy sarySis apibréZiamas kaip
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5v/n = const. 1 pav. pavaizduota priklausomybé tarp n ir § = 0.001 ir 0.005, o dazniy
slenkstis € = 0.08.

€=0.08; 6=0.001 €=0.08; 6=0.005
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n, the random sample size n, the random sample size
== = ]st type classification error === ]st type classification error
e )nd type classification error e )nd type classification error

1 pav. Pirmojo ir antrojo tipo klasifikavimo klaidos, kai ¢ = 0.08; § = 0.001 ir 0.005.

MPBM metode naudosime m = 1, 2 ir 3 eilés Markovo procesus, 0 MRM metode

sudarysime h = 30 atsitiktiniy pradinés duomeny bazés im¢iy analizei.

Lentelé 1. MPBM (m =1, 2 and 3), RSM (n = 1000 and n = 2000; § = 0,02) ir MRM
(h = 30) metody rezultatai

Duomeny | Rezultatai GSP MPBM metodas RSM metodas MRM metodas
bazé algoritmas [ 'm=1 [ m=2 [ m=3 | n=1000 | n=2000 | n=1000 | n=2000
Finansiné | Metodo surasty dazny 265 268 | 266 266 193 212 261 263
duomeny | seky skaicius
bazé Rety seky, kurios buvo 0 6 4 2 25 17 30 22
identifikuotos kaip
daznos, skaicius
Dazny seky, kurios buvo 0 3 3 1 9 5 13 7
identifikuotos kaip retos,
skailius
Tarpiniy seky skaifius 0 0 0 0 163 86 0 0
Genetine | Metodo surasty dazny 144 144 | 146 146 126 149 139 146
duomeny | seky skaicius
bazé Rety seky, kurios buvo 0 0 | 20 8 12 4 15 6
identifikuotos kaip
daznos, skaicius
Dazny seky, kurios buvo 0 0 18 6 9 6 13 8
identifikuotos kaip retos,
skailius
Tarpiniy seky skaiius 0 0 0 0 126 35 0 0
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2 pav. Apytiksliy metody greicio palyginimas, kai § = 0.1.

Eksperimenty rezultatai parodé, kad MRM metodas pademonstravo tiksliausius
rezultatus abiejose duomeny bazése; antroje vietoje pagal tiksluma liko MPBM metodas
naudojantis treCiosios eilés Markovo procesu; taciau §is metodas reikalauja skaityti
prading duomeny baze Keturis kartus, todél jis gana sunkiai gali biiti naudojamas labai
didelése duomeny bazése arba nenutriikstamuose duomeny srautuose. RSM metodas
neskaito pradinés duomeny bazés ir yra greiciausias i§ analizuoty metody, taciau jis turi
gana didelj skai¢iy tarpiniy seky ir tikslumu jj lenkia ir MPBM, ir MRM metodai. MRM
metodas eliminavo tarpines sekas ir pademonstravo tiksliausius rezultatus, taciau jis
dirba h = 30 karty ilgiau palyginus su RSM metodu, nes analizuoja 30 atsitiktiniy im¢iy

1§ pradinés duomeny bazés.

Didelis RSM metodo privalumas yra teorinis paklaidy jvertinimas naudojant
standartinius statistinius metodus ir centring ribing teoremg. Teorinis paklaidy jvertis
leidzia Zinoti metodo daromas paklaidas i§ anksto bei nereikalauja iSpléstiniy empiriniy
bandymy metodo tikslumui nustatyti. RSM metodas neskaito pradinés duomeny bazés
taip grazindamas greitus rezultatus bei yra tinkamas naudoti daugelyje sriciy, kuriose

metodo daromos paklaidos yra priimtinos.

25



5. Interneto vartotoju elgsenos duomenu analizé ir vizualizavimas

5.1. Interneto vartotoju elgsenos duomenys

Interneto vartotojy elgenos analizé yra svarbus uzdavinys, leidziantis padidinti
reklaminiy kampanijy internete pelng bei efektyvuma. Reklaminiy kampanijy duomeny
analizés rezultatai yra perZitirimi Zmoniy, neturin¢iy techninio i$silavinimo, todél jie turi
biti pateikti paciy patogiausiu ir suprantamiausiu biidu. Interneto vartotojy skaicius
iSaugo cksponentiskai, o kartu pasikeité ir vartotojy jproc¢iai — Vvis daugiau laiko
praleidziama internete bei vis daugiau prekiy perkama internetu. Pasak IAB apzvalgos,
europieciai vidutiniskai praleidza 24 valandas internete kiekvieng ménesj (IAB digital

review: Consumers driving the digital uptake, 2010).

Visi pirkéjai internetu gali biiti klasifikuojami 1 apsilankancius pardavéjo puslapyje
tiesiogial arba per reklaminés kampanijos medziagg. Jvairi reklaminé medziaga internete
gerokai padidina pirkéjy skaiCiy pardaveéjo puslapyje. Pasak comScore apzvalgos
(comScore: The 2010 Europe Digital Year in Review, 2011) 97% visy interneto
vartotojy Europoje maté reklaming medziagg narSydami internete. Kiekviena reklaminé
kampanija surenka didziulj kiekj duomeny apie interneto vartotojus, maciusius
reklaming medziaga, pvz., kiek karty vartotojas maté arba paspaudé ant reklaminés
medziagos, kiek produkty rinkosi pardavéjo puslapyje, kokius produktus nusipirko, kiek
uz juos mokéjo ir t. t. Visi Sie duomenys yra sekami naudojantis slapukais (angl. cookies)
ir pagal statistikg 87% interneto vartotojy gali buti sekami naudojant narSyklés slapukus

(Visitor Browser & Cookie Demographics, retrieved 2013).

Siame skyriuje yra analizuojami duomenys i3 dviejy realiy reklaminiy kampanijy, kurios
reklamavo vieno pardavéjo prekes (5361 pardavimy) naudojant jvairig reklaming
medziaga, kuri buvo rodyta populiariausivose tinklalapiuose bei paieskos sistemose
(Google, Yahoo, MSN). Pardavéjo puslapis buvo nuodugniai sekamas jskaitant jsigyty
prekiy kainas. Kiekvienas pirkimas pardavéjo puslapyje buvo nusakomas 9 skirtingais

pozymiais x;, X ..., Xg.
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Penki kiekybiniai pozymiai:

e x; — kampanijos tipas: 1 — visi vartotojai, kurie apsilanké puslapyje, pamate
reklaming medziagg (angl. campaign traffic), O — visi vartotojai, kurie apsilanké
pardavéjo puslapyje tiesiogiai ir nematé reklaminés medziagos (angl. non-
campaign traffic);

e x, —reklaminés medziagos dydis cm?;

e x; — minutés nuo paskutinés sgveikos su reklamine medziaga,

e x, —skaicius, kiek karty vartotojas mate¢, spaude ar kitaip sgveikavo su reklamine
medZiaga,

e x. — pirkiniy kaina.
Keturi kokybiniai pozymiai:

e X, —reklaminés kampanijos pavadinimas;

e X, —sgveikos su reklamine medziaga tipas;

e xg — nukreipiantis tinklalapis, i§ kurio vartotojas atéjo j pardavéjo puslapi;

e x4 — reklaminés medziagos tipas (tiesioginiai vartotojai, kurie nematé reklaminés
medziagos; interaktyvi reklaminé medziaga (angl. rich media), paieskos zodziai

(angl. search keywords), ir t. t.).

Visi kiekybiniai pozymiai buvo normuoti, kad jy reikSmés atitikty intervalg [0, 100].

5.2. Interneto vartotoju elgsenos vizualizavimo metodai

Interneto vartotojy elgsenos duomenys buvo analizuojami ir vizualizuoti Zemiau

iSvardintais budais:

e Geometriniais metodais (taskiniais grafikais, angl. scatter plots);
e Daugiamaciy skaliy algoritmu (Sammono algoritmu);

e Neuroniniais tinklais (saviorganizuojan¢iu neuroniniu tinklu).
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Taskiniai grafikai vizualizuoja priklausomybes tarp pasirinkty pozymiy bei leidzia
pastebéti iSsiskiriancius taSkus, klasterius arba tendencijas duomenyse. Taskiniy grafiky
matrica leidzia apzvelgti visas 2-dimensijy koreliacijas tarp skirtingy pozymiy. 3 pav.
pavaizduota kiekybiniy pozymiy taSkiniy grafiky matrica, kurioje spalva reiSkia
reklaminés kampanijos tipg (raudona — vartotojai, mate¢ reklaming medziaga; mélyna —
vartotojai, nemat¢ reklaminés medziagos), naudojant RapidMiner programing jranga
(Rapid Miner software, retrieved 2013). Taskiniy grafiky matricos privalumas yra tas,
kad poromis vizualizuoti poZzymiai gali biiti lengvai interpretuojami, taciau augant
dimensijy skaiciui, licka mazai vietos kiekvienai projekcijai bei didelis duomeny kiekis
gali buiti sunkiai suprantamas i§ vizualizacijos. Remiantis 3 pav. vizualizacija, gali buti

padarytos tokios iSvados:

e Dauguma pirkéjy tur¢jo tik kelias sgveikas (maté arba paspaude) su reklamine
medziaga prie$ perkant pardavejo puslapyje.

e Dauguma pirkéjy pirko pardavéjo puslapyje po gana trumpo laiko tarpo nuo to,
kai jie paskutinj kartg maté arba paspaudé ant reklaminés medZiagos.

e Vidutinio dydzio reklaminé medziaga buvo daZniausiai matyta tarp visy
reklaminés medziagos tipy

e Brangiausiai perkantys pirkéjai paprastai labai greitai nusipirko prekes po
reklaminés medziagos pamatymo arba apsilanké pardavéjo puslapyje nemate
reklaminés medZiagos i§ viso.

e Neéra aiskiy pirkéjy klasteriy, kuriuos biity galima jzvelgti naudojant taskiniy

grafiky matricg.
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3 pav. Kiekybiniy pozymiy vizualizacija naudojant taskiniy grafiky matrica.
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Interneto vartotojy elgsenos vizualizavimui daugiamaciy skaliy algoritmu (Sammono
algoritmu) buvo naudojami tik kiekybiniai pozymiai, kurie buvo pavaizduoti dvimatéje
erdvéje (d = 2). Interneto vartotojy vizualizacija yra pateikta 4 pav., naudojant Orange
2.0 programine jrangg (Orange 2.0 software, retrieved in 2013). Vizualizacijos
rezultatuose galima aiskiai jzvelgti skirtingus klasterius, kurie atitinka skirtingas pirkéjy
grupes, kurios yra glaudziai susijusios viena su Kita, jei yra atvaizduotos arti viena kitos
grafike. Apatinis klasteris 4 pav. atitinka visus pirkéjus, kurie apsilanké pardavéjo
puslapyje tiesiogiai ir neturéjo jokios sgveikos su reklamine medziaga. Kiti 5 pirkéjy
klasteriai suskirstyti pagal reklaminés medziagos dydj: virSutinis klasteris atitinka

didziausig reklaming medziaga, o Zemiausias — maZziausia.

4 pav. Kiekybiniy pozymiy vizualizacija naudojant Sammono algoritma.

Didelis daugiamaciy skaliy algoritmo privalumas yra tas, kad jis parodo sarySius tarp
duomeny: daugiamaciai duomenys, kurie yra panasSis tarpusavyje bus pavaizduoti arti
vienas Kito vizualizacijoje. O daugiamaciy skaliy algoritmo trikumas yra tas, kad

algoritmas uzima daug laiko, kai vizualizuojami dideli duomeny kiekiai.

Interneto vartotojy elgsenos analizei buvo naudojamas saviorganizuojantis neuroninis

tinklas (angl. self organizing map (SOM)), kuris buvo realizuotas naudojantis Viscovery
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SOMine programine jranga (Viscovery SOMine, retrieved 2013) su SeSiakampe tinklo

topologija ir Ward kaimynystés funkcija (A ir B yra klasteriai):

AA,BY = D IXe = ausll? = ) I = Il

i€EAUB i€EA
—, nang .,
= > X, — g I? = 17 — i 2
= ny +ng

kur m; yra j klasterio centras, 0 n; yra tasky skaiCius jame. d(A4,B) yra vadinama

jungimo kaina, kuri atsiranda jungiant du klasterius A ir B.

Saviorganizuojantis neuronis tinklas leidZzia lengvai analizuoti ir kokybinius, ir
kiekybinius duomenis kartu, nors ir reikalauja Ziniy pasirenkant papildomus parametrus

bei skirtingus svorius, kad biity gauta kuo geresné vizualizacija.

Naudojant saviorganizuojant] neuroninj tinklg buvo gauti 8 klasteriai, kurie yra
pavaizduoti 5 ir 6 pav. Aukstesnis prioritetas (1.5) buvo duotas pirkimo bendrai sumai,
tuo tarpu visi kiti pozymiai buvo traktuojami tuo paciu (1.0) prioritetu. C7 buvo
identifikuotas kaip pats pelningiausias pirkéjy klasteris, o jo klientai pirko brangiausias
prekes pardavéjo puslapyje bei atliko vidutiniSkai 5 sgveikas su reklamine medziaga
pries pirkdami ir vidutiniSkai nuspirko prekes per 20 minuciy nuo paskutinés sgveikos su
reklamine medziaga. Beveik pusé C7 klasterio pirkéjy apsilanké puslapyje tiesiogiali,
nemate ir nespaude ant reklaminés medziagos, o kita pusé daZniausiai ieskojo prekiy

paieskos sistemose (Google, Yahoo, MSN) ir nematé reklaminés medziagos.

C1

C7

5 pav. Saviorganizuojancio neuroninio tinklo sukurti klasteriai.
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6 pav. Klasteriai, atvaizduoti pagal skirtingus kiekybinius pozymius.

Bendrosios iSvados

Sios disertacijos tyrimy objektas yra dazny seky paie$ka bei vizualizavimas didelése
duomeny bazése. Dazny seky paieskai didelése duomeny bazése buvo pasitlyti trys nauji
apytiksliai (tikimybiniai) metodai: atsitiktinés imties metodas (Random Sampling
Method — RSM), daugybinio perskai¢iavimo metodas (Multiple Re-sampling Method —
MRM) and Markovo savybe besiremiantis metodas (Markov Property Based Method —
MPBM). Jy eksperimentinis tyrimas buvo atliktas naudojant tikrg bei dirbtinai
sugeneruotg duomeny bazes bei rezultatai palyginti su kitas egzistuojanciais algoritmais.
Interneto vartotojy elgsenos duomenys buvo analizuojami bei vizualizuoti naudojant
geometrinius metodus, daugiamaéiy skaliy algoritma bei neuroninius tinklus. Sioje

disertacijoje atlikti tyrimai leido padaryti tokias i§vadas:

1) Apytiksliai dazny seky paieSkos metodai gali daug greiciau nei tikslieji dazny seky
paieskos metodai nustatyti, kurios sekos yra daznos ir retos. Tai ypac svarbu sparciai
augant duomeny kiekiui, kurj darosi sudétinga greitai apdoroti, o daugeliu atvejy
beveik nejmanoma visi$kai perskaityti.

2) Naujai pasiiilytas atsitiktinés imties metodas (RSM) turi didelj privalumg — teoriskai
nustato metodo daromas klaidy tikimybes, kurios yra jrodytos naudojant standartinius
statistinius metodus. Teorinis paklaidy jvertis leidzia naudoti metodg be iSpléstiniy
empiriniy tyrimy naudojant skirtingas duomeny bazes, kurios yra naudojamos Kituose
daZzny seky paieskos algoritmuose.

3) Naujai pasitilytas daugybinio perskai¢iavimo metodas (Multiple Re-sampling Method

— MRM) pademonstravo tiksliausius rezultatus i§ pasitlyty apytiksliy metody, tac¢iau
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4)

5)

greiciu jis atsilieka nuo atsitiktinés imties metodo (RSM) tiek karty, kiek skirtingy
atsitiktiniy imc¢iy yra papildomai analizuojama palyginus su atsitiktinés imties
metodu.

Naujai pasitlytas apytikslis Markovo savybe besiremiantis metodas (Markov
Property Based Method — MPBM) kelis kartus skaito prading duomeny baze
(priklausomai nuo to, kelintos eilés Markovo procesas yra naudojamas, tiek karty yra
skaitoma pradiné duomeny baz¢) ir todél netenkina grei€io reikalavimy analizuojant
dideles duomeny bazes.

Vizualizuojant interneto vartotojy elgsenos duomenis saviorganizuojantis neuroninis
tinklas parodé geriausius rezultatus, taciau jj naudojant vartotojas turi turéti geras
Zinias apie naudojamus duomenis bei teisingai pasirinkti saviroganizuojancio tinklo
naudojamus parametrus. Remiantis vizualizacijos rezultatais gali bati priimami

sprendimai apie tolimesne reklamos strategijg.
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FREQUENT PATTERN ANALYSIS FOR DECISION MAKING
IN BIG DATA

Research Context and Motivation

The ever increasing amounts of digital information stored around the World today has
the potential to bring significant benefits to people and make it possible to do many
things that could not be done previously: forecast financial trends, diagnose and prevent
diseases, identify crime suspects, etc. The amount of digital information increases
enormously every year and according to the Moore’s law, the processing power and
storage capacity of computer chips double approximately every 18 months. The world's
technological per-capita capacity to store information has roughly doubled every 40
months since the 1980s; as of 2012, every day 2.5 quintillion bytes of data were created
(IBM review on what is big data, retrieved 2013). Keeping in mind the amount of raw
data, today’s algorithms and powerful computers can reveal new important insights that

could previously remain hidden.

Frequent pattern mining is a very important task in data mining, especially in big data
that consist of millions of records (Han, Kamber, 2006). The term “big data” is used very
often recently in data mining and it defines a collection of data sets that are so large and
complex that it becomes difficult to process them using on-hand database management
tools or traditional data processing applications. The challenges include the capture of
data, storage, search, sharing, transfer, analysis, and visualization. Data analysts
regularly encounter limitations due to big data in many areas, including meteorology,
genomics (Editorial review in Nature, 2008), complex physics simulations, biological
data, environmental data, Internet search, finance and business informatics. Finding
frequent patterns plays an essential role in mining associations, correlations, and many
other interesting relationships among big data. Moreover, it helps in data classification,
clustering, and other data mining tasks as well. Thus, frequent pattern mining has

become an important data mining task and attracted a number of different researches in
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frequent pattern mining. Exact frequent sequence mining methods deliver accurate
results on frequent and rare sequences, however they typically require multiple passes
over the original database and, if the database is large, it becomes a time consuming and
expensive task. Approximate frequent sequence mining with an estimated probability of
error is acceptable in many applications, e.g. marketing, internet user behaviour, stock
market, biological databases, etc., because such algorithms are employed in scenarios
where timely analysis result is more important than high precision. For example, if an
investor can obtain all the approximate frequent sequences from her stock data quickly,
then such approximate results might be sufficient to supplement the investor’s own
investment strategy and to allow the investor to take an optimal and profitable decision
on a specific investment. On the other hand, if a stock investor attempts to extract all the
accurate frequent sequences from the stock data, it would be very time-consuming and
by the time a decision needs to be made, the best time for the investment might have
passed. Combining different trading strategies with the knowledge of frequently
occurring sequences might be a key to the trader's success; however this is typically a
challenging task because frequent patterns have to be identified as quickly as possible.
Firstly, the amount of data is typically so huge that it becomes difficult to both store and
process it within an acceptable. Secondly, previously acquired knowledge may age as the
time goes by and lose its importance. Therefore, in financial markets the computing
speed of finding frequent patterns in big data is very important as is using the
approximate frequent sequence mining algorithms with an acceptable error threshold.
This approach could help making quick decisions with higher profitability on the trading
strategy. Frequent sequences have to be identified and presented to the trader as quickly
as possible as every second is important to decide whether to open/exit the trading
position and the delay could cause that the right moment of opening the trading position

might have passed.

Approximate frequent sequence mining methods are much faster than exact methods
because instead of doing multiple passes over the original database they analyze a much
shorter sample of the original database or are using specific assumptions on the structure
of the original database. In many cases finding an exact result in frequent sequence

mining is not compatible with limited availability of resources and real time constraints,
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but an approximation of the exact result is enough for most purposes, e.g. biological data
analysis, stock market analysis, behaviour analysis in the internet, etc. In the past decade
there were a number of approximate frequent sequence mining algorithms proposed
(ApproxMAP (Pei et al., 2003), ProMFS (Tumasonis, Dzemyda, 2004), approximate
frequent sequence mining in data streams (Silvestri, Orlando, 2007)), that are much

faster compared to exact frequent sequence mining algorithms.

All state-of-the-art approximate frequent sequence mining methods do not use a
theoretical estimate of the probability of error made by the method when identifying
frequent patterns in the original database. These methods provide only the empirical
evidence based on extensive experiments and observations of algorithm results on

different databases.

In this study we propose novel approximate frequent sequence mining methods with a
theoretical estimate of the probability of error made by proposed methods when
classifying sequences as frequent or rare. The performance of methods is compared to
other approximate and exact frequent sequence mining methods and recommendations
given on how to select parameters used in proposed methods to achieve more accurate

results.

Tasks and Objectives of the Research

In this study the objectives are:

(1) create novel approximate frequent sequence mining algorithms for which theoretical

approximation and estimation of induced errors can be made;
(2) propose an approach to visualise big data.
In pursuit of the above objectives, the specific tasks are:

e Study the existing frequent sequence mining algorithms (both exact and

approximate);
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Propose novel approximate frequent sequence mining method with an
estimate of the probability of error made by this method when classifying
the sequences as frequent or rare;

Construct of a sample of an original database for proposed approximate
method,;

Propose random sampling based methods for mining frequent sequences
with the estimated probabilities of errors made by these methods;

Propose a method that relies upon the Markov property for approximately
mining frequent sequences;

Evaluate the performance of proposed approximate methods and compare
the results with other exact and approximate frequent sequence mining
approaches;

Visually represent the analysis of behaviour of Internet user using various

visualization methods.

Proposed Solutions and Contributions of Scientific Novelty

As a solution to the previously described problem the following three novel frequent

sequence mining methods for dealing with big data and visualization of internet users’

behaviour are proposed in this thesis:

Random Sampling Method (RSM) with estimated classification errors using the

central limit theorem;

Multiple Re-sampling Method (MRM) which is an improved version of RSM

method that includes re-sampling strategy;

Markov Property Based Method (MPBM) for frequent sequence mining;

Visual analysis of behaviour of Internet users.

All three proposed methods for frequent sequence mining are approximate and deliver

approximate results in identifying frequent and rare sequences in the original database.

All proposed methods are implemented and tested on real and artificial databases and

their performance compared with other approximate and exact methods. Their theoretical

37



error bounds are formulated and proved. The recommendation which parameters to
choose by proposed methods is given to the reader in order to get more precise results

using these methods.

For visual representation of big data, the behaviour of Internet users was analyzed using
geometric methods, multidimensional scaling and artificial neural networks. In visual
representation of big data, SOM visualization showed the best results when visualizing
the behaviour of Internet users; however it requires some training and experience by a
user, who is analyzing the data. Based on the visualization, the decisions on the
advertising strategy could be taken by a non-technical person who is managing the

advertising campaigns.

Defended Statements

1) Approximate (probabilistic) frequent sequence mining methods could deliver the
acceptable results with right balance between the computing speed and precision
when dealing with significantly growing amount of digital information in big data;
whereas the exact frequent sequence mining methods work under the time constraints
and cannot guarantee the required speed by various real-world applications.

2) Random Sampling Method (RSM) brings a significant benefit among existing
approximate frequent sequence mining methods by providing a theoretical estimation
of error probabilities. The error probabilities made by this method could be
theoretically estimated using standard statistical methods. The theoretical estimation
allows using the proposed method without any extensive empirical experiments used
in other state-of-the-art methods to evaluate the performance of the method.

3) Random Sampling Method may be improved using a re-sampling strategy and
eliminating the class of intermediate sequences as proposed in Multiple Re-sampling
Method (MRM). The elimination of the class of the intermediate sequences delivers
more precise results compared to Random Sampling Method, however requires more
computing time (as much as the number of re-samples analyzed).

4) Approximate frequent sequence mining methods that require reading the entire
original database do not satisfy the time constraints required by many real-world
applications. Therefore Markov Property Based Method (MPBM) proposed in this
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thesis, does not satisfy the time constraints as it requires reading the original database
at least several times (the number of times equals to the order of the Markov process)
and it delivers similar precision results as Multiple Re-sampling Method (MRM).

5) In the visual representation of Internet users’ behavioural data, SOM visualization
gives the best results; however it requires some training and experience by a user,

who is analyzing the data.

Approbation and Publications of the Research

The main results of the dissertation were published in 5 scientific papers: 4 articles in the
periodical scientific publications; 1 article in the proceedings of scientific conference.
The main results of the work have been presented and discussed at 5 national and

international conferences.

Outline of the Dissertation

In Chapter 1 an introduction to frequent sequence mining is provided, including the
definition and related work in frequent sequence mining algorithms. In Chapter 2
detailed information about the most popular exact frequent sequence mining algorithms
is presented. In Chapter 3 detailed information about the proposed novel approximate
frequent sequence mining methods is presented. In Chapter 4 the performance studies of
the proposed methods and the comparisons with other approximate and exact frequent
sequence mining methods are presented. In Chapter 5 the methodology for analysis of

the behaviour of Internet users is presented and examined.
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Conclusions

This thesis focuses on several data mining tasks related to analyzing big data: frequent
pattern mining and visual representation of data. For mining frequent patterns in big
data, three novel approximate (probabilistic) methods were proposed: RSM (Random
Sampling Method), MRM (Multiple Re-sampling Method) and MPBM (Markov
Property Based Method). Their performance in terms of the computation speed and
precision was evaluated on real and artificial databases and compared with other existing
state-of-the-art frequent pattern mining algorithms. For visual representation of big data,
the behaviour of Internet users was analyzed using geometric methods, multidimensional

scaling and artificial neural networks.
The research completed in this thesis showed the following conclusions:

1) Approximate (probabilistic) frequent sequence mining methods could deliver the
acceptable results with right balance between the computation speed and precision
when dealing with significantly growing amount of digital information in big data;
whereas the exact frequent sequence mining methods work under the time constraints
and cannot guarantee the computation speed required by various real-world
applications.

2) Novel approximate RSM method brings a significant benefit among existing
approximate frequent sequence mining methods by providing a theoretical estimation
of error probabilities. It is proved that the error probabilities made by this method
could be theoretically estimated using standard statistical methods. The theoretical
estimation allows using the proposed method without any extensive empirical
experiments, whereas other state-of-the-art approximate methods provide only the
empirical evidence based on extensive experiments and observations of algorithm
results on different databases.

3) The performance studies demonstrated that a novel approximate MRM method
proposed in this thesis has shown the best overall result in terms of the precision
among other approximate algorithms, but it was outperformed by RSM method in
terms of the computation speed. If the recommendations on the RSM algorithm

parameters are followed, then even more precise results could be achieved.
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4)

5)

The approximate frequent pattern mining algorithms that require reading the entire
original database do not satisfy the time constraints required by many real-world
applications. Therefore MPBM method proposed in this thesis does not satisfy the
time constraints as it requires reading the original database at least several times (the
number of times equals to the order of the Markov process) and it delivers similar
precision results as MRM method.

In visual representation of big data, SOM visualization showed the best results when
visualizing the Internet users’ behaviour; however it requires some training and
experience by a user, who is analyzing the data. Based on the visualization, the
decisions on the advertising strategy could be taken by a non-technical person who is

managing the advertising campaigns.
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