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Reziumé

Informaciniy technologiy jtaka neatsiejama nuo Siuolaikinio gyvenimo.
Bet kokia veiklos sritis yra susijusi su informasj duomen kaupimu ir
saugojimu. Siandien nebepakanka tradicinio duanagdorojimo beiivairiy
ataskait formavimo. Duomen tyrybos technologij taikymas leidzia iS turim
duomem iSgauti naujus faktus ar Zinias, kurios leidziagiozuoti veikd,
pavyzdziui, pirkjy elges$ ar finansines tendencijas, diagnozuoti ligas m.pa
Disertacijoje nagrigami duomen tyrybos algoritmai dazniems posekiams ir
susietumo taisykins nustatyti. Pagrindinis disertacijos tikslas kusti naup
apytiksi dazny poseki paieskos algoritg) jo modifikacijas ir susietumo
taisykliy nustatymo algoritmbei pateikti algoritm paklaid; jvertinimg.

Disertacip sudaro penki skyriai, iSvados, liteieds srasas bei
4 priedai.

Pirmajame jvadiniame) skyriuje nagrifamas problemos aktualumas,
formuluojamas darbo tikslas ir uzdaviniai, aprasemaokslinis darbo
naujumas, pristatomi autw praneSim ir publikaciy sgraSai, disertacijos
strukfira.

Antrajame skyriuje apzvelgiamos susietumo taisykl susietumo
taisykliy nustatymo metodai.

Treciajame skyriuje apzvelgiami tikslieji ir apytiksii@azn; poseky
paieSkos algoritmai.

Ketvirtajame skyriuje pateikiamas naujai sukurtésclsastinis daan
poseky paiesSkos bei jo modifikacijos ir susietumo taisyklnustatymo
algoritmas, taip pat apraSomos algorjtatatistires charakteristikos.

Penktajame skyriuje pateikiami palgty algoritmy eksperimentinj
tyrimy rezultatai.

Darbo pabaigoje pateikiamos bendrosios iSvados driojamos

literatiiros grasas.



Bendra disertacijos apimtis — 125 puslapiai, 21legeslas ir 10 lentel.
Literatiros gra§ sudaro 108 Saltiniai.

Tyrimy rezultatai publikuoti 7 recenzuojamuose mokslalifeuose.
Rezultatai pristatyti ir aptarti 5 respublikse konferencijose ir 2 tarptauise

mokslininky konferencijose.



Abstract

The impact of information technology is an integratt of modern life.
Any activity is related to information and data acwlation and storage,
therefore, quick analysis of information is necegsdoday, the traditional
data processing and data reports are no longeicieutf The need of
generating new information and knowledge from gidata is understandable;
therefore, new facts and knowledge, which allowtasforecast customer
behaviour or financial transactions, diagnose disgaetc., can be generated
applying data mining techniques. The doctoral diasen analyses modern
data mining algorithms for estimating frequent ®tpgences and association
rules. The research object is data mining algomstiion solving data analysis
tasks and discovery associations rules. The aitheoflissertation is to propose
a new approximate algorithm for mining frequent selpsences and
association rules and its modifications, and tos@né the evaluation of the
algorithm errors.

The doctoral dissertation consists of five chapteosiclusions, the list
of referred resources and appendices.

In the first chapter (Introduction) the relevandele analysed problem
is explained, the aim and objectives of the dissiemn are formulated, as well
as the scientific novelty is stated, the authorsspntations and publications
and the structure of the dissertation are presented

In the second chapter association rules and metfwdsdiscovering
association rules are overviewed.

In the third chapter exact and approximate algorgghfor mining
frequent subsequences are reviewed.

In the fourth chapter new generated stochasticriéifigo for mining
frequent subsequences and its modifications areepted and statistical
characteristics of algorithms are described.

The fifth chapter focuses on the research restiltseoefficiency of the

algorithms.
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Finally the conclusions and the list of referreslow@rces are given.

The total scope of the dissertation is 125 pagesigires and 10 tables.
The list of referred resources includes 108 resesirc

The results of the research are published in 7evestl scientific
publications. The results were presented and diecusn 5 national and 2

international scientific conferences.
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1 skyrius. Jvadas

Informacija yra nisy eros valiuta, bet kokia yra jos ve®t
Informacija rera zZinios, ir tai tikrai réra iSmintis.

John Lippman

1.1. Tyrimo sritis ir problemos aktualumas

Bet kokiosjmonres veikla Siandien susijusi su dideliais informasijo
duomem kiekiais. Informacija — tai zinios apie faktugsykius, daiktus,
procesus, iélas, gvokas ir kitus objektus, kurios tam tikrame kontekguri
prasme. Duomenys — tai formalizuotas informacijos vaizdin tinkamas
perduoti kitiems, suvokti ir apdoroti. Daznai teigia: zinios — tai galia,
Zinios — tai pinigai ir pan. Daugelio naudojamasiwiapibezimas yra toks:
Zinios yra vewrt turinti informacija. Zinios — tai visuma apdorotim$ormacijos
bei kintar€iy sarySiy, kuriy pagrindu gali veikti koks nors asmuo arba sistema.
Vadinasi, nebepakanka #tirdaug informacijos ar kaupti terabaitinius kiekiu
duomen, svarbiausia iS turimos informacijos bei duome$gautijzvalgas,
sarySius tarp duomen ar naujas zinias. Tarp didelinformacijos kieky
slepiasi ir svarbi, ir niekin informacija. Efektyvus informacijos, slygilos
duomenyse, atskleidimas ir panaudojimas [27] yra arlsausias
konkurencingumo didinimo veiksnys Siuolaiij@ dinamiskoje tyrimg ir
verslo aplinkoje. Sioms problemoms &gif taikoma duoman tyryba @ng|.
Data Mining).

Duomenmny tyryba yra Siuolaikia informacijos analigs sritis, atsiradusi
duomem baziy technologiy, dirbtinio intelekto ir statisties duomen analizs
sankirtoje. Duomen tyryba yra labai plati sritis, apimanti daug megod
algoritmy bei taikomyjy programiny sisteny. Duomem tyrybos uzdavinj

klasifikavimas pateiktas 1 paveiksle.
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[ DUOMENU TYRYBA ]

[ Prognozuojanti ] (Priklausomybiq tyrimo

duomeny tyryba duomeny tyryba
.
[ Klasifikavimas | [ Klasterizavimas |
\ J \. J
r - 1 (Apibendrinimas\
Regresija . N
. ) ir vizualizavimas
. J
. e ) -
Laiko eilu¢iy Dazny posekiy )
analizé duomenyse
L paieska )
ReikSmiy [ Susietumo
prognozé | taisyklés

1 pav. Duomentyrybos uzdaviniai.

Dazny posekiy paieskos ir susietumo taisykl{angl. association rule
nustatymo uzdavingi pagrindas yra Sablgn(angl. patterr), atvaizduojatiy
duomem tarpusavio arySius, koncepcija. Sie 3ablonai atskleidZia wdin
duomem strukiirg bei desningumus, tdingus duomeip poaibiams, kurie
ISreiSkiami vartotojui suprantamu pavidalu — susisd taisykémis. Svarbi
duomen tyrybos savyb yra ieSkom 3Sablom netrivialumas. Sablonai turi
atvaizduoti neakivaizdzius, nettkis @ngl. unexpected duomem sarysius,
kurie vadinami pasptomis ziniomis &ngl. hidden knowledge Garsi
statistikos ir analizs bendro¥ ,Gartner Group® duomeantyrybos apibézima
formuluoja taip: Duomen tyryba yra prasming Sablom, désningumy,
modely ir tendenciy radimo procesas dideliuose informacijos kiekiuose,

panaudojant modeji atpazinimo, statistinius bei matematinius metodus.
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G. Piatecki- Shapiro [30] duomentyrybg apibgzia taip: Duomen tyryba yra
neapdoraj duomem (angl. raw datd tyrinéjimo procesas siekiant nustatyti
zinias, kurios yra naujos, pries tai nezinotosriwelios; praktiSkai naudingos;
interpretuojamos beidinos sprendimams priimti pasirinktoje veiklos et
Duomeny tyryba apiladinama kaip nauwj prasmi duomenyse aptikimo,
nustatymo, atradimodiolas.

Susietumo taisykiji paieSka taikoma versle, finangse institucijose,
medicinoje, nuotoliniame mokyme ir kitose sritykar tenka apdoroti didelius
informacijos kiekius bei aptiktigsySius tarp duomen

Sis procesas susideda i3 kadtapy:

e duomem kaupimas (surinkimas);

e duomem paruoSimas apdorojimui;

e algoritmy taikymas;

e nustatyty sarySiy tarp duomen pateikimas.

Nustatyti grysSiai tarp duomen padeda analitikams gegau bei tiksliau
priimti sprendimus, tog susietumo taisyklj paieSka yra svarbus uzdavinys.

Vienas iS seniaugj bet ir Siuo metu labai aktualus verslui duomen
tyrybos uzdavinys yra pirkigikrepselio &ngl. market baskguzdavinys [5, 9,
18, 26, 33, 75, 76, 77, 80, 86]. Prekybos tinklai tidelius duomemn kiekius
apie pirkimus ir jiems aktualu iS turimduomen iSgauti haudingas naujas
Zinias gkmingy sprending priemimui bei verslo vystymui [71], tad nuolatos
aktualu zinoti, kokios preis sudaro pagrindjrpirkiniy krepsel [18, 72], kaip
jis kinta, ar priklauso nuo tam tikro sezono ik¥eiksni.

PanaSius uzdavinius formuluoja ir kitos veiklogys:i pavyzdziui kaip
IS tam tikiy pozymiy nustatyti ligas, kokie &niai pasireisSkia finamsrinkose,
kokia investavimo strategija ir pan. Siems uZdanms spgsti taikomi tikslieji
ir apytiksliai dazm poseki paiesSkos, susietumo taisykihustatymo metodai ir
algoritmai [79]. Tikslieji algoritmai daug kartskaito duomem baz, tockl
imlas laikui ir taikomi, kur svarbus rezultatikslumas (medicinos, genetikos
uzdaviniai), o apytiksliai metodai yra greitesrogdl jy taikymo sritis daug

platess.
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Nagriréti ankstiau sukurti apytiksliai metodai analizuoja negvsadire
duomem baz, o tik atsitiktire jos imi ir iSskiria daznus posekius,¢tau
nenustato susietumo taisykli

Susietumo taisykili paieSka didése duomen bazse yra vienas iS
svarbiausi duomen tyrybos uzdavinj. Duomem bazs skirstomog kelet
raSiy: mazos duomanbazs (angl. small databagevidutinées duomen bazs
(angl. medium databagedideks duomen bazs (@ngl. large databage labai
dideks duomen bazs (@ngl. very large databager dideli duomenysgngl.
big datg. Dideks duomen bazs apibézimas nuolatos kinta, kaip ir techam
bei programias jrangos galimybs apdoroti didelius duomerkiekius. Vieni
apibezia didets duomen bazs dyd jrag; skatiumi >107 jra§;, kiti —
duomem dydziu>40 GB.

Disertacijoje yra paslytas naujas apytikslis dagnposeky paieskos
algoritmas, jo modifikacijos ir susietumo taisyklpaieskos algoritmas bei
pateiktas algoritmp paklaid; jvertinimas. Algoritny rezultatai buvo palyginti

su kitais tiksliaisiais bei apytiksliais algoritrsai

1.2. Tyrimy objektas

Disertacijos tyrimo objektas yra duomgtyrybos algoritmai ir metodai,
skirti daznmy poseky ir susietumo taisykli nustatymo uzdaviniams sgti.
Disertacijoje aprasytuose tyrimuose naudojamosuimhits ir realios duomen

bazs.

1.3. Darbo tikslas ir uzdaviniai

Disertacijos tikslas yra sudaryti nawapytiksi dazn poseki paieskos
algoritmg, jo modifikacijas ir susietumo taisyllinustatymo algoritm bei
pateikti algoritny paklaid; jvertinimg.

Siekiantjgyvendinti uzsibizts tiksla sprendziami Sie uzdaviniai:
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e [Snagrireti dazniausiai naudojamus duongetyrybos metodus ir
algoritmus, skirtus dain posekiy bei susietumo taisykji
nustatymui.

e Sukurti naug apytiksi dazmy posekiy paieskos algoritm

e Jvertinti naujo algoritmo tikslug) greii bei statistines
charakteristikas.

e Palyginti sudary apytiks| algoritmy su Apriori, GSP, SPADE,
rekursiniu ir tikimybiniu dazg seky nustatymo ProMFS
algoritmu.

e Realizuoti sukurto algoritmo modifikacijas algorintikslumui
padidinti.

e Realizuoti sukurto algoritmo modifikagijsusietumo taisykins
nustatyti.

e Sukurti programia jrangs eksperimentams atlikti.

e Atlikti eksperimentus su imituotais ir realiais doenimis bei

palyginti su kitais tiksliaisiais ir apytiksliaidgoritmais.

1.4. Mokslinis darbo naujumas

Sioje disertacijoje yra nag@jamas aktualus susietumo taisykli
paieSkos uzdavinys, kurio sprendimui p@gas naujas stochastinis dazn
poseky paieSkos algoritmas, jo modifikacijos ir stochaisti susietumo
taisykliy paieSkos algoritmas, jvertintos & algoritmy tikimybinés
charakteristikos. Sie dagrposeki ir susietumo taisykii paieskos algoritmai
yra apytiksliai, kurie vieno duomgnbazs skenavimo metu nustato daznus
posekius bei susietumo taisykles. Naujai fgsy algoritmy paklaid;
jvertinimas atliktas naudojantis statistiniais meisd Siy algoritmy veikimas
greitesnis lyginant su tiksliaisiais ir su nagtais apytiksliais daan posekiy

paieskos algoritmais.
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1.5. Tyrimo metodika

Pagrindiniai tyrimo metodai taikomi disertacijoje tformacijos
paieSka, duomenimitavimas, informacijos sisteminimas, andjityginamaoji
analiz, apibendrinimas, statisén anali2z, Zvalgomasis tyrimas,
eksperimentinis  tyrimas. Analizuojant kit autoriy mokslinius ir
eksperimentinius pasiekimus dazposeki ir susietumo taisykii paieskos
srityje, buvo naudoti informacijos paieskos, duomanitavimo, sisteminimo,
analizs, lyginamosios anaks, zvalgomojo tyrimo ir apibendrinimo metodai.
Sudarytiems algoritmamgvertinti buvo naudotas eksperimentinio tyrimo

metodas ir statistinanaliz.

1.6. Darbo praktin é reikSme

Darbe sukurtas stochastinis dazposeki paiesSkos algoritmas, jo
modifikacijos SDPA1, SDPA2 ir stochastinis susietutaisykly paieskos
algoritmas. Sukurta progranmdinjranga, kurioje realizuoti Apriori, GSP,
SPADE, rekursinis, ProMFS, stochastinis dafoseki paieskos, SDPAL,
SPDA2 bei stochastinis susietumo taisyltiaieSkos algoritmai. Prograniin
jranga buvo naudojama eksperimentams atlikti ir parengta realiam

naudojimui.

1.7. Ginamieji teiginiai

e Darbe sukurti stochastinis dagposekiy paieskos, SDPA1, SDPA2
Ir stochastinis susietumo taisyklpaieSkos algoritmai yra apytiksliai,
taciau yra pakankamai tikiss ir greiti.

e SDPALI algoritmas yra stochastinio dafoseky paieskos algoritmo
modifikacija, kuri padidina algoritmo tikslumn kai pasirenkamas

parametrag <[0,6; 1].
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1.8.

SDPAZ2 algoritmas yra stochastinio dafoseky paieskos algoritmo
modifikacija, kuri naudoja vieno elemento daznussgkius,

nustatytus pasirinktu tiksliuoju dagnposeky paieskos algoritmu.
SPDAZ2 algoritmas tikslesnis uz stochastiazn poseki paieskos ir
SPDAL algoritmus.

Darbo rezultaty aprobavimas

Pagrindiniai tyrimo rezultatai atspausdinti 7 makéde publikacijose,

rezultatai pristatyti 2 tarptautiee mokslinink konferencijose ir

5 respublikitse konferencijose.

PraneSimai skaityti Siose konferencijose:

Respublikie konferencija: LOTD 3-0ji jaugy mokslininky
konferencija: Operaajj tyrimai verslui ir socialiniams procesams,
Lietuva, Vilnius, 2010 m. spalio 1 d.

Respublikie konferencija: IV respublikin moksline — praktire
konferencija: Mokslo taikomjy tyrimy jtaka Siuolaiking studiy
kokybel, Lietuva, Vilnius, 2011 m. gegi&5 d.

Respublikie konferencija: LOTD 4-0ji jauwgy mokslininky
konferencija: Operaajj tyrimai versle, inzinerijoje ir informacése
technologijose, Lietuva, Kaunas, 2011 m. &gs0 d.

Konferencija: Kompiuterinink dienos — 2013, Lietuva, Siauliai,
2013 m., ruggo 19-21 d.

Respublikie konferencija: VI respublikin moksline — praktire
konferencija: Mokslo taikomjy tyrimy jtaka Siuolaiking studiy
kokybei, Lietuva, Vilnius, 2013 m. gegt&6 d.

Tarptautii  konferencija: Distributed Systems and Big Data —
Towards New Horizons, NORDUGRID 2013, Lietuva, Ui,
2013 m. birzelio 4-6 d.
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Tarptautie konferencija: The 19 International Conference on
Information and Software Technologies (ICIST 2018)etuva,
Kaunas, spalio 10-11 d., 2013.

Disertacijos autas publikacij sgrasas:
Savulionier, L. Dazny poseki paieSkos algoritmai iryj rezultatai.
IV respublikir's mokslids — praktis konferencijos mokslipi
straipsny rinkinys ISSN 2029-2279, 2011, p. 107-113.
Savulionier, L., Sakalauskas, L. Statistinis dgZposekiy paiesSkos
algoritmas.Informacijos mokslaiVol. 58. ISSN 1392-0561, 2011,
p.126-143.
Savulionieg, L., Sakalauskas, L. Stochastinis daziposeki
paieskos algoritmaslaunyjy mokslininly darbai, Vol. 4(33). ISSN
1648-8776, 2011, p. 138-145.
Savulionieg, L. Stochastinis modifikuotas dagmposeki paieskos
algoritmas. VI respublikirs moksligs — praktirs konferencijos
mokslini; straipsni; rinkinys ISSN 2029-2279, 2013, p. 80-91.
Savulionieg, L., Sakalauskas, L. Modifikuoto stochastinio dazn
poseky paieSkos algoritmo tikimybés charakteristikos. XVI
Kompiuterininlg konferencijos mokslo darbalSBN 978-9986-34-
293-9, 2013, p. 75-87.
Savulionie®, L., Sakalauskas, L. Modified Stochastic Algoritfion
Mining Frequent Subsequenceslinformation and Software
Technologies,Vol. 403. ISBN: 978-3-642-41946-1 (Print), 978-3-
642-41947-8 (Online), 2013, p. 222-235.
Savulionieg, L., Sakalauskas, L. Stochastic frequent set kearc
algorithm for association rules discovelyformation technology and
control. ISSN:1392-124X (Print); ISSN: 2335-884X (Online).
Priimtas (bus atspausdintas 2014 m. birzelém.mT.43 Nr.2).
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1.9. Disertacijos struktiira

Disertacip sudaro 5 skyriai, bendrosios iSvados, litemas grasas.
Disertacijos skyriai;jvadas, susietumo taisyklinustatymas, daznposeki
paieskos algoritmai, stochastiniai dazposeky paieskos algoritmai, tyrimo
rezultatai. Disertacijos apimtis 125 puslapiai, Hhtely, 21 paveikslas,

4 priedai. Disertacijoje remtasi 108 Saltiniais.
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2 skyrius. Susietumo taisykly nustatymas

2.1. Jvadas

Techniniy ir programiniy priemoniy spartus vystymasisy jnaudojimas
jvairiose veiklos srityse yra neatsiejamas nuo dummkaupimo. Pasak
informaciny technologiy analitiky, 2013 metais visame pasaulyje sulgurt
padaugini duomen kiekis siek apie 1,8 mird. terabait Moore @snis teigia,
kad kompiuteny galingumas padvigéa apytiksliai kas 18 émesij, 0 tuo
tarpu sukaupta informacija pasaulyje padvigalapytiksliai kas 40 ¥nesij, o
nuo 2012 m. kiekvien dierg sukaupiamas papildomas kvintiljonas hait
informacijos. Taiau informacija pati savaime yra kaip naudingigfekliai po
zeme — kol jie neiSgauti, neapdirbti, tol jie tegiyra ir neteikia jokios naudos.
Taip pat ir su informacija — jos neapdorojus, na&g nauj jzvalgy iS turimy
duomen, neiSnaudojamas teikiamas potencialas, kuris grgdbo reikalingas
efektyviam proceag valdymui, sprendimp priemimui ir pan. Jvairiy riSiy
sukaupti ir neapdoroti duomenys yra sunkiai suvokiamogui, todl negali
bati tikslingai panaudoti. Siandien nebepakankagsprivairius paieskos ar
statistinius uzdavinius, Siandien reikia Zinotis kaus rytoj, koki prekiy reikés
rytoj ar po keleto diemir t.t. Duomen tyrybos technologijos apima daugyb
matematini metod;, kurie skirti surasti objektyvius ir neobjektyvius
désningumus ir nustatyti rySius tarp duomerSiuolaikiny informacijos
apdorojimo reikalavim specifika turijvertinti tai, kad:

e Duomenys yra labai didid apimties;

e Duomenys yra jvairiariSiai (tekstiniai, skaitiniai, loginiali,
grafiniai ir kt.);

e Duomem apdorojimo rezultatai turitti aiSkiis bei konkrets;

e Duomem apdorojimo priemoés ir jrankiai turi kiti paprasti
naudojimui.

Duomen tyrybos algoritmai leidzia duomenis nagiinsudttingesniu

lygiu bei iSgauti svarbius faktus ir nustatytairius grysius. Duomeun tyryba
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— tal nezinom, netrivialiy bei praktiSkai naudingir lengvai interpretuojam
Ziniy aptikimas chaotiSkuose duomenyse. Sios Ziniosaliaios sprendim
priemimui jvairiose veiklos srityse. Informacija, kuri randatagkant duome
tyrybos metodus, neZinoma i anksto. Zinias apnmadaji savybi rySiai,
nusakantys vien pozymi reikSmes pagal kitus nustatytus pozymius.
Nustatytos naujos zinios turiith taikomos naujai informacijai sudaryti su tam
tikru patikimumo laipsniu. Naujos Zzinios turitib suprantamos vartotojui.
Pavyzdziui, Zzmogus lengvai supranta legkonstrukciy ,Jeigu ..., tai...“. Be
to, tokios taisylds gali lti naudojamosjvairiose duomew bazi valdymo
sistemose kaip SQL uzklausos [74, 48]. Tokuzdaving sprendimui
naudojami jvairis duomen tyrybos metodai ir algoritmai, t.y. dirbtiniai
neuroniniai tinklai, sprendign medziai, klasterizavimas, susietumo taigykli

nustatymas ir kiti.

2.2. Susietumo taisykés

Susietumo taisykk (@ngl. association rulgdeidzia nustatyti grysj tarp
ivykiy ar proces désningumo arba kitaip tariant susigjairius jvykiy faktus
[1, 9, 60, 84]. Susietumo taisyklpaieSka yra vienas iS svarbiaugi placiai
tyrinéjamy duomenm tyrybos uzdavinj, kurj pirmasis suformulavo ir prapb
tyrinéti R. Agrawal [9, 87]. Sio uzdavinio tikslas i$ dueny baziy ar kity
duomemy saugyky iSgautijdomius grysSius tarp duomaey daznus Sablonus,
duomem strukiiry susieturg ar atsitiktinum. Susietumo taisykli paieSka
pradireje duomen bazje daznai vadinama dazminkiniy paieSka [102], t.y.
Sioje paieSkoje éra svarbi elementtvarka rinkinyje.

Pavyzdziui, pirkjas, kuris pirko duogy pirks ir pier su 72 % tikimybe.
Susietumo taisykt jei faktasA (pirko duom) yrajvykio dalis, tai yra tikimyb
X (72 %), kad faktaB (pirks piemn) bus to patiegvykio dalis.

Pirmiausiai susietumo taisyllipaieSka buvo pritaikyta tipinio piéjo
krepSelio nustatymui [5, 9, 17, 26, 31, 33, 75, 8d], t&iau Sis uzdavinys

28



nagrirgjamas ir dabar [76, 90]. Susietumo taisykpiaieSka taikomg@vairiuose
verslo, finansini rinky, draudimo, vartotej ar klienyy elgsenos,
telekomunikaciy, genetikos, medicinos ir kt. uzdaviniuose.

Tarkime, aile 1={i1, iz, ..., b} sudaryta i5n element, D — transakcij
duomem baz, kur kiekviery transakch T sudaro aib elemend, priklausagiy
[, t.y. T < |. Elemeni aibé X < |, priklauso transakcijal tada ir tik tada, jeigu
X c T. Elemeng aibé X vadinama rinkiniu &ngl. itemset Rinkinys, sudarytas
IS k elemeng vadinamask — rinkiniu. Rinkinio X daznumasangl. suppory,
zymimassupp X yra skatius transakcij, kuriose Sis rinkinys yra transakgij
poaibis. Rinkinys vadinamas daznu, jei jo pasikaras yra nemazesnis uz
nurodyt minimaky daznung min_supp

Apibr ézimas 1. Susietumo taisykle vadinama iSraiSk&Y, kur
rinkinlal Xc I, Yclir XmY=(.

Apibr ézimas 2. Susietumo taisyks daznumu vadinamas dydis

supg X =) :w.

Susietumo taisyks daznumo supgX=Y) reikSn¢ parodo, kokia
elemenyg aibés | dalis priklauso XUY. Daznumas gali idi iSreiSkiamas
procentais [22].

Apibr ézimas 3. Susietumo taisykb X=Y  patikimumu
supgX uY)
supgX)
salyginé tikimybé¢, kad transakcijoje yra rinkiny¥ su glyga, kad joje yra

(angl. confidence vadinamas dydis conf(X =Y)=

rinkinys X.

Nustatant susietumo taisykles, apibami Sie dydziai [50, 64]:
minimalus susietumo taisydd daznumasnin_suppir minimalus patikimumas
min_conf

Pavyzdys 1. Turime element bei transakcij aibes. Element
priklausomylg transakcijoms pateikta 1 lentgd. Elemenj aibe | sudaro 5

elementai.
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1 lenteé. Element, priklausymo transakcijai lentel

Transakcija/ Preké | Vynas| Sausainiai| Pienas | Dribsniai Siris
T1 1 0 0 0 1
T2 0 1 0
T3 1 0 1 1 1
T4 1 1 1 0 1
Ts 0 1 1 1 1

Susietumo taisykli daznumas:
supp({Vynas= Siris}) = g;

supfd{SausainigiDribsnia} = {Piena}) = supp({SausainigiDribsnia} J{Pienaj) =

]
_SuprLs, S5t 2
- 5 5

Susietumo taisykbk patikimumas:
conf ({Sausainiai Dribsniai} = {Pienag) =

_ supp({Sausainiaij Dribsniai} u{Pienag) supp({s, Sg}) _1
supp ({ Sausainiai Dribsniai}) supp({ S5 ,55}) '

2.2.1. Apibendrintos susietumo taisykés

Nustatant susietumo taisykles laikoma, kad visiianajami elementai
vienodi (vienaiiSiai). PavyzdZziui, pirkinj krepSel sudaro preés (vienodi
elementai), kurios turi tuos @ias atributus [37], iSskyrus pavadirgmJei
transakciy papildytume informacija apie prek priskyrimg tam tikrai preki
grupei, tai laty galima sudaryti preli hierarchijos [23] modgl kurio
pavyzdys pateiktas 2 paveiksle.

Apibr ézimas 4. Grafas yra aily poraG = (V, B), kur V — virSaniy
(mazgy) aike, B — virSaniy nesutvarkyi pory (X, y) = (y, X, X, y € V arba
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briaun; (lanky) aibé. Kai poros X, y) laikomos sutvarkytomis, grafaG
vadinamas orientuotu grafu.

Apibr ézimas 5.MiSku vadinamas neturintis cikigrafas.

Apibr ézimas 6.Medziu vadinamas jungus neturintis gilgrafas arba,
medis yra jungus miskas.

Apibr ézimas 7. Element hierarchija vadinamas miskas, kwudaro

orientuoti medziai.

Maisto
produktai
|

Pieno
produktai

Gérimai

Nealkoholiniali
gerimai Kelyias

Sultys H —  Varske

Mineralinis | |
vanduo

2 pav. Prekj hierarchijos modelis.

Tarkime,1={i1; iz, ..., h} — element aibé, G — orientuol vienakrygiy
medziy miSkas.G lankai nurodo priklausomybes tarp @l elemeni. Aibés |
elementai iSéstyti pagal hierarchij Jeigu lankas nukreiptas iS Virgs ik i
virSiine im, tai vir&Giné ix vadinama évu, 0 im — vaiku (pvz.ixk yra ,Pieno
produktai — atitinka elementgrupe, oim yra ,Kefyras” — patelemen).

Apibr ézimas 8. ISpléstine transakcija vadinama transakcija, kuri

papildyta vig aibés| elemend tévais, priklausaéiais transakcijai.
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Apibr ézimas 9. Apibendrinta susietumo taisyklear{gl. generalized
association rulg vadinama iSraiSkX=Y, kurX c I, Yc I ir X n Y=, ir nei
vienas elementas, priklausantis rinkinid néra nei vieno elemento,
priklausartio rinkiniui X, tévas. Daznumas ir patikimumas apskabjamas
remiantis apibizimu 2 ir apibézimu 3.

Nagrirgjant iSpkstines transakcijas [24] galima nustatyti susietumo
taisykles, kurios susieja produkgrupes bei atskirus elementus su produkt
grupgmis ir t.t. [101, 103]. Pavyzdziui, jeigu pijas pirko prek, kuri
priklauso ,Nealkoholiniams g@imams*, tai jis pirko ir prek kuri priklauso
.Pieno produktams* arba ,Sultims* ir ,Pieno prodakts*.

Apibendrintas susietumo taisykles sudaro elemenpaiklausantys
skirtingiems hierarchijos lygiams. Apibendrintosaisietumo taisykise

elementasi, vadinamas elementd, tévu ir atvirk&iai, elementasi,
vadinamas elementq vaiku.

Papildomos informacijos apie elememgrupaving jvedimo privalumai:

1. Galima nustatyti susietumo taisykles ne tik tagkiag element,
bet ir tarp elementgrupiy.

2. Atskiri elementai gali titi nedazni, bet grup kuriai priklauso tas
elementas galiidi dazna.

Norint nustatyti apibendrintas susietumo taisykkeskviery transakciy
reikia papildyti informacija apie elementgrupes, o tai gygoja Sias
problemas:

1. AuksStesni hierarchijos lygi elementai turi dideles daznumo
reikSmes, lyginant su Zemesttiierarchijos lygi elementais.

2. Transakciy papildymas grugmis didina atribuj skatiy ir
rezultaty aibe. Visa tai uzdavip daro sudtingesniu bei nulemia
didesn taisykliy skatiy bei pertekling taisykliy atsiradim.

3. Pertekliny taisykliy atsiradimas gali prieStarauti apibendrintoms
susietumo taisykins. Pavyzdziui, Sultys> Gérimai. Akivaizdu,

kad réra praktires tokios taisykds naudos.
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Grupuoti elementus galima ne tik pagal produgtupes, bet ir pagal

kitas charakteristikas, pavyzdziui pagal kaigamintoj ir t.t.

2.2.2. Jdomios apibendrintosios susietumo taisykbk

Sukurta daug algoritgy kurie skirti nustatyti susietumo taisykles [14,
34, 35, 104]. Susietumo taisyklskatiaus nustatymas yra esmiproblema
[47]. Daznai surandamas didelis susietumo taigygkatius, kurios gali it
akivaizdzios arba visiSkai nenaudingos, t.yidoenios [12, 25, 34, 35], ted
gali bati naudojamas apibendrint susietumo taisykli jdomumo &ngl.

interes) parametras.

Pavyzdys 2.D — transakci aikeé, | — aike elemeng, kurie sudaro
hierarchirg strukiirg. Reikia nustatyti apibendrintas susietumo taisykle>Y,
kai supgX=Y) > min_suppgr con{X=Y) > min_conf.

Spendziant jS uzdavin bus surasta daug [38] visiSkai nenauding
apibendring susietumo taisykili. Norint iSvengti Sios problemos, reikjaesti
naup paramety taisykks jdomumo lygmeniui [36, 37, 55, 56, 83, 106]
nustatyti.

Tegul Pr(X) — tikimybé, kad visi rinkinioX elementai priklauso vienai
iSpléstinei transakcijaiPr (XwY) — tikimybe, kad visi elementai, priklausantys
XUY yra transakcijoje. Tada:

supp(X =) = Pr (XUY),
conf(X = Y) =Pr (Y/X).

Pazymime, X, Y — dazm elemeng rinkiniai, X, y — dazni elementai.
Tegul {x, y} — rinkinys, X yrax tévas, y yray tévas. Jeigu rinkinio X,
daznumas tenkina ap#ita minimaly daznum min_supp tai rinkiniy
{xy{xy {xXy} daznumai taip pat tenkins nustatyhinimalaus daznumo
min_suppreikSne. Jeigu susietumo taisyd X=Y daznumo ir patikimumo

reikSmes tenkina nustatytasin_suppir min_confreikSmes, tai tik susietumo
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taisykiks X =Y daznumo ir patikimumo reik&mtikrai tenkins reikSmes
min_suppir min_conf[83]. Tuo tarpu taisyks X =Yir X =Y gali tenkinti
min_supp bet netenkintmin_confreikSnes [83].

Tegul X — ailes X tevas, kurX ir X — aikes element, priklausadiy
hierarchijai &, X <1). X yraX tevas tik tuo atveju, jeiX galima gauti i3
viemg arba kelet elemeng pakeitus y tevais, be toX ir X turi ta pai elemend
skatiy [83].

Pavyzdziui, gali bti dvi aibés (Zr. 2 pav.)X={Sultys, Kefyras}, X =
={Gérimai, Pieno produktai}. Susietumo taisykl Gérimai = Kefyras

(X =Y), Sultys= Pieno produktai(X = Y), Gérimai = Pieno produktai
(X =Y) vadinamos susietumo taisyklSultys= Kefyras(X=Y) tévais.

Apibr éZimas 10. Susietumo taisykl X =Y vadinama susietumo
taisykkes X=Y tévu.

AnalogiSkus apilizimus galima suformuluoti ir susietumo taisykis
X=Yir X=VY.

Nagrirgjama susietumo taisykl X=Y. Tegul Z=XUY. Elemeng
rinkinio Z daznumas yra lygus susietumo taiggkK=Y daznumui. Tegul

reikSme ES[Pr(Z)] yra tiketina tikimybes Pr(Z) reikSne atitinkanti Pr(z).
Tequl Z={z, ..., 2}, Z:{ZL,...,ZJ.,ZM,...,Z”}, 1<j<n, kur Z yra z tévas.

Galima apibézti [83]:

g, (Pr(z) - P&, Prz)
Z Prz) " Pr(z))

[Pr(Y|X)] tikétina susietumo taisyéb

x Pr(2).

Analogiskai apib¢ziama, E,_
X=Y patikimumo reik3ra atitinkanti taisykt X =Y . Tegul Y={y1, ..., ¥},
Y ={Vir¥,, Vi Yot » ISi<h, kur ¥, yray: tévas. Galima apileiti [83]:

Pr(y) ,, Pr(y)
Pr(y,) Pr(y;)

betoE,_ [Pr(Y|X)=Pr(Y|X).

E. [Pr(Y|X)= x Pr(Y | X),
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Apibr ézimas 8. Susietumo taisykl X=Y vadinamaR - jdomia
taisykks #vo X =Y atzvilgiu, jeigu taisykds X=Y daznumas yr&R karty
didesnis uz Sios taisydd tiketing daznum taisykks &vo X =Y atzvilgiu
arba taisykds X=Y patikimumas yra&R karty didesnis uz Sios taisydd tikéting
patikimumo reikdma taisykks vo X =Y atzvilgiu.

Bendru atveju jdomiy susietumo taisykli suradimo uzdavinys
formuluojamas taip:

Tegul D - transakciy aibké, | — aie elementg, kurie susieti
hierarchigmis priklausomybmis. Reikia rasti iSraiSkaxX=Y, kurios yra
apibendrintos susietumo taisykl kuriy daznumas yra ne mazesnis nei
nustatyta minimali daznumo reik8mmin_supp patikimumas ne mazesnis nei

nustatyta minimali patikimumo reik&nmin_confbei taisyké X=Y yrajdomi.

2.3. Susietumo taisykliy nustatymas

Susietumo taisykli paieSka [34, 85, 91, 92, 93, 108] susidedaus Si
etapy:

1. Dazny elemeni ar poseki aibés suradimas, t.y. elemenar poseki,
kuriy daznumas ne mazesnis nei nurodgian_suppreiksne, aikes
radimas.

2. Susietumo taisykk sudarymas pagal nustatytas daziemeng ar
poseki aibes.

Paramety min_suppir min_confreikSmes [6] parenkamos taip, kad
apribot; nustatyty susietumo taisykli skatiy [32, 34, 35]. Jeigu giparamety
reikSmes yra labai dideés [83, 90], tai algoritmai suras tokias susietumo
taisykles, kurios yra akivaizdzios ir gerai zinomakigu 3 paramety
reikSmes bus labai mazos, tai bus generuojamas didelikiskisusietumo
taisykliy [6, 83], o tai reikalauja didelitechniniy bei laiko resuns. Taigi,

esmire problema — susietumo taisykiskatiaus nustatymas [19, 32, 83].
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Susietumo taisykili radimo uzdavinys éra trivialus [73, 98, 99, 100,
107]. Viena iS problem — dazm elemeng ar pozymy rinkiniy radimo
algoritmy sudttingumas, nes digant elemenf ar pozymy skatiui
eksponentiSkai [20] diga potenciaky elemeng ar pozymy rinkiniy skatius
[12, 13, 39, 97].

Dazny elemeng ar pozymy rinkiniy nustatymas — tai daug s&iaivimy
reikalaujanti operacija [97]. Pats papfiasisias Sio uzdavinio sprendimo
budas — tai vig galimy elemeng ar pozymiy rinkiniy nustatymas. Tai
reikalauja, kad ity atlikta O(2") operacij, kur n — elemeni ar pozymi
skatius. Tocdl taikoma viena iS daznumo savybi bet kurio element
rinkinio daznumas negali tb didesnis uz minimal bet kurio poaibio
daznum.

Pavyzdziui, trijj elemeng rinkinio {Sausainiai, Pienas, Dribsniai}
daznumas visada bus mazesnis arba lygus yvepmeni rinkiniy
{Sausainiai, Pienas}, {Sausainiai, Dribsniai}, {lpi@s, Dribsniai} daznumui.
Be to, kiekvienoje transakcijoje, kurioje yra eleterinkinys {Sausainiali,
Pienas, Dribsniai}, turi #iti ir Sie elemenj rinkiniai {Sausainiai, Pienas},
{Sausainiai, Dribsniai}, {Pienas, Dribsniai}, d&u prieSingas teiginysémn
teisingas. Si savybvadinama antimonotoniskumo savybe.

AntimonotoniSkumo savyb gali biti formuluojama ir taip: didjant
elemeniy skatiui rinkinyje, rinkinio daznumas majg arba iSlieka toks pat.
Taigi, bet koksk — elemeni rinkinys bus daznas tada ir tik tada, jei visi j
sudarantysk-1) elemeng rinkiniai bus dazni. Visus vienelemento rinkinius
galima jsivaizduoti kaip garde] kuri prasideda tuga aibe, po to pirmame
lygyje iSsickste visi vieno elemento rinkiniai, antrame lygyje st
2—elemeni rinkiniai ir t.t., k-ajame lygyje iSsiéste visi k — elemeni
rinkiniai, kurie yra k-1) — elemeni rinkiniy poaibis.

k — elemenj kandidafy aibés rinkiniai generuojami naudojank-()
elemeng rinkinius. Kandidai generavimo algoritmas sudarytas iS dyie]

zingsniy:
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1. Apjungimas. KiekvienasCk kandidatas formuojamas iS dazn
(k-1) — element rinkiniy.

2. PasSalinimas. Perteklipi rinkiniy pasalinimui naudojama
antimonotoniSkumo savgb t.y. panaikinami iS aigs Ck Visi
rinkiniai, kuriuose buvo bent vienas nedaznag)(— elemeni
rinkinys.

Susietumo taisykk — tai naujos zinios iS sukaypfuomen, kurios yra

suprantamos ir naudingos vartotojui [3, 39].

2.4. Antrojo skyriaus apibendrinimas

Susietumo taisykli paieSka turi plat praktin pritaikymg jvairiuose
genetikos, medicinos, marketingo, finamst.t. uzdaviniuose.

Susietumo taisykii privalumas — tai vartotojui suprantamu pavidalu iS
sukaupt duomem pateiktos naujos ir naudingos Zinios.

Susietumo taisykk gali susieti tiek vienasius duomenis, tiek
duomenis, priklausdaius skirtingiems hierarchijos lygiams.

Susietumo taisykii paieSkoje svafis parametrai minimalus taisykl
daznumasmin_supp ir minimalus taisylds patikimumasmin_conf kuriy
parinkimasjtakoja susietumo taisykliskatiy bei jy naudingum, tafiau réra
vieningos metodikos giparamety reikSmi parinkimui.

Apibendrinty susietumo taisykli paieSkoje gali #ti naudojamas
jdomumo parametras, kuris leidzia iSvengti beprasimingdomiy taisykliy
ISskyrimo.

Susietumo taisykij paieSka remiasi antimonotoniskumo savybe, t.y. bet
kuris k — elemeni rinkinys bus daznas tada ir tik tada, jeigu visydarantys
(k-1) elemenid rinkiniai bus dazni.

Susietumo taisykli paieSka susideda iS dwegingsny, t.y. dazm

poseky aibés suradimo ir susietumo taisyklsudarymo.
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3 skyrius. Dazny posekiy paiesSkos algoritmai

Dazny poseky ir susietumo taisykli paieSkos algoritmai suskirstyjti
dvi grupes: tikslieji algoritmai ir apytiksliai abgitmai [46]. Tikslieji dazm
poseki; paieskos algoritmai buvo prétd kurti nuo 1995 m. Sie algoritmai
veikdami turi nuodugniai kelgtkarty nuskaityti pradin duomen baz, o tai
lemia dideles laikoghaudas, té@au tikslieji algoritmai nepake&iami, kai reikia
pateikti tikslius rezultatus. Sie algoritmai taikotokiy uzdaviniy sprendimui,
kuriy pagrindinis tikslas yra rezultato tikslumas, daiko snaudos.

Spatiai didéjant duomen bazms, daugja dazm posekiy paiesSkos
uzdaviniy, kuriuose priimtina algoritn daroma paklaida. Daznai pagrindinis
uzdavinio kriterijus yra laikas, tai $isalyga gali iSpildyti tik apytiksliai
algoritmai. Daugelyje veiklos iy aktualu kuo greéiau gauti atsakym j
klausimy ,Koks objektas (ar objektai) yra daznas?”, o netgtksly dazno
objekto (ar objekf) skatiy duomem bazje, todl gali bati aukojamas

tikslumas @l Zenkliai didesnio rezultagtgavimo gretio.

3.1. Tikslieji dazny posekiy paiesSkos algoritmai

Tikslieji dazny poseky (rinkiniy) paieskos algoritmai kelis kartus skaito
pradire duomem baz. Sie algoritmai sudaryti naudojant viens 3i
metodologii:

e Apriori principa;
e FP- growth princip;
e Eclat princip.

Transakcijy duomem baz sudaro daug skirting elemend, iS kuriy
galima sudaryti did¢kiekj poseki (elemend rinkiniy). Agrawal ir Srikant [5]
taikée poseky sudarymui nukreipt Zemyn @ngl. downwardl sudarymo
principa, t.y. kK — elemeng rinkinys yra daznas, jeij jsudaro daznikél) —
elemento posekiai. Sis dagminkiniy sudarymo bdas vadinamas Apriori

principu. Dazni vieno elemento posekiai nustatokeinsiojant duomenbaz,
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po to IS j} generuojami dviej elemeng posekiai kandidatai bei skenuojama
duomen baz kandidat daZnumui nustatyti. Sis procesas kartojamas til, k
nebegalima i$ dazrk — elemeng posekiy sugeneruoti dazn(k+1) — elemento
poseky kandidat).

Apriori algoritmas sudomino mokslininkus, kurie pa§ jvairiy Sio
algoritmo patobulinim: kandidafj generavimui naudoti maiSos funkcijas
(angl. hash functionir maiSos medziusafgl. hash tree[64, 65], dalijimy
[75], atrankos meted[86], dinamin rinkiniy skatiavima [17, 18], rinkiny
ilgio apribojimg [22], atmetimo metodus [2, 8, 22, 64, 65, 101ktir Apriori
algoritmo modifikacijos sumazino duomerpazs skenavim skatiy, o tai
sutrumpino algoritmo veikimo laik

Naudojant Apriori princip, sumazinamas sgk— kandid&iy dydis,
tatiau generuojama daug sek kandid&iy bei daug kart skenuojama pradén
duomem baz, norint nustatyti ar sek— kandidag priskirti dazm poseki
aibei.

GSP éangl. Generalized Sequence Pattgrnalgoritmas [82, 83]
paremtas Apriori metodologija, t.y. sk kandidaty generavimo, testavimo ir
atmetimo strategija. GSP algoritmas yra populiatasn; seky paieSkoje bei
turi daug patobulining, kurie sumazino algoritmo veikimo laik

FP— growth @ngl. Frequenpattern - growth metodologija [44] daan
poseki; nustatymui nenaudoja sek- kandid&iy generavimo principo. Si
metodologija paremta ,skaldyk ir valdyk“arigl. divide—and- conquej
strategija. Pirmojo duomgrbazs skenavimo metu sudaromas daglemend
sgrasSas, kuriame elementai é&tyti daznumo magimo tvarka. Remiantis
dazn; elemeni sgrasu, duomemnbaz yra pavetiama dazg posekiy medziu,
t.y. FP - medziu angl. FP — tree), kuriame saugoma elemensusietumo
informacija [43, 45]. FP- medis pradedamas sudaryti nuo kiekvieno
vieno— elemento ilgio dazno posekio (tai pradstrukiiros dalis), sudaromos
prieSalinés sekos (tai subduomerbaz, kurig sudaro priesdinés sekos ir

sarySiai su pradine strusta FP — medyje), konstruojamas algginis
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FP- medis, kuriame atliekama rekursityryba. Dazni posekiai yra nustatomi
IS gilyginio FP— medzio, apjungus prie8ithes sekas su rekursis tyrybos
rezultatais. FP- growth metodologija dainilgy poseky paieSkos uzdavijn
suskaidoj trumpesni dazny poseki paiesSkos uzdavinius, 0 po to apjungia
nustatytus daznus posekius. FBrowth metodologijos taikymas sumaZzina
pradires duomen bazs skenavim skatiy, o tai sutrumpina dapnposeki
paieskos laig. FP— growth metodologijos algoritmai sglsaugojimui naudoja
horizontal; duomem formas.

PrefixSpan algoritmo [68] veikimas pasgas FP- growth metodologija
[67]. Algoritmas identifikuoja priegdines sekas angl. prefiy, tada visas
duomem bazs sekas suskirsto pagal identifikuotas pri#gds sekas ir
apskatiuoja seky daznum [46].

LAPIN (angl Last Position Induction algorithjnalgoritmas [100]
paremtas FP growth metodologija. Siame algoritme paskétielementox
pozicija yra pagrindinis kriterijus, kuris apspréiear dazg k — ilgio posek
papildyti elementw, daznamK+1) posekiui gauti [53].

Zaki [104] pasilyta Eclat metodologija tiria duomenis saugomus
vertikaliu formatu. Pirmo duomerbazs skenavimo metu nustatomi visi dazni
vieno— elemento posekiaik¢l) — ilgio posekiai sudaromi naudojakt- ilgio
daznus posekius, t.y. Apriori pringip taciau naudojama paieSkos gyl
metodologija panaSij FP — growth. Sudarant k¢1) — ilgio posekius
atsizvelgiama jo priklausomyk transakcijai.

SPADE @ngl. Sequential Pattern Discovery using equivadenlasses
algorithm) algoritme [105] naudojama Eclat metodologija,. twertikalus
dazn; seky saugojimas, tad sumazja pradirts duomen bazs skenavim
skatius.

SPAM (@angl. Sequential Pattern Minifiglgoritme [4] sekoms iSsaugoti
naudojamas vertikalus bitmap formatas, o tai nuderafektyvesp sekg
daznumo nustatympradirtje duomen bazje. Sis algoritmas remiasi Eclat

metodologija.
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PRISM @ngl. Prime — Encoding Based Sequence Minirajgoritmas
[40, 41] naudoja vertikali bloking seky saugojimo ir dazmi skatiavimo
metodologig, kuri paremta pirminj skatiy faktorizacija.

Sioje disertacijoje eksperimentiniuose tyrimuosevdunaudojami

Apriori, GSP, rekursinis ir SPADE algoritmai.

3.1.1. Apriori algoritmas ir jo modifikacijos

Apriori algoritmas, kur R. Agrawal ir R. Srikant pasi 1994 m. yra
vienas pirnajy dazny poseki; paieskos algoritm Sis algoritmas [5] paremtas
potencialiai dazp elemeni rinkiniy generavimo ir rinkinj kandidat
daznumo nustatymo strategija.

Susietumo taisykli paieSkos algoritm pagrindas — daznduomen
rinkiniy anali2. Pirmiausiai ieSkoma dagrelement, o po to iS 3j elemeng
generuojami rinkiniai— kandidatai. Norint sutrumpinti susietumo taisykli
paieSk naudojama aprioriSkumo sawyld7, 8], t.y. jeigu rinkinysX yra
nedaznas, tai Sio rinkinio papildymas bet kokiujnalementuy Sio rinkinio X
nepadaro daznu.

Apriori algoritmas tapo vienu iS populigrposeki; paieskos algoritimn
[5]. Taip pat yra sukurta Apriori algoritmo patoluimy [59] bei jvairiy
taikymy [3, 11]. Pirmojo Apriori algoritmo zingsnio metwstatomi dazni
vieno elemento rinkiniai. Vykdantj Salgoritmo Zingsp skenuojama visa
duomem baz ir nustatoma, kiek kartkiekvienas elementas yra sutinkamas
duomem bazje ir tolimesniam apdorojimui naudojami tik tie elentai, kurie
tenkina nustatytminimaly pasirodyny daznum min_supp

Kiti algoritmo Zingsniai susideda iS5 dwvgejdaliy: potencialiai dazp
elemeny rinkiniy generavimo, kurie vadinami kandidatais ir rinkini
kandidag daznumo nustatymo [4].

Apriori algoritmas generuoja kito Zingsnio elemgntinkinius

kandidatus tik iS ragt dazmy rinkiniy prieS tai atliktame zingsnyje, t.y.
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taikomas Apriori principas, kad bet kuris daznasrednt rinkinio poaibis turi
bati daznas rinkinys. Tad rinkiniai kandidatai, sudaryti ik element,
generuojami sujungiant daznus elengennhkinius, turirtius (K-1) elemeni,
kurie tenkina minimaj pasikartojiny skatiy.

Siame algoritme svarbi kandidatgeneravimo funkcija. Vykdant
kandiday generavim, nesikreipiamaj duomem baz. Norint gauti
k — elemeng rinkinius, naudojamik-1) — elemeng rinkiniai, kurie buvo dazni
ankstesniame zingsnyje. Kiekvienas kandidafaskonstruojamas papildant
dazry (k-1) — elemenq rinkinj kitu dazno K-1) — elemeng rinkinio elementu
[7, 9].

Atlikus elemeng rinkiniy generavim, tikrinama, kurie nauji kandidatai
tenkina nustatyt minimaly pasirodyny dazn. Akivaizdu, kad dazip elemeng
rinkiniy gali bati labai daug, toé reikalingas efektyvus tdmlas Siems
rinkiniams suska&iuoti. Pats papr&tausias hdas — sekos elementus lyginti su
kiekvienu sugeneruotu kandidatu.ciau toks sprendimas uzima daug laiko.
Greitesnis ir efektyvesnis sprendimas — tai grafiedziy naudojimas [15, 16,
29, 42, 52].

MaisSos medisdngl. hash treg[49, 65, 66, 78] konstruojamas kiekvien
karty, kai generuojami kandidatai. IS praglzmedis turi tik Sakjp (Saknis
apibkziama pirmajame lygmenyje), kuri tampa medzio lapwmeturi jokiy
kandidaty rinkiniy. Medzio mazgas galiti rinkiniy sgrasas (mazgo lapas)
arba lenteal (vidinis mazgas). Kiekvienas vidinis mazgas, kdyigmuod, turi
Sakasj kitus medzio mazgus, kurilygmuo d+1. Kai generuojamas naujas
kandidatas, jis prijungiamas prie mazgo. Kai mazgp; skatius virSija
nurodyt slenksi, mazgas paveéiamas maisos lentele (vidiniu mazgu) ir Siam
mazgui sukuriami lapai. Visi kandidatai pasiskiratazguose pagal element
jeinartiy j rinkinj, maiSos reikSg Kiekvienas naujas kandidatas
generuojamas vidiniame mazge, o saugomas mazgo Tame sukuriamas
elemeni seky kandidaip medis. NaudojantjSmed nesunku rasti kiekvieno
kandidato pasikartojim skatiy. Pradedama nuo Saknies ir randami visi

kandidatai, kurie sutampa su transakcijbselementais, t.y.CinT = C
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Pirmajame lygmenyje, ty. medzio Saknyje maisos kéya taikoma
kiekvienam transakcijos elementui. Antrajame lyggjenmaisos funkcija
taikoma antrajam elementui ir t.tk — ajame lygmenyje maiSos funkcija
taikomak-elementui [51]. Tai atliekama tol, kol pasiekianmedzio lapas. Po
to, kai kiekviena transakcija ,pereina“ per maisoed, tikrinama, ar gauta
reikSme tenkina nustatyt minimaly pasirodyny dazn. Kandidatai, kurie
tenkina nustatyt minimaly pasirodyny dazn, priskiriami daznoms sekoms
[4].

Apriori algoritmas turi daug patobulinimir modifikacijy [57, 62, 63].
Algoritmas AprioriAll kiekviery karty, kai analizuojama duomenbaz,
naudoja posekius, kurie gauti prieSpaskutiniamelizname [61]. Tada
generuojamos sekos kandidatai bei atliekamasy jdaznio skaiilavimas,
analizuojant duomenbaz. Dazni rinkiniai, kurie aptinkami tikrinant pirm
karty yra vieno elemento posekiai. Daznai Sis procesas wadinamas
inicializacija [96]. Sis algoritmas formuoja sekiésvisy galimy ilgiy posekij.
Taciau jeigu tam tikro ilgio poselidaznis yra mazesnis uZ nustatytinimaly
daznum min_supp tai Sio ilgio posekiai praleidziami. Algoritmagkaip
paramets naudoja posekiilgius, kurie buvo analizuojami prie$ tai buvus@am
zingsnyje ir ggzina posekj ilgius, kurie bus analizuojami kitame zingsnyje
[50, 95].

Pazymime, duomenbazs skenavimo numer s, posekio ilg — k, tai
tada k(s+1)=k(s)+v. Tai reiSkia, kad kitame Zzingsnyje bus analizugjam
posekiai, kurie yra ilgesnt dydziu. Tuo atveju, kav=1, tai algoritmas yra
analogiSkas Apriori algoritmui, t.y. bus analizunjavisy ilgiy posekiai.
AprioriAll algoritmo tikslas — apihizti kokio ilgio posekiai gali biti praleisti.

Jeiguk — ajame tikrinime bus nustatyta, kad dajiseky posekisFk.1yra
tuXias, tai suformuoti galimm kandidaty posek Cx bus ngmanoma. Tada
norint suformuotiCy galima naudoti kandidataibe C.1[80, 81].

Algoritmas AprioriSome duomenbazs analizavimo metu apdoroja tik

apibrztok ilgio posekius [6, 8].
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Algoritmo DymanicSome inicializavimo metu apskabjami Vvisi
k ilgio posekiai kandidatai. Po to apdorojami paaekkuriy ilgis yra
k kartotinis [86].

Apriori DynamicSome algoritmas, kai yra mahain_supp reiksSne,
generuoja labai daug sekkandid&iy. Sio algoritmo laiko gnaudos yra
didesres negu AprioriSome algoritmo [83]. \MjsApriori algoritmy vykdymo
laikas digtja, kai mazinamas dazno posekio daznunmmas_supp nes tuo
atveju digdja dazm poseky kiekis. Pagrindinis algoritmo AprioriSome
pranasumas lyginant su algoritmu AprioriAll yra ,takad iSvengiama
trumpesni nei nurodyto ilgio poseliskatiavimo [83]. Ta&iau Sis privalumas
sumazja &l dviejy priezagiy. Pirmiausiai, kandidatai Cyra ailés Fg1
poaibiai ir kandidaf skatius, kuj generuoja algoritmas AprioriSome gaiitb
didesnis. Antra priezastis, nors algoritmas ApBome praleidzia kai kuyi
ilgiy poseky analiz, mazesnio ilgio nei nurodytas ilgis posekiai viekt

generuojami.

3.1.2. GSP algoritmas

GSP algoritmas [82] buvo pasrtas Rakesh Agrawal ir Ramakrishnan
Srikant 1996 m. GSP algoritmas veikia pagal Aprimcipa, t.y. norint gauti
k — elemendg rinkinius, naudojamik-1) elemenj rinkiniai, kurie buvo dazni
ankstesniame zingsnyje ir tenkina vartotojo nusfatyinimaly daznum
min_supp Kiekvienas kandidata€x konstruojamas papildant dagzrk-1)
elemend rinkinj kitu daZno k-1) elemeni rinkinio elementu. Sio algoritmo
pagrindinis uzdavinys nustatyti, kokios sekos ykaat nedaznos iry toliau
netikrinti. Taigi, GSP algoritmas sudarytas i$ gagrinding zingsni:

e kandidaty generavimas,
e kandidato daznumo tikrinimas,
e Kkandidato priskyrimas da#rposeky aibei arba jo atmetimas.

Tarkime, kad aib1={iy, i2, ... , b}, sudaryta i¥h elemend.
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Nagringjama duomen baz D, kuri sudaryta igvairiy aibés | elemeng
kombinaciy. Reikia rasti daznus posekius. Pirmiausia tikringoirmojo
lygmens posekiai. Toli poseky yra n: (i1, iz, ..., h). Nust&ius jy daznius,
tikrinami antrojo lygmens posekiai.ySposeki; skatius yran? (i1i1, iiiz,...kin,
i2i1, ..., bin, ..., hi1, ...hin). T&iau dabar tikrinami ne visi posekiai. Kuriuos
posekius tikrinti, sprendziama pagal prieS tai @uvygmerj. Jeiguj antrojo
lygmens posegkjeina nedaznas pirmojo lygmens posekis, tai antggmens
posekis irgi yra nedaznas jrgalima atmesti toliau netikrinant.

Taip pereinama prie kito lygmens, kuris buvo suksiriS pries tai
buvusio antrojo lygmens. T#mjame lygmenyje bus® kombinacij, tatiau
tikrinami ne visi posekiai, o tik tie, kuriuosetra nedazg antrojo lygmens
poseky ir t.t. Vadinasi, bus tikrinamos ne visos kombij@s; bet tik tos
kombinacijos, kurios yra prieS tai buvusio lygmedazny seky posekiali
[86, 87].

GSP algoritmas tapo populiariu ir naudojamu algauitdazm seky
paieskoje [61] bei sulaék daugelio patobulinimp sumazinusj algoritmo
veikimo laikh. GSP algoritmo patobulinimas galimas naudojant Sosi
medzius [64, 65], dinamjnposeky; skatiavimg [18] ir kitas metodologijas.
Nors daugelis iS5 8lomy patobulininy zymiai sumazino generuojanpagal
Apriori principa kandidaty kiekj, taciau GSP algoritmas vis dar turi du
pagrindinius tikumus:

1. Generuojamas didelis kiekis posgki kandidai, naudojant Apriori
principa;

2. Pakartotinai skenuojama duomebaz ir tikrinamas minimalus
posekio — kandidato daznumas, o tik tada posekikipamas dazg poseki
aibei arba atmetamas. Tai reikalauja daugybiniakmg bazs nuskaitymo, o

tai nulemia dideles laikgsaudas.
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3.1.3. Rekursinis algoritmas

Rekursija yra pléai naudojama apibziant matematinius objektus,
sudarant bei realizuojarvairiausius algoritmus. Rekursij[54] sudaro du
pagrindiniai Zingsniai:

e Objektas, kuris priklauso nuo parametro, yra ayilmas
naudojant ¢ pai objeky ar objektus, tik su kitomis parametro
reikSmemis.

e Nurodoma rekursijos pabaiga ir nustatomos pradalygos. Si
salygy skatius sutampa su rekursijos gyliu.

Rekursinis algoritmas sgk- kandid&iy saugojimui naudoja vertikal
formag. Pirmajame Zingsnyje iS dagnieno elemento poseksudaroma seka
{i1, i2, ..., b}. IS Sios sekos kiekvieno elemento generuojamicgmtlygmens
posekiai {1i1, i1i2, ...,11in, 211, i2i2, ...,i2in, ...,0ini1, ini2, ...,inin}. Tada nustatomas
kiekvieno sugeneruoto posekio daznumas. Jeigu pogeknedaznas lygyje

tai iS jo daugiau negeneruojamal lygio sek-kandid&iy.

3.1.4. SPADE algoritmas

SPADE algoritmas naudoja vertikalransakcij numeri; id saugojimo
format [105]. Tarkime, kad atbl={iy, iz, ... ,in}, Sudaryta i elemend, kurie
iISdéstyti  alecélés tvarka. Ivykiu vadinama netd$as, nesutvarkytas
leksografine tvarka elemenix rinkinys. Seka yra sutvarkytagykiy rinkinys.
Ivykis zymimas i@ i2 ...i), kurij yra ailes | elementai. Sek& zymima taip:
(si>—..—>%), kurs yrajvykis. Seka, sudaryta iselemeni yra vadinama
k — seka. Jeiguvykis s jvyko anksiau neijvykis g, tai kiekvienai seka
zymimes < 5. Jeigu sek& yra kitos seko§ posekis, tai zymim& < S, tai
egzistuoja funkcijd, iSsauganti gysj tarpjvykiy posekyjeS ir sekoje§, t.y.
sc f(s) ir jeigus < s, taif(s)<f(s).
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Duomemy baz D yra sudaryta igvesties sek rinkiniy. Kiekviena
jvesties sek& duomem bazje D turi unikaly identifikatoriy sid, ir kiekvienas
jvykis turi taip pat unikaj identifikatoriy eid.

Jvesties sek& turi posek S, jeiguS < C. SekosS daznumasuppyra
lygus jvesties sek kuriy posekis yraS, skatiui duomem bazje D. Dazna
k —seka yraFk. Dazna seka yra maksimalaus ilgio, jei firan jokios Kitos
daznos sekos posekis.

SPADE algoritmo pirmojo Zingsnio metu skenuojamardan; baz ir
nustatomi dazni viene elemento posekiai. Antrojo algoritmo zingsnio metu
sudaromos dvigj — elemeng sekos horizontgl seky saugojimo format
transformuojani vertikaly format. Sudaromos sekir jvykiy poros §id, eid,
pagal kurias sukuriamagsesties sekos bei nustatomaslaznumas [105].

Kity algoritmy zingsniy metu formuojamos daznas- elemeng sekos,
sujungiant pagal transakgipumeri; id sgra® daznasr-1) — elemeng sekas,
id sgraso dydis nurodo jam priklausan seky skatiy. Jei Sis sk&ius yra
didesnis uz nurodyt min_supp reikSng, tai seka yra dazna. Algoritmo
vykdymas baigiamas, kai sudarytos- elemeng sekos netenkina nurodytos
min_suppreikSnes. SPADE algoritmas gali naudoti tiek paieSkagylj (angl.
depth — first searcl), tiek paieSkos; ploti (angl. breadth— first search
metodus daanseky paiesSkai [104, 105].

3.1.5. Tiksliuyju algoritmy grei¢io palyginimas

Apriori, GSP, SPADE ir rekursinio algoriitmgreiio palyginimui
naudojamos dvi sugeneruotos duombazs D1 ir D2.

Duomem baz D1 sudaro 200000 simbgliD1 sudaro elementai A, E,
I, N, S, kurie pasiskirgtsu vienodomis tikimy&mis.

Duomem baz D2 sudaro 200000 simbgliD2 sudaro elementai A, E,
[, N, kurie pasiskirgtsu vienodomis tikimyémis.
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Algoritmy veikimo gretio palyginimo eksperimentui naudotas
kompiuteris su 2.5 GHz Intel(R) Core(TM) i5-321®meesoriumi, 4GB RAM
atminties, HDD 320 GB. Visi eksperimente lyginamgaitmai realizuoti
Object Pascal programavimo kalba.

Duomem bazs D1 ir D2 buvo apdorotos Apriori, GSP, SPADE ir
rekursiniu algoritmais, kamin_suppreiksSnes 1%, 0,75%, 0,5%, 0,33%,
0,25% (in_supp= 2000, 1500; 1000; 650; 500).

Duomeny baz D1

8000
7500
7000
6500
o 6000
'€ 5500 N
€ 5000
=2 4500 DORekursinis
@ 4000 -
\(; 3500 @ Apriori
g 3000 m GSP
= 2500
-1 2000 - @ SPADE
1500 -
1000 -
% e [
O - T T

1 0,75 0,5 0,33 0,25
Minimalus daznumas (%)

3 pav. Tiksliyjy algoritmy veikimo trukné duomemn bazje D1.

3 paveiksle pateiktas algoritmlaiko palyginimas, esant skirtingoms
minimalaus daznumo reik&ms min_suppduomem bazje D1, o 4 paveiksle
pateiktas algoritmp laiko palyginimas, esant skirtingoms minimalaugrdano
reikSmemsmin_suppduomen bazje D2.

Pagal apdorojimo truken greciausias yra SPADE algoritmas, o
ilgiausiai veikia rekursinis algoritmas. Mislgoritmy veikimo laikas trumga
did¢jant minimalaus daznumo reikSmenin_supp bei mazjant skirtingy

duomem bazs elemenj skatiui.
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Duomeny baz D2

7000

6500

6000
5500
£ 5000
5 4500
3 4000
@ 3500 o
;)/ 3000 py E Aprlorl
8 2500 m GSP

T 2000 SPADE
1500 -

1000 -
% L L |
O 1
1 0,75 0,5 0,33 0,25
Minimalus daznumas (%)

ORekursinis

4 pav. Tikslyjy algoritmy veikimo truknme duomemn bazje D2.

3.2. Apytiksliai dazny posekiy paieskos algoritmai

Apytiksliai dazmy poseki paieSkos algoritmai yra greitesni uz
tiksliuosius paieskos algoritmus, nes dazniaus#omi ne visai duomen
bazei, bet daug mazesnei duomebazs imciai. Apytiksliy algoritmy
strategijos remiasi MRA angl. Multi Resolution Analygis PAC
(angl. Probably Approximate Corrgcbei Shannon pasirinkimo teoremomis
[21].

3.2.1. ApproxMAP algoritmas

ApproxMAP algoritmas dngl. Approximate Multiple Alignment
Pattern mining [58] vietoj tiksliy dazm poseki paieSkos pradije duomen
bazje, identifikuoja posekius, kurie daznai naudojalaugelyje kity poseki.
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Sis algoritmas kelis kartus skaito pragiuomen baz, ieSkodamas apytiksli
poseki.
PazymimeS = {s11, S12, ..., Sin} It S={S1, S22, ..., Sm} — poseky
Sablonai, kusiy, S12, ..., Sin If S21, S22, ..., Sem — ViSi poseki elementai.
Apibréziamas hierarchinis atstumAgarp posekj Sablom S ir S taip:
A(i -1, j)+INDEL(s))
A, j)=miny A(,]-1)+INDEL(s,)
Ai-1j-1)+RELRS, s,)),
kai 1< i < n, 1< j < m, INDEL) - jterpimo arba pasSalinimo operatorius,
REPL() — keitimo operatorius.
Normalizuotas hierarchinis atstumas t&pr S apibgziamas taip:
A(n,m)
max|[S|}.|S,f

Naudojant normalizugt hierarchin atstum, poseki grupavimui gali

dist(S,S,) =

buti taikomas tankumu pagtas grupavimo algoritmas. Posekis vadinamas
tankiu, jei duomen bazje D yra daugj jj panadi poseki. Tarkime,
kiekvienam duomanbazs posekiuiS reikSnes di, do, ..., dk sudaro posek
kai dist(S,S;) reikSmeés yra maziausios b&= S.

Tankumas apidziamas taip:
n
|sfd
kur d = max{ds, do, ..., d}, n=||Seldist(S, S)<d[}||, n yra k — artimiausy
poseki skatius.

DensityS) =

ApproxMAP algoritmas susideda i§;&ingsni; [58]:

1. Duomeny bazs poseki grupavimas pagal panasamGrupavimo
algoritmo jvestis yra posekisS={S} ir apibréztas k — artimiausy
posekiy skatius. Algoritmo iSvesties reiksényra poseki grupes {Ci},
kur kiekviena grup yra poseki rinkinys. Grupavim sudaro trys
zingsniai:
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a. Kiekvienas posekis apitiztiamas kaip grup Kiekvieno
posekioS tankumas prilyginimas grép tankumo reikSmei;

b. Apjungiami artimiausi tanks posekiai j grupe Dbei
jvertinamas naujos grég tankis.

c. Apjungiamos grugs pagal tankum Visi posekiai, kurie
neturi artimiausj poseki, kuriy tankumas didesnis uz sek8s
tankumy, bet yra artimos sekées, kurios tankumas lygus,

apjungiamosg dvi grupesCg ir Cs . Sioms grupms priklauso

visos sekos, kurios tenkina $ielygyle:

Density(Csj ) > Density(Cs ).

2. Poseky palyginimas ir Sablangeneravimas. Sugrupavus posekius,
kurie yra panass vieni j kitg, atliekamas grugs posekio Sablono
nustatymas. Pirmame algoritmo zingsnyje buvo aliktposekj
tankumo apskdiavimas, todl dabar reikia visus posekius iSrikiuoti
mazjimo tvarka pagaly tankumy. ApproxMAP algoritmas iSskiria
daznai aptilg svertirg selg WS=(s11:v1, S12:V2, ..., Su:viy:n, Kurn — sekos
svorio reikSné. Sekavi, sudaryta iS elemant;, kai Ki<l. Palyginamas
elementass; yra iSreiSkiamas tokia forma=(s1: W1, §2: W2, ..., Sm:
Wim,).

3. Kiekvienos grups ilgiausio apytikslio posekio Sablono
generavimas. Norint iSskirti Sablonus, sudaroma rtisMe seka
kiekvienai posekj grupei. Tada sukuriamas geriausiai gposekius
atspindintis maksimalaus ilgio 3ablonas, naudofai WS Sablonai
taip pat gali @ti generuojami iSrenkant posekidal, kuri yra
daugumoje tos grus poseki. Sekai

WS=((S11:W11, S12:W12, ...\ SImW1m)iVA, ..., B1:Wi1, S2:Wi2, ..., Sm:Wim):Vi):N,

i-tojo elementasj:w; ilgis | apibéZiamas taip:s—ri~10(%.
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Zinoma, elementas, kurio ilgis didZiausias, yrailade tos grugs
posekiuose. Gali ti nurodomas ilgis (& min_|<1). Sablonas gali i
gaunamas IS sekd¥'Spasalinus elementus, kuynlgiai mazesni nei nurodyta

min_IreikSme.

3.2.2. Tikimybinis dazny seky nustatymo algoritmas ProMFS

Vienas IS apytikslj tikimybiniy dazny poseky paieSkos algoritm yra
ProMFS @éngl. probabilistic algorithm for mining frequent sequesc[88,
89].

ProMFS algoritmas, remdamasis tikimyénms charakteristikomis,
kurios apilidina elemeni pozicijas pagrindigje sekoje generuoja nauj
zymiai trumpesa modelire seka, kuri analizuojama GSP algoritmu bei nustato
daznus posekius naujojoje sekoje ir daro iSvadas @pznus posekius
pradireje duomen sekoje.

Tikimybinis dazm seky nustatymo algoritmas ProMFS [88, 89]
paremtas Siomis statiséimis pagrindiis sekos charakteristikomis:

1. Elemento pasirodymo pagrindje sekoje tikimy.
. I
P(lj):l—‘yra elementa; pasirodymo pradigje sekoje tikimyb, kur

liel, j=1, ..., n; E{iy, iz, ..., k} yra aibé, kuri sudaryta i% skirtingy element;

V(ij) — elemeni i; skatius pagrindigje sekojeS, | — sekos ilgis. Be to,
ZP(ij):l.
j=1

2. Salyginé tikimybé, kad vienas elementas eis po kito.

P, li,) —salyginé tikimyb¢, kad elementais pasirodys po elementg ij, ivel;
j,v=1, ..., nBeto, Y P(,[i,) =1 visiemsj =1, ..., m.
j=1

3. Atstumo tarp dviej elemeng pagrindirgje sekoje vidurkis.
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D(i, |i,) — atstumas tarp elementadr iv, kur i ,ive I,j,v=1,...,n D(li,)
yra elemenj skatius tarpij ir pirmojo surasto elemento , ieSkant nug; iki
pagrindires sekos pabaigos. Atstumas tarp dyvigimyniniy elemeni sekoje
yra lygus vienetui.
4. Atstumy vidurkiy matricaA. Atstumy vidurkiy matrica sudaryta i§
element ay=Average(D (i, |i,).ij,ive I),j,v= 1,..,n.

ISvardintos tikimybigs charakteristikos apilina element pozicijas
pagrindirtje sekoje, tod remiantis Siomis charakteristikomis bei atstum
vidurkiy matricaA, generuojama nauja Zymiai trumpé&smodelire sekaC,
kurios ilgis lygus|. Modelines sekosC elementai zymimic:, r=1,...].
Modeliné sekaC sudaryta iS vig aibés | elemeng. Kiekvienam modeliés
sekosC elementuic: apibgziama skaitid charakteristika Q ¢), r=1,...],
j=1,...m. 18 Sij skaitiniy charakteristiy sudaroma matrica, kurios praékn

reikSmes yra lygios nuliams. Tada atliekama pagrigdinsekos analiz

algoritmg papildant funkcijaf (¢, aj). Si funkcija padidina charakteristik

Q (ij, &) reikSmes vienetu. Elementase |, r =1, ..., | modelirgje sekojeC
nustatomi pagal maksimalireikSme max(P(ij)), I e L. Tada vykdoma
funkcija:

f(cr, aj) = Q(ij, 1+aq) =Q (ij, 1+aj)+1, j=1, ..., m, r=1, ..., L Jeigu su tam
tikromis reikSnémis p ir t gaunama, ka@ (ip, &) = Q (it, &), tai elementas:
parenkamas pagal maksimadylyginiy tikimybiy reiksSne, t.y. maxP(c-1)lip),
P(ce-1)lit).-

JeiguP(c-p)ip) > P(cq-a)lit), taicr=ip, ir cr=iy, jeigu P(Cq-1)lip)<P(Cq-v)it)-

JeiguP(cq-1)ip)=P(c¢-1it), taicr=max(P(ip), P(it)).

Po to gauta nauja seka analizuojama GSP algoritbaukakiu nors kitu
tiksliu algoritmu. Gauti dazni posekiai modeij@ sekoje bus dazni posekiai ir
pagrindirgje sekoje. Siame algoritme galima vietoj vidurknatricosA naudoti

daZniausj atstuny matricy N.
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ProMFS algoritmas remiasi tik empiriniais bandymaisstelzjimais
[88, 89], kaip algoritmas veikia skirtingose duomepazse, td&iau neturi

teorinio algoritmo darompaklaid; jvertinimo.

3.2.3. Apytikslis atsitiktin és imties metodas RSM

Atsitiktinés imties metodas RSMaligl. Random Sampling Methpd
[69, 70] analizuoja ne wvispradire duomem seky, o daug trumpesnjos
atsitikting imtj. Generuojama atsitiktinio dydzio su vienodomidnijbémis
seka.

Pradires sekos atsitiktiimtis S sudaroma taip:

1. Generuojamos atsitiktinio dydzigi, jgyjarcio reikSmes 1, 2, ..n su
vienodomis tikimykmis H realizacij sekamn, 72, ..., 1n.

2. leSkant pirmojo lygio, t.y. vieno elemento dgzposeky, atsitiktiné

imtis S elementams; yra S ,S ,...,.S, . Antrojo lygio atsitiktire imtis
elemeng poromsiiij yra (S, ,S, ,).(S,,S, .1):--(S, ,S, 1) - k-0jo lygio

atsitiktiné imtis elemen{ rinkiniamsii...ix yra tokia:
(S, S, )i (S, 1S, 1)l S, 1S, . y) I Lt Tokia imtis yra sudaryta

n
grazintiniu émimu, nes kai kurie sk&mi 7 gali pasikartoti. Negzintiniu
émimu sudaryta atsitiktin imtis formuojama iS pasikartojéiy skatiy i
paSalinant visus pasikartojans skatius bei papildomai generuojant naujus
skatius, kol bus gautas nesikartofaup skatiy rinkinys 71, 2, ..., 7.

Tada pasinaudojus bet kuriuo tiksliuoju dazmposeky paieSkos
algoritmu  nustatomi dazn poseky S ,S ,...,S ~ empyriniai dazniai
atsitiktinéje imtyje S

F_)“(S'l’slz""’sk): {J i (

S

n;+1 = S|2 ""’Sz7j+k—l = SIk}

n

1 H
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Pasirenkamas skais 6 > 0 (0< &0 < e+ <1), k=1, 2, ... . Posekiai

S,:S, S, skirstomij tris grupes:

(Pl i

2) reti posekiai, jeigup, (s, S, -8, ) <&+,
3) tarpiniai posekiai, jeigup, (s, S, ,---S,) € (6 — 0,6 +9).

RSM metodas turi teorinpaklaid; jvertinimg [69, 70]. Fiksuojamas
koks nors posekis ;S ,...,S_. Galimos dviej risiy klaidos:

1) posekis priskirtas dagmposeki klasei, t&iau is tikmjy jis yra retas;

2) posekis priskirtas refposeki klasei, taiau iS tikmyjy jis yra daznas.
Pazymimap, =P,(S,.S,.....S,) ir P=p(s,,S,,S ). Tada pirmos iSies
klaidos tikimyke nevirSija P(p, — p) >J, o antros @Sies klaidos tikimyb
nevirSija  P(p,—p)<—-J. Vertinant Sias tikimybes, pasinaudojama
atsitiktiniais dydziais, kurie apibziami taip: atsitiktinis dydisi=1, jeigu

Si :S'l’S

, =S, S, 1 =S, 1 =1, ..,n, prieSingu atveju2 = 0.

D¢l sekosni, n2, ..., nn sudarymo bdo atsitiktiniai dydziaic2, &, ...,
Oh yra tarpusavyje nepriklausomi ir vienodai paskikjrjy vidurkisE<2 = p, o
dispersijaD = p(1 - p).

Klaidy tikimybés jvertinamos standartiniais matemasn statistikos
metodais, t.y. remiantis binominio skirstinio sagwylis gmzintinés imties
atveju ir hipergeometrinio skirstinio sawyhis neggzintinés imties atveju bei

centrine ribine teorema.

3.3. Treciojo skyriaus apibendrinimas ir iSvados

Siame skyriuje apzvelgti tikslieji Apriori, Apriokil, AprioriSome,
Apriori DymanicSome, GSP, rekursinis, SPADE algodt ir apytiksliai
ApproxMAP, tikimybinis dazg seky nustatymo ProMFES algoritmai bei

atsitiktines imties metodas RSM.
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Tikslieji algoritmai sudaryti naudojant vigniS Sy metodologiy:
Apriori principg; FP- growth princip arba Eclat princig

Tikslieji dazny seky paieSkos algoritmai veikimo metu turi bent kelet
karty nuskaityti pradin duomem baz, o tai lemia dideles laikogeaudas,
taciau tikslieji algoritmai nepake&lami uzdaviniuose, kuriuose reikia pateikti
tikslius rezultatus. Sie algoritmai taikomi genafinbiologiniy, medicinos ir
pan. uzdavinj sprendimui, kui pagrindinis tikslas yra rezultato tikslumas, o
ne laiko gnaudos.

Apytiksliai algoritmai minimal skatiy karty nuskaito duomen baz,
nes analizuojama ne visa duomebaz, o tam tikra metodika sudaryta
duomem bazs imtis.

Spendziant verslo, finansipirinky, draudimo, vartotgj ar klieng
elgsenos, telekomunikagijir pan. uzdavinius priimtina apytikslialgoritmy
daroma paklaida, nes daznai pagrindinis uzdaviniterijus yra laikas ir
atsakymag klausimy ,Koks objektas (ar objektai) yra daznas?“, o netga
tiksly dazno objekto (ar objekx skatiy duomemn bazje, toctl daznai gali kti
aukojamas tikslumasetizenkliai didesnio rezultgtgavimo gretio.

ApproxMAP algoritmo autoriai H. C. Kum, J. Pei, WVang ir
D. Duncan nepateikia algoritmo gt tyrimy, tik tikslumo tyrimus, kurie
buvo atlikti naudojant tam tikro tipo duomghbaz.

Apytikslio ProMFS algoritmo autoriai R. Tumasonis G. Dzemyda
pateikia algoritmo greéio tyrimus. ProMFS algoritmas analizuoja tam tikru
badu sudaryd i$ pradits duomen bazs modelin sek. Sio algoritmo
tikslumas paremtas empiriniais bandymais skirtieghgsomen bazse.

Atsitiktinés imties RSM metodo autoriai J. Pragarauskair
G. Dzemyda pateikia algoritmo gé@ tyrimus. RSM algoritmas analizuoja
tam tikru lidu sudaryd pradires duomen bazs atsitiktire imtj, ir remiantis
Sia analize daromos statisti iSvados apie daznus posekius prgdin

duomem bazje. Algoritmo tikslumagvertinamas statistiniais metodais.
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Eksperimenj rezultatai duomen bazse D1 ir D2 parogl kad
grekiausiai veikia SPADE algoritmas, antroje vietoj& &SP, o didZiausios
laiko snaudos yra rekursinio algoritmo.

Visy algoritmy laiko ggnaudos didja, mazinant minimalaus daznumo

reikSnme min_supp
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4 skyrius. Stochastiniai dazny poseky paieskos algoritmai

Ank&iau apraSyti metodai naudojami dazZrposeky nustatymui.
Tikslieji metodai dazg posekiy paieSkai generuoja didel skatiy
sely — kandid&iy bei daug karf skenuoja duomenbaz, tocl netinkami
naudoti dideise duomen bazse. Apytiksliai metodai nagréfa atsitiktire
pradires duomen bazs imi, iS kurios daromos iSvados apie daznus posekius

pradirgje duomen bazje, tafiau neisskiria susietumo taisykli

Naujai padilyti stochastiniai algoritmai yra apytiksliai. WSalgoritmy
tikslas — nustatyti daznus posekius didel duomen bazse bei iSskirti
susietumo taisykles. ialgoritmy privalumas- veikimo metu duomanbaz
skenuojama vienkarty ir atsitiktinai iSrenkami ir praleidziami atsitikto ilgio
posekiai. Pasirenkamir praleidziany poseki ilgiai yra pasiskirst pagal
tolygyjj skirstin. Sie algoritmai leidZia suderinti du svarbius émijus, t.y.
laikg ir tikslumg. Darbe sukurt stochastinj algoritmy paklaid; tikimybés

jvertinamos naudojant standartinius statistiniusoches.

4.1. Pasiilytas naujas stochastinis daza poseky paiesSkos

algoritmas

Nagrintjama duomen baz D. Dazniems posekiams nustatyti yra
analizuojami atsitiktinai pasirinkti atsitiktiniolgio posekiai. Kadangi dra
jokios informacijos apie tai, kad kurioje nors duemg bazs vietoje kai kurie
elementai pasitaiko dazniau nei kiti, tai tratu priimti, kad bet kuris
elementas gali i dazno posekio elementu su tikimybe, kuri yranoda
visiems duomem bazs elementams. Si tikimghyrag. Nesunku pasteti, kad
tokiu atveju analizuojam posekiy skatius yra pasiskirgs pagal tolygji
skirstin su parametra, o tarp tarp dviej; analizuojam poseki ilgiai taip pat

pasiskirs¢ pagal tolygji skirstin su parametrg [28].
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Posekio daznumas yra lygus jo daznumui targ pisrziiréty poseki.
Santykinis posekio daznumas yra lygus jo daznurmrp wis) perziiréty to
paties ilgio poseki.

Tegul analizuojant duomenbaz D atsitiktinai pasirinktaN (imciy
skatius) jvairaus ilgio poseki s, kurie sugrupuojami pagal posgkilgi.
Atitinkamo ilgio k poseky daznumaisupp (s¢) apskatiuojami pagal %

formule:
sump(s,) :%, kurk =1, 2, ...,n, (1)

Nk — atitinkamo ilgio posekli skatius, N — visy poseky skatius, k — posekio
ilgis, n — maksimalus posekio ilgis.

Posekis priskiriamas dagzrposeky aibei, jei jo daznumas virSija tam
tikra  nustatyy minimalia ~ daznumo  reikS;n  min_supp t.y.
supp(s) = min_sup.

Stochastinis dain posekiy paieSkos algoritmas yra apytikslis, ¢bd
galimos pirmos ir antrogisies klaidos.

Pirmos fiSies klaida reisSkia, kad posekis yra daznasatastochastinio
algoritmo neaptiktas ir nepriskirtas dazmoseky aibei.

Antros MSies klaida reiSkia, kad posekis yra nedaznaspchastinio
algoritmo priskirtas daznposeky aibei.

Pasirenkame statistikas p,, p,, kurios tenkina & nelygyk:

P(<p<p2)=1y. Intervalas pi;p2] vadinamas parametr@ pasikliautinuoju
intervalu. Skalius y vadinamas pasikliovimo lygmeniu. Stochastinio algwo
tikslumo kriterijus — tai posekio radimo pasikliengjo intervalo &ziai.

Pasikliautinojo intervaloéziai jvertinami pagal Sias formules [28]:

p,=1- Betalnv(l_Ty ,n-k,k+1); (2)

p, =1- Betalnv((l—l_Ty), n—k+1k); (3)
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kur p1 ir p2 — pasikliautinojo intervaloéziai, n — visy poseky skatius, k — tam

tikro posekio pasirodym skatius, Betalnv — beta skirstinio kvantilis,

y— pasikliovimo lygmuo.

Posekis yra daznas, jei jo pasikliautinojo inteovalpatinis &Zis p1

virsija y.

Pirmos fiSies klaida yra tada, kpi<y

Antros Sies klaida yra tada, kpi> .

Bendra stochastinio dagmposekiy paieskos algoritmo schema:

1 zingsnis.

2 Zingsnis.

3 zingsnis.

4 Zingsnis.

5 Zingsnis.

6 Zingsnis.

7 zingsnis.

8 Zingsnis.

Duomemny bazs failo nuskaitymas.

Jvedamas maksimalus imties posekio dydlisSis dydis nurodo
maksimal, posekio ilg, kuris gali liti paimtas tolimesniam
nagrirgjimui.

Ivedama pradin q reikSne. Kintamojo g reikSne priklauso
intervalui [0;1].

Sukuriamas tuSas rezultaj failas. Siame faile bus saugomi visi
algoritmo veikimo metu atrinkti posekiai. Posek&ame faile
saugomi surikiuoti pagal posekiilgius bei daznumy kuris
apskatiuojamas pagal (1) formgil

Generuojama kintamojg reiksme. Sis dydis pasiskirss pagal
tolygyj; skirstin ir priklauso intervalui [0;1].

Tikrinama ar reikSré q yra didesa uz reikSmg g, t.y. ar nelygyb

g > g yra teisinga.

Jeigu nelygyb g>g yra teisinga, tai apskauojamas imties
posekio ilgisl = round(qg-n), t.y. skatius, kuris nurodo kokio ilgio
posek reikia paimti. Imties ilgis priklauso intervaluijn]. Jeigu
eilutéje likusiy transakcijos elemeitskatius yra mazesnis uz
sugeneruat imties posekio ilg tai imami visi tos transakcijos
elementai ir pereinamikita transakci.

Apskatiuojamas praleidziamo posekio ilgis- round(g-n), kuris

nurodo kokio ilgio element posekis bus praleidZiamas. Sis
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skatius priklauso intervalui [1;n]. Sis dydis yra naudojamas
nustatyti praleidziamo posekio jlgries ki iteracig. Jeigu likes
transakcijos element skatius yra mazesnis uz apskaioty
praleidziamo posekio ijg tai praleidziami visi likg transakcijos
elementai ir pereinamikita transakcy.

9 Zingsnis. Jeigu g reikSne didesi uz parametra reikSng, t.y. nelygyle
q > g yra neteisinga, tai nepraleidZziamaswenas elementas. Siuo
atveju praleidziamo posekio ilgis lygus nuliui.

10 ZingsnisPaimamas apskaioto ilgio posekiss. Sio posekio ilgis buvo
apskatiuotas 7- ajame zZingsnyje.

11 ZingsnisTikrinama, ar rezultatsgrasSe yra paimtas poselds

12 zingsnis.Jeigu posekissc yra rezultaj sgrase — tai poseki skatiaus
skaitliukg padidiname vienetu.

13 Zingsnis.Jeigu posekiak néra rezultai yrase — tai gra$ papildome nauju
posekiu ir posekio skaitliukprilyginame vienetui.

14 ZingsnisTikrinama, ar nepasiekta duomgerbazs failo pabaiga. Jei
nepasiekta failo pabaiga, tai praleidziamas apslabo ilgio
posekis. Praleidziamo posekio ilgis buvo ap&kaias 8 Zingsnyje
arba prilyginamas nuliui 9 zingsnyje.

15 ZingsnisPo posekio praleidimo veiksmo generuojamos nauwjog ¢
reikSmes, kurios pasiskirst pagal tolygji skirstin ir priklauso
intervalui [0, 1]. Po to gétamaj 6 zingsh ir kartojami visi
algoritmo zZingsniai iki 14 Zingsnio.

16 zingsnisJeigu pasiekta duomgnbazs failo pabaiga, tai sutvarkomas
gautas rezultgtfailas — posekiai faile iSrikiuojami pagal poseki
ilgi bei daznurg, kuris apskaiuojamas pagal (1) formell
Atitinkamo ilgio poseki skatius yra lygus poselsi skaitliuko
reikSmei, kurios aprasytos 12 ir 13 zingsniuose.

17 ZingsnisStochastinio daanposeki algoritmo rezultatas yra posekiai, kurie
iSrikiuoti pagal posekio ilgbei daznum, t.y. Rezultatas:=uxs,
kurk=1, 2, ...n.
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Stochastinio daanposeki paieSkos algoritmo veikimo schema pateikta

5 paveiksle.

( Pradzia )

@) Nuskaitoma duomeny
bazé, jvedama maksimali
posekio ilgio reik§mé n

v

Jvedama pradiné
parametro ¢ reikSmeé

!

Sukuriamas rezultaty
failas

Y

@ Sugeneruojama
parametro g reik§mé

Apskaifiuojamas paimamo
@ posekio ilgis

Y

. - PraleidZiamo posekio ilgis
Apskaitiuojamas paimamo @ lygus nuliui
posekio ilgis

v

Apskaifiuojamas
praleidZiamo posekio ilgis

*4

Atliekamas / ilgio posekio
paémimas

Y

Atliekamas posekio

@ @ @ jraSymas

7

TAIP Rezultatas - suraSiuoti
posekiai pagal ilgj ir
@ daznumgy

Ar pasiekta DB
pabaiga?

@Posekio praleidimas

!

L. . ( Pabaiga )
Naujy ¢ ir g reikSmiy
@ generavimas

5 pav. Stochastinio dagmposeki paieskos algoritmo veikimo schema.
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4.2. Pasiilytos naujo stochastinio dazm poseky algoritmo

modifikacijos

Stochastiniam da#n posekiy paieSkos algoritmui buvo atliktos Sios
modifikacijos:

1. Stochastinio daanposeky paieskos algoritmo parametmgarba
g jvedamas ir nekinta algoritmo veikimo metu. Jeigutyb
fiksuojami abu parametrai, tai nelygybg>g visada Mty
teisinga ir algoritmo veikimo metu niekada ngppraleidZziamas
posekis, kurio ilgis lygus nuliui, arba nelygyf > g visada laty
neteisinga, tai neity praleidziamas nei vienas posekis, t.y.
tiriama visa duoman baz, kurios elementai suskaidyji tam
tikro ilgio posekius. Si stochastinio dain poseki paieskos
algoritmo modifikacig pazymime SDPAL.

2. Stochastinio dazn poseky paiesSkos algoritmu analizuojami
atsitiktinai pasirinkti atsitiktinio ilgiol posekiai, kuriuose yra
bent vienas tiksliuoju dagn poseki paieskos algoritmu
nustatytas daznas viene elemento posekis. $istochastinio
dazny poseky paieSkos algoritmo modifikagij pazymime
SDPA2.

Stochastinj modifikuoty algoritmy SDPA1 ir SDPA2 klaig

jvertinimui naudojama ta pati metodika, kuri aprasskyriuje 4.1.

Stochastinio modifikuoto dagnposekiy paieSkos SDPA1 algoritmo
schema (kai fiksuotg reikSne¢/ kai fiksuotag reiksme):
1 - 4 Zingsnis. Nesikéia (Zr. 4.1. skyrius).
5 Zingsnis. Nesiketia / Jvedama kintamojog reikSne, kuri nesiketia
algoritmo veikimo metu. Sis skaiis priklauso intervalui [0;1].
6 zingsnis. Nesiketia / Tikrinama arvesta reikSra g yra didesa uz reikSng
g, t.y. ar nelygyb q > g yra teisinga.
7 — 14 Zingsnis. Nesikeia (zr. 4.1. skyrius).
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15 zingsnis. Po posekio praleidimo veiksmo naudaejaénpatiq reiksme, kuri
priklauso intervalui [0, 1]. Po to gitamaj 5 Zingsn ir kartojami
visi algoritmo zingsniai iki 14 Zingsnio / Po poselpraleidimo
veiksmo generuojama naugareiksme, kuri priklauso intervalui
[0, 1]. Po to giztamaj 5 zingsh ir kartojami visi algoritmo
zingsniai iki 14 zingsnio.

16— 17 zingsnis. Nesikeéia (zr. 4.1. skyrius).

Stochastinio modifikuoto daanposekiy paieSkos SDPA2 algoritmo
schema:

1 zingsnis. Nesiketia (Zr. 4.1. skyrius).

2 zingsnis. Jvedama pradih q reiksne. Kintamojo q reikSne priklauso
intervalui [0;1]. Tadajvedami dazni vienc- elemento posekiai,
kurie nustatyti kokiu nors tiksliuoju dagnposekiy paiesSkos
algoritmu.

3 -9 zingsnis. Nesikeéia (zr. 4.1. skyrius).

10 zingsnisTikrinama ar numatytame paimti poseky yra nors vienas
daznas vieno- elemento posekis, kuris buvo nurodytas
2 Zingsnyje. Jei Sigbyga tenkinama, tai atliekamas apskanto
ilgio posekios« pazmimas. Sio posekio ilgis buvo apskabtas
7 — ajame zingsnyje. PrieSingu atveju, vykdomas 14sirs.

11- 16 zingsnis. Nesikeéia (zr. 4.1. skyrius).

17 zingsnisStochastinio modifikuoto dagn poseki algoritmo SDPA2
rezultatas— posekiai, kuriuose yra bent vienas daznas vieno
elemento posekis, nustatytas tiksliuoju dagroseky paieskos
algoritmu. Rezultaf faile Sie posekiai iSrikiuoti pagal posekiojilg

bei daznum, t.y. Rezultatas:=ks, kurk=1, 2, ...n.
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4.3. Pasiilytas naujas stochastinis susietumo taisykji paieskos

algoritmas

Susietumo taisykij paieSka susideda iS dwepagrindiny etapy: dazmy
poseky nustatymo ir susietumo taisyklisudarymo iS dainposeky aikes.
Stochastinis daznposeki paieskos algoritmas papildytas funkcijomis, kurios
iS5 dazm poseki sudaro susietumo taisykles. Sis algoritmas pataslin
stochastiniu susietumo taisykipaieskos algoritmu.

Stochastinio susietumo taisyklpaieSkos algoritmo klaidjvertinimui

naudojama ta pati metodika, kuri apraSyta skyduje

Stochastinio susietumo taisyklpaieSkos algoritmo schema:

1 zingsnis. Duomem bazs failo nuskaitymas.

2 Zingsnis. J[vedamas maksimalus imties posekio dydisSis dydis nurodo
maksimal, posekio ilg, kuris gali liti paimtas tolimesniam
nagrirgjimui.

3 zingsnis. J[vedama pradin q reikSne. Kintamojo g reikSnmeé priklauso
intervalui [0;1].

4 Zingsnis. Jvedama minimalaus posekio daznumo reikémn_supp

5 zingsnis. Sukuriamas tu$as rezultaj failas. Siame faile bus saugomi visi
algoritmo veikimo metu atrinkti posekiai. Posek&ame faile
saugomi surikiuoti pagal posekiilgius bei daznum kuris
apskatiuojamas pagal (1) formell

6 zingsnis. Sukuriamas susietumo taisyklrezultat failas. Siame faile bus
iISsaugotos sudarytos susietumo taisykl

7 Zingsnis. Generuojama kintamojg reik3me. Sis dydis pasiskirss pagal
tolygyj; skirstin ir priklauso intervalui [0;1].

8 zZingsnis. Tikrinama ar reikSra g yra didesa uz reikSmg g, t.y. ar nelygyb
g > g yra teisinga.

9 Zingsnis. Jeigu nelygyb q>g yra teisinga, tai apskauojamas imties

posekio ilgisl = round(g-n), t.y. ska&ius, kuris nurodo kokio ilgio
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posek reikia paimti. Imties ilgis priklauso intervaluijn]. Jeigu
transakcijos elemeuntskatius yra mazesnis uz apskaiotg imties
posekio ilg, tai imami visi tos transakcijos elementai ir peagna
] kitg transakcig.

10 ZingsnisApskatiuojamas praleidziamo posekio ilgis round(g-n), kuris
nurodo kokio ilgio element posekis bus praleidZiamas. Sis
skatius priklauso intervalui [1;n]. Sis dydis yra naudojamas
nustatyti praleidziamo posekio jlgries ki iteracig. Jeigu liks
transakcijos element skatius yra mazesnis uZz aps&aioty
praleidziamo posekio ilg tai praleidziami visi lik transakcijos
elementai ir pereinamikita transakci.

11 ZingsnisJeigu g reikSne didesg uz parametray reikSne, t.y. nelygyle
q > g yra neteisinga, tai nepraleidZziamaswenas elementas. Siuo
atveju praleidziamo posekio ilgis lygus nuliui.

12 zingsnisAtliekamas apskaiuoto ilgio posekiosc paamimas. Sio posekio
ilgis buvo apskaiuotas 9- ajame zingsnyje.

13 zingsnisTikrinama, ar rezultatsarase yra paimtas poselds

14 zingsnis.Jeigu posekissc yra rezultai sgraSe — tai posekio skaus
skaitliukg padidiname vienetu.

15 Zingsnis.Jeigu posekiak néra rezultal sarasSe — tai gra$ papildome nauju
posekiu ir posekio skaitliukprilyginame vienetui.

16 zZingsnisTikrinama, ar nepasiekta duomgerbazs failo pabaiga. Jei
nepasiekta failo pabaiga, tai praleidziamas apsiao ilgio
posekis. Praleidziamo posekio ilgis buvo apskatas 10— 11
Zingsniuose.

17 zingsnisPo posekio praleidimo veiksmo generuojamos nawjo® (¢
reikSmes, kurios pasiskirst pagal tolygj; skirstin ir priklauso
intervalui [0, 1]. Po to gétamaj 8 zingsh ir kartojami visi

algoritmo zZingsniai iki 16 Zingsnio.
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18 zingsnisJeigu pasiekta duomgnbazs failo pabaiga, tai sutvarkomas
gautas rezultgtfailas — posekiai faile iSrikiuojami pagal poseki
ilgj bei daznurg, kuris apskaiuojamas pagal (1) formell

19 ZingsnislSsaugomifaile posekiai, kurie iSrikiuoti pagal posekio jilpei
daznum, t.y. Rezultatas:= ks, kurk=1, 2, ...n.

20 zZingsnisAtrenkami visi posekiai, kugi daznumo reikSéne mazeshnei
nurodytamin_suppreiksne.

21 zZingsnislS kiekvieno posekio sudaromos susietumo taisykBusietumo
taisykk sudaroma taip: jek ilgio posekisX yrak+1 ilgio posekio
Y poaibis, tai sudaroma susietumo taigykbY ir Y= X

22 ZingsnisApskatiuojamas kiekvienos sudarytos susietumo taisykl

daznumas procentais pagal a Si formule:

SUPHX = Y) =W-1OO%.

23 zingsnisApskatiuojamas kiekvienos sudarytos susietumo taisykl

patikimumas procentais pagal 3 Si formule:
conf(X =) = SUPHXVY) 4 5
supgX)

24 zingsnisRezultatas- susietumo taisykk, susietumo taisykjidaznumas ir

patikimumas iSsaugomi 6 zingsnyje sukurtame retzuftale.

Stochastinio susietumo taisyklipaieSkos algoritmo veikimo schema

pateikta 6 paveiksle.

Pavyzdys 3 Element aibé I={A, B, C, D, B Transakcijos:

T={A, B},

T={A, C, D, B,

T:={B, C, O, Ts={A, B, C, B,

Ts={A, B, G.

Nustatyti stochastiniu susietumo taisykpaieSkos algoritmu susietumo

taisykles, kuny min_suppg40% ir min_conf£50%.
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C rom )
v

@) Nuskaitoma duomeny
bazé, jvedama maksimali
posekio ilgio reikSmé n

v

@ Ivedama pradiné
parametro ¢q reik§mé

y

Sukuriamas rezultaty ir
susietumo taisykliy
failai, jvedama min_supp

reik§meé

@ Sugeneruojama
parametro g reik§mé

®

Ar g>g? Apskaitiuojamas paimamo

@ posekio ilgis

v

.. K PraleidZiamo posekio ilgis
Apskaifiuojamas paimamo @ lygus nuliui

@ posekio ilgis

Y

@ Apskaifiuojamas
praleidZziamo posekio ilgis

*4

Atliekamas / ilgio posekio
paémimas

Y

Atliekamas posekio

@ @ @ jraSymas

TAIP Surasiuojami posekiai pagal ilgj ir

daZnumg bei atrenkami posekiai,

@ @ kuriy supp>=min_supp

Y

Sudaromos taisyklés ir
Posekio praleidimas apskai¢iuojamas kiekvienos

susietumo taisyklés daznumas ir
¢ @ @ @ patikimumas

@ Taisykliy i$saugojimas faile

Y
(e )

6 pav. Stochastinio susietumo taisyibaieSkos algoritmo veikimo schema.

Ar pasiekta DB
pabaiga?

Naujy ¢ ir g reikSmiy
@ generavimas
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Stochastinis susietumo taisykklgoritmas nustatsiuos posekiusA, B,
C, D, AB, AC, BC, CD, ABC
Poseki daznumasA (supp=80%), B (supp=80%), C (supp=80%), D
(supp=60%), AB (supp=60%), AC (supp60%), BC (supp=60%), CD
(supp=60%); ABC (supp=40%).
Stochastinis susietumo taisyklialgoritmas sudar Sias susietumo
taisykles:
A = B (daznumas 60%, patikimumas 75%);
B = A (daznumas 60%, patikimumas 75%);
A = C (daznumas 60%, patikimumas 75%);
C = A (daznumas 60%, patikimumas 75%);
B = C (daznumas 60%, patikimumas 75%);
C = B (daznumas 60%, patikimumas 75%);
C = D (daznumas 60%, patikimumas 75%);
D = C (daznumas 60%, patikimumas 100%);
A = BC (daznumas 40%, patikimumas 50%);
BC = A (daznumas 40%, patikimumas 66,67%));
B = AC (daznumas 40%, patikimumas 50%);
AC = B (daznumas 40%, patikimumas 66,67%);
C =AB (daznumas 40%, patikimumas 50%);
AB = C (daznumas 40%, patikimumas 66,67%).

4.4. Statistinés charakteristikos

Statistire hipotez — tai bet kuris tvirtinimas apie naggj@amos ailés
pozymi visumos pasiskirstygnarba apie pasiskirstymo parametrus.
Statistires hipotezs kriterijus — tai taisykk, kuri nurodo hipotess

atmetimo atvejus, remiantis atsitikigimties reikSramis.
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Pagrindinis tvirtinimas apie pasiskirstymésd bei jo parametrus yra
vadinamas nuline hipotezHo. Alternatyvus tvirtinimas, prieSingas nulinei
hipotezei zymimasi;.

Siekiant nustatyti, kuri i$ hipotagiyra pagjsta, naudojamivairas

statistiniai metodai. Siuo atveju pasirinktas kijeais statisti vertinimas.

4.4.1. Kriterijaus u ir z statistikos

Sudarome posekidaznuny selg ir nustatome jos statistipisavybi
pasikeitimo momeiat

Tegul nagrigjamos dvi nepriklausomos skirtingo ilgio posgkintys,
kuriy dydziai yran; ir n2. Pirmojoje imtyjen; dazniausias posekis pasitaik
karty, o antrojoje— k> karty. Tuomet nulig hipotez tvirtina, kad dazg
poseky proporcijos imtyse yra vienodos, o alternatyvartitve, kad tos
proporcijos nelygios:

Ho: ri=rz;
Hi: ri# ro.

Tuomet IS antimonotoniSkumo taisygl iSplaukia, kad esant teisingai
nulinei hipotezei nagriglami posekiai yra dazni, o iS alternatyvos iSplaylki
kad ilgesnysis iSjtposeki yra nedaznas.

Kriterijaus hipotegzje Ho statistika gali bti jvertinamajvairiais kidais.
Kriterijaus statistikau konstruojama taip, kad hipotezdpb esant teisingai, ji
buty pasiskirgiusi pagal standartimormabjj skirstin. Kriterijaus statistikau
apskatiuojama pagal giformule [28]:

d,—d,

n+n, n+n, n n
kur di=k1/n1 ir do=k2/ny.

Pazymime, kad = (ki + k2) / (m+ n2), tai gaunama tokia formail

u=




Kriterijaus statistilg z galimajvertinti ir taip [10, 94]:

2= (2arcsin/d, - 2arcsinyd, ). |-+ 2.

n+n,

4.4.2. Prielaidy vertinimas

Posekip charakteristiy pasikeitimo momentui nustatyti sukurtas
modelis, kuriame dazniausai pasitaikantis posghig.( pirkiniy krepSelis) yra
nustatomas didziausio #knumo kidu. Dazno posekio ilgis nustatomas
remiantis monotoniskumo taisykiedazny posekiy poaibis yra daznas posekis.
Seky charakteristiy pasikeitimo moment nustatymo modelyje yra
apskatiuojamas dazniausio posekio daznis, priklausomai jouilgio. Toliau
pasinaudojama tuo:

e tiriamo posekio ilgis yra mazesnis uz tam giklgj, tai nagrigjamo
posekio daznis yra beveik pastovus;

e tiriamo posekio ilgis yra didesnis uz tam gkilgj, tai nagrikjamo
dazniausio posekio tikimypradeda maii.

Tokiu atveju yra sudaromas binarinis procesadakue nagrigjami du
gretimi tam tikro ilgio posekiali ir li+1, i€[1, N]. Binarinio proceso reikSm
yra:

e lygi vienetui, jei statistinis kriterijus nepriegtaja hipotezei apie dvigj
gretimo ilgio posekj pasirodymo tikimybs sutapimn;

e lygi nuliui, jei dviejy gretimo ilgio posekj pasirodymo tikimybs
reikSmingai skiriasi.

Sio binarinio proceso charakterisfikpasikeitimo momentas leidZia
nustatyti dazniausiposeky ilgj (pirkiniy krepSelio dyg t.y. iS kiek element
susideda dazniausias pirkirkrepselis). Kadangi dvigjgretimo ilgio posekj
pasirodyny skatius imtyse yra pasiskirsd pagal binomin désn, galima
sudaryti logaritmig tikétinumo funkcip dazniausiai pasitaikdm posekio

pasirodymo tikimybs pasikeitimui nustatyti:
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k! (N — k)!
et Gk — k1)| (K—k)!-(N—k—K+ k!

—Kk1 . (1 _ pz)N_k_K+k1-

IS ¢ia gauname Iogaritmiﬁtikétinumo funkcip:

fl) =+ pit (1 —py)eta

k—ky K—k4 N—k—-K+kq
ln(f(k)) Zlnl—Zlnl—Zlnl+ZlnL—Zlnl— Z Ini +
k—kq K—kq N—k-K+kq

+Zlnp1+ Z In(1—-py) + Z Inp, + Z In(1-p,),

i=1
kur k — binarinio proceso charakteristilpasikeitimo momentag; — tikimybiy
dazniy sutapiny skatius iki pasikeitimo momentok. — tikimybiy dazni
sutapiny skatius po pasikeitimo momentdy — maksimalus posekio ilgis,
K — nagrirgjamo posekio ilgis. Dazniausio posekio ilgis ak@nlogaritmirés
tikétinumo funkcijos minimumo reikSen Minimizuojartia funkcija yra patogu
jvesti kaip dviey gretimy Sios funkcijos reikSmi skirturmg, kuris yra lygus:
In(f(k)/f(k—=1)) =
=Ink —Intk —k;)—In(N—k+1)+In(N—k—k;+1)+In(1—p,) +
+In(1 — p,),
jeiguk — oji binarinio proceso reikSényra lygi O.
Jei k — oji binarinio proceso reikSéinlygi 1, tai gretinyg tikétinumo
funkcijos reikSmy skirtumas yra lygus:
In(f (k)/f (k — 1)) =
=Ink —Ink; —In(N —k + 1) + In(K — k; + 1) + Inp; + Inp,,

ciap, = %»Pz = %

Tikétinumo funkcijos minimumas sutampa su pjan kintamojo k
reikSme, kuriai dviej gretimy Sios funkcijos reikSnai skirtumas yra teigiamas.
Skatiavimai pradedami nuo pradis reikSnés k = 0. Nesunku pasteéh, kad

pradire tikétinumo funkcijos reikSrayra:
N-K

ln(f(O)) Zlnl—Zlnl—ZInl+K1np2+ln(1 p,) - (N — K).
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Apskatiuojant logaritmis tikétinumo funkcijos reikSmes, galima
naudotis rekurentimis formukmis:
e jei k-0ji binarinio proceso reikSéyra lygi nuliui, tai:
ki(k +1) = ky(k), ky(k +1) = k,(k);
e jei k-0ji binarinio proceso reikSényra lygi vienetui, tai:
ki(k+1)=k (k) +1, k,(k+1)=k,(k)— 1.
Jvertinus kriterijaus statistik bei tikétinumo funkcijos reikSmes,
atliekamas prielaig tikimybiy vertinimas. Kai alternatyva dvipéigH1: ri#£r2),
gautja ureikSne atitinkantip — reikSne apskatdiuota taip:

p = 2-(1 — NORMSDIST(ABS(u))),

kur NORMSDIST- normaliojo skirstinio funkcija ABS — modulio
funkcija. p — reikSne reiskia tikimyke rizikos, kad atmetanitlo bus padaryta
pirmos nSies klaida, toél Ho pagistai atmesti galima tik tada, kaip
p — reikSme gaunama nedidgl nezymi, mazesnuz jprastinius, tradicinius
reikSmingumo lygmenis (0,1; 0,05; 0,01 ar 0,004)- reikSne iSreiSkia
hipotezs Ho tikétinumg, t. y. tikimybe, kad joje iSsakytas teiginys atitinka

tikrove, todkl kuo didesi p — reikSne, tuo labiau nuliad hipotez pasikliautina.

4.5. Ketvirtojo skyriaus iSvados

Siame skyriuje pateiktas naujas stochastinis glgimseki paieskos
algoritmas. Taip pat pateiktos modifikacijos SDPRASDPA2 bei stochastinis
susietumo taisykij paiesSkos algoritmas.

Darbe sukurtas stochastinis dazposeki paieSkos algoritmas, jo
modifikacijos SDPAL ir SDPA2 bei stochastinis stisieo taisykliy paiesSkos
algoritmas yra apytiksliai algoritmai.

Stochastiniai algoritmai nustatydami daznus pagekir susietumo
taisykles duomanbaz skaito vien karig, toctl yra tinkami naudoti didéke

duomem bazse.
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Ankstiau aprasSyti apytiksliai dann poseki paieskos algoritmai
analizuoja ne visduomem baz, o tam tikru idu sudary pradires duomen
bazs atsitiktire imtj bei neatlieka susietumo taisykipaieskos.

Darbe sukurf stochastinj algoritmy klaidy tikimybés jvertintos
naudojant standartinius statistinius metodus¢ltgdli biti taikomi daugelyje
sriciy, kur algoritmo paklaidos yra priimtinos, pavyzdzpirkiniy krepsSelio,
vartotoy elgsenos anak®s uzdaviniams spsti, marketingo, finansigi

duomem analizei ir t. t.
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5 skyrius.  Eksperimentiniai tyrimai

Eksperimentiniai tyrimai disertacijoje sukurtiemstochastiniams
algoritmams buvo atliekami naudojant dirbtinai sug®iotus ir realius

duomenis.

Eksperimentiniams tyrimams naudotas kompiuteristiokuechnires
charakteristikos Sios: 2.50 GHz Intel(R) Core(TM)3210 procesorius, 4 GB
RAM atmintis, standusis diskas HDD 500 GB.

Eksperimentiniuose tyrimuose naudoti Apriori, GSRekursinis,
SPADE, ProMFS algoritmai, stochastinis dazyosekiy paiesSkos algoritmas
bei jo modifikacijos SDPA1, SDPA2 ir stochastinisisetumo taisykij

paieSkos algoritmas realizuoti naudojant Object&agsrogramavimo katb

5.1. Eksperimentinés duomeny bazés

Eksperimentiniai tyrimai buvo atliekami naudojantalia pirkimy
transakciy duomem baz, realp baigiamyy darh; temy duomem baz bei
imitacines duomenbazes.

Imitaciniy duomem baziy generavimui naudojama sukurta programin
jranga.

Eksperimentiniams tyrimams buvo naudojamos Siasrain bazs:

1. Sugeneruotos duomen bazs, kury charakteristikos aprasytos
5.2. skyriuje.

2. Reali Vilniaus kolegijos Elektronikos ir informatk fakulteto
Programavimo kompiuteriams stugdijprogramos baigiagjy darky
2000 - 2013 m. m. temp duomem baz. Duomem baz sudaro
1030 tem.

3. Reali UAB ,Arsuna“ viem met pirkimy transakcy duomem baz.

Duomem baz sudaro 400 000 transakgij
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5.2. Naujai pasiilyty stochastinio dazm posekiy, SDPA1 ir SDPA2

algoritmuy tikslumo tyrimas

Eksperimentui buvo sugeneruota 100 duoynleazy faily, kuriy dydis
200 000 simbalj, t.y. 2000 eildiy, 100 simboly eiluttje. Duomen baz
sudaryta i$ simbaliA, E, I, N, St.y.I={A, E, I, N, $ Tarp Sy simboly buvo
jterpiamas posekiSIENA Duomem bazs failai buvo generuojami su Siomis
tikimybémis:
posekioSIENA;jterpimo tikimyle — 0,2;
simbolio A jterpimo tikimyke - 0,15;
simbolioE jterpimo tikimyke - 0,15;
simboliol jterpimo tikimyk: — 0,15;
simbolioN jterpimo tikimyke - 0,15;

AN N NN

simbolio Sjterpimo tikimyle - 0,2.

Sie failai apdoroti naujai pasiytais stochastiniu da#n poseki
paiesSkos, SDPA1 ir SDPA2 algoritmais po 100 kavtisy eksperiment metu
buvo pasirinktas maksimalus posekio ilgi$ simboliai. Naujai paslytuose
stochastiniuose algoritmuose parametfasmudojamas apskaiiojant posekio
imties dyd, o parametrag — apskatiuojant praleidziamo posekio ilgAtlikus
eksperimentus buvgvertintas vidutinis vieno failo apdorojimo laika&aip pat
eksperiment metu buvo tiriama SDPAL1 algoritmo rezuligbriklausomylé
nuo parametray reikSnes, ty. esant fiksuotoms skirtingongs reikSmems
(0,01;0,1;0,2,...,1). Algoritmo parametroq reikSne — generuojamas
atsitiktinis dydis, kuris pasiskirst pagal tolygj; skirstin.

Stochastinio dazan poseky paieSkos, SDPA1 ir SDPA2 algorigm
veikimo laikas bei tikslumas buvo palyginti su Apij GSP, SPADE,
rekursinio, ProMFS algoritmrezultatais.

SDPAL1 algoritmo vidutid vieno failo apdorojimo trukén pateikta

7 paveiksle.
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7 pav. SDPAL algoritmo vykdymo trulkés priklausomyb nuo parametrg
reikSnes.

IS eksperimento rezuligtpastebima, kad kuo didésrparametrog
reikSne, tuo spatiau dickja algoritmo vykdymo laikas (zr. 7 pav.), nes dani
neatliekamas atsitiktinio ilgio posekio praleidimégg. 4 ir 5 pav.). Failo
apdorojimo laikas pradeda did kai g > 0,6. Kaig =1, tai failo apdorojimo
laikas iSauga, nes neatliekamas paggkialeidimas, o visa duomerbaz
suskaidoma posekiais.

Eksperimento metu buvo palyginti dazni posekiai tatyi GSP,
stochastiniu dazn posekiy paieSkos, SDPAl ir SDPA2 algoritmais, kai
posekio ilgis lygus 5. Apdorojant duomgbaziy failus GSP algoritmu buvo
pasirinktas minimalus daznumamin_supgl1000 (0,5 %), o SDPAl
algoritmu— pasirinktas parametrgs= 0,5, SDPA2 algoritme pasirinktas vieno
elemento daan poseky nustatymui GSP algoritmas. Visi algoritmai nustat
tuos p&ius daznus posekius, skiriasi tik dgzmoseky skatius, kuris pateiktas
2 lentetje.

Stochastinio daanposeki paieskos ir SDPAL, kai pasirinkta parametro
g reiksne 0,5, algoritny nustatyy dazn poseky skatius vidutiniSkai 4 kartus
mazesnis nei tiksliojo GSP algoritmo nustatgazny posekiy skatius. SDPA2
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algoritmo nustatyf dazny poseky skatius vidutiniSkai 2 kartus mazesnis nei

tiksliojo GSP algoritmo nustatytdazny poseki skatius.

2 lenteé. Dazni posekiai iry skatius.

s

)

GSP algoritmas Stochastinis SDPA1l SDPA2
algoritmas algoritmas algoritmas
Posekis| Kiekis | Posekis Kiekig Posekis| Kiekis | Posekig Kiekis
SIENA | 21671 | SIENA| 5115| SIENA 5220 SIENA 10834
IENAS | 10268 IENAS| 2459| IENAS| 2510 IENAS 5144
ASIEN | 7563 ASIEN| 1749| ASIEN| 1785 ASIEN 3782
SSIEN | 5943 SSIEN 1484 SSIEN 1515 SSIEN  297(
ENASI | 4905 ENASI| 1205| ENASI| 1230 ENAS| 2453
NASIE | 4641 NASIE 989 | NASIE| 1010 NASIE 2320
IENAA | 3499 IENAA | 793 | IENAA | 810 IENAA | 1749
ENASS | 2938 ENASS 637 ENASS 650 ENASS 1466
IENAI | 2618 IENAI 681 | IENAI | 695 IENAI | 1311
ISIEN 2614 ISIEN 637 | ISIEN 650 ISIEN 1304
ESIEN | 2594 ESIEN 647| ESIEN 660 ESIEN 1297
NSIEN | 2593 NSIEN 656 | NSIEN 670 NSIEN 1297
IENAN | 2585 IENAN | 627 | IENAN| 640 IENAN| 1293
IENAE | 2520 IENAE 578 | IENAE| 590 IENAE| 1267
ASSIE | 2142 ASSIE 559| ASSIE 570 ASSIE 1068
SSSIE | 1632 SSSIE 299 SSSIE 305 SSS|E 821
ENAAS | 1607 ENAAS| 412 | ENAAS| 420 ENAAS| 806
NASSI | 1504 NASSI 318 | NASSI 325 NASS|I 758
ENAIS | 1236 ENAIS| 333 | ENAIS| 340 ENAIS 617
ENANS | 1217 ENANS| 304 | ENANS| 310 ENANS| 611
AASIE | 1208 AASIE | 299 | AASIE| 305 AASIE| 606
ENAES | 1188 ENAES 314 ENAES 320 ENAES 591
ENASA | 1004 ENASA| 220 | ENASA| 225 ENASA| 507
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Bendras SPDAL1 algoritmo nustatytdazny posekiy, kurie pateikti
2 lentetje, skagiaus palyginimas, esant skirtingoms parametn@ikSnems,
pateiktas 8 paveiksle.

Kiekvieno SPDAL1 algoritmo nustatyto dazno posekdarie pateikti
2 lenteéje, skatiaus kitimo palyginimas, esant skirtingoms paramegy

reikSmems, pateiktas 1 priede.
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S
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o
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Da
o

8 pav. SDPAXlgoritmo bendro daznposeki skatiaus priklausomydnuo
parametra reikSnes.

Sios duomem bazs buvo apdorotos Apriori, GSP, SPADE, rekursiniu,
stochastiniu dazanposeky paieskos, SDPA1, SPDA2 ir ProMFS algoritmais.
Apriori, GSP, SPADE ir rekursiniame algoritmuosesipaktas minimalus
posekio daznumasmin_supp200 (0,26), min_supp500 (0,25 %),
min_supg1000 (0,36). ProMFS algoritmo sukurta modedinseka buvo
analizuojama GSP algoritmu, kain_suppg6 (0,2%6), min_supg15 (0,25%),
min_supp30 (0,30). SDPAL algoritmo parametrg reikSne buvo pasirinkta
0=0,3. SDPA2 algoritme buvo naudojami vieno elemgmbsekiai, nustatyti
GSP algoritmu. Algoritm vidutinis duomen baziy apdorojimo laikas

pateiktas 9 paveiksle.
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9 pav. Vidutinis Apriori, GSP, SPADE, rekursiniao®FS, stochastinio,
SDPAL ir SDPAZ2 algoritmp veikimo laikas.

Eksperimento rezultatai par@dkad maziausios laikogsaudos yra
SDPA1 algoritmo, o didzZiausias duomerbaziy apdorojimo laikas yra

rekursinio algoritmo.

5.3. Stochastinio dazm poseky paieskos, SDPAl ir SDPA2

algoritmuy tikslumo tyrimas

Eksperimento metu buvo sugeneruota 19 duentEriy grupiy. Sios
grupes ir jy generavimo charakteristikos pateiktos 2 priedeskiiiery faily
grupe sudaro 100 fail. Visi 1900 faily apdoroti su stochastiniu dagposeky
paieskos, SDPA1 ir SDPA2 algoritmais. Eksperimeantéiktas 80 kauj.

Eksperimento metu buvivertinamos stochastupialgoritmy pirmos ir
antros tSies klaidos.

Posekis priskiriamas dagrposeky aibel, jei jo minimalus daznumas

min_supp> 0,07.
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Stochastinio dazan poseky paieSkos, SDPA1 ir SDPA2 algorigm
pasikliautinojo intervalo &ziai p: ir p2 buvo apskaiiuoti pagal (2) ir (3)
formules kiekvienoje duomegrbazje, kaiy=0,95.

Stochastinio daanposeki paieskos algoritmo pasikliautinojo intervalo
réziy vidurkiy reikSmes yrap: = 0,95 irp2 = 0,99.

SDPA1 algoritmo pasikliautinojo intervaloéziai p: ir p2 buvo
apskatiuoti kiekvienoje duomen bazje, esant skirtingoms algoritmo
parametro g reikSméms. 3 lentelje pateiktos vig duomem baziy
pasikliautinojo intervalodziy pa ir p2 vidurkiy reikSnes.

3 lenteé. Pasikliautinojo intervaloéziai.

Parametro g reikSme p1 p2

0,01 0,9527 0,9993
0,1 0,9537 0,9993
0,2 0,9531 0,9993
0,3 0,9517 0,9993
0,4 0,9527 0,9992
0,5 0,9521 0,9993
0,6 0,9523 0,9992
0,7 0,9599 0,9992
0,8 0,9533 0,9992
0,9 0,9535 0,9992
1 0,9634 0,9992

Ivertinus eksperimento rezultatus nustatytas SDPAgoriamo
pasikliautinasis intervalas yra [0,95; 0,99].

SDPA2 algoritmo pasikliautinojo intervaloéziai p1 ir p2 buvo
apskatiuoti kiekvienoje duomen bazje. Pasikliautinojo intervalo éziy
vidurkiy reikSmes yrapy = 0,97 irp2 = 0,99, t.y. pasikliautinasis intervalas yra
[0,97; 0,99].

Stochastinio dainposeky paieskos algoritmo viduténpirmos GsSies
klaida yra 2,38 %, vidutinantros t@Sies klaida- 5,58 %.

SDPAL algoritmo pirmos ir antrogdies klaidos pateiktos 4 lentg.

81



4 lentek. SDPAL algoritmo pirmos ir antrogsies klaidos.

SDPA1 algoritmo parametro g | Pirmos rasies| Antros  riuasies
reikSmé klaida, % klaida, %
0,01 2,63 6,10
0,1 2,74 6,41
0,2 2,43 6,47
0,3 2,42 5,89
0,4 2,41 5,52
0,5 2,42 541
0,6 2,36 52

0,7 2,34 512
0,8 2,33 5,07
0,9 2,21 5,05

1 2,05 4,63

SDPAL1 algoritmo pirmosusies klaida yra apytiksliai 2,4 %, antros
raSies klaida- 5,6 %.
SDPA2 algoritmo vidutiéd pirmos aSies klaida yra 1,3 %, vidugn

antros fiSies klaida- 3,12 %.

5.4. Baigiamyjy darby temy duomeny bazeés tyrimas

Eksperimento metu tiriama 20062013 m. m. (13 mokslo met
Vilniaus kolegijos Elektronikos ir informatikos faketo Programavimo
kompiuteriams studij programos baigiagjy darh; tem; duomem baz.
Duomem baz sudaro 1030 tem

Eksperimento tikslas — nustatyti, kokie dazniaustziai aptinkami
baigiamyjy darhy pavadinimuose bei nustatyti susietumo taisyklegp ta
dazniausi zodzi.

Eksperimento metu vienas Zodis buvo laikomas nedalelementu.
Pavyzdziui, tema UAB ,Skado medis” interneto swaiaitai i1=UAB,

i>=Skado,s=medis,is=internetojs=svetair.
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Eksperimento metu baigiagy darhy tem; duomem baz analizuota
tiksliuoju SPADE algoritmu bei apytiksliais ProMFStochastiniu dain
poseky paieSkos, SDPALl ir stochastiniu susietumo taigyktaieskos
algoritmais, norint nustatyti daznus vieno elemeptsekius. Eksperimento
metu buvo pasirinkta SDPA1 algoritmo paramejreeiksne lygi 0,5. Siame
etape duomen bazs nebuvo analizuojamos SDPA2 algoritmu, nes Sis
algoritmas naudoja daznus vieno elemento posekiuse nustatyti kitais
algoritmais.

Baigiamyjy darhy temy skatius pasirinktais mokslo metais pateiktas

10 paveiksle.

Temy skaifius
160
140 | 134
120
100

10 pav. Baigiamjy darhy temy skatius.

Eksperimento metu SPADE, ProMFS, stochastinis yaposeky
paieskos, SDPA1 ir stochastinis susietumo taigyldaieskos algoritmai,
nustaé¢ Siuos dazniausius elementus (Zodzius):

e Programa,
o UAB;

e Sistema;
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e Svetair;

e Tvarkymo;

e Modulis;

e Apdorojimo;

e Zaidimas.

Apytiksliy ProMFS, stochastinio susietumo taisyktiaieSkos, SDPA1
algoritmy grekio palyginimas Programavimo kompiuteriams stidij
programos baigiagpy darhy temy duomen bazje priklausomai nuo nustatyto

minimalaus daznummin_supppateiktas 11 paveiksle.

250

225 | ey,
,U?ZOO

5125 ——
@’i \
~ 100 —
g
5 75
50 - =——————————————————————————
25

0 T T T T T T T T T T
0,01 0,02 0,03 0,04 0,05 0,06 0,07 0,08 0,09 0,1 0,11
Daznumas

0,12 0,18 0,15 0,16 0,17 0,18 0,19 0,2

=4=ProMFS === Stochastinis = =SDPA1

11 pav. Apytikshy metod; greitio palyginimas.

Eksperimento rezultatai patvirtino ProMFS algoritagtoriaus teigip
,Galima padaryti iSvag, kad ProMFS algoritmas yra efektyvus (Zymiai
mazeses laiko gnaudos), esantgdyginai dideliam minimaliam daznuntui
[88]. Stochastinj algoritmy efektyvumui nustatytas minimalus daznumas
jtakos neturi, nes dazni posekiai atrenkami atsiitkt bodu. Minimalaus
daznumo reikS#jtakoja tik sudaromp susietumo taisykii skatiy.

Dazniausiai sutinkami zodziai 200602013 m. baigiangy darh; temy
pavadinimuose yrdJAB, Programg Sistema Svetai@, Tvarkymo Modulis
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Apdorojimq Zaidimas Siy poseki daznumas, kaiin_supp= 0,01, pateiktas

5 lentetje.
5 lenteé. Posekiai irg daznumas.

Posekis Daznumas
UAB 0,34
Programa 0,53
Sistema 0,23
Svetai 0,14
Tvarkymo 0,12
Modulis 0,06
Apdorojimo 0,08
Zaidimas 0,03

Dazni 2 - elemeng posekiai ir y daznumas, kamin_supp= 0,01

pateiktas 6 lentéje.

6 lentek. 2— elemeni posekiai ir jy daznumas.
Posekis Daznumas
{UAB, Programa 0,11
{UAB, Sistema 0,08
{UAB, Svetai} 0,04
{UAB, Tvarkymg 0,06
{UAB, Modulig 0,02
{UAB, Apdorojimg 0,03
{Programa,Tvarkymg 0,01
{Programa,Apdorojimg 0,02
{Sistema, Tvarkymo 0,01
{Sistema, Apdorojinjo 0,01
{ Tvarkymo Modulig} 0,01
{ Apdorojimq Modulis} 0,01

Stochastinis susietumo taisyklpaieSkos algoritmas nustadusietumo

taisykles bei apsk&iavo susietumo taisyk]i daznumg ir patikimumy.

7 lentetje pateiktos susietumo taisykl|

min_conf= 2%.
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2000- 2001 m.m. 73,88 % baigiagy darhy tem; buvo Zzodis
Programag 20,9 % baigianjy darhy temy buvo Zodis Sistema 3,73 %
baigiamyjy darhy temy buvo zodisviodulis.

7 lenteé. Susietumo taisyks.

Posekis Daznumas Patikimumas, %
UAB = Programa 0,11 39,41
UAB = Sistema 0,08 18,53
UAB = Svetair 0,04 5,88
UAB = Tvarkymo 0,06 5,29
UAB = Modulis 0,02 2,35
UAB = Apdorojimo 0,03 3,24
Programa= Tvarkymo 0,01 3,39
Sistema= Tvarkymo 0,01 5,21
Sistema= Apdorojimo 0,01 4,35
Tvarkymo= Modulis 0,01 6,67
Apdorojimo= Modulis 0,01 11,25

2001- 2002 m.m. 66,41 % baigiagy darhy tem; buvo Zzodis
Programag 28,91 % baigianjy darhy temy buvo ZodisSistema,3,12 %
baigiamyjy darhy temy buvo zodisviodulis.

2002- 2003 m.m. 65,32 % baigiagy darhy tem; buvo Zzodis
Programg 24,19 % baigianjy darhy temy buvo zodisSistema 5,64 %
baigiamyjy darhy temy buvo ZodisZaidimas,6,45 % baigiamjy darhy temy
buvo zodisModulis.

2003- 2004 m.m. 75,51 % baigiajy darhy temy buvo Zodis
Programa 16,33 % baigianjy darhy temy buvo ZodisSistema 7,14 %
baigiamyjy darhy temy buvo ZodisZaidimas,1,02 % baigiamjy darhy temy
buvo zodisModulis.

2004- 2005 m.m. 48,84 % baigiagy darh; temy buvo Zodis
Programa 24,42 % baigianjy darhy temy buvo ZodisSistema 16,27 %
baigiamyy darhy temy buvo zodisSvetaig, 5,81 % baigianmjy darhy temy
buvo ZodisZaidimas 2,33 % baigiamjy darhy temy buvo ZodisModulis.
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2005- 2006 m.m. 42,06 % baigiajy darhy temy buvo Zodis
Programag 18,06 % baigianjy darhy temy buvo ZodisSistema 26,39 %
baigiamyy darhy temy buvo zodisSvetaig, 8,33 % baigiamjy darhy temy
buvo ZodisZaidimas,2,78 % baigiamjy darhy temy buvo ZodisModulis.

2006- 2007 m.m. 47,27 % baigiagy darh; temy buvo Zodis
Programa 30,9 % baigianjy darly temy buvo ZodisSistema 16,36 %
baigiamyy darhy temy buvo zodisSvetaid, 3,64 % baigiamjy darhy temy
buvo zodisModulis.

2007- 2008 m.m. 36,73 % baigiagy darhy tem; buvo Zodis
Programa 38,78 % baigianjy darhy temy buvo ZodisSistema 20,41 %
baigiamyjy darh; temy buvo Zodis Svetair. Nebuvo pasirinktas Zaidign
karimas.

2008- 2009 m.m. 35,85 % baigiagy darh; temy buvo zodisSvetai,
24,53 % baigiangy darhy temy buvo ZodisPrograma 22,64 % baigiamjy
darlhy temy buvo ZodisSistema11,32 % baigiangy darhy temy buvo Zodis
Modulis.

2009- 2010 m.m. 33,33 % baigiagm darhy temy buvo zodisSvetain,
28,33 % baigiangy darhy temy buvo ZodisPrograma 18,33 % baigiamjy
darhy temy buvo ZodisModulis.

2010- 2011 m.m. 30,16 % baigiagy darhy temy buvo ZodisSvetair,
28,57 % baigiangy darhy temy buvo ZodisPrograma 19,05 % baigianjy
darhy temy buvo ZodisSistemal7,46 % baigiangjy darhy temy buvo Zodis
Modulis.

2011- 2012 m.m. 31,94 % baigiagy darhy tem; buvo Zzodis
Programg 29,16 % baigiamgy darhy temy buvo zodisSvetaid, 19,44 %
baigiamyjy darlhy temy buvo ZodisSistema 9,72 % baigiangjy darhy temy
buvo ZodisZaidimas 8,33 % baigiamjy darh; temy buvo ZodisModulis.

2012- 2013 m.m. 30,56 % baigiagy darhy tem; buvo ZzZodis
Programg 27,78 % baigiamnjy darhy temy buvo zodisSvetaid, 22,22 %
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baigiamyy darhy temy buvo zodisSistemall,11 % baigianjy darhy temy
buvo ZodisModulis,5,56 % baigiamjy darh; temy buvo ZodisZaidimas.

Baigiamieji programavimo kompiuteriams stugdgrogramos darbai turi
praktine vert, nes buvo skirti konkggoms jmorems. Dazniau kuriamos
programos ar sistemos, kurios skirtos kotikne vartotojui (-ams), taau
nemaz dal tarp baigiamjy darhy uzima ir internetids svetaigs. Re&iau
renkamasi moduliir Zaidimy karimas.

2000- 2013 m. baigiangjy darhy temy pasirinkimas pavaizduotos

diagramoje 12 paveiksle.

®Programa ®Sistema ® Svetainé ®Modulis ® Zaidimas

100

80 -

60 -

Temuy skaiéius

40 -+

20 -

Mokslo metai

12 pav. 2006- 2013 m. baigiangy darhy temy pasirinkimas.

2000- 2013 m. IS vig baigiamyjy darhy buvo sukurta 52,23 %vairiy
taikomyjy Programy, 22,04 %jvairiy Sisteny, 13,69 % internetimni Svetaini,
6,02 % jvairiy Moduliy bei 2,62 %Zaidimy, 3,4 % buvo pasirinktos kitos

temos.
5.4. Transakcijy duomemny bazés tyrimas

Nagringjama pirkimy transakcy duomem baz, kuria sudaro

400 000 transakajj Duomem bazje visi analizuojami elementai vierigiai.
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Pirkiniy krepSel sudaro preés, kurios turi tuos paus atributus, iSskyrus
pavadinima. Duomem bazje yra 25 skirting pavadininy prekes.

Transakcyy duomem baz apdorojama stochastiniu dazrposeki
paieSskos, SDPA1l, SDPA2, SPADE ir tikimybiniu dazeek; nustatymo
ProMFS algoritmais. Eksperimento metu pasirinktogmimalaus daznumo
reikSmés min_supp= 0,02; 0,04; 0,06; 0,08; 0,1; 0,2; 0,3; 0,4, @Fosekio
ilgis yra intervale [1; 10], t.y. nustatomas neeatidis nei 10 preki pirkiniy
krepSelis. SDPA1 algoritmo parametgoreiksSne pasirinkta 0,5, o SDPA2
algoritme vieno— elemento dazni posekiai buvo nustatyti GSP alguorit
ProMFS algoritmo sudarytos modeimsekos ilgis 1342 elementai, Sios sekos
apdorojimui buvo naudojamas GSP algoritmasnbiei_supp= 4; 6; 8; 10; 12;
14; 16; 18; 20. Buvo palygintos algorimaiko snaudos, nustatytdazn
poseky skatiaus kitimas nuo nustatyto minimalaus daznumo. &tstniu
susietumo taisykli paieSkos algoritmu nustatytos susietumo taisyldioje
duomem bazje. Algoritmy laiko gnaud; palyginimas esant skirtingoms

minimalaus daznumo reik&ms pateiktas 13 paveiksle.

500
__400 —
)
e —
o)
£300 —SPADE
é ¢ ¢ ¢ ¢ ¢ ¢ —e ——ProMFS
‘%}’200 —-SDPA1
———o—9o .
= ® ® ® ® ® ' d -8~ Stochastinis
—a—n - - = = = u
TI00 b a4 L, -e-SDPA2
0 T T T T T T T T 1
0,02 0,04 0,06 0,08 0,1 0,2 0,3 0,4 0,5
Minimalus daznumas

13 pav. Algoritny laiko sinaud; palyginimas.

SPADE algoritmo daznposeki skatius pradeda ma#, kai min_supp
= 0,2; 0,3; 0,4; 0,5, o ProMFS algoritmmokai min_supp= 14; 16; 18; 20.

Algoritmy dazmy poseky skatiaus kitimas esant atitinkamoms skirtingoms
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minimalaus daznumo reik&ms pateiktas 14 paveiksle. Stochastiniu dazn
poseky paieskos, SDPAL, SDPA2 ir SPADE algoritmais sutaspatys dazni
posekiai, t&iau stochastiniai algoritmai suranda maizesiazn poseky
pasikartojimy skatiy. Tikimybinio dazm seky nustatymo ProMFS algoritmas
nusta¢ ne visus daznus posekius. ProMFS algoritmo gajoseky
praradimas, kamnin_supp= 0,02; 0,04; 0,06; 0,08; 0,1 vidutiniSkai 27 %ka
min_supp= 0,2; 0,3; 0,4; 0,5 vidutiniSkai 18 %.
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0,02 0,04 0,06 0,08 0,1 0,2 0,3 0,4 0,5
Minimalus daZnumas
= SPADE = ProMFS = Stochastinis = SDPA1 = SDPA2

14 pav. Algoritny dazmy poseki; skatiaus palyginimas.

Eksperimente buvgvertintas ir palygintas stochastinio dazposeki
paieskos, SDPAL, SDPA2 ir SPADE algonmoseky skatius kitimas pagal
posekio ilg. Tam tikro ilgio dazn poseky skatiaus palyginimas nuo

nustatyto minimalaus daznumo pateiktas-18 paveiksluose.

SPADE algoritmas

= min_ supp=0,1

= min_supp=0,2

= min_supp=0,3

= min_supp=0,4

= min_supp=0,5

Posekio ilgis

15 pav. SPADE algoritmo daigmposeky skatiaus palyginimas pagal poseki
ilgj.
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Stochastinis algoritmas
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B
g 30
c =min_supp=0,1
E 25 )
= mmin_supp=0,2
& 20 .
2 =min_supp—0,3
215 . _
R Emin_supp=04
]
a 10

=min_supp=0,5

wn

=)

Posekio ilgis

16 pav. Stochastinio algoritmo dagposeky skatiaus palyginimas pagal
poseky ilgj.

SDPA1 algoritmas

®min_supp=0,1

®min_supp=0,2

= min_supp=0,3

= min_supp=0,4

®min_supp=0,5

Posekio ilgis

17 pav. SDPAL algoritmo dagmposeki skatiaus palyginimas pagal poseki

ilgi.
45 :
SDPA2 algoritmas
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Posekio ilgis

18 pav. SDPA2 algoritmo dagZmoseki skatiaus palyginimas pagal poseki
ilgj.
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Kuo didesnis posekio ilgis, tuo maziau yra daposeky. 1S rezultai
matoma, kad 3- elemeng, 4 — elemeng ir 5 — elemeny dazn poseky
skatius mazja nezymiai, t&iau akivaizdus dain poseky skatiaus
sumazjimas, kai posekio ilgis yra 5 ir daugiau elemgnt

Norint nustatyti, koks yra didziausias dgzposeky ilgis, kai tokio
poseky skatius yra didziausias galima pasinaudoti tikimybioharakteristilg
u, z ir tikétinumo funkcijos P(0) reikSmy jvertinimu, kurie aprasyti
4.4. skyriuje.

Eksperimento metuvertintos stochastinio dagnposeki paieskos,
SDPA1, SDPA2 algoritmp tikimybinés charakteristikoqu, z ir tikétinumo
funkcijos P(0) reikdnes. Sij charakteristily reikSmi; vertinimas leidZia
ISskirti, koks yra didziausias dazposeky ilgis, kai tokiy poseki skatius yra
didziausias. Nagrigjamos dvi nepriklausomos posgkimtys, j dydziai yran:
ir nz ir pirmojoje imtyje dazniausias posekis pasidikkarty, 0 antrojoje— k.
karty. Kriterijausu statistika apikb#Zzia dviey gretimo ilgio posekj daznumo
sutapim. Kriterijaus u statistikos kitimas priklausomai nuo posekio ilgio

pateiktas 19 paveiksle. Posekio ilgis kinta nuoé&emeng iki 10 — elemend.

3,5000
3,0000 /\
o5
£ 2,5000 A
=
£ 2,0000
=]
=
3 1,5000 /
£ 1,0000
: /o \
0,5000 -
0,0000 sl =
3 4 5 6 7 8 9 10
Posekio ilgis
—e— Stochastinis algoritmas === SDPA1 ——SDPA2

19 pav. Kriterijaus statistikaskitimas.
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Jvertinus dviej gretimo ilgio posekj daznumo sutapimo kriterijaus
statistiky u stochastiniu daznposeki; paieskos, SDPA1, SDPA2 algoritmais
nustatyta, kad dazniausias yra—5elemeng posekis, t.y. dazniausiprekiy
krepSel sudaro 5 elementai, nes kai posekio ilgis lygusta&jstikosu reiksme
Zenkliai padidja, o tai reiSkia, kad 6 elemeng posekio daznumas Zymiai
mazesnis uz 5 elemeng poseky daznum.

Kriterijaus z statistika taip pat apibzia dviey gretimo ilgio posekj
daznumo sutapim Kriterijaus z statistikos kitimas, priklausomai nuo posekio
ilgio, kai posekio ilgis kinta nuo 3 iki 10, patésis 20 paveiksle.

3,0000

2,5000 l\

Posekio ilgis

—e— Stochastinis algoritmas === SDPA1 ——SDPA2

20 pav. Kriterijaus statistikaskitimas.

Jvertinus dviej gretimo ilgio posekji daznumo sutapimo kriterijaus
statistilg z stochastiniu dainposekiy paieskos, SDPA1, SDPA2 algoritmais
nustatyta, kad dazniausias yra—5elemeng posekis, t.y. dazniausiprekiy
krepSel sudaro 5 elementai, nes kai posekio ilgis lygust&jstikosz reikSne
Zenkliai padidja, o tai reiSkia, kad 6 elemeng posekio daznumas zymiai
mazesnis uz 5 elemeng poseky daznum.

Tikétinumo funkcijosP(0) reikSmi; kitimas, kai posekio ilgis kinta nuo
3 iki 10, pateiktas 21 paveiksle.
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—e— Stochastinis algoritmas === SDPA1 —SDPA2

21 pav. Tiktinumo funkcijosP(0) reikSmij kitimas.

Jvertinus tiketinumo funkcijos P(0) reikSmes, stochastiniu dagn
posekiy paieskos, SDPA1, SDPA2 algoritmais nustatyta, &azhiausias yra
5- elemeng posekis, t.y. dazniausprekiy krepSel sudaro 5 elementai, nes
kai posekio ilgis lygus 6, tdkinumo funkcijosP(0) reikSné zenkliai sumaga,

o tai reiSkia, kad 6— elemeni posekio daznumas zymiai mazesnis uz
5 — elemeng posekyy daznum.

Transakcij duomem baz apdorota stochastiniu susietumo taisykKili
paieskos algoritmu. Pasirinkus skirtingas susietutaisykly daznumo ir
patikimumo reikSmes stochastinis algoritmas néssaisietumo taisykles bei
apibendrintas susietumo taisykles. Apibendrintosiedumo taisylds buvo
sudaromos naudojant dvi pregkigrupes. Stochastinio susietumo taisykli
paieSkos algoritmo nustatytas susietumo taigygkatius, esant skirtingoms
daznumo ir patikimumo reiks¥ms, pateiktos 8 lentgk.

Tirilamoje transakciyy duomem bazje, esant daznumo reikSmei
min_supp> 40% nebegalima sudaryti susietumo taisyklEsant daznumo
reikSmei min_supp> 25% nebegalima sudaryti susietumo taisykkuriose
buty penki elementai. Susietumo taisy&l kai min_supp= 25 %,

min_conf= 70 % irmin_supp= 30 %,min_conf= 30 % pateiktos 3 priede.
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8 lentek. Susietumo taisykli skatius.

Taisyklés Taisyklés patikimumas, %
daznumas,
% 10 20 30 40 50 60 70 8Q 90 100

10 | 107236| 107236 103780 93438B7363| 82099 63853 44827 44663 44662
20| 3056 3056 3056 2961 273D 2258 1905 1401 1237 1236
25| 484 484 484 | 484 452 37 288 157 134 133
30| 70 70 70 70 70 68 46 27 23 22
40| 10 10 10 10 10 10 10 7 3 2
50 0 0 0 0 0 0 0 0 0 0

Stochastinis susietumo taisyklpaieskos algoritmas per viesekundg

vidutiniSkai sudaro 19 susietumo taisykliSusietumo taisykdi skatius ir

laikas pateiktas 9 lentgé.

9 lenteé. Susietumo taisykdi skatius ir laikas.

Taisyklés daznumas| Taisykliy Laikas Sudaryty taisykliy
ir patikimumas, % skai¢ius | (sekundemis) | skai¢ius per 1 sekun@
20; 100 1236 66,08 19
25; 10 484 27,67 17
25; 20 484 27,69 17
25; 30 484 27,69 17
25; 40 484 27,68 17
25; 50 452 25,68 18
25; 60 370 20,67 18
25; 70 288 20,66 14
25; 80 157 10,65 15
25; 90 134 9,65 14
25; 100 133 8,67 15
30; 10 70 3,27 21
30; 20 70 3,28 21
30; 30 70 3,27 21
30; 40 70 3,26 21
30; 50 70 3,19 22
30; 60 68 2,47 28
30; 70 46 2,17 21
30; 80 27 1,16 23
30; 90 23 1,16 20
30; 100 22 1,16 19
40; 10 10 0,54 19
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Taisyklés daznumas Taisykliy Laikas Sudaryty taisykliy
ir patikimumas, % | skaifius (sekundémis) | skaicius per 1 sekune
40; 20 10 0,54 19
40; 30 10 0,54 19
40; 40 10 0,54 19
40; 50 10 0,54 19
40; 60 10 0,52 19
40; 70 10 0,52 19
40; 80 7 0,46 15
40; 90 3 0,22 14
40; 100 2 0,12 17

Stochastinio susietumo taisykli paieSkos algoritmo nustatytos

apibendrintos susietumo taisyklpateiktos 10 lentgk.

10 lentet. Apibendrinty susietumo taisykii skatius.

Taisyklés Taisyklés patikimumas, %

dazr;/‘:mas' 10 | 20| 30| 40| 50| 60/ 70 89 90 140
10| 1794 1703 1537 1212 1023 863 646 393 382 382
20| 170 170 159 137 122 98 74 38 27 27
25 86 86 86 73 64 55 43 24 17 17
30 20 20 20 16 16 12 10 9 8 8
40
50
60

Tiriamoje transakcij duomemy bazje, esant daznumo reikSmei didesnei
nei 50 % nebegalima sudaryti apibendyiteisykliy tenkinagiy Sig reiksme.

Apibendrintos  susietumo  taisyk|, kai  min_supp= 25 %,
min_conf= 70 % irmin_supp= 30 %, min_conf= 30 % pateiktos 4 priede.

Tyrimo rezultatai paraf kad svarbu tinkamai parinkti susietumo
taisykliy daznumo bei patikimumo reikSmes. Jei Sios redsslabai mazos, tai
sudaromas didelis skails susietumo taisyk]i nust&ius dideles daznumo bei

patikimumo reikSmes bus sudaroma mazai taigykli
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5.5. Penktojo skyriaus iSvados

Naujai padgilyti stochastinis daanposeky paieskos, SDPAL ir SDPA2
algoritmai tirtose duomenbazse nustato tuos piais daznus posekius kaip ir
tikslieji algoritmai, skiriasi tik dazipposeki pasikartojiny skatius.

Naujai pagilyto SDPA1 algoritmo parametras turi jtakos nustatyt
dazny poseki skatiui, algoritmo vykdymo laikui. Kuo didegnparametrog
reikSme, tuo didesias algoritmo laiko gnaudos ir didja dazm poseky
skatius, nes réiau atliekamas atsitiktinio ilgio posekio praleidim

Naujai pasilyty stochastinio dainposeky paieskos, SDPAL ir SDPA2
algoritmy grekiai buvo palyginti su Apriori, rekursiniu, GSP, SBE ir
ProMFS algoritmy veikimo gretiais. Eksperiment rezultatai parogl kad
stochastiniai algoritmai veikia gtgausiai.

Eksperimentidase duomenn bazse naujai paslyty stochastinj
algoritmy vidutiné pirmos @Sies klaida yra apytiksliai 2,4 %, viduirantros
raSies klaida 5,6 %, o pasikliautinasis intervalaes [{,95; 0,99].

Vilniaus kolegijos Elektronikos ir informatikos faketo Programavimo
kompiuteriams study programos baigiagjy darhy temy duomem baz
analizuota tiksliuoju SPADE algoritmu bei apytilks ProMFS, stochastiniu
dazny poseki ir susietumo taisykli paieskos, SDPA1 algoritmais. Visi
algoritmai nustat tuos paius daZniausius posekius. Sioje duomdrazje
stochastinio susietumo taisyklpaiesSkos ir SDPA1 algoritmo laikgrsaudos
mazeshs nei ProMFS algoritmo. Naujai pakjtas stochastinis susietumo
taisykliy paiesSkos algoritmas nustall susietumo taisyk]i kurios tenkino
pasirink minimalaus patikimumo reik&min_conf= 2%.

Transakcij duomem baz buvo apdorojama stochastiniu dafroseky
paieSkos, SDPA1, SDPA2, SPADE ir tikimybiniu dazeeky nustatymo
ProMFS algoritmais. Eksperimento rezultatai parddad gretiausiai veikia
SDPAL algoritmas, nezymiai dideésnlaiko gnaudos buvo stochastinio dazn

posekiy paieSkos algoritmo, t@je vietoje — SPDA2, ketvirtoje
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vietoje— ProMFS algoritmas, o didziausios laikgnaudos — SPADE
algoritmo.

Naujai padgilyti stochastinis daan posekiy paieskos, SDPA1, SPDA2
algoritmai nustat tuos paius daznus posekius kaip ir tikslusis SPADE
algoritmas.

Jvertinus stochastinio dagn poseky paieSkos, SDPAl, SDPA2
algoritmy tikimybines charakteristikass, z ir tikétinumo funkcijos P(0)
reikSmes, nustatyta, kad dazniausias maksimalgiospbsekis yra sudarytas is
5 element.

Naujai pagilytu stochastiniu susietumo taisyklipaieskos algoritmu
nustatytos susietumo taisyk| esant skirtingoms minimalaus daznumo ir
minimalaus patikimumo reikséms. Kai minimalaus daznumo minimalaus
patikimumo reikSmas labai mazos algoritmas sudaro didsdatiy susietumo
taisykliy, didinat Sias reikSmes susietumo taisyldkatius mazja. Pasirinkus
minimalaus daznumo iminimalaus patikimumo reikSmes intervale [30; 70],
algoritmas per viensekund@ nusta¢ vidutinikai 19 susietumo taisylli Sis
algoritmas #ra imlus laikui, todl tinkamas darbui su didghis duomen

bazmis.
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Bendros iSvados

Sios disertacijos tyrim objektas yra duomentyrybos algoritmai ir
metodai, skirti dazip poseky ir susietumo taisykli nustatymo uzdaviniams
spresti. Tyrimo metu buvo iSnagréti populiariausi dazip poseki radimo
budai ir algoritmai bei metodologijos. Dazrposeky ir susietumo taisykij
paieSkai dideilse duomen bazse buvo sukurtas apytikslis stochastinis dazn
poseki; paieskos algoritmas bei Sio algoritmo modifikasi@DPAL, SDPA2 ir
stochastinis susietumo taisykli paieSkos algoritmas. Naujai pagty
stochastini algoritmy pagrindir¢ strategija — vieno duomerbazs skenavimo
metu atrinkti atsitiktinio ilgio posekius, praleidat atsitiktij simboliy skatiy.
Paimany poseky ilgis ir praleidziany simboliy skatius yra pasiskirst pagal
tolygyji skirstin. Naujai padilyti algoritmai leidzia suderinti du svarbius
kriterijus, t.y. tikslum ir laika. Siy algoritmy eksperimentinis tyrimas buvo
atliktas naudojant realias bei imitacines duomepazes. Eksperimant
rezultatai palyginti su kitas egzistuofaas tiksliaisiais bei apytiksliais
algoritmais. Sioje disertacijoje atlikti tyrimaiite> padaryti tokias iSvadas:

1. Palyginus tiksliuosius SPADE, GSP, Apriori, rekaisidazn
poseky paieSkos algoritmus rezultatai pakpdkad gretiausiai
veikia SPADE algoritmas, o rekursinio algoritmoki@issnaudos
yra p&ios didzZiausios.

2. Naujai pagilyty stochastinio dazn posekiy paieSkos, SDPAI,
SDPA2 algoritmy tikslumas iStirtas empyriniais eksperimentais.
Eksperimentams naudotose duomenbazse stochastini
algoritmy vidutiné pirmos aSies klaida yra apie 2,4 %, viduiin
antros @iSies klaida — apie 5,6 %, pasikliautinasis inteasayra
[0,95; 0,99].

3. Darbe sukuit stochastinio dain poseky paieSkos, SDPAL,
SPDAZ2 algoritng greciui neturi jtakos skirting duomemn bazs
elemen skatius, nes duomen bazs skenavimo metu

pasirenkami atsitiktinio ilgio posekiai.
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Eksperimentidse duomen bazse naujai paslyti stochastinis

dazn; poseky paieskos, SDPA1, SDPA2 algoritmai nustaios

paius daznus posekius kaip ir tikslieji algoritmai.

Grekiausias i$ vig pasiilyty stochastinj algoritmy yra SDPA1

algoritmas, kai algoritmo parametro reikSrg  [0; 0,6]. Kai

reikSme g € (0,6; 1], tai algority SDPAL ir stochastinio dagn
poseky paiesSkos algoritmo vykdymo laikas apytiksliai \oeias.

SDPA2 algoritmo laiko ghaudos didesis uz SDPA1 ir
stochastinio daZn poseki paieSkos algoritm taciau didesnis
dazny poseky skatius.

Eksperimentiase duomemn bazse stochastinis susietumo taisykili
paiesSkos algoritmas per viersekund sudaé vidutiniSkai 19

susietumo taisykij.

Naujai pagilyti stochastinis daan poseky paieskos, SDPAI,
SDPAZ2 ir stochastinis susietumo taisykpaiesSkos algoritmai yra

greiti ir pakankamai tiksks.
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PRIEDAI

Priedas 1. Dazm posekiy skaiciaus kitimas.

18000

16000 /

14000

12000

ICIUS

v

10000
8000 /—
6000 /

4000 ///,

2000

DazZzny posekiy ska

001 01 02 03 04 05 06 07 08 09 1

Parametro g reikSme

——SIENA
—8-|ENAS
—4—ASIEN
—=<SSIEN
=—ENASI
-o-NASIE
——IENAA
—ENASS
—IENAI
——ISIEN
-#-ESIEN
=4—=NSIEN
——|ENAN
=#=|ENAE
ASSIE
——SSSIE
——ENAAS
NASSI
ENAIS
ENANS
AASIE
ENAES
ENASA

113




Priedas 2. Duomen baziy grupés ir ju generavimo charakteristikos.

Kiekvienos duomem bazs dydis yra 100 000 simbqgli(1000 eilgiy,

kuriose yra po 100 simbagh, I={A, E, I, N, $ IS viso sugeneruota 1900

duomem baziy, kuriose posekis SIENA yrgerptas tarp simbajiA, E, I, N, S

su skirtingomis tikimybmis. Pavyzdziui, jei turime tokias generavimo

charakteristikas SIENA - 0,1, A - 0,18, E - 0,18,0,18, N - 0,18, S — 0,18,
tai kiekvienoje eilutje posekis SIENA pasikartos 10 k@rwisi kiti simboliai

pasikartos atsitiktinai

charakteristikos.

po 10 Kkart Lentekje pateiktos generavimo

Duomem bazs

Simboliai ir jy generavimo tikimybs

pavadinimas
0.1.*.txt SIENA-0,1; S-0,18;1-0,18; E- 0,M8-0,18; A- 0,18
0.09.*.txt SIENA -0,09; S-0,19;1-0,18; E4®,N-0,18; A- 0,18
0.08.*.txt SIENA-0,08; S-0,19;1-0,19; E4®,N-0,18; A- 0,18
0.07.*.txt SIENA -0,07; S-0,19;1-0,19; E49,N-0,18; A- 0,18
0.06.*.txt SIENA -0,06; S-0,19;1-0,19; E49,N-0,19; A- 0,18
0.05.*.txt SIENA -0,05; S-0,19;1-0,19; E49,N-0,19; A- 0,19
0.04.*.txt SIENA-0,04;S-0,2;1-0,19; E-9,N-0,19; A-0,19;
0.03.*.txt SIENA-0,03; S-0,2;1-0,2; E-(0,M-0,19; A-0,19
0.02.*.txt SIENA -0,02; S-0,2;1-0,2; E- 0N+ 0,19; A-0,19
0.01.*.txt SIENA-0,01; S-0,2;1-0,2; E- 0N+~ 0,2; A-0,19
0.009.*.txt SIENA -0,009; S-0,2;1-0,2; E20N-0,2; A—-0,191
0.008.*.txt SIENA-0,008; S-0,2; 1 -0,2; E20N-0,2; A—0,192
0.007.*.txt SIENA -0,007; S-0,2;1-0,2; E20N-0,2; A—0,193
0.006.*.txt SIENA -0,006; S-0,2;1-0,2; E20N—-0,2; A—0,194
0.005.*.txt SIENA -0,005; S-0,2; 1 -0,2; E20N—-0,2; A—0,195
0.004.*.txt SIENA-0,004; S-0,2;1-0,2; E20N—-0,2; A—0,196
0.003.*.txt SIENA -0,003; S-0,2; 1 -0,2; E20N -0,2; A—0,197
0.002.*.txt SIENA -0,002; S-0,2;1-0,2; E20N-0,2; A—0,198
0.001.*.txt SIENA-0,001; S-0,2;1-0,2; E20N-0,2; A—0,199
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Priedas 3. Transakciy duomemny bazéje iSskirtos susietumo taisykds.
Siame priede pateiktos susietumo taisgklkai minimalus daznumas

min_supp=25% ir minimalus patikimumas min_conf=70% bei
min_supp= 30% ir min_conf= 30%. Preki pavadinimai zymimi A, B, ... .

Susietumo taisykii skatius— 288 fmin_supp= 25% ir min_conf= 70 ).
(R) = (S) (daznumas: 25%, patikimumas: 75%)

(S)= (L) (daznumas: 29,17%, patikimumas: 77,78%)
(L) = (S) (daznumas: 29,17%, patikimumas: 77,78%)
(R) = (L) (daznumas: 25%, patikimumas: 75%)

(P)= (L) (daznumas: 25%, patikimumas: 75%)

(L) = (M) (daznumas: 29,17%, patikimumas: 77,78%)
(S)= (K) (daznumas: 29,17%, patikimumas: 77,78%)
(R) = (K) (daznumas: 25%, patikimumas: 75%)

(P)= (K) (daznumas: 25%, patikimumas: 75%)

(M) => (K) (daznumas: 41,67%, patikimumas: 90,91%)
(K) = (M) (daznumas: 41,67%, patikimumas: 83,33%)
(L) = (K) (daznumas: 37,5%, patikimumas: 100%)
(K) = (L) (daznumas: 37,5%, patikimumas: 75%)

() = (M) (daznumas: 25%, patikimumas: 75%)

() = (K) (daznumas: 29,17%, patikimumas: 87,5%)
(G) = (K) (daznumas: 33,33%, patikimumas: 80%)

() = (G) (daznumas: 25%, patikimumas: 75%)

(H) = (G) (daznumas: 29,17%, patikimumas: 100%)
(G) = (H) (daznumas: 29,17%, patikimumas: 70%)
(H) = (F) (daznumas: 29,17%, patikimumas: 100%)
(F) = (H) (daznumas: 29,17%, patikimumas: 77,78%)
(G) = (F) (daznumas: 29,17%, patikimumas: 70%)
(F) = (G) (daznumas: 29,17%, patikimumas: 77,78%)
() = (E) (daznumas: 25%, patikimumas: 75%)

(H) = (E) (daznumas: 29,17%, patikimumas: 100%)
(G) = (E) (daznumas: 41,67%, patikimumas: 100%)
(E) = (G) (daznumas: 41,67%, patikimumas: 83,33%)
(F) = (E) (daznumas: 37,5%, patikimumas: 100%)
(E) = (F) (daznumas: 37,5%, patikimumas: 75%)

(G) = (C) (daznumas: 33,33%, patikimumas: 80%)
(F) = (C) (daznumas: 29,17%, patikimumas: 77,78%)
(E) = (C) (daznumas: 41,67%, patikimumas: 83,33%)
(C) = (E) (daznumas: 41,67%, patikimumas: 76,92%)
(D) = (C) (daznumas: 33,33%, patikimumas: 100%)
(D) = (B) (daznumas: 25%, patikimumas: 75%)

(B) = (C) (daznumas: 29,17%, patikimumas: 70%)

115



(D) = (A) (daznumas:
as: 29,179 o _

(C)= (A) (daznumas: 45 83£’ pZtt-'::.' mumas: 87,5%)
(A) = (C) (daznumas: 45,83% patl'kl'mumas: 84,62%)
(B) = (A) (daznumas: 41 ’670 , patikimumas: 78,57%)
(A) - 1 41,67%, patikimumas: 100%

— (B) (daznumas: 41,679 iy 0)
(D imas. 44, 7%, patikimumas: 71,439

) = (B, A) (daZnumas: 259 n 1 71,43%)
0 A ) agnmas: 50t batikimumas. 88 11
(D, B Znumas: 25%, patikimumas: 85,719

) ): (A) (daznumas. 250/ oo ' /0)

(B) = (C, A) (daznumas: 29 f%gatlklmqmasz 100%)
(B, A) = (C) (daZnumas; 29’17%:’ p:?i!mumas; 70%)
(©. By (A) (dagnumas. 25,1796, patiimumas: 1005
(D) = (C, A) (daznumas: 29,17% patikimumas: 100%)
(D, A) = (C) (daZnumas: 29’17(;, patikimumas: 87,5%)
(C, D)= (A) (daznumas: 29,170/0, patikimumas: 100%)
(0) = (C. B) (daznumas: 25%, p: patikimumas: 87,5%)
(D, B - : 25%, patikimumas: 75%

, B)= (C) (daznumas: 259 ) 0)

(C, B y : 25%, patikimumas: 1009

, B)= (D) (daznumas: 259 - )
(C,D . s: 25%, patikimumas: 85,719

, D)= (B) (daznumas: 25% iy 1 85,71%)
(C, A N . 0, patikimumas: 75%

, A) = (E) (daznumas: 33,33%, patiki 0)

(E, A)= (C) (daznumas: 33 33%’ IKImumas. 72,73%)
(E, C)= (A) (daznumas: 33,33%, patikimumas: 100%)
(E, C)= (F) (daznumas: 29’17%:)’ patt_lllzlmUmaS; 80%)
(F)= (E, C) (daznumas: 29, 17%' pa I. l.mumas; 70%)

(F, C)= (E) (daznumas: 29’17%, patllll(<.|mumas: 77,78%)
(F, E)= (C) (daznumas: 29.17%. patikimumas: 100%)
(F)= (H, E) (daznumas: 29' 17%’ pat'_k'_mumas: 77,78%)
(F, E)= (H) (daznumas: ooy patllll(<.|mumas: 77,78%)
(H) = (F, E) (daznumas: 29' 17(y' patikimumas: 77,78%)
(H, E)= (F) (daznumas: 29,17(yo, pat.lk.lmumas: 100%)
(. P (B) (daznimas: 20.17%, patikimumas: 10056
(G, A)= (C) (daznumas: 2 » 0, pqtlklmumas: 100%)
(G, C ‘ : 25%, patikimumas: 1009

(E. A)= (G) (daznumas: 25% patikimumas: 75%)

(G, A) = (E) (daznu as: 256, patikimumas: 75%)

(E, C Znumas: 25%, patikimumas: 100%

, C)= (G) (daZnumas: 33,33%, patiki 0)
(G) = (E, C) (daznumas: 33’ 33(V’ pa I_ |_mumas; 80%)
(G, C)= (E) (daZznumas: 33 ,33%?’ pat_lllf_lmumas; 80%)
(G, E)= (C) (daZnumas: S5 patikimumas: 100%)
(F) = (G, E) (daznumas: 29'170/0’ pat!k!mumas; 80%)
(F, E)= (G) (daznumas: 29'17%?' patt_':((_'mUmas: 77,78%)
(G)= (F, E) (daZnumas: 29’ 17%, patikimumas: 77,78%)
(G, E)=> (F) (daznumas: 29,17%, patt-l::-lmumasz 70%)
(G, F)= (E) (daZnumas: 29’170 » patikimumas. 70%)

: 29,17%, patikimumas: 100%)

116



(H) = (G, E) (daznumas: 29,17%, patikimumas:
(H, E)= (G) (daznumas: 29,17%, patikimumas:
(G) = (H, E) (daznumas: 29,17%, patikimumas:
(G, E)= (H) (daznumas: 29,17%, patikimumas:
(G, H)= (E) (daznumas: 29,17%, patikimumas:
(F) = (G, H) (daznumas: 29,17%, patikimumas:
(H) = (G, F) (daznumas: 29,17%, patikimumas:
(H, F)= (G) (daznumas: 29,17%, patikimumas:
(G) = (H, F) (daznumas: 29,17%, patikimumas:

(G, F)= (H) (daznumas: 29,17%, patikimumas:

(G, H)= (F) (daznumas: 29,17%, patikimumas:

100%)
100%)
70%)
70%)
100%)
77,78%)
100%)
100%)
70%)
100%)
100%)

() = (G, E) (daznumas: 25%, patikimumas: 75%)

, E)= aznumas: 0, patikimumas: 0
(I, E) = (G) (daz 25% iki 100%)
(I, G) = (E) (daznumas: 25%, patikimumas: 100%)
(K, A) = (C) (daznumas: 25%, patikimumas: 100%)

, C) = aznumas: 0, patikimumas: 0
(K, C)= (A) (daz 25% iki 75%)
(E, A) = (K) (daznumas: 25%, patikimumas: 75%)
(K, A) = (E) (daznumas: 25%, patikimumas: 100%)
(K, E) = (A) (daznumas: 25%, patikimumas: 75%)

(E, ©)= (K) (daznumas: 33,33%, patikimumas:
(K, C) = (E) (daznumas: 33,33%, patikimumas
(K, E) = (C) (daznumas: 33,33%, patikimumas

80%)
: 100%)
: 100%)

(G, A) = (K) (daznumas: 25%, patikimumas: 100%)
(K, A) = (G) (daznumas: 25%, patikimumas: 100%)
(K, G) = (A) (daznumas: 25%, patikimumas: 75%)

(G) = (K, C) (daznumas: 33,33%, patikimumas
(G, ©)= (K) (daznumas: 33,33%, patikimumas
(K, C) = (G) (daznumas: 33,33%, patikimumas
(K, G) = (C) (daznumas: 33,33%, patikimumas
(G) = (K, E) (daznumas: 33,33%, patikimumas

(G, E)= (K) (daznumas: 33,33%, patikimumas:

(K, E) = (G) (daznumas: 33,33%, patikimumas
(K, G) = (E) (daznumas: 33,33%, patikimumas

: 80%)

: 100%)

: 100%)

: 100%)

: 80%)
80%)

: 100%)

: 100%)

(M, A) = (C) (daznumas: 25%, patikimumas: 100%)
(M, C) = (A) (daznumas: 25%, patikimumas: 85,71%)
(M, C) = (E) (daznumas: 25%, patikimumas: 85,71%)
(M, E) = (C) (daznumas: 25%, patikimumas: 100%)
(G, CO)= (M) (daznumas: 25%, patikimumas: 75%)

(M, C) ==> (G) (daznumas: 25%, patikimumas
(M, G) = (C) (daznumas: 25%, patikimumas: 1

: 85,71%)
00%)

(M, E) = (G) (daznumas: 25%, patikimumas: 100%)
(M, G) = (E) (daznumas: 25%, patikimumas: 100%)
(K, C) = (M) (daznumas: 25%, patikimumas: 75%)
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(M, C) = (K) (daznumas: 25%, patikimumas: 85,71%)
(K, E) = (M) (daznumas: 25%, patikimumas: 75%)
(M, E) = (K) (daznumas: 25%, patikimumas: 100%)
(K, G) = (M) (daznumas: 25%, patikimumas: 75%)
(M, G) = (K) (daznumas: 25%, patikimumas: 100%)
() = (M, K) (daznumas: 25%, patikimumas: 75%)
(K, I) = (M) (daznumas: 25%, patikimumas: 85,71%)
(M, I) = (K) (daznumas: 25%, patikimumas: 100%)

(M, K) = (L) (daznumas: 29,17%, patikimumas: 70%)
(L) = (M, K) (daznumas: 29,17%, patikimumas: 77,78%)
(L, K) = (M) (daznumas: 29,17%, patikimumas: 77,78%)
(L, M) = (K) (daznumas: 29,17%, patikimumas: 100%)
(P)= (L, K) (daznumas: 25%, patikimumas: 75%)
(P, K)= (L) (daznumas: 25%, patikimumas: 100%)
(L, P)= (K) (daznumas: 25%, patikimumas: 100%)
(L) = (S, K) (daznumas: 29,17%, patikimumas: 77,78%)
(L, K) = (S) (daznumas: 29,17%, patikimumas: 77,78%)
(S)= (L, K) (daznumas: 29,17%, patikimumas: 77,78%)
(S, K)= (L) (daznumas: 29,17%, patikimumas: 100%)
(S, L)= (K) (daznumas: 29,17%, patikimumas: 100%)
(R) = (L, K) (daznumas: 25%, patikimumas: 75%)
(R, K)= (L) (daznumas: 25%, patikimumas: 100%)
(R, L) = (K) (daznumas: 25%, patikimumas: 100%)
25%, patikimumas: 100%)
25%, patikimumas: 75%)
25%, patikimumas: 100%)
25%, patikimumas: 100%)
25%, patikimumas: 75%)
25%, patikimumas: 100%)
25%, patikimumas: 100%)
25%, patikimumas: 75%)

(G, M) = (E, K) (daznumas:
(G, K)= (E, M) (daznumas:
(G, K, M) = (E) (daznumas:
(E, M) = (G, K) (daznumas:
(E, K)= (G, M) (daznumas:
(E, K, M) = (G) (daznumas:
(E, G, M)= (K) (daznumas:
(E, G, K)= (M) (daznumas:
(G)= (E, F, H) (daznumas:
(H) = (E, F, G) (daznumas:
(H, G)= (E, F) (daznumas:
(F)= (E, H, G) (daznumas:
(F, G)= (E, H) (daZznumas:
(F, H = (E, G) (daznumas:
(F, H, G)= (E) (daznumas:
(E, G)= (F, H) (daznumas:
(E, H) = (F, G) (daznumas:
(E, H, G)= (F) (daznumas:
(E, F)= (H, G) (daznumas:

29,17%, patikimumas
29,17%, patikimumas
29,17%, patikimumas
29,17%, patikimumas

: 70%)

: 100%)

: 100%)

. 77,78%)

29,17%, patikimumas: 100%)

29,17%, patikimumas

29,17%, patikimumas:

29,17%, patikimumas
29,17%, patikimumas

29,17%, patikimumas:

29,17%, patikimumas

: 100%)
100%)

. 70%)

: 100%)
100%)

£ 77,78%)

(E, F, G)= (H) (daznumas: 29,17%, patikimumas: 100%)
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(E, F, H= (G) (daznumas: 29,17%, patikimumas: 100%)

(G, M) = (C, K) (daznumas:
(G, K)= (C, M) (daznumas:

(G, K, M) = (C) (daznumas
(C, M) = (G, K) (daznumas
(C, K)= (G, M) (daznumas
(C, K, M) = (G) (daznumas
(C, G)= (K, M) (daznumas:
(C, G, M)= (K) (daznumas:
(C, G, K)= (M) (daznumas:

(E, M) = (C, K) (daznumas:
(E, K)= (C, M) (daznumas:
(E, K, M) = (C) (daznumas:
(C, M) = (E, K) (daznumas:
(C, K)= (E, M) (daznumas:
(C, K, M) = (E) (daznumas:

(C, E, M)= (K) (daznumas:
(C, E, K)Y= (M) (daznumas:

(G, M) = (C, E) (daznumas:
(E, M) = (C, G) (daznumas:
(E, G, M)= (C) (daznumas:
(C, M) = (E, G) (daznumas:
(C, G)= (E, M) (daznumas:
(C, G, M)= (E) (daznumas:
(C, E, M)= (G) (daznumas:
(C, E, G)= (M) (daznumas:
(G) = (C, E, K) (daznumas:
(G, K)= (C, E) (daznumas:
(E, K)= (C, G) (daznumas:

(E, G)= (C, K) (daznumas:

(C, G)= (E, K) (daznumas
(C, G, K)= (E) (daznumas
(C, BE)= (G, K) (daznumas
(C, E, K)= (G) (daznumas
(C, E, G)= (K) (daznumas:
(G, K)= (A, E) (daznumas

25%, patikimumas:
25%, patikimumas:
25%, patikimumas:
25%, patikimumas:
25%, patikimumas:
25%, patikimumas:
25%, patikimumas:
25%, patikimumas:

25%, patikimumas:
25%, patikimumas:

25%, patikimumas:

25%, patikimumas:
25%, patikimumas:
: 25%, patikimumas:
: 25%, patikimumas:
: 25%, patikimumas:
: 25%, patikimumas:

25%, patikimumas:

25%, patikimumas:
25%, patikimumas:
25%, patikimumas:
25%, patikimumas:
25%, patikimumas:
25%, patikimumas:
25%, patikimumas:

100%)
75%)
100%)
85,71%)
75%)
100%)
75%)
100%)
75%)
100%)
75%)
100%)
85,71%)
75%)
100%)
100%)
75%)
100%)
100%)
100%)
85,71%)
75%)
100%)
100%)
75%)

33,33%, patikimumas: 80%)
33,33%, patikimumas: 100%)
33,33%, patikimumas: 100%)

33,33%, patikimumas: 80%)
(E, G, K) => (C) (daznumas: 33,33%, patikimuma$%0)
(C, K)= (E, G) (daznumas: 33,33%, patikimumas: 100%)

: 33,33%, patikimumas
: 33,33%, patikimumas
: 33,33%, patikimumas
: 33,33%, patikimumas

33,33%, patikimumas:
: 25%, patikimumas:

: 100%)
: 100%)
: 80%)

: 100%)
100%)
75%)

(E, K)= (A, G) (daznumas: 25%, patikimumas: 75%)

(E, G, K)= (A) (daznumas

: 25%, patikimumas: 75%)

(A, K) = (E, G) (daznumas: 25%, patikimumas: 100%)
(A, G) = (E, K) (daznumas: 25%, patikimumas: 100%)
(A, G, K)= (E) (daznumas: 25%, patikimumas: 100%)
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(A, E) = (G, K) (daznumas:
(A, E, K) = (G) (daznumas:
(A, E, G)= (K) (daznumas:
(G, K)= (A, C) (daznumas:
(C,K)= (A, G) (daznumas:
(C, G)= (A, K) (daznumas:
(C, G, K)= (A) (daznumas:
(A, K) = (C, G) (daznumas:
(A, G) = (C, K) (daznumas:
(A, G, K)= (C) (daznumas:
(A, C, K)= (G) (daznumas:
(A, C, G)= (K) (daznumas:
(E, K)= (A, C) (daznumas:
(C,K)= (A, E) (daznumas:
(C, E, K)Y= (A) (daznumas:
(A, K) = (C, E) (daznumas:
(A, E)= (C, K) (daznumas:
(A, E, K) = (C) (daznumas:
(A, C, K)= (E) (daznumas:
(A, C, E)= (K) (daznumas:
(C, G)= (A, E) (daznumas:
(C, E, G)= (A) (daznumas:
(A, G) = (C, E) (daznumas:
(A, E)= (C, G) (daznumas:
(A, E, G)= (C) (daznumas:
(A, C, G)= (E) (daznumas:
(A, C, E)= (G) (daznumas:
(B, C)= (D, A) (daznumas:
(B, A, C)= (D) (daznumas:
(D) = (B, A, C) (daznumas:
(D, C)= (B, A) (daznumas:
(D, A) = (B, C) (daznumas:
(D, A, C)= (B) (daznumas:
(D, B)= (A, C) (daznumas:
(D, B, C)= (A) (daznumas:
(D, B, A) = (C) (daznumas:

25%, patikimumas:
25%, patikimumas:
25%, patikimumas:

25%, patikimumas:
25%, patikimumas:

25%, patikimumas:
25%, patikimumas:

25%, patikimumas:
25%, patikimumas:
25%, patikimumas:
25%, patikimumas:

25%, patikimumas:
25%, patikimumas:
25%, patikimumas:
25%, patikimumas:

25%, patikimumas:

25%, patikimumas:
25%, patikimumas:
25%, patikimumas:
25%, patikimumas:

25%, patikimumas:

25%, patikimumas:

25%, patikimumas:
25%, patikimumas:
25%, patikimumas:
25%, patikimumas:
25%, patikimumas:
25%, patikimumas:
25%, patikimumas:
25%, patikimumas:
25%, patikimumas:
25%, patikimumas:
25%, patikimumas:
25%, patikimumas:
25%, patikimumas:
25%, patikimumas:

75%)
100%)
100%)
75%)
75%)
75%)
75%)
100%)
100%)
100%)
100%)
100%)
75%)
75%)
75%)
100%)
75%)
100%)
100%)
75%)
75%)
75%)
100%)
75%)
100%)
100%)
75%)
85,71%)
85,71%)
75%)
75%)
85,71%)
85,71%)
100%)
100%)
100%)

(K, A) = (E, G, C) (daznumas: 25%, patikimumas: 100%)

(K, C)= (E, G, A) (daznumas
(K, C, A)= (E, G) (daznumas
(G, A)= (E, K, C) (daznumas
(G, O)= (E, K, A) (daznumas:

(G, C, A= (E, K) (daznumas:

(G,K)= (E, C, A) (daznumas

: 25%, patikimumas: 75%)

: 25%, patikimumas: 100%)
: 25%, patikimumas: 100%)
25%, patikimumas: 75%)
25%, patikimumas: 100%)
: 25%, patikimumas: 75%)
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(G, K, A)= (E, C) (daznumas:
(G, K, C)= (E, A) (daznumas:
(G, K, C, A)= (E) (daznumas:
(E, A)= (G, K, C) (daznumas:
(E, C, A= (G, K) (daznumas:
(E, K)= (G, C, A) (daznumas:
(E, K, A)= (G, C) (daznumas:
(E, K, C)= (G, A) (daznumas:
(E, K, C, A)= (G) (daznumas:
(E, G, A)= (K, C) (daznumas:

(E, G, C)= (K, A) (daznumas:
(E, G, C, A)= (K) (daznumas:

(E, G, K)= (C, A) (daznumas:
(E, G, K, A)= (C) (daznumas:

(E, G, K, C)= (A) (daznumas:

25%, patikimumas: 100%)
25%, patikimumas: 75%)
25%, patikimumas: 100%)
25%, patikimumas: 75%)
25%, patikimumas: 75%)
25%, patikimumas: 75%)
25%, patikimumas: 100%)
25%, patikimumas: 75%)
25%, patikimumas: 100%)
25%, patikimumas: 100%)
25%, patikimumas: 75%)
25%, patikimumas: 100%)
25%, patikimumas: 75%)
25%, patikimumas: 100%)
25%, patikimumas: 75%)

(M, C) = (E, G, K) (daznumas: 25%, patikimumas:
(K, C)= (E, G, M) (daznumas: 25%, patikimumas:
(K, M, C)= (E, G) (daznumas: 25%, patikimumas:
(G, O)= (E, K, M) (daznumas: 25%, patikimumas:
(G, M) = (E, K, C) (daznumas: 25%, patikimumas:
(G, M, C)= (E, K) (daznumas: 25%, patikimumas:
(G, K)= (E, M, C) (daznumas: 25%, patikimumas:
(G, K, C)= (E, M) (daznumas: 25%, patikimumas:
(G, K, M) = (E, C) (daznumas: 25%, patikimumas:
(G, K, M, C)= (E) (daznumas: 25%, patikimumas:
(E, M) = (G, K, C) (daznumas: 25%, patikimumas:
(E, M, C)= (G, K) (daznumas: 25%, patikimumas:
(E, K)= (G, M, C) (daznumas: 25%, patikimumas:
(E, K, C)= (G, M) (daznumas: 25%, patikimumas:
(E, K, M) = (G, C) (daznumas: 25%, patikimumas:
(E, K, M, C)= (G) (daznumas: 25%, patikimumas:
(E, G, CO)= (K, M) (daznumas: 25%, patikimumas:
(E, G, M)= (K, C) (daznumas: 25%, patikimumas:
(E, G, M, C)= (K) (daznumas: 25%, patikimumas:
(E, G, K)= (M, C) (daznumas: 25%, patikimumas:
(E, G, K, C)= (M) (daznumas: 25%, patikimumas:
(E, G, K, M)= (C) (daznumas: 25%, patikimumas:

85,71%)
75%)
100%)
75%)
100%)
100%)
75%)
75%)
100%)
100%)
100%)
100%)
75%)
75%)
100%)
100%)
75%)
100%)
100%)
75%)
75%)
100%)

Susietumo taisykij skatius— 70 (min_supp= 30% ir min_conf= 30%).
(M) = (K) (daznumas: 41,67%, patikimumas: 90,91%)

(K) = (M) (daznumas: 41,67%, patikimumas: 83,33%)

(L) = (K) (daznumas: 37,5%, patikimumas: 100%)

(K) = (L) (daznumas: 37,5%, patikimumas: 75%)
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(K) = (G) (daznumas: 33,33%, patikimumas: 66,67%)
(G) = (K) (daznumas: 33,33%, patikimumas: 80%)
(K) = (E) (daznumas: 33,33%, patikimumas: 66,67%)
(E) = (K) (daznumas: 33,33%, patikimumas: 66,67%)
(G) => (E) (daznumas: 41,67%, patikimumas: 100%)
(E) = (G) (daznumas: 41,67%, patikimumas: 83,33%)
(F) = (E) (daznumas: 37,5%, patikimumas: 100%)

(E) = (F) (daznumas: 37,5%, patikimumas: 75%)

(K) = (C) (daznumas: 33,33%, patikimumas: 66,67%)
(C) = (K) (daznumas: 33,33%, patikimumas: 61,54%)
(G) = (C) (daznumas: 33,33%, patikimumas: 80%)
(C) = (G) (daznumas: 33,33%, patikimumas: 61,54%)
(E) = (C) (daznumas: 41,67%, patikimumas: 83,33%)
(C) = (E) (daznumas: 41,67%, patikimumas: 76,92%)
(D) = (C) (daznumas: 33,33%, patikimumas: 100%)
(C) = (D) (daznumas: 33,33%, patikimumas: 61,54%)
(E) => (A) (daznumas: 33,33%, patikimumas: 66,67%)
(A) = (E) (daznumas: 33,33%, patikimumas: 57,14%)
(C)= (A) (daznumas: 45,83%, patikimumas: 84,62%)
(A) = (C) (daznumas: 45,83%, patikimumas: 78,57%)
(B) => (A) (daznumas: 41,67%, patikimumas: 100%)
(A) = (B) (daznumas: 41,67%, patikimumas: 71,43%)
(A) = (E, C) (daznumas: 33,33%, patikimumas: 57,14%)
(C)= (E, A) (daznumas: 33,33%, patikimumas: 61,54%)
(C, A) = (E) (daznumas: 33,33%, patikimumas: 72,73%)
(E)= (C, A) (daznumas: 33,33%, patikimumas: 66,67%)
(E, A) = (C) (daznumas: 33,33%, patikimumas: 100%)
(E, C)= (A) (daznumas: 33,33%, patikimumas: 80%)
(C) = (G, E) (daznumas: 33,33%, patikimumas: 61,54%)
(E) = (G, C) (daznumas: 33,33%, patikimumas: 66,67%)
(E, C)= (G) (daznumas: 33,33%, patikimumas: 80%)
(G) = (E, C) (daznumas: 33,33%, patikimumas: 80%)
(G, C)= (E) (daznumas: 33,33%, patikimumas: 100%)
(G, E)= (C) (daznumas: 33,33%, patikimumas: 80%)
(C) = (K, E) (daznumas: 33,33%, patikimumas: 61,54%)
(E) = (K, C) (daznumas: 33,33%, patikimumas: 66,67%)
(E, C)= (K) (daznumas: 33,33%, patikimumas: 80%)
(K) = (E, C) (daznumas: 33,33%, patikimumas: 66,67%)
(K, C) = (E) (daznumas: 33,33%, patikimumas: 100%)
(K, E) = (C) (daznumas: 33,33%, patikimumas: 100%)
(C) = (K, G) (daznumas: 33,33%, patikimumas: 61,54%)
(G) = (K, C) (daznumas: 33,33%, patikimumas: 80%)
(G, C) => (K) (daznumas: 33,33%, patikimumas: 100%)
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(K) = (G, C) (daznumas: 33,33%, patikimumas: 66,67%)
(K, C) = (G) (daznumas: 33,33%, patikimumas: 100%)
(K, G) = (C) (daznumas: 33,33%, patikimumas: 100%)
(E) = (K, G) (daznumas: 33,33%, patikimumas: 66,67%)
(G) = (K, E) (daznumas: 33,33%, patikimumas: 80%)
(G, E)= (K) (daznumas: 33,33%, patikimumas: 80%)
(K) = (G, E) (daznumas: 33,33%, patikimumas: 66,67%)
(K, E) = (G) (daznumas: 33,33%, patikimumas: 100%)
(K, G) = (E) (daznumas: 33,33%, patikimumas: 100%)

(K) = (E, C, G) (daznumas: 33,33%, patikimumas:
(G)= (E, C, K) (daznumas:
(G, K)= (E, C) (daznumas:
(C) = (E, G, K) (daznumas:
(C, K)= (E, G) (daznumas:
(C, G)= (E, K) (daznumas:
(C, G, K)= (E) (daznumas:
(E)= (C, G, K) (daznumas:
(E, K)= (C, G) (daznumas:
(E, G)= (C, K) (daznumas:
(E, G, K)= (C) (daznumas:
(E, C)= (G, K) (daznumas:
(E, C, K)= (G) (daznumas:
(E, C, G)= (K) (daznumas:

33,33%, patikimumas:
33,33%, patikimumas:
33,33%, patikimumas:
33,33%, patikimumas:
33,33%, patikimumas:
33,33%, patikimumas:
33,33%, patikimumas:
33,33%, patikimumas:
33,33%, patikimumas:
33,33%, patikimumas:
33,33%, patikimumas:
33,33%, patikimumas:
33,33%, patikimumas:
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66,67%)
80%)
100%)
61,54%)
100%)
100%)
100%)
66,67%)
100%)
80%)
100%)
80%)
100%)
100%)



Priedas 4. Transakciy duomerny bazeje iSskirtos apibendrintos
susietumo taisykés
Siame priede pateiktos apibendrintos susietumgkigss, kai minimalus

daznumasmin_supp= 25% ir minimalus patikimumasnin_conf= 70% bei
min_supp= 30% ir min_conf= 30%.

Apibendring susietumo taisykli skatius — 43 (min_supp=25% ir
min_conf=70). Preliq pavadinimai zymimi A, B, ... , preki grupiy
pavadinimai- 1, 2.

(R) = (S) (daznumas: 25%, patikimumas: 75%)

() = (M) (daznumas: 25%, patikimumas: 75%)

() = (2) (daznumas: 25%, patikimumas: 75%)

(H) = (2) (daznumas: 29,17%, patikimumas: 100%)
(D) = (2) (daznumas: 33,33%, patikimumas: 100%)
(D) = (B) (daznumas: 25%, patikimumas: 75%)

(B) = (2) (daznumas: 29,17%, patikimumas: 70%)
(S)= (1) (daznumas: 29,17%, patikimumas: 77,78%)
(U) = (1) (daznumas: 25%, patikimumas: 85,71%)

(T) = (1) (daznumas: 33,33%, patikimumas: 80%)

(R) = (1) (daznumas: 25%, patikimumas: 75%)

(P)= (1) (daznumas: 33,33%, patikimumas: 100%)
(M) = (1) (daznumas: 45,83%, patikimumas: 100%)
() = (1) (daznumas: 29,17%, patikimumas: 87,5%)
(D) = (1) (daznumas: 33,33%, patikimumas: 100%)
(2) = (1) (daznumas: 54,17%, patikimumas: 86,67%)
(B) = (1) (daznumas: 41,67%, patikimumas: 100%)
(D) = (B, 1) (daznumas: 25%, patikimumas: 75%)

(D, 1)= (B) (daznumas: 25%, patikimumas: 75%)

(D, B)= (1) (daznumas: 25%, patikimumas: 100%)
(B) = (2, 1) (daznumas: 29,17%, patikimumas: 70%)
(B, 1)= (2) (daznumas: 29,17%, patikimumas: 70%)
(2, B)= (1) (daznumas: 29,17%, patikimumas: 100%)
(D) = (2, 1) (daznumas: 33,33%, patikimumas: 100%)
(D, 1)= (2) (daznumas: 33,33%, patikimumas: 100%)
(2, D)= (1) (daznumas: 33,33%, patikimumas: 100%)
(D) = (2, B) (daznumas: 25%, patikimumas: 75%)

(D, B) = (2) (daznumas: 25%, patikimumas: 100%)
(2, B)= (D) (daznumas: 25%, patikimumas: 85,71%)
(2, D)= (B) (daznumas: 25%, patikimumas: 75%)

(M, 2) = (1) (daznumas: 29,17%, patikimumas: 100%)
() = (M, 1) (daznumas: 25%, patikimumas: 75%)

(I, 1) = (M) (daznumas: 25%, patikimumas: 85,71%)
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(I, M) = (1) (daznumas: 25%, patikimumas: 100%)

(B, 2)= (D, 1) (daznumas: 25%, patikimumas: 85,71%)
(B, 1, 2)= (D) (daznumas: 25%, patikimumas: 85,71%)
(D) = (B, 1, 2) (daznumas: 25%, patikimumas: 75%)
(D, 2)= (B, 1) (daznumas: 25%, patikimumas: 75%)
(D, 1)= (B, 2) (daznumas: 25%, patikimumas: 75%)
(D, 1, 2)= (B) (daznumas: 25%, patikimumas: 75%)
(D, B)= (1, 2) (daznumas: 25%, patikimumas: 100%)
(D, B, 2)= (1) (daznumas: 25%, patikimumas: 100%)
(D, B, 1)= (2) (daznumas: 25%, patikimumas: 100%)

Apibendrinty susietumo taisykli skatius — 20 (min_supp=30% ir
min_conf= 30%).

(D) = (2) (daznumas: 33,33%, patikimumas: 100%)

(2) = (D) (daznumas: 33,33%, patikimumas: 53,33%)
(T) = (1) (daznumas: 33,33%, patikimumas: 80%)

(1) = (T) (daznumas: 33,33%, patikimumas: 40%)
(P)= (1) (daznumas: 33,33%, patikimumas: 100%)

(1) = (P) (daznumas: 33,33%, patikimumas: 40%)

(M) = (1) (daznumas: 45,83%, patikimumas: 100%)

(1) = (M) (daznumas: 45,83%, patikimumas: 55%)

(D) = (1) (daznumas: 33,33%, patikimumas: 100%)

(1) = (D) (daznumas: 33,33%, patikimumas: 40%)
(2) = (1) (daznumas: 54,17%, patikimumas: 86,67%)
(1) = (2) (daznumas: 54,17%, patikimumas: 65%)

(B) = (1) (daznumas: 41,67%, patikimumas: 100%)

(1) = (B) (daznumas: 41,67%, patikimumas: 50%)
(1) = (2, D) (daznumas: 33,33%, patikimumas: 40%)
(D) = (2, 1) (daznumas: 33,33%, patikimumas: 100%)
(D, 1)= (2) (daznumas: 33,33%, patikimumas: 100%)
(2) = (D, 1) (daznumas: 33,33%, patikimumas: 53,33%)
(2, 1)= (D) (daznumas: 33,33%, patikimumas: 61,54%)
(2, D)= (1) (daznumas: 33,33%, patikimumas: 100%)
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