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Padeka

Dékoju mylimam Jézui uz dovanotg suvokima, kad pati neturiu nieko, ko ne-
buciau 1§ Jo gavusi. ACill Jam uZ Zmones, kurie konsultavo, egzaminavo, re-

cenzavo ir vertino.
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Reziume

Vaizdy analizé Siomis dienomis yra labai svarbi d¢l plataus pritaikymo dauge-
lyje mokslo ir pramonés sri¢iy. Ji apima sritis tokias, kaip segmentavimas,
transformavimas, poZymiy iSgavimas, objekto klasifikavimas (objekto atpaZi-
nimas) (angl. pattern recognition). Pastarasis vélgi skaidomas j siauresnes da-
lis: neuroniniy tinkly, sintaksés metody, genetiniy algoritmy, statistiniy metody
ir kt. Taigi, statistiniais metodais paremtas objekto atpaZinimas yra vadinamas
statistiniu objekto atpaZinimu (angl. statistical pattern recognition). Sis yra
dviejy tipy: 1) klasifikavimas be mokymo ir 2) klasifikavimas su mokymu.
Antrasis tipas, paremtas Bajeso diskriminantinémis funkcijomis ir yra Sio dar-
bo objektas. Darbe pagrindinis démesys yra skiriamas biitent tokio tipo meto-
dams.

Pagrindiné problema yra stacionaraus Gauso atsitiktinio lauko (GRF) ste-
binio klasifikavimas j vieng i§ dviejy klasiy, laikant, kad jis yra priklausomas
nuo mokymo imties (TS) ir atsiZvelgiant i jo rySius su mokymo imtimi.

Tikslas yra pateikti klasifikavimo procediira, kuri GRF stebinius klasifi-
kuoty optimaliai. Yra pasitulyta nauja klasifikavimo su mokymu metodika, kuri
duoda geresnius rezultatus, lyginant su jprastai naudojamomis Bajeso diskri-
minantinémis funkcijomis.

Taip pat darbe pateiktos (iSvestos) klaidy tikimybés Bajeso diskriminanti-
néms funkcijoms, kurios yra kaip $iy funkcijy veikimo kriterijus. Be to, yra 13-
tirta klaidy tikimybiy priklausomybé nuo statistiniy parametry reikSmiy.

Sitloma metodika tikrinama eksperimenty biidu, atstatant vaizdus, suga-
dintus erdvéje koreliuoto triukSmo. Tokia situacija pasitaiko nattiraliai, pavyz-
dZiui, degant miskui diimai uzdengia nuotolinio stebéjimo vaizda, gautg i§ pa-
lydovo. Taip pat tokia situacija gana daZna esant debesuotumui. Esant tokiai
situacijai erdvinés priklausomybés jvedimas j klasifikacijos problema pasitei-
sina.

Disertacija sudaro jvadas, trys skyriai, i§vados, literatiiros sgraSas ir auto-

riaus publikacijy disertacijos tema sgrasSas.
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Bendra disertacijos apimtis — 117 puslapiy, numeruoty formuliy 61, 30 pa-
veiksly ir 13 lenteliy. Literatiros sgrasg sudaro 53 Saltiniai.

Tyrimy rezultatai publikuoti 4 recenzuojamuose periodiniuose mokslo Zur-
naluose (viena i$ jy ISI publikacija) ir 2 tarptautinés konferencijos recenzuoja-
muose leidiniuose. Rezultatai pristatyti tarptautinéje ir nacionalinése konferen-

cijose.

Raktiniai ZodZiai: Statistinis objekto atpazinimas, vaizdo klasifikavimas, klasi-
fikavimas su mokymu, vaizdo analize, erdviné koreliacija, Bajeso diskriminan-
tin¢ funkcija, Gauso atsitiktinis laukas, Markovo atsitiktinis laukas, klaidos ti-

kimybé, mokymo imtis, nuotolinio steb&jimo vaizdai.



Abstract

In our days image analysis is very important because of its usage in many
different areas of science and industry. It is used in the areas such as segmenta-
tion, transformation, data mining and pattern recognition. Pattern recognition is
also divided into several fields: neural networks, syntax methods, genetic algo-
rithms, statistical methods and other. Pattern recognition methods based on sta-
tistical methods are called statistical pattern recognitions. The last one is of two
types: 1) unsupervised classification and 2) supervised classification. The sec-
ond type, based on Bayes discriminant functions is the object of this work. The
biggest attention in this work is dedicated to the methods of such type.

The main problem is to classify stationary GRF observation into one off
two classes, considering, that it is dependant on training sample ant taking in to
account the relationship with training sample.

The objective of this work is to give the classification procedure, which op-
timally classifies GRF observations. The new supervised classification method,
based on BDF methodology, is proposed and it gives better results comparing
with other commonly used methods based on Bayes discriminant functions.

In this work error rates of Bayes discriminant functions are presented (de-
rived), which are the criterion of these functions. Also, the dependences on sta-
tistical parameters are investigated for these error rates.

The proposed methods are investigated with experiments, restoring images,
corrupted by spatially correlated noise. Such situation occurs naturally, for ex-
ample, during the forest fire smoke covers the remotely sensed image, gathered
from the satellite. Also such situation is often during cloudy days. During such
situation the incorporation of the spatial dependences into the classification
problem is useful.

Dissertation consists of introduction, three chapters, conclusions, the list of
references and the list of author’s publications associated with the topic of this

dissertation.
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The overall size of this dissertation is 117 pages, 61 numbered equations,
30 pictures and 13 tables. The list of references consists of 53 literally sources.
The results are published in 4 peer reviewed periodical science journals
(one of them is ISI publication) and 2 international peer reviewed conference

journals. Results are presented in international and national conferences.

Keywords: Statistical pattern recognition, image classification, supervised clas-
sification, image analysis, spatial correlation, Bayes discriminant function,
Gaussian random fields, Markov random fields, error rate, training sample, re-

motely sensed images.
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Santrumpos
AER - tikroji (faktiné) klaidos tikimybé.
BCR - Bajeso klasifikavimo taisykleé.

BDF — Bajeso diskriminantiné funkcija, kai klasifikuojamas stebinys yra priklausomas nuo

mokymo imties.

BDFI — Bajeso diskriminantiné funkcija, kai klasifikuojamas stebinys yra nepriklausomas

nuo mokymo imties.

CBER - salygin¢ Bajeso klaidos tikimybé.
CER - salyginé klaidos tikimybé.

DF - diskriminantiné funkcija.

DREF - diskretus atsitiktinis laukas.

EER - tiksli klaidos tikimybé.

EBER - vidutiné Bajeso klaidos tikimybé.
GLCM - pilkumo lygio pasikartojimy matrica.
GRF - Gauso atsitiktinis laukas.

USCL - klasifikavimas be mokymo.

KF - koreliaciné funkcija.

ME - klaidingo klasifikavimo tikimybé.
SCL - klasifikavimas su mokymu.

MRF - Markovo atsitiktinis laukas.

TS — mokymo imtis.

PBDF - jterpta Bajeso diskriminantiné funkcija, kai klasifikuojamas stebinys yra priklauso-

mas nuo mokymo imties.

PBDFI - jterpta Bajeso diskriminantiné funkcija, kai klasifikuojamas stebinys yra nepriklau-

somas nuo mokymo imties.

RF - atsitiktinis laukas.

SLD — erdvinis Zymiy planas.
SSD — erdvinés imties planas.
STL — mokymo lokacijy aibé.
EpER - tikétina klaidos tikimybeé.
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lvadas

Vaizdy analizé spar€iai plétojama daugelyje mokslo bei pramonés sriciy,
tokiy kaip medicina, astronomija, gynyba, roboty technika, mikroskopija, Ze-
més stebéjimas 1§ palydovy ir pan. Kiekviena sritis yra savita su specializuo-
tomis sgvokomis bei algoritmais. Pavyzdziui analizuojant pavojingus arba sun-
kiai pasiekiamus regionus informacija yra gaunama i§ palydovo, kur tokie
faktoriai kaip oro salygos, atmosferos uZterStumas, skenerio iSkraipymai ir
pan., daro blogg itaka duomenims (jie nebéra tokie tikslus). Tokiy duomeny
analizei reikalingi gana sudétingi tikimybiniai metodai, leidZiantys atsizvelgti i
minétus faktorius (Dudinskas and Saltyté-Benth 2003). Taigi analizuojant to-
kius vaizdus, kaip nuotraukas i§ palydovy, svarbus vaidmuo tenka erdvinés sta-
tistikos sriciai — statistiniam vaizdy klasifikavimui su mokymu, kuris ir yra §io
darbo objektas.

Switzer pirmasis autorius, kuris pradéjo taikyti statistiniy erdviniy duome-
ny pozymius klasifikavime (Switzer 1980). Vélesni autoriai aptaria tekstiiros
rotacijos jtakg vaizdo klasifikavimui, kai poZymiai tenkina Gauso Markovo at-
sitiktinio lauko (GMRF) modelius (Deng and Clausi 2004). (Atkinson and Le-
wis 2000) apZvelgia geostatistinés informacijos panaudojimo galimybes nuoto-
linio stebéjimo vaizdy klasifikavime.

(Atkinson 2004) pateiké neparametrinj k—artimiausiy kaimyny (k—NN) kla-
sifikavimo su mokymu metoda skirtingy pavirSiaus dangy tasky klasifikavi-
mui. (Atkinson 2010) tyré savo metoda (Atkinson 2004), jvedant j ji skirtingus
atstumy svorius, bei pritaiké jj IKONOS palydovo nuotrauky klasifikavimui.
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Zemés dangos klasifikavimas yra vienas i§ svarbiausiy nuotolinio stebéji-
mo (remote sensing) tiksly, kuris apjungia daugelj Zmogaus ir fizinés aplinkos
daliy (Foody 2002). Galimybé gauti informacija apie Zemés danga i§ nuotoli-
nio steb¢jimo duomeny yra paremta daugeliu moksliniy taikymy (Townshend
1992).

Nuotolinio steb¢jimo vaizdy klasifikavimas yra procesas, kurio metu i$
vaizdy sukuriamas teminis Zemelapis (Tso and Mather 2001).

NemaZai klasifikavimo su mokymu schemy remiasi tradicinémis statistikos
technikomis, tokiomis kaip maZiausio vidurkiy atstumo ir maksimalaus tikéti-
numo (Tso and Mather 2001). Tipiniuose metoduose, kiekviena paveiksliuko
spektrinio daZnio juosta yra atvaizduojama kaip viena aSis n—matéje poZymiy
erdve¢je, o visi paveiksliuko taskai gali biiti atvaizduojami kaip taskai toje erd-
véje. Skirtingos Zemés dangos taskai, remiantis duomenimis savybiy erdvéje,
gali biiti atskiriami vieni nuo kity, remiantis sprendimo pri¢émimo taisykle. To-
kiu biidu, taskai gali bati suklasifikuoti j bendras Zemés pavirsiaus klases.

Nuotolinio steb¢jimo vaizdo klasifikavime laikoma, kad klasiy Zymes seka
1§ MRF (Nishii 2003), o poZymiy stebiniai yra salyginai nepriklausomi nuo
klasiy Zymiy (salyginé nepriklausomybe¢) (Cressie 1993). Taciau esant duome-
nims arti vienas kito erdvéje yra labai tikétina, kad jie tarpusavyje koreliuoja.
Erdviniy priklausomybiy jvedimas j klasifikacijos problemg yra itin aktualus,
kai turimas vaizdas yra sugadintas erdvéje koreliuoto triuk§mo. Paprastai tai
atsitinka del gamtos reiSkiniy tokiy, kaip riikas, dimai degant miskui, kurie ir
pasizymi erdvine koreliacija (8ig situacijg puikiai iliustruoja pav. 1.5). Darbe
pasitlyta klasifikavimo metodika gali buti taitkoma ir vaizdams, sugadintiems
debesimis. Tokiy vaizdy labai daznai pasitaiko Lietuvos teritorijos palydoviné-
se nuotraukose. Cia labiausiai tikétina gauti ,,$varig* nuotrauka geguzés méne-
si, nes daugiausia giedry dieny biina geguze (5,3 dienos, o tikimybé tesiekia 17
%) (Gudritiené 2007).

Darbe sprendZiama problema, kaip tiksliau suklasifikuoti erdvéje koreliuo-
ta vaizda, t.y., kaip optimaliai klasifikuoti Gauso atsitiktinio lauko (GRF) ste-

binius, priklausomus nuo mokymo imties. Darbe naujumas yra tas, jog klasifi-
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kuojamas stebinys laikomas priklausomu nuo mokymo imties ir poZymiai ten-
kina stacionaraus GRF modelj, o klasiy Zymés tenkina diskretaus lauko modelj.

Vienas 1§ pirmyjy autoriy, panaikinusiy nepriklausomumo prielaida, jog
klasifikuojami stebiniai yra nepriklausomi nuo mokymo imties, K. Ducinskas
(Ducinskas 2009). Autoriaus darbuose sprendZiama problema yra klasifikavi-
mas, kai stebéta vaizda tenka atskirti | keleta homogenisky regiony pagal Zy-
miy taskus, pagristus tam tikra pozymiy informacija ir pagal informacija apie
erdvinés priklausomybés rySius su mokymo imtimi. [vedus stipresne erdving
koreliacijg tarp poZymiy stebiniy yra gaunamos mazesnés erdvinio klasifika-
vimo paklaidos (Stabingiené and Ducinskas 2009), (Ducinskas and Stabingiené
2011), (Stabingiené and Ducinskas 2010). Siy metody taikymas aprasytas dar-
be (Stabingien¢ et al. 2010).

Pikselio klasifikavimas j vieng i§ klasiy yra pagrindiné problema vaizdo
struktiiros analizéje (Mardia 1988). Autorius Mardia (Mardia 1984) tesia §j ty-
rimg jtraukdamas erdvinius diskriminavimo metodus formuojant klasifikavimo
Zemelapius. Taikymas erdvinio konteksto klasifikavimo metody (klasifikavimo
su mokymu metody) geoerdviniy duomeny gavyboje yra aptartas autoriaus
Shechar (Shechar ef al. 2004). Reikia pazymeéti, kad placiai taikomi vaizdo uz-
baigimo metodai, paremti pavyzdziu (Wu et al. 2010), yra glaudZiai susij¢ su
erdvinés diskriminacijos metodais.

Erdvinés informacijos (vaizdo tekstira, tasky forma, kryptingumas, atsikar-
tojimas, artumas) jvedimas ] nuotolinio stebé&jimo vaizdy klasifikavimg yra
nemazas potencialas (Haralick 1979). Buve populiariis metodai, kurie naudojo
erdvinius filtrus, priglodinancius prading informacijg ar klasifikavimo rezulta-
tus, buvo sukritikuoti autoriy Barnsley ir Barr (Barnsley and Barr 1996). Anot
$iy autoriy, priglodinimo filtrai ne tik sumazina erdvine jvairove, bet taip pat
ignoruoja mazo dydZzio heterogeniSkumus, kurie pasitaiko urbanizuotose terito-
rijose.

Naudojant kontekstinius klasifikatorius, taskui priskirta klas¢ yra apibre-
Ziama kaip funkcija spektriniy savybiy tiek pacio tasko, tiek ir jo kaimyny, to-

del $i kontekstiné informacija yra naudojama klasifikavimo tikslumo pagerini-
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mui (Ketting and Landgrebe 1976). Sie klasifikatoriai naudojami perklasifi-
kuoti klaidingai suklasifikuotus taskus arba perskirstyti teisingai suklasifikuo-
tus taskus i§ tam tikry regiony, kai tie taskai néra svarbiis vartotojui.

Anot autoriaus Dudani (Dudani 1976), pirmieji suformulave k—NN spren-
dimo taisykle buvo Fix ir Hodges, kurie naudojo §j metoda nezinomy stebéji-
my priskyrimui tai klasei, kuri buvo dazniausia tarp k-NN (Fix and Hodges
1976). Véliau autorius Dudani iSplété Sig taisykle jvesdamas svoriy schema,
kuri duoda daugiau svorio informacijai i§ ty kaimyny, kurie yra ar¢iau nesukla-
sifikuoto stebéjimo, nei 1§ kaimyny, kurie yra toliau (Dudani 1976).

Daug kompiuterio resursy reikalaujantys metodai, kaip ir MCMC metodai,
gali buti naudojami erdvinés klasifikacijos problemoms spresti, taciau atliki-
mas daznai yra sunkus d¢l skai¢iavimo sudétingumo. Tad, klaidy tikimybiy 13-
raiSky iSvedimas yra labai svarbus klasifikavimo procediiry veikimui nustatyti.

Pagrindinis tikslas yra ne tik optimaliai klasifikuoti GRF stebinius priklau-
somus nuo mokymo imties, bet ir pateikti (iSvesti) analitines klaidy tikimybiy
iSraiSkas Bajeso diskriminantinéms funkcijoms bei iStirti minéty klaidy tikimy-
biy priklausomybes nuo tam tikry statistiniy parametry reikSmiy.

Tikslios klaidos tikimybés Bajeso klasifikavimo taisyklei, naudojant saly-
ginés nepriklausomybés prielaidg, yra iSvestos autoriaus Nishii darbe (Nishii
and Eguchi 2006). Autoriaus Ducinsko darbe (Ducinskas 2009) aptariamos
erdvinés klasifikacijos problemos Gauso poZymiy stebiniams, atsisakant saly-
ginés nepriklausomybés prielaidos ir laikant klasiy Zymes fiksuotomis moky-
mo imtyje.

Tikslios klaidos tikimybés formulé ir pasiiilytos tikétinos klaidos tikimy-
bés, susijusios su PBDF, aproksimacija, pateikta autoriy Ducinskas ir Stabin-
gien¢ darbuose (Stabingiene and Ducinskas 2009), (Stabingiene and Ducinskas
2010). Siy autoriy darbo apibendrinimas daugiama¢iam poZymio atvejui yra
pateiktas darbe (Duginskas and Stabingiené 2011). Cia aptariamas poZymiams
stacionaraus daugiamacio Gauso atsitiktinio lauko (GRF) modelis ir logistinio
tipo diskretus atsitiktinio lauko modelis, paremtas 0-1 divergencija; vidutiné

Bajeso klaidos tikimybé (EBER) yra iSvesta dviejy klasiy atveju.

15



Autoriai Raudys ir Pikelis (Raudys 1976), (Raudys and Pikelis 1980) iStyre
tikétinos klaidos tikimybeés priklausomybe nuo poZymiy erdvés dimensijos tam
tikry tiesiniy klasifikatoriy atveju, esant normaliam pasiskirstymui. Jie parode,
jog didinant poZymiy skaiciy fiksuotam n, tikétinos klaidos tikimybeé pirmiau-
sia maZzg¢ja, ir, po optimumo pasiekimo, auga vel.

Straipsniuose (Stabingien¢ and Ducinskas 2009), (Ducinskas and Stabin-
gien¢ 2011) yra iStirta minéty klaidy tikimybiy priklausomybé nuo statistiniy
parametry reik§Smiy ir pagal gautus rezultatus teigiama, jog didesné erdviné ko-
reliacija tarp poZymiy stebiniy garantuoja maZesnes erdvinio klasifikavimo pa-

klaidas.

Tiriamoji problema

Erdviniame vaizdy klasifikavime su mokymu problema yra lokacijos priskyri-
mas vienai 1§ klasiy pagal mokymo imties poZymiy stebinius ir klasifikuojamo

tasko artuma su mokymo imtimi.

Darbo aktualumas

Vaizdy analizé yra svarbi medicinoje taikant kompiuterinei diagnostikai, do-
kumenty vaizdy analizé¢ naudojama raidziy ar skaiCiy atpaZinimui, svarbi srity-
se, tokiose kaip gynyboje, mikroskopijoje, Zemés stebéjime i§ palydovy ir pan.

Darbe sitiloma metodika ypa¢ aktuali klasifikuojant vaizdus, gautus i§ pa-
lydovy, kurie yra sugadinti triuk§mo, atsirandanc¢io dél gamtos salygy, reiski-
niy, tokiy kaip riikas, debesuotumas, dimai gaisro metu. Toks triuk§mas gali

biti modeliuojamas Gauso atsitiktiniais laukais.
Tyrimy objektas

Darbo tyrimy objektas — vaizdy analizei skirtas statistinis klasifikavimo su mo-

kymu metodas, paremtas Bajeso diskriminantinémis funkcijomis.
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Darbo tikslas

Pagrindinis tikslas yra optimaliai klasifikuoti Gauso atsitiktinio lauko stebinius
priklausomus nuo mokymo imties. Pateikti analitines klaidy tikimybiy iSrais-

kas Bajeso diskriminantinéms funkcijoms.

Darbo uzdaviniai

e Pasiiilytg klasifikavimo su mokymu metodika pritaikyti vaizdy analize-
je.

e Pasiiilytos metodikos veiksmingumg patikrinti eksperimenty budu, pa-
lyginant su Bajeso diskriminantinémis funkcijomis, ignoruojan¢iomis
erdving priklausomybe tarp klasifikuojamo tasko ir mokymo imties. Pa-
lyginimui panaudoti klasifikavimo be mokymo metoda, paremta pilku-
mo lygio pasikartojimy matricomis.

o [Stirti artimiausiy kaimyny skaiciaus jtakg vaizdo klasifikavimo koky-
bei.

e SkaitiSkai panagrinéti Bajeso diskriminantiniy funkcijy klaidy tikimybiy

priklausomybes nuo tam tikry statistiniy parametry reikSmiy.

Tyrimy metodika

Darbe taikomi tikimybiy teorijos, klasikinés ir erdvinés statistikos metodai, pa-

lyginimas i§ keliy plany bei skaitmeninio modeliavimo metodai.

Darbo mokslinis naujumas ir jo reikSmeé

Rengiant disertacijg buvo gauti mokslui nauji rezultatai:
e Pasitlytas originalus statistinio klasifikavimo su mokymu metodas, pa-
gristas Bajeso diskriminantine funkcija (BDF) ir erdvinés statistikos ele-

mentais. Sis metodas pritaikomas vaizdy analiz¢je.
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e Atvejui, kai poZymis modeliuojamas atsitiktiniu Gauso lauku, o klasés
zymé modeliujama diskre¢iu Markovo lauku, iSvestos originalios for-
mulés Bajeso klaidos tikimybéms.

e SkaitmeniSkai nagrinéjama iSvesty klaidy tikimybiy priklausomybé nuo
tam tikry statistiniy parametry reikSmiy.

e Pasitlytos tikétinos klaidos tikimybés, susijusios su Bajeso jterpta dis-
kriminantine funkcija, aproksimacija, gali biiti naudojama kaip erdviniy
im¢iy plano kriterijus.

e Pasitlyto metodo veiksmingumas yra tikrinamas eksperimenty budu,
naudojant realy vaizdg ir vaizdus, sugadintus su erdveéje koreliuotu Gau-
so atsitiktinio lauko triuk§mu su skirtingais erdvinés koreliacijos plo¢io
parametrais.

e Eksperimenty biidu yra tiriama panaudojamo artimiausiy kaimyny skai-
Ciaus (markoviskumo eilés) jtaka klasifikuojamo vaizdo kokybei.

e Sillloma metodika yra nauja, tod¢l jokiuose statistiniuose paketuose, né-
ra jdiegta. Gana sudétingas algoritmas yra realizuotas R sistemos aplin-

koje.

Darbo rezultaty praktiné reikSmeé

Naudojant praktikoje pasitlytag metodika yra pagerinami klasifikuojamo vaizdo
rezultatai. Sis metodas ypa¢ aktualus atveju, kada duomenyse esantis triuk§mas
pasizymi erdvine priklausomybe.

Pasitilytos metodikos realizacija gali biiti pavyzdziu klasifikuojant vaizdus.

ISvestos klaidy tikimybiy iSraiSkos gali biiti naudojamos kaip Bajeso dis-
kriminantiniy funkcijy veikimo matmuo.

Pasiiilytos tikétinos klaidos tikimybés, susijusios su Bajeso jterpta diskri-
minantine funkcija, aproksimacija, gali biti naudojama kaip erdviniy imciy

plano kriterijus.
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Ginamieji teiginiai

Pasitlytas originalus vaizdy analizéje taikomas statistinio klasifikavimo
su mokymu metodas, pagristas Bajeso diskriminantine funkcija (BDF)
ir erdvinés statistikos elementais.

Atvejui, kai poZymis modeliuojamas atsitiktiniu Gauso lauku, o klasés
zymé modeliujama diskrec¢iu Markovo lauku, iSvesta originali formulé
Bajeso klaidos tikimybei.

Pasiiilyta tikétinos klaidos tikimybés, susijusios su Bajeso jterpta dis-
kriminantine funkcija, aproksimacija, panaudojama kaip erdviniy im¢iy
plano kriterijus. Laikant, kad poZymis modeliuojamas atsitiktiniu Gauso
lauku, o klasés Zymé modeliujama diskre¢iu Markovo lauku.

ISvesta vidutiné Bajeso klaidos tikimybé (EBER) dviejy klasiy atveju,
t.y., poZymiams aptariamas stacionaraus daugiamacio Gauso atsitiktinio
lauko (GRF) modelis, o klasiy Zyméms - logistinio tipo diskretus atsitik-

tinio lauko modelis paremtas 0-1 divergencija.

Darbo rezultaty aprobavimas

Disertacijos tema yra atspausdinti 6 moksliniai straipsniai: keturi — periodi-

niuose recenzuojamuose mokslo Zurnaluose (Stabingien¢ and Ducinskas 2010),

(Stabingien¢ et al. 2010), (Ducinskas and Stabingien¢ 2011), (Stabingien¢ et

al. 2011), kur vienas — mokslo Zurnale, jtrauktame j ISI sarasg (Ducinskas and

Stabingiené 2011); du — recenzuojamoje tarptautinés konferencijos medZiagoje

(Stabingien¢ and Ducinskas 2009), (Ducinskas et al. 2011).

Disertacijoje atlikty tyrimy rezultatai buvo paskelbti tarptautinéje ir nacio-

nalinése mokslinése konferencijose:

Tarptautinéje taikomy stochastiniy modeliy ir duomeny analizés konferen-

cijoje (ASMDA), 2009 m., Vilniuje;

Lietuvos matematiky draugijos konferencijoje, 2010 m., Siauliuose;

Lietuvos matematiky draugijos konferencijoje, 2011 m., Vilniuje;

Lietuvos matematiky draugijos konferencijoje, 2012 m., Klaipédoje.
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Disertacijos struktura
Disertacija sudaro jvadas, trys skyriai, i§vados, literatiiros sgrasas ir autoriaus

publikacijy disertacijos tema sgrasas.

Bendra disertacijos apimtis — 117 puslapiy, numeruoty formuliy 61, 30 pa-

veiksly ir 13 lenteliy. Literatiros sgrasg sudaro 53 Saltiniai.
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Erdviné informacija ir jos panaudojimas
vaizdy analizéje

Skyriuje analizuojami erdviniy duomeny ir im¢iy tipai. SupaZindinama su erd-
viniy populiacijy modeliais bei erdviniy sarysiy struktiiromis populiacijoje.
Placiau pateiktos kaimynystés chemos. Aptariamos erdvinés statistikos taiky-
mo galimybés vaizdy analizéje. Skyriaus pabaigoje pateikiamas apibendrini-

mas ir tikslinami disertacijos uZdaviniai.

1.1. Erdviniai duomenys

Tokios sagvokos kaip duomenys ar informacija atrodo susijusios viena su Kita,
taCiau skirtumy yra. Duomenys — tai objektyviai egzistuojantys faktai, vaizdai
arba garsai, kurie gali biiti naudingi tam tikram uzdaviniui spresti. Informacija
— tai duomenys, kuriy forma ir turinys yra pateikti tinkamu naudoti sprendimy
priémimo procese biidu. Duomenys virsta informacija, kai jiems suteikiamas
kontekstas ir jie susiejami su tam tikra problema ar sprendimu (Dzemyda et al.
2008).

Erdviniai duomenys — bet kokios Zinios apie vietove, formas, santykius tarp
Ju, geografines ypatybes. Tai apima nuotolinio stebéjimo duomenis taip pat
kaip ir Zemélapiy duomenis.

Erdviné informacija — apibrézia fizing objekty sritj ir rysj tarp objekty.
Erdvinés informacijos pramoné (industrija) yra platesnés informaciniy techno-
logijy sektoriaus specializuota dalis, kuri turi rys$j su daugeliu kity discipliny

tokiy kaip planavimas, natiiraliy resursy valdymas, inZinerija ir sveikatos pa-
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slaugos. Erdvin¢ informacija yra naudojama kuriant tokias programas kaip
kriimyny ar miSky gaisry valdymo sistemos, greitosios pagalbos siuntimo pa-
slaugos ir pan.

Trumpiau tariant, erdviniai duomenys — tai rezultatas steb¢jimy, atlikty
erdvéje. Kai stebéjimas atliekamas d-matés Euklido erdvés taske s € R?, tada
galimas stebinys Z(s) erdves tasSke s yra atsitiktinis dydis. Tuomet matematinis

erdviniy duomeny (erdvinés populiacijos) modelis yra atsitiktinis laukas (RF)

{Z (s):se D} , kur D < R? yra erdviniy indeksy aibé, o atsitiktinio lauko rea-
lizacija Zymima {z(s) RS D} .

Atsitiktinis laukas {Z(s):s e D} - tai rinkinys atsitiktiniy dydZiy, apibrézty
vienoje tikimybinéje erdvéje (Q,F ,P) ir jgyjanc¢iy reikSmes erdvéje B. Erdve

B yra daznai vadinama biiseny erdve. Cia ji yra B € R?. Kai g=1, atsitiktinis
laukas vadinamas skaliariniu, o kai q>1 — vektoriniu. Jei visi baigtiniamaciai Z
skirstiniai yra Gauso skirstiniai, tai toks laukas vadinamas Gauso atsitiktiniu
lauku (GRF) (angl. Gaussian random field), o jo stebiniai — Gauso duomeni-
mis (Duéinskas and Saltyté-Benth 2003).

Eedviniai duomenys yra trijy tipy: geostatistiniai, gardelés ir taskiniai vaizdai.
Pirmieji yra susije su situacija, kai sritis D yra fiksuotas erdvés R poaibis, o
stebinys Z(s) yra atsitiktinio lauko stebinys taske s € D . Geostatistinio tipo uz-
daviniuose erdvinis indeksas s gali tolydziai kisti erdvés R’ poaibyje D. Tuo
jie skiriasi nuo kity tipy uzdaviniy, nagrin¢janciy duomenis gardeléje ar taski-
niuose vaizduose.

Taskiniy vaizdy analizéje D e R’ yra taskinio proceso galimy realizacijy
aibé. Cia yra svarbios jvykiy vietos bei jy skirstinys ir i§sidéstymo tipas (isi-
desciusios klasterizuotai, atsitiktinai ar taisyklingai).

Gardelés duomeny indeksy aibé D yra fiksuotas suskai¢iuojamas arba daz-
niausiai baigtinis taisyklingai ar netaisyklingai erdvéje R’ pasklidusiy tasky
rinkinys. Toks rinkinys paprastai vadinamas gardele, o jo taskai yra susij¢ su

artimiausios eilés kaimynais, antros eilés kaimynais ir t.t. Netaisyklingos gar-
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delés tasky iSsidéstymui néra budinga kokia nors tvarka, be to, ne visada aki-
vaizdZios ir tasky sasajos (Du¢inskas and Saltyté-Benth 2003).

Svarbu paminéti, kad gardelés tipo duomenys daznai gaunami atliekant
nuotolinius Zemés pavirsiaus stebéjimus (palydovinése nuotraukose Zemés
pavirSius yra padalijamas j sta¢iakampius, vadinamus pikseliais).

Siame disertaciniame darbe yra naudojami gardelés tipo duomenys ne tik
vaizdo rekonstravimo pavyzdyje ar palydovinés nuotraukos vaizdo klasifika-

vime, bet ir klaidy tikimybiy tyrime.

1.2. Erdviniy im¢iy tipai

Norint turéti Ziniy apie tam tikros erdvines srities charakteristikas, reikalinga
sudaryti imtj, nes paprastai néra tokios galimybes, kaip atlikti matavimus vi-
suose tiriamos srities taSkuose. Sudarant imtj, kaip jprasta, yra svarbu, jog im-
tis biity reprezentatyvi, jvertiniai kuo tikslesni ir imties sudarymo islaidos kuo
mazesnes.

Taigi, Siame etape yra svarbus dalykas optimalaus plano radimas imciai.
Norint sudaryti optimaly plang, reikia Zinoti erdvinés srities variacijy prigimtj.
Tam suZinoti yra reikalingi imties duomenys (naudojamos kontrolinés imtys
arba ankstesniy tyrimy rezultatai).

Yra keli klasikiniai im¢iy sudarymo planai, pagal kuriuos galima parinkti
dominancios srities taSkus. ISskiriami trys atvejai: 1) tikimybinés imtys, 2) neti-
kimybinés (determinuotos) imtys, 3) misrios (hibridinés). Tarp tikimybiniy pa-
sitaiko: atsitiktings, stratifikuotos atsitiktinés, klasterines.

Tikimybinés nuo netikimybiniy skiriasi tuo, kad tikimybiniy imc¢iy objektai
parenkami naudojant atsitiktinj mechanizmg (kuriame nors etape), o netikimy-
biniy — grieztai determinuotas ar subjektyvias taisykles.

Tikimybinés atsitiktinés imtys (angl. random spatial sampling or a spatial-
ly random sample) sudaromos parenkant taSkus nepriklausomai vienas nuo kito
ir taSko parinkimo tikimybés yra vienodos. Trilkumas tas, jog taskai i§ svarbiy

sri¢iy gali nepatekti j imtj.
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Tikimybinés stratifikuotos imtys (angl. stratified spatial sampling) gauna-
mos padalijant sritj | nepersidengiancias dalis. Kiekvienoje dalyje poZymio
reikSmiy variacija turi buti kuo mazesné. IS kiekvienos stratos elementai j imtj
imami paprastuoju atsitiktiniu émimu, o imties elementy skaicius turi buti pro-
porcingas stratos dydZziui.

Tikimybinés klasterinés imtys gaunamos atsitiktinai parenkant erdviniu at-
zvilgiu artimy tasky grupes (Du¢inskas and Saltyté-Benth 2003).

Jei pradinj taSka parinksime atsitiktinai, o likusius tam tikru apibréztu bi-
du, turésime sistemine atsitikting imtj (bus tikimybiné¢). Jeigu pradinis taSkas
parenkamas neatsitiktinai, o like tam tikru apibréztu budu, turésime taisyklingg
(vadinamg gardele) arba determinuotg (bus netikimybing). Jei sritis padalijama
1 kvadratines stratas, kuriy centruose parenkamas taskas, tada imtis bus netiki-

mybiné ir vadinsis centruota sistemine imtimi.

1.3. Erdviniy populiacijy modeliai

Erdviniy populiacijy (duomeny) modeliy analizéje daZznai taikomas tradicinis

adityvusis duomeny modelis, atskiriantis determinuotg dalj nuo atsitiktinés:
Duomenys = erdvinis trendas + erdving¢ sklaida.

Pirmoji variacijos komponenté yra pirmos eilés arba vidurkio variacija, ku-
ri apraSoma n-maciu vektoriumi x. Antroji variacijos komponenté yra antros
eilés variacija apie vidurkj u, apraSoma kovariacine funkcija C.

Stebinio Z(s) modelis yra
Z(s)=pu(s)+e(s), (1.1)
kur E (Z (s)) = u(s) yra vidurkio funkcija arba erdvinis trendas, o &(s) - atsi-

tiktiné paklaida arba erdviné sklaida. Atsitiktinés paklaidos matematinis mode-

lis srityje D yra atsitiktinis laukas {¢(s):s € D} su nuliniu vidurkiu ir kovaria-

cine funkcija C.
Labai svarbi sgvoka yra stacionarumas. Matematikoje stacionariais procesais

yra vadinami stochastiniai procesai, kuriy pasiskirstymai nepasikeicia pasti-
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mus erdveje ar laike. Arba kitaip sakant, pastimus visas stebéjimo matavimy
vietas ta pacia kryptimi ir tuo paciu atstumu, proceso reikSmiy skirstinys ir ti-
kimybinés charakteristikos lieka nepakitusios.

1.1 Apibrézimas. Atsitiktinis laukas {Z (s): s € D} vadinamas grieztai sta-
cionariu (grieztai homogeniSku), jei bendras stebiniy (Z (sl),Z (sz),...,Z (sn))
skirstinys yra toks pat kaip ir (Z(sl +h),Z(s,+h),...Z(s, + h)) skirstinys vi-
siems baigtiniams n.

Jei {Z (s) 1S € D} yra grieztai stacionarus atsitiktinis laukas, tai
E{Z(s)) = u(s)= .
1.2 Apibrézimas. Atsitiktinis laukas {Z (s): s € D} vadinamas stacionariu,
jet:
E{‘Z(s)‘z} < oo visiems se D,
E(Z(s))=u(s) visiems se D,
C(s,,8,)=C(s,—s,) visiems s,,s, € D.

GrieZtai stacionarts laukai yra ir stacionariis, taciau prieSingas tvirtinimas
bendrai néra teisingas. Tik Gauso atsitiktiniy lauky stacionarumas reiskia
grieZtg stacionarumg, nes pastarieji yra pilnai aprasomi vidurkiu ir kovariacine
funkcija.

Stacionaraus lauko koreliacijos funkcija apibréZiama lygybe

kur C(sl,sz) = C(sl - sz) = E{(Z(sl)—,u(sl))(Z(sz)—,u(sz))} , S,s,eD -
kovariaciné funkcija.
Kovariaciné funkcija, priklausanti nuo vektoriaus h=s;-s, ilgio ir nepriklau-

santi nuo jo krypties, vadinama izotropine.
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1.1 Lema. Stacionaraus lauko kovariaciné funkcija C(s) tenkina Sias lygy-

bes:
C(0)>0,
C(~s)=C(s) visiem se D,
C(s)<C(0) visiems se D.

Kovariaciné funkcija vadinama panaSumo matu ir jos reikSmé didZiausia,
kai atstumas tarp tasSky yra nulinis.

Anot autoriaus Lopes H. F. (2008) labiausiai naudojamos koreliacines
funkcijos (KF) yra Sios:
eksponentiné

A

r,(h)=exp{-|h|/a}=e =, (1.2)

Gausiné

h2

r,(h)= exp{—h2 /052} —e @,

o

kur h — atstumas tarp dviejy tasky, o a — koreliacijos plotis (angl. correlation
range). Koreliacijos plotis dar vadinamas ilgio parametru (angl. length para-

meter) arba ploCio parametru (angl. range parameter).

Matérn

., (h)= ﬁ(v)(%aﬁ ) B, (2ha V),
kur A, a apibrézti aukSCiau, o dydis v — glodumo parametras (angl. smoothness
parameter). Kai v = 1/2 => eksponentiné koreliaciné funkcija, o kai v — o0 =>
Gausin¢ koreliaciné funkcija (Lopes 2008). Dydis B,(.) — v eilés modifikuota
Besselio funkcija (angl. modified Bessel function) (Diggle and Ribeiro 2006).
Siame darbe, skaitiniuose pavyzdZiuose, yra naudojama eksponentiné kore-

liaciné funkcija.
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Taip pat Siame darbe yra naudojami skaliarinio atsitiktinio lauko

{Z (s): s € D} pastovaus vidurkio modelis bei regresijos vidurkio modelis, ku-

rie yra apraSyti sekanciose pastraipose.
Tarkime poZymis Z yra stebimas srities D taSkuose s,,S,,...,s, € D . Stebi-

niai Siuose taSkuose sujungti j vektoriy-stulpelj
Z. = (Z(s,). Z(S,) Z(s,))" .
Tuomet

Hy, = () (5,)senspi(5,))"
ir
g, =(£(5,),6(5,)sr(s,))"
yra atitinkamai vidurkiy ir paklaidy vektoriai modelyje (1.1).
Skaliarinio atsitiktinio lauko {Z (s): s € D} vidurkio modeliai yra dviejy
tipy: pastovaus vidurkio ir nepastovaus vidurkio (trendo pavirSiaus, regresinis).

Pastovaus vidurkio atveju vidurkio funkcija yra pastovi, t.y. E{Z(s)}=p=

const. Tuomet Z, vidurkiy vektorius bus
"l'n = uln ’

T . .. . .
kur 1 = (1, 1,..., 1) — vienetinis n-matis vektorius.

Trendo pavirsiaus vidurkio modelis — tai vidurkio, priklausan¢io nuo stebi-

nio tagko koordina¢iy, modelis. Taskui s, = (x,,y,)e D, i=1,2,...,n, §is mode-

lis uZrasomas tokiu budu:

u(s)= 2, Ax,

t+u<k
0<t,u<k

kur A, yra siilomo modelio parametras, o k apibréZia trendo pavirSiaus eilg.
Kai k=0, turime pastovaus vidurkio atvejj; kai k=1, tiesinis (pirmos eilés) atve-

jis generuoja plokStuma, k=2, kvadratinis (antros eilés) ir t.t.
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Turint n stebiniy, vidurkiy vektoriy galima uZrasyti taip:
u =A1,

kur A yra taSky sy, s», ...,s, koordinaciy atitinkamy sandaugy matrica

2 2 tou
1 AT T D T 4
2 2 t_u
A= Lox, v X%y %y, 0 5)
2 2 t . u
Lox, oy, x v, 6y, X,
0 A — trendo pavirSiaus parametry vektorius, t.y.

T
Aois Pogs A o on s ) -

10° > tu

A=A 4
Regresiniame modelyje vidurkis taSke s, e€D,i=12,...,n, apibréZiamas

kaip funkcija nuo ¢ aiSkinamyjy kintamyjy (regresoriy):

kur x'(s,) = (l,xl (5:):2%,(58,)5emr X, (Si)) yra (q+1)—matis regresoriy vektorius, o

b= ( Bos B> Bos-- s B, )T yra (g+1)—matis regresijos parametry vektorius. Tokiu

btidu 7 stebiniy vidurkiy vektorius bus:
M, =Xp,

kur X yra nx(q+1) eilés matrica:

1 xl(sn) xz(sn) xq(sn)
Dydis x;(s;) yra j-tojo aiskinamojo kintamojo stebinys taske s;, i= 1,2,...,n,
j=1,2,...,q (Duéinskas and Saltyté-Benth 2003).
Erdviniy duomeny variacijai apraSyti naudojamos kovariacinés funkcijos
arba semivariogramos. Pastarosios ypatingg vieta uZima geostatistikoje, kur

taikomos krigingui. Praktikoje naudojant semivariogramy modelius, galima

nustatyti erdviniy duomeny priklausomybe. Turimy duomeny pagrindu suda-
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roma empiriné semivariograma, kuriai parenkamas ir priglodinamas vienas i§
semivariogramos parametriniy modeliy. DaZniausiai naudojami semivariogra-
my modeliai apraSomi keliais semivariogramos parametrais, kuriy pagrindiniai
yra grynuolis, slenkstis ir slenksCio atstumas. Semivariograma yra vadinama
,nepanaSumo* matu, o kovariacin¢ funkcija — ,,panaSumo‘ matu. Dar ji vadi-
nama pusvariograme ir Zymima y(h).

Tai funkcija, kuri aprasSo maz¢jancig koreliacijg tarp imties stebéjimy pory,
kai jy atsiskyrimas (tarpusavio atstumas) didéja (Liu and Mason 2009). Semi-
variograma y(h).yra funkcija, aprasanti kintamyjy arba procesy erdvinés pri-
klausomybeés laipsnj ir bendrai apibréZiama Sitaip:

2

7(h) =2—1an:[z(xi)—z(xi +h)]

kur n yra vertinamy stebéjimy pory skaicius, z — stebéjimo reikSme, 4 — atstu-

mas tarp dviejy stebéjimy, o x; atitinka lyginamy taSky pozicij3.

1.4. Erdviniy sarysiy struktaros populiacijoje

Taikant jvairius metodus svarbu Zinoti, kaip taSkai yra susieti tarpusavyje.
Jiems susieti yra du metodai: vektorinis ir teseliacinis. Vektoriniame modelyje
pagrindinis loginis vienetas — linija, o teseliaciniame — erdvés dalis. Vektori-
niame modelyje sritys modeliuojamos kaip daugiakampiai, kuriy briaunos api-
bréziamos linijjomis (loginiais vienetais). Teseliacinis modelis yra sudarytas 1§
lasteliy, suskaidanciy plokStumg, visumos. Teseliacijoje erdviniai rySiai tarp
loginiy vienety yra apibréZti netiesiogiai.

Kai stebiniy taskai, sritys pasklidusios netaisyklingai, gaunasi sistema ne-
taisyklinga. Tad norint suvokti, kaip turi biiti apraSoma erdviné priklausomybe,
reikia apibrézti rySius tarp atskiry sriCiy tokiose netaisyklingose sistemose.
Tarkime, yra atlikti steb¢jimai fiksuotuose taskuose sy,...,s,. Tiriamoje srityje
sudaromas grafas, kurio tikslas yra nustatyti rysius tarp tasky. Cia taskai reiskia
nagrinéjamo grafo virStnes. Taigi pradZioje reikia parinkti briauny struktiira,

kuri apibréZia kiekvieno tasko kaimynus ir priskirti briaunoms skaitines reiks-
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mes. Maksimalus skirtingy taSky pory, o tuo paciu ir briauny, skaiCius bus
n(n+1)/2 (gali biti ir maZesnis, nes rySiai nebiitinai egzistuoja tarp visy pory).
Sakoma, kad rySys yra, jei tarp dviejy grafo virSiiniy yra briauna (Ducinskas
and Saltyte-Benth 2003).

Yra nemazai kriterijy, kurie padeda parinkti tinkamg briauny struktiirg.
Vienas i§ tokiy kriterijy biity tiesioginio rySio kiekybinis, kuris remiasi arti-
miausiy kaimyny skai¢iumi k (k=1,2,3,...). Artimiausiy kaimyny skaicius, api-
bréztas i§ anksto, parodo, su keliais artimiausiais kaimynais ieSkome rySiy.

Taigi ir Siame darbe, 2 skyrelyje, vaizdo atstatymas, klasifikavimo su mo-
kymu metodu, remiasi artimiausiy kaimyny skai¢iumi. Todél sekanciose pa-
straipose yra aptariamos kaimynystés sistemos.

Tam tikroje srityje D steb¢jimo vietos yra susijusios viena su kita per kai-

mynysteés sistemg, kur kaimynystés sistema sri¢iai D yra apibréZiama kaip
N = {M Vie D} ,

kur N yra s; kaimyniniy stebéjimo tasky aibé (Winkler 2006). Kaimyniné pri-
klausomyb¢ pasiZymi sekan¢iomis savybémis:
1. Lokacija néra kaimyné pati sau: s, ¢ N, .
2. Kaimynystés rySys yra abipusis: s, € NV, < s, € N, ) (Li 2009).
Reguliariai gardelei D, lokacijos s; kaimyny aibé yra apibréZiama, kaip aibé

steb¢jimy tasky nutolusiy nuo lokacijos si per spindulj Jr
2
N, = {Si' € D‘[dist(si,si,)] <r, s, # si}

kur dist(A, B) yra Euklidinis atstumas tarp A ir B, o r yra sveikasis skaiCius.
Taip pat reikéty atsizvelgti, jog lokacijos arciau krasto turi maziau kaimyny (Li
2009).

Pirmos eilés kaimynystés sistemoje, dar vadinamoje 4-iy kaimyny sistema,
kiekviena lokacija (vidiné) turi po keturis kaimynus, kaip pavaizduota pav. 1 a)
¢ia 5o Zymi lokacijg, o vienetai Sios lokacijos kaimynus. Antros eilés kaimynys-

tés schemoje, vadinamoje 8-iy kaimyny sistema, kiekvienai lokacijai (vidinei)
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yra po 8 kaimynus pav. 1 b). Numeriai n =1,...,5 pavaizduoti pav. 1 c) atitinka

tolimiausias kaimynines lokacijas n-os eilés kaimyninése sistemose.

a) b) ) [s4|3]a]ls
1 212 al2l1]2]4

1 s |1 1 s |1 3] |s]1]3

1 2|12 al2]1]2]4
slal3]a]s

1.1 pav. a) 1-os eilés kaimynystés schema; b) 2-o0s eilés kaimynystes
schema; c) 5-os eilés kaimynystés schema.
Kai yra apibréztas D stebiniy viety erdveje eiliSkumas, kaimyny aibé gali
biti apibréZta tiksliau. PavyzdZziui, kai D = {sl,...,sm} yra sunumeruota stebi-
niy viety aibé ir jos elementai atitinka indeksuotus taskus 1D (vienmatis) pa-

veiksliuko, vidiné lokacija s, €{s,,...,s,,} turi du pirmos eilés artimiausius

> m-1

kaimynus N, ={s,_,s,,,}, o krastinés lokacijos turi tik po vieng N, ={s,},

1

m

N, = {Sm_1} . AnalogiSkai lokacijos reguliarioje kvadratinéje gardel¢je
D={(s.s,)[1<i,j <n| atitinka nxn paveiksliuko taskus 2D (dvimatéje) erd-
veje. Vidine (ne paveiksliuko krastuose esanti) lokacija (Si’sj> turi keturis ar-

timiausius kaimynus N ; ={(s s )(s s ),(si,sj_l),(si,sj+1)} (Li 2009).

i-125; )\ Sis12 5

Esant nereguliariai sri¢iai D, lokacijos kaimyny aibé yra apibréZiama ana-
logiSkai kaip ir reguliarios srities atveju, paimant visas lokacijas esancias spin-
dulio /r atstumu. Taip pat yra ir kity kaimynystés sudarymo principy neregu-
liariai gardelei. Prie tam tikry kaimynystés schemy, kaimyny aibés N,
nereguliariai D turi skirtingas formas ir dydZzius. Nereguliarios lokacijos ir jy
kaimynai pavaizduoti pav. 1.2. Kaimyninés sritys stebéjimo vietoms s; ir s; yra
apvestos apskritimais. Siy dviejy kaimyniniy aibiy dydZiai yra #N. =3 ir
#N; =2 (Li 2009).
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Cia dydis r néra jprastai naudojamo apskritimo spindulio Zyméjimas. Tai
yra dydis, nemazesnis uzZ Euklidinio atstumo kvadratg tarp dviejy tasky. Jr
atitinka Euklidinio atstumo tarp dviejy tasky riba, iki kurios tie taSkai laikomi
kaimynais, pagal toje vietoje apraSomg kaimynystés schemg. Paveiksle 1.2 yra

pateikta viena i§ galimy kaimynystés schemy.

Spindulys O Q

sj 53

1.2 pav. Kaimynystés principas nereguliarios gardelés atveju.

Artimiausiy kaimyny sistemos metodas remiasi tuo, jog i§ visos D srities
kiekvienai stebgjimo vietai s; paimamas fiksuotas skaicius artimiausiy lokacijy,
kurios nuo lokacijos s; nutolusios maZziausiu atstumu lyginant su kitomis loka-
cijomis. Pav. 1.3 pavaizduota lokacijy s; ir s; kaimyninés lokacijos sujungtos
linijomis, Siame paveiksliuke naudojama trijy artimiausiy kaimyny NN(3)
schema. Sis principas taip pat gali biti taikomas ir reguliariai gardelei, kai
konkreciai lokacijai kaimynines lokacijas galima rinktis tik i§ dalies visy regu-
liarios gardelés lokacijy, tai gali biti taikoma klasifikavime su mokymu, kada
tame paciame paveiksliuke yra keletas mokymo imties lokacijy (tasky) ir nezi-
nomi taSkai klasifikuojami tik pagal kaimyninius taskus i§ mokymo tasky ai-
bés. Toks principas taikomas Siame disertaciniame darbe atstatant sugadinta

erdvéje koreliuoto triukSmo vaizda.

32



O Q0 ¢
5o s4 O

O 0O OQ |

56
sB

1.3 pav. s; ir s; kaimynai remiantis NN3 kaimynystés schema.

1.5. Erdvinés statistikos taikymas vaizdy analizéje

Skaitmeninis vaizdas (angl. digital image) yra dvimatis skai¢iy masyvas. Kiek-
viena celé skaitmeninio vaizdo yra vadinama pikseliu ir skai¢ius nusakantis
pikseliy rySkumg yra vadinamas skaitmeniniu numeriu (angl. digital number)
(Liu and Mason 2009). Paprastai vaizdai biina: 1) dvispalviai (angl. binary),
kur pikseliui apibudinti pakanka vieno bito, 2) pilkos skalés (angl. gray-scale),
kur pikseliui apibudinti naudojami aStuoni bitai, kurie leidzia atvaizduoti 256
pilkumo lygius, nuo O iki 255, 3) spalvoti (angl. color) vaizdai pateikiami
Zmogui matomo spektro diapazone, 4) daugiaspektriniai (angl. multispectral)
vaizdai pateikiami ne tik Zmogaus matomo spektro diapazone.

Tokiy vaizdy analizé taikoma jvairiose srityse, tokiose kaip astronomija,
gynyba, mikroskopija, Zemés stebéjimas i§ palydovy, roboty technika ar medi-
cina.

Kiekviena i§ minéty sri¢iy yra individualios ir sudaro atskiras skaitmeniniy
vaizdy analizes sritis su daugybe specializuoty savo srities sgvoky ir algoritmy.

Analizuojant pavojingus arba sunkiai pasiekiamus regionus, informacija
yra gaunama i$ palydovo, jrasancio jrenginio, kuris neturi jokio fizinio kontak-
to su objektu. Tokiy vaizdy analizei placiai yra taikomi erdvinés statistikos me-
todai. Mat, ¢ia gaunami erdviniai duomenys yra taisyklingos gardelés tipo, taip
pat, palydovinése nuotraukose Zemés pavirsius yra padalijamas j maZus stadia-

kampius, vadinamus pikseliais (pikselyje esanti informacija paprastai sutelkta
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centriniame to pikselio taske). Kiekvienas Zemés paviriiaus taskas skleidZia
elektromagneting radiacija. Elektromagnetinio spektro bangos ilgio intensy-
vumas priklauso nuo daugybés tokiy faktoriy, kaip pavirSiaus tipas (dirbamas
laukas, miSkas, vandens telkinys, statybvieté ir kt.), pavirSiaus saglygos (sausas,
drégnas, ...), temperatiira, biologinis aktyvumas, radiacijos kampas ir kt. Paly-
dovuose yra jmontuoti daugiaspektriniai skeneriai, kuriais matuojamas keliy
skirtingy spektro juosty intensyvumas. D¢l tokiy faktoriy, kaip oro salygos,
atmosferos uzterStumas, skenerio iSkraipymai ir pan., gauti spektro intensyvu-
mo matavimy duomenys néra visiSkai tikslis. Tokiy duomeny analizei reika-
lingi gana sudétingi tikimybiniai metodai, leidZiantys atsiZvelgti | minétus fak-
torius (Ducinskas Saltyté-Benth 2003). Taigi analizuojant tokius vaizdus, kaip
nuotraukas i§ palydovy, svarbus vaidmuo tenka erdvinés statistikos metodams.

Erdvings statistikos metodai gali biiti taitkomi bet kokio paveiksliuko atveju
sprendZiant jvairiausias problemas, nes bet koks skaitmeninis paveiksliukas
gali biiti interpretuojamas kaip tagky stebiniy matrica. Sia situacija gerai iliust-
ruoja paveikslelis 1.4 RGB spalviniame rezZime.

RGB spalvinis reZimas — spalvy perteikimo metodas, paremtas RGB spalvy
modeliu (spalvinis modelis — tai spalvos parametry, tokiy kaip tonas, sodru-
mas, rySkis, apraSymo biidas).

Objektai, turintys kokig nors spalva, gali jg sugerti arba atspindéti, todel
tokiems objektams apraSyti yra naudojami skirtingi spalvy modeliai.

RGB spalvinis modelis naudojamas prietaisuose, kurie spinduliuoja Sviesa:
televizoriuose, kompiuteriy monitoriuose, $viestuvuose. Sis modelis remiasi
pagrindinémis spalvomis (spalvinémis komponentémis): raudona, Zalia, mély-
na (angl. Red, Green, Blue).

Naudojant §] model;j yra priskiriamos reik§més kiekvienai RGB komponen-
tei nuo 0 iki 255. Siais skai¢iais yra matuojamas kiekvienos spalvos kiekis
RGB modelyje (spalva turi turi 256 lygius). Kai visy spalviniy komponenciy
(spalviniy kanaly) skaitinés reikSmés lygios, gaunama pilka spalva, kai visy

komponenciy skaitinés reikSmes lygios 255 — balta spalva, kai visos skaitinés
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reikSmes lygios 0 — juoda. SumaiSius visas tris spalvas skirtingomis proporci-
jomis, galima iSgauti visg atspalviy jvairove.

Maisant pagrindines spalvas, sukuriamos iSvestinés spalvos. MaiSant dvi
pagrindines spalvas, gaunama Sviesesné spalva. SumaiSe¢ raudong ir zalig, gau-
name geltong, Zalig ir melyng — Zydra, melyng ir raudong - purpuring. Sumai-
Sius visas tris pagrindines spalvas, gaunama balta spalva (vadinama adityvia).

Siame darbe sugadinto vaizdo klasifikavimui naudojamas RGB spalvinio
modelio paveikslélis. Cia paveikslélis yra i§ dviejy klasiy, kur pirmos klasés
elementai — balti pikseliai, o antros klasés elementai — juodi pikseliai. ReikSty,
kad baltos spalvos celé igyty reikSmes: R-255, G-255, B-255. Juodos spalvos
cele — R-0, G-0, B-0. Kadangi naudojamos tik dvi spalvos, tai pakanka RGB
spalvinio modelio tik vieno kanalo. Baltos spalvos pikseliai turés reikSmes vie-
netus, o juodos spalvos pikseliai turés nulius.

Siais laikais pla¢iai yra taikomas teksto atpaZinimas, kada nuskaitmenintas
tekstas perkeliamas j kompiuterj, ir paverciamas tekstine informacija. Progra-
mos naudoja tam tikrus metodus teksto atpaZinimui, taciau ir Sioje srityje yra
naudojami erdvinés statistikos metodai. Viena i§ problemy, su kuria susiduria-
ma, yra tokia, jog tekstas ne visada biina rySkus ant realios tekstinés informaci-
jos (raidziy paveiksliuky). Atsiradusius triukSmus galime interpretuoti kaip
erdveje koreliuotg triukSma & (modelyje (1.1)), o realig raidés taSky informaci-
ja — kaip vidurkiy model;. Taigi, tokiems vaizdams galima taikyti erdvinio kla-
sifikavimo metodus, ir, pasalinus triuk§ma iSgauti Svarig vidurkiy informacijg.
Taip pertvarkytas paveiksliukas yra lengviau atpazjstamas teksto atpaZinimo
(OCR) programy (Gupta et al. 2005), (Gupta et al. 2009).

Ta patj principa galima taikyti ir palydovinés informacijos klasifikavimui,
kai ant realios palydovinés nuotraukos atsiranda triukSmas, trukdantis tinkamai
klasifikuoti informacijg. Tai gali nutikti dél tam tikry gamtoje vykstanciy reis-
kiniy, tokiy kaip rtukas, debesys ar gaisro metu atsirad¢ dimai. Tokig situacija
iliustruoja paveiksliukas (pav. 1.5).

Gaisro metu kylantys diimai gali biti interpretuojami kaip erdvéje kore-

livotas laukas, kurj galima modeliuoti Gauso atsitiktiniu lauku.
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1.4 pav. Vaizdas RGB spalviniame reZime

Tie taskai, kurie poZymiy erdvéje yra arciau klasifikuojamo tasko Z,, jie tu-
r1 didesng tikimybe biiti tos pacios klases taskais, nei tie taskai, kurie yra toliau
pozymiy erdvéje (Atkinson 2004), (Fix and Hodges 1951), (Liu 2009), (Duda-
ni 1976). Pavyzdziui, atsitikus tam tikrame objekte avarijai, iSsiliejus terSalams
ir pasklindus ] aplinka, bus taip, kad, kuo arciau to objekto, tuo didesnis terSaly
susitelkimas ir iSmatuotos reikSmes labiau panasios (koreliuos), o tolstant nuo
objekto tam tikru atstumu reikSmés maZzés ir susitelkimo (koreliuotumo) neliks.
Prie tam tikro atstumo priklausomybe iSliks. ISmatuotieji stebinio poZymiai Z
yra apraSomi modeliu (1.1), i kurj jeina poZymio vidurkis p(s) ir triukSmas

€(s). Pastarasis dydis €(s) yra apraSomas kovariacine funkcija (Ducinskas and
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Saltyte-Benth 2003) ir jis yra paklaidy vektorius, o paklaidos daZnai biina pasi-
skirs¢iusios normaliai, todé¢l ji ir modeliuojame kaip erdvéje koreliuotag Gauso
atsitiktinj lauka.

Tiek debesys, tiek dimai yra susitelke (koreliuoja). Jei bus paveikslélis su-
darytas 1§ miSko ir pievos teritorijos, tai taskai atitinkantys pieva turés aukstes-
nes reikSmes (didesnis intensyvumas), o miskas — Zemesnes. Ir kai ant miSko
teritorijos uzplauks debesélis, jis misko reikSmes padarys aukstesnes. Tad tokj

triuk§ma modeliuojant nereikéty ignoruoti erdvinés koreliacijos.

1.5 pav. Vaizdas i§ NASA MODIS palydovo (Schmaltz 2006). Gaisro
metu teritorijg dengia diimai, pasiZymintys erdvéje koreliuotu triukSmu

Taip pat labai svarbu tai, jog analizuojant vaizdus galima taikyti ir Marko-
vo atsitiktiniy lauky savybes bei modelius.

Vaizdy analizéje daznai tatkomi Markovo atsitiktiniai laukai (MRF) (angl.
Markov random field) (Winkler 2006). Markovo atsitiktiniy lauky teorija yra

tikimybiy teorijos Saka analizuojanti erdvines arba kontekstines fizikiniy po-
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7ymiy priklausomybes. Si teorija yra naudojama vizualiniam Zyméjimui tam,
kad nustatyti sgveikaujan¢iy Zymiy tikimybinius skirstinius.

Tegul F ={F,,....F,} yra Seima atsitiktiniy dydZiy apibré7ty aibéje D, ku-
rioje kiekvienas atsitiktinis dydis F; jgyja reikSme i§ £. Taip apibrézta Seima F'
yra vadinama atsitiktiniu lauku. Toliau bus naudojami Zyme¢jimas F; = f; pazy-
méti jvykj kai F; priskiriama reik§mé f; ir Zyméjimas (F, = f,,...,F, = f, ) pa-
Zyméti jungtinj jvyki. Paprastumui jungtinis jvykis yra supaprastinamas iki F =
fikur f=(f.....f,) yra F konfigiiracija atitinkanti lauko realizacija. Diskre¢iai
Zymiy aibei £, tikimybé, jog atsitiktinis dydis F; jgys reikSme f; Zymima kaip
P(F =f) yra sutrumpinama iki P(f,). Jungtin¢ tikimybé yra Zymima
P(F=f)=P(F=f,....,F,=f,) ir sutrumpinama iki P(f). Esant tolydZiai
£, naudojamos tikimybinés tankio funkcijos p(F; =f;) ir p(F = f) (Li 2009).

1.3 Apibrézimas. F yra vadinamas Markovo atsitiktiniu lauku srityje D su
kaimynystés sistema N tada ir tik tada, kai tenkinamos sekancios salygos:

P(f)>0, Vf eF (teigiamumo),

P(£|foy )= P(£ 1) Markoviskumo),

kur D—{s,} yra aibiy skirtumas, fo,, Zymi aibe Zymiy lokacijose
D—{s}.ir f, = { fili'e M} yra si lokacijai kaimyniniy lokacijy Zymiy aibé.

F - visy galimy konfigiiracijy aibé (galimi klasiy Zymiy iSsidéstymai
(kombinacijos) apie klasifikuojamg stebinj). Pavyzdziui, jei klasifikuojant nau-
dosime 4 artimiausiy kaimyny schemg, tai gali biiti konfigiiracija tokia: 3 ste-
biniai vienos klasés, 1 — kitos. Gali buti vienos ir kitos klasés po 2 stebinius.
Taip pat galima situacija, kad vienos klasés stebiniy bus 4, o kitos — 0.

Teigiamumo salyga yra naudojama d¢l tam tikry techniniy prieZaséiy ir
daznai praktikoje gali biiti iSpildoma. GrieZtas teigiamumas Cia reiskia tai, jog
visos jmanomos zZymiy realizacijos (konfigiiracijos) yra galimos. Kiekviena
konfigiiracija (erdvinis Zymiy iSsidéstymas), apie klasifikuojamg taska Z,, pa-

gal tam tikrg kaimynin¢ schema, yra galima (daugiau ar maziau tikétina). Néra
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tokio stebiniy Zymiy iSsidéstymo (Y=y), kurio negaléty buti, tod¢l tikimybe vi-
sada didesné uz nulj.

MarkoviSkumo salyga apibrézia F charakteristikas. MRF modeliuose tik
kaimyninés Zymés tiesiogiai jtakoja vienos kitg. Jei mes pasirinktume didZiau-
sig jmanomg kaimynystés sistema, kurioje kiekvienos lokacijos kaimynai yra
visos likusios srities D lokacijos, tada bet kuris F' yra MRF su tokia kaimynys-
tés sistema (Li 2009).

Vaizdy klasifikavime daznai laitkoma, kad poZymiy stebiniy Zymes tenkina
MRF modelj. Siame darbe, tre¢iame skyriuje, tiriant klaidy tikimybiy priklau-
somyb¢ nuo statistiniy parametry reikSmiy, yra laikoma, kad poZymius tenkina
stacionaraus Gauso atsitiktinio lauko modelis, o klasiy Zymés seka i§ MRF
modelio.

Markovo atsitiktiniy lauky pritaikomumas grindZiamas tuomi, kad klasifi-
kuojamam stebiniui 7, itakos nedaro mokymo imties taskai, tie, kurie néra su-
sieti su Z, pagal tam tikrg kaimynystés schema. MRF modelyje tik kaimyninés
Zymés tiesiogiai jtakoja vienos kita (Li 2009) ir kai yra klasifikuojama pagal
BD funkcijas, koreliacijas tarp mokymo imties elementy skaiiuojame ne vi-
siems, bet tiems taskams, kurie su Z, yra susieti tam tikra kaimynystés schema.
PavyzdZiui, jei klasifikuojamg poZymj Z,, susiesiu su keturiy artimiausiy kai-
myny schema, tai klasifikuojant, bus naudojami tik keturi, arCiausiai Z;, esantys

stebiniai.

1.6. Statistinis objekto atpazinimas

Ankstesniame skyrelyje aptarta erdvinés statistikos svarba vaizdy analizéje.
Siame skyrelyje démesys yra skiriamas siauresnei vaizdy analizés sri¢iai - sta-
tistiniam objekto atpaZinimui (vaizdo, Sablono, struktiiros, rasty ir kt. atpaZzi-
nimui).

Struktiiros, rasty, Sablony ir kt. objekty klasifikavimas (angl. pattern classi-

fication) dazniau vadinamas objekty atpaZinimu (angl. pattern recognition),
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yra pagrindine kliGitimi automatizavimo uZduotyse (Alder 2001), pavyzdZziui
kuriant robotus su jutikliais.

Zodis ,pattern* lietuviy kalboje veriasi labai jvairiai, todél nelengva pada-
ryti tinkamg vertimg. Turbut teisingiausia bty jj sieti su kontekstu.

»~Pattern* — tai neaiSkiai apibréZtas objektas (objektyvioji realyb¢), kuriam
galéty buti suteiktas pavadinimas, pavyzdziui, DNR seka, ranka raSytas Zodis,
Zmogaus veidas, pirSty antspaudy vaizdas ir pan.

Taigi, pradzioje svarbu paminéti, kad vaizdy analize (angl. image analysis)
apima siauresnes sritis: 1) segmentavimas, 2) transformavimas, 3) poZymiy is-
gavimas (angl. feature extraction), 4) objekto klasifikavimas (angl. pattern
classification) arba objekto atpaZinimas (angl. pattern recognition).

Pastarasis (objekto atpaZinimas) vélgi skaidomas j siauresnes dalis: neuro-
niniy tinkly, sintaksés metody, genetiniy algoritmy, statistiniy metody ir kt.
Taigi, statistiniais metodais paremtas objekto atpazinimas (objekto klasifika-
vimas) yra vadinamas statistiniu objekto atpaZinimu (angl. statistical pattern
recognition).

Statistinis ir neuroninis objekto atpaZzinimas gali buti diferencijuojamas i
atpaZzinimg su mokymu (angl. supervised) ir atpazinimg be mokymo (angl. un-

supervised) (Biase 2004).

Vaizdy analize

_»| Sintaksés metodai
L Segmentavimas 3| Neuroniniai tinklai
L, Pozymiy isgavimas | Genetiniai algoritmai
Klasifikavimas
su mokymu
»| Objekto atpazinimas > Statistinis
Klasifikavimas
be mokymo
S Transformavimas - Kiti metodai ...

1.6 pav. Vaizdy analizés metodai
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Paveikslélyje 1.6 pateikta vaizdy analizés metody schema. Sioje schemoje
storesnémis rodyklémis yra parodyta sritis, kuriai ir priklauso Siame darbe sit-
loma klasifikavimo metodika.

Lenteléje 1.1 yra pateikti objekto atpazinimo (klasifikavimo) taikymo pa-

vyzdZiai.

1.1 AtpaZinimo teorijos taikymo sritys

Taikymo sritis

Taikymas

Pradinis objektas

Objekto klasés

Dokumenty vaizdy RaidZiy atpaZinimas | Dokumento Raidés, Zodziai
analizé paveiksliukas
Dokumenty Paieska internete Tekstiniai Semantinés
klasifikavimas dokumentai kategorijos
Daugialypés informacijos | PaieSka internete Vaizdo filmai Zanrai
paieska
Kalbos atpaZinimas Telefoniné pagalba | Kalbos garso Sakomi ZodZiai
jrasas
Natiiralios kalbos Informacijos Sakiniai Pokalbio dalys
apdorojimas iSgavimas
Biometrinis atpaZinimas Asmens Veidas, rainelé, Sistemos
identifikavimas pirSty antspaudai vartotojai
Medicina Kompiuteriné Mikroskopu gauti | VéZinés/sveikos
diagnostika vaizdai lastelés
Kariuomené Automatinis Optinis arba Taikinio tipai
taikinio atpaZinimas | infraraudonas
paveiksliukas
Industriné automatika Vaisiy rusiavimas Konvejerio Kokybés klasés
paveiksliukai
Nuotolinis stebéjimas Javy derliaus Daugiaspektrinis Zemés pavirsiaus
prognozavimas paveiksliukas klasés
Bioinformatika Sekos analizé DNR seka Zinomi genai
Duomeny gavyba ReikSmingy objekty | TaSkai Gerai atskirti
paieska daugiamatéje klasteriai
erdvéje

(Aksoy 2011)

Kaip buvo minéta statistinis objekto atpaZinimas yra dviejy tipy: klasifika-
vimas su mokymu (SCL) ir klasifikavimas be mokymo, kurie ir bus toliau ap-
tariami.

SCL metodas yra paremtas statistika mokymo sri¢iy (angl. training areas),

atstovaujanciy skirtingiems, subjektyviai pasirinktiems pagristiems objektams
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(Liu and Mason 2009). Cia klasifikavimo funkcijos parametrai nustatomi pagal
mokymo imties informacija.
Mokymo imtis (TS) — informacija apie dalies tiriamy objekty poZymiy

reikSmes ir priklausomybe vienai ar kitai grupei. ApibréZiama tokiu budu:
T/ — (ZI’ YI) ,

kur Y =(Y(s)),....Y(s,)) — zymiy vektorius, Z = (Z(s,),...,Z(s,)) — pozymiy
vektorius (Cekanavi¢ius and Murauskas 2008).

Mokymo imtis susideda i§ aibés mokymo pavyzdziy. Klasifikavime su
mokymu kiekvienas mokymo imties elementas yra pora, sudaryta i$ stebinio,
kurj dazniausiai sudaro stebiniy vektorius, ir klasés, kuriai priklauso stebinys,
Zymes.

Klasifikavimui su mokymu labai daznai naudojama diskriminantiné analizé
ir diskriminantinés funkcijos.

Pirmasis i§ autoriy, kuris prad¢jo taikyti tiesines diskriminantines funkcijas
su erdvine priklausomybe buvo Paul Switzer (1980). Autorius savo darbe nau-
dojo diskriminantines funkcijas su erdvine priklausomybe klasifikuojant skir-
tingas teritorijy klases pagal daugiaspektriniy palydoviniy nuotrauky informa-
cija. Iki tol klasifikuojant daugiaspektriniy palydoviniy nuotrauky informacija
biidavo naudojami tik klasifikuojamos lokacijos s, (tasko) stebiniy vektorius
Z(so) (Switzer 1980). Autorius papildomai jveda priklausomybe nuo klasifi-
kuojamo tasko ir jam kaimyniniy taSky.

Klasifikavimo su mokymu algoritmai iSanalizuoja mokymo informacijg ir
suformuoja funkcija, kuri naudojama klasifikavimui. Klasifikavimo funkcija
privalo prognozuoti bet kuriam naujam stebiniui, atitinkan¢iam funkcijos api-
bréZimo sritj.

Klasifikacija su mokymu yra kontroliujama pagal vartotojy Zinias, bet kita
vertus yra ribota ir netgi gali biiti neobjektyvi pagal jy subjektyvig nuomong.
Todeél klasifikacija gali biiti nevykusi pagal netinkamg arba netikslig informaci-

ja mokymo imtyje ir/arba neiSsamias vartotojo Zinias (Liu and Mason 2009).
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Klasifikavimo be mokymo metodai yra naudojami tada, kai klasés néra
apibréztos i§ anksto arba kada jos yra, bet duomenys naudojami tam, kad pa-
tvirtinty jog jie yra tinkamy klasiy. Pastarojo tipo pavyzdZiai yra gana daZni
biologijoje, kur riiSys daznai apibréZiamos fizinémis savybémis, ir biocheminiy
matavimy duomeny rinkiniai tampa prieinami.

Sie metodai paprastai yra skirti vizualizacijai (angl. visualization), tatiau
kartais naudojami klasifikuoti (Ripley 1996).

Klasifikavimas be mokymo stipriai susijes su pasiskirstymo jvertinimu sta-
tistikoje, taCiau klasifikavimas be mokymo taip pat remiasi daugeliu kity tech-
niky, kuriy taikymo metu stengiamasi nustatyti pagrindinius duomeny poZzy-
mius. Pagal nustatytus duomeny poZymius atitinkami objektai priskiriami
atitinkamai klasei. Vieni i§ daznai taikomy tokio tipo principy remiasi pasikar-
tojimo matricomis (angl. co-occurrence matrix), pagal kurias nustatomi vaizdy

poZymiai.

1.7. Pirmojo skyriaus apibendrinimas ir disertacijos uzdaviniy
formulavimas

e Taikant erdvings statistikos metodus, biitina Zinoti duomeny i$sidéstyma
erdveje. Vienas esminiy bruoZzy, iSskirian¢iy erdvine statistika i§ klasi-
kinés, yra tas, jog ji naudojama modeliuoti ne tik erdviniam trendui, bet
ir erdvinei koreliacijai.

e Erdviniy duomeny poZymio Z modelj sudaro erdvinio proceso vidurkio
ir klaidy dedamosios. Dazniausiai iSskiriami pastovaus ir nepastovaus
vidurkio modeliai.

e Duomeny variacija apraSoma kovariacine funkcija arba semivariograma.
Pastarosios daznai naudojamos praktiniuose skai¢iavimuose, kur turimy
duomeny pagrindu sudaroma empiriné semivariograma. Jai parenkamas
ir priglodinamas vienas i§ semivariogramos parametriniy modeliy. To-

kiu biidu galima jvertinti erdvinés koreliacijos plo¢io parametrg a.
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Erdvinés statistikos metodai gali biiti taikomi bet kokio paveiksliuko at-
veju, sprendZiant jvairiausias problemas, nes bet koks skaitmeninis pa-
veiksliukas gali biti interpretuojamas kaip tasky stebiniy matrica.
Vaizdus, kurie yra sugadinti tokiy reiSkiniy, kaip diimai, debesys, riikas,
galima modeliuoti Gauso atsitiktiniais laukais. Tokius triuk§mus galima
interpretuoti, kaip erdvéje koreliuotg triukSma €, modelyje (1.1), o realig
vaizdo taSky informacija — kaip vidurkiy model;.

Esminis disertacijos uzdavinys — pasidlyti klasifikavimo su mokymu
metodika, paremtag BDF, naudojamg klasifikavimui vaizdy, sugadinty su
erdvéje koreliuotu triukSmu.

IStirti artimiausiy kaimyny skaiciaus jtakg vaizdo klasifikavimo kokybei
bei skaitiSkai panagrinéti BDF klaidy tikimybiy priklausomybes nuo

tam tikry statistiniy parametry reikSmiy.
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2

Vaizdy, modeliuojamy GRF, klasifikavimo
metodai

Skyrelyje apZvelgiama Bajeso sprendimo teorija, diskriminantinés funkcijos,
klasifikavimo vertinimas. Pagrindinis démesys skiriamas klasifikavimo su mo-
kymu metodams, paremtiems Bajeso diskriminantinémis funkcijomis. | klasi-
fikavimo problema yra jvedama erdvin¢ priklausomybé. PoZymiy stebiniai pri-
klausomi ir tenkina GRF modelj, o klasiy Zymés — diskretaus lauko model;.
Taip pat pateiktos klaidy tikimybiy iSraiSkos Bajeso diskriminantinéms funkci-
joms.

Skyriaus tematika yra paskelbti keturi autorés straipsniai [1A], [3A], [SA],
[6A].

2.1. Bajeso sprendimo teorija

Bajeso sprendimo teorija atstovauja fundamentinj statistinj metoda objekto kla-
sifikavimo problemai spresti. Si technika yra grindZiama prielaida, kad spren-
dimo problema yra suformuluota tikimybinése salygose ir kad visos atitinka-
mos tikimybiy reikSmés yra pateiktos.

Paprasta §io metodo apZvalga gali biiti pateikta sutelkiant démesj 1 dviejy
klasiy atvejj Q;, Q,. Daroma prielaida, kad apriorinés tikimybés P(,) ir
P(Qz) bus Zinomos, nes jos gali biiti lengvai nustatomos i§ turimy duomeny

aibés. Taip pat yra Zinomos tikimybinio tankio funkcijos p(xl.|Ql.),i =12.

Funkcija p(xl. |Q l.) taip pat vadinama tikétinumo funkcijos vardu.
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Prisimindami Bajeso taisykle, turime

P(Q[x) = P(X\f;,-({j;(gi) |

kur p(x) yra x tikimybin¢ tankio funkcija, o x - n-dimensinis poZymio vek-

torius (angl. feature vector). Tad p(x) turés pavidalg
2
x)=2p(x[2)P(Q

Bajeso klasifikavimo taisyklé dabar gali biiti parodyta dviejy klasiy atveju €,
Q,.

Jeigu, P(Q,[x) > P(Q,]x) = xe Q.
Jeigu, P(Ql|x) < P(Qz|x) =>xeQ,.
Remiantis aukSciau pateiktomis iSraiSkomis, galima daryti iSvada, kad poZymio

vektorius gali buti priskirtas vienai arba kitai klasei. Analogiskai galima uZra-

Syti
p(x[)P(2) > (<) p(x[Q,) P(Q,)=> xeQ, (xeQ,).

Tai atitinka salyginiy tikimybiniy tankio funkcijy nustatyta maksimuma, jver-
tintg pagal x. Paveiksle 2.1 yra pateikta vienodai tikétinos klasés ir salyginés
tikimybinés tankio funkcijos p(x|Ql.), i =1,2, kaip x funkcijos. Punktyriné li-
nija ant x, atitinka riba, dalijancig vienmat¢ pozymiy erdve i du regionus Rj,
R,. Remiantis Bajeso klasifikavimo taisykle, visos reikSmés x € R, yra priski-
riamos klasei €, o visos reikSmés x e R, yra priskiriamos klasei €, (Bise

2004).

Sprendimo klaidos tikimyb¢ yra apskai¢iuojama pagal formule

= Ij:p(x‘Qz)dx + Ixzwp(x‘Ql)dx.

46



AP(X1£2)

p(x[£21) p(x|922)

>
< » % > X
Ri R>

2.1 pav. Dvi vienodai tikétinos klasés atitinkancios regionus Ry, R,.

Bajeso klasifikavimo taisyklé pasiekia minimalig klaidos tikimybe. Zino-
ma, kad klasifikavimo klaida minimali, jei poZymiy aibé pasiskirsciusi j du re-

gionus R, ir R, taip, kad
R :P(Q|x) > P(Q, )
R, : P(Qz|x) > P(Ql|x) .

Apibendrinimas M klasiy Q;, Q,, ..., {y, yra paprastas. PoZymiy vektorius

x yra priskiriamas klasei €Q;, jei
P(Q[%)> P(Q,[x) Vj=i. (2.1)

Kiekvieng kartg priskiriant objekta j klase¢ yra rizika suklysti, o daugelio
klasiy atveju klaidingas klasifikavimas gali turéti rimtesniy pasekmiy. Kieky-
biniu biidu galima tai jvertinti, apskai¢iuojant pagal formulg, vadinama nuosto-
liy funkcija. Tegul L(i, j) ,,nuostolis* priskiriant objektg i klase i, kai i$ tiesy
priklauso klasei j.

IS to, kas pasakyta, matoma, kad skirtinga klasifikavimo galimyb¢ yra pa-
siekta apibréZiant nuostoliy funkcijg L(i, j) su i, j=1,2,....M. L(i, j)=0, jei po-
Zymio vektorius x teisingai priskirtas i klase, ir didesné uz nulj L(i, j)>0, jei x

yra priskirtas i klas¢ neteisingai.
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Salyginis nuostoliy narys R, (x) yra apibréZiamas

R (x)= iL(i,j)P(QAx)

Jj=l

arba ekvivalenciai,

M=

R (x)=>"L(i. /) p(xQ,)P(2;).

~.
Il
—_

Remiantis ankstesniais apibréZimais, gauname neZymiai pakeista Bajeso
klasifikavimo taisykle (BCR): poZymiy vektorius x priskiriamas klasei €Q;, ku-
riai R, (x) minimalus (Bise 2004).

2.2. Diskriminantinés funkcijos

Apibréziant objekto klasifikatoriy galimybiy yra jvairiy. Vienas metodas, kuris
gali biti laikomas kaip klasifikatoriy kanoniné forma yra vadinamas diskrimi-
nantinémis funkcijomis (DF). M klasiy atveju jos yra naudojamos poZymiy
erdvés padalijimui. Daugelyje situacijy yra paprasCiau spresti su lygiavercia
tikimybine funkcija nei dirbti tiesiogiai su tikimybémis, pavyzdZiui

g, (x)= f(P(Ql.|x)) , kur f{-) yra monotonikai didéjanti funkcija. g,(x) yra
vadinama diskriminantine funkcija. Remiantis ankstesniais sarySiais, formulei
(2.1) gauname sekancia ekvivalencia iSraiSka arba, paprasSiau, sprendimo tai-
sykle: x priklauso klasei €, jei

g, (x)>g,(x) Vj=i. (2.2)

Darant prielaida, kad R, R, yra kaimyniniy regiony, tada jie gali buti atskirti
hyperplokStuma daugiamatéje erdvéeje (angl. multidimensional space). Formu-

l¢, apibréZianti atskyrimo plokStumg yra:
gij(x):gi(x)—gj(x)z(), Lj=12,...M i#]j. (2.3)

Diskriminantinés funkcijos yra labai naudingos tada, kai sprendZiama su Gauso

tikimybine tankio funkcija, kuri apibréziama Sitaip:
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1 _ :
p(x|Ql.) = .‘1/2 exp(—a(x—,ul.)T Zil(x—,ul.)j, i=1,...M

1

kur 4 yra vidurkio reikSmeé ir 2. kovariacijy matrica klaséje €;. Kovariacijy

matrica yra apskaic¢iuojama pagal formule

%, = E[ (x- ) (x- )" |
Toliau renkamés monotoning logaritming diskriminanting funkcija In(-)
g,(x)=In(p(x[2,) P(Q,)) =In p(x|Q ) +In P(,)
tokiu biidu normaliojo tankio funkcijai yra gaunama

061~ e )

kur ¢, =—(n/2)In27z—(1/ 2)ln‘2i‘ yra konstanta (Bise 2004).

Taigi, metodo esmé yra tokia: kiekvienai grupei sudaroma klasifikavimo
funkcija, ir objektas priskiriamas tai grupei, kurios klasifikavimo funkcija, ob-
jekta atitinkan¢iam stebiniui, jgyja didZiausia reik§me (Cekanavi¢ius and Mu-

rauskas 2008).

2.3. Bajeso diskriminantinés funkcijos

Svarbiausias darbo uzdavinys yra klasifikuoti Gauso atsitiktinio lauko stebinius
{Z (s):seDc RZ} , kur stebinio Z(s) modelis klaséje Q, yra apibréZtas for-

mule (1.1).

Darant prielaidas, kad klasés visiSkai apibréztos, taip pat Zinant populiaci-
jos apriorines tikimybes m;, m,, (m+m=1), Bajeso diskriminantiné funkcija
(BDF), minimizuojanti klaidingo klasifikavimo tikimybe, yra suformuota pagal
salyginio tankio santykio logaritmg (Fukunaga, 1990).

Kai Z, yra nepriklausomas nuo mokymo imties, tada BDFI pagal McLach-

lan (2004) yra apibréziama:
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1 2
Wk(ZO):(ZO_E(ﬂl+ﬂ2)j(ﬂl_ﬂ2)/a +y(k) (2.4)

kur y(k)=In(7 (k)/z,(k)), Zy - Klasifikuojamo stebinio poZymis. s, — pir-
mos klasés pozymio reikSmiy vidurkis, g, — antros. r,(k), x,(k) — apriorinés
klasiy Zymiy tikimybés.

Tai atvejis su Zinomais parametrais.

Taciau praktiSkai klasifikuojant objektus labai daZznai populiacijos paramet-
rai yra nezinomi. Tokiu atveju yra naudojami jy jvertiniai, o pacios funkcijos
yra vadinamos jterptosiomis Bajeso diskriminantinémis funkcijomis (PBDFI).
Taigi, jterpta Bajeso diskriminantiné funkcija, kai Z, nepriklauso nuo mokymo

imties 7=t yra

W26 =( 23 () (- )64 0. 2

A

H,

A~ r p-1 -1y p-1 I[ll
f=X'R'X)'X'R'Z =[ j
6'=(Z-X DR Z-X )] (n-2)

kur ]/(k)ZIIl(ﬂl(k)/?Zz(k)), 7, (k), 7,(k) — apriorinés tikimybés (k nurodo
skirtumg tarp skirtingy klasiy stebiniy skaiiaus), R — koreliacijy matrica tarp
mokymo imties stebiniy. X — plano matrica, turinti n eilu¢iy ir stulpeliy tiek,
kiek klasiy. Dydis n — mokymo lokacijy, susiety tam tikra kaimynystés schema
su Zy, skaicius.

Tai atvejis su dalinai Zinomais parametrais.

Koreliacijy matricos pavidalas:

T ha Fin

r. r. r.

21 22 2
R=| 7 s

rnl rn2 T rnn
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kur r;; — koreliaciné funkcija tarp taSky s; ir s}, i, j=1,...,n. Sio darbo realizacijos
dalyje naudojama eksponentine KF, apibrézta formule (1.2).

Dydis X, — plano matrica, kurios elementai imami 1S aibés {0,1}. Sios mat-
ricos eiluciy skaicius atitinka mokymo imties elementy skaiCiy, o stulpeliy
skai¢ius — klasiy skai¢iy. Plano matricoje elementas jgyja 1-o reikSme kiekvie-
noje eilutéje ties tuo stulpeliu, kurig klas¢ jis ir atitinka. Plano matricos suda-

rymas pateiktas sekanciu pavyzdZziu (pav. 2.2).

07 @ ®

s10
O | :I [ } i
s6 s7
sB

2.2 pav. Tasky iSsidéstymas, kur s, — klasifikuojamas taskas, balti
skrituliukai — pirmos klasés taskai, o skrituliukai su Zvaigzdute — antros
klasés taSkai.

Pagal pav. 2.2 pateiktg schema, kur sy, 55, 53, 4, S6, 57, 3, yra taSkai priklau-
santys pirmai klasei, o ss, 59, 519 — antrai klasei, sudaroma sekanti plano matri-

ca:

- - O O O = O O O O

O O == = O = = =
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Y =(s,),....Y(s,)) — zymiy vektorius, Z =(Z(s,),...,Z(s,)) — poZymiy
vektorius. 7' =(Z',Y") — mokymo imtis.

Vektoriaus Z, modelis duotam Y, =y, yra
Z=X u+kE, (2.6)

kur X = — plano matrica, u'=(,,p,) ir E yra n-vektorius atsitiktiniy paklaidy,

turin¢iy Gauso pasiskirstyma N, (0, O'ZR) .

2.4. Priklausomybés nuo mokymo imties jvedimas

Skyrelyje 2.3 apraSytos Bajeso diskriminantinés funkcijos, taikomos tada, kai
klasifikuojamas taSkas yra laikomas nepriklausomu nuo mokymo imties. Ta-
¢iau daznai taikomais atvejais mokymo imtis ir klasifikuojamas taskas yra ta-
me paciame erdviniame koreliuotame lauke, todél j aptartas diskriminantines
funkcijas naudinga jvesti klasifikuojamo tasko erdving priklausomybg¢ su mo-
kymo imtimi (Duc¢inskas 2009), (Stabingien¢ et al. 2010).

Tarp klasifikuojamo stebinio poZymio Z; ir poZymiy vektoriaus Z kom-
ponenty, erdviniy koreliacijy vektoriy pazymésime dydziu ry. Kadangi Z, yra
koreliuotas su mokymo imtimi, todél naudojame salyginj Z, Gauso pasiskirs-

tyma duotai mokymo im¢iai T =¢(Z = z,Y = y) su vidurkiu
py=E(Z,]T=t:Y(s)=1)=p,+ay(z,— X u), =12
ir dispersija
i =V(Z,|T =1:Y(s,) =1)=0"R,,,
kur o) =R, R, =1-r/R'r,. Cia ry - koreliacijy vektorius, apibréZtas auks-

Gau 7y =(r, 1n, - 1, ),kur ry yrakoreliacinés funkcijos reiksmes.

Prielaida 2.1 Klasiy Zymés Y ir Y(so) seka i§ Markovo atsitiktinio lauko
(MRF) modelio, kuriame lokacijos i§ srities D, yra susietos viena su kita per

kaimynystés sistema.
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Prielaida 2.2 Salyginis pasiskirstymas Y(s;) Zinomam k=k yra nusakytas

tik pagal Zymes kaimynysteje Ny, t.y.
7w (k)=PX (s)) =1llx=k)=1/(1+exp(=A(k))
w,(k)=1-m(k), k=0,.,K.
Ak)=kp/K,

kur p — klasterizacijos parametras, o r,(k), 7,(k) — apriorinés tikimybés, api-
bréztos prielaidoje 2.2.
Laikant Z; koreliuota su mokymo imtimi, formuléje 2.4 vidurkio ir disper-
sijos dydZius keiCiame saglyginiais vidurkiais ir dispersija, apibréZtais Zemiau.
BDF, Klasifikuojanti Z priklausomg nuo mokymo imties 7=t (k=k), yra

Wi (Zo) = (Zo _%<ﬂ3 + 1y, )j(ﬂg — fty, )/O-gz +y(k) (2.7)

kur y(k) =In(7z,(k)/7z,(k));

w=EZJ)T=tY(s,)=1)=p +ag[zo —Xy(zl D
2

wy =EZ,T=tY(s,)=2)=p, +ag[zo —X}‘[zl D
2

o, =V(Z,T =t;Y(s,)=1)=0"R,,, [=1,2.

PBDF, Kklasifikuojanti Z, priklausomg nuo mokymo imties 7=t (k=k), (Du-
¢inskas 2009) yra:

W, (Zy:1:6%) = (zo —%(ﬁfﬁ + ity )j(ﬁf; - i,)/65+ 7t (28)

i =E(Z, |T=t;Y(s0)=1)=,&l+ag£zn -X, ('lfl D
Hy

() A ] Il/ll

i, =E(ZOIT=t;Y(s0)=2):,u2+aO[zn—X}(A jj

Hy
6o =V(ZT =t;Y(s,)=1)=6"R,,.
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Tai atvejis, kai neturédami tikry parametry reikSmiy formuléje 2.4, jter-

piame jvertinius.

2.5. Empirinis klaidingo klasifikavimo vertinimas

Klasifikuojant stebinius labai svarbu jvertinti kaip tiksliai tai atlieckama. Vaizdy
analizéje daznai taikomos tokios charakteristikos, kaip bendras klasifikavimo
tikslumas bei klaidingo klasifikavimo tikimybiy jverc¢iai. Naudojant Bajeso
diskriminantines funkcijas naudinga jvertinti Bajeso klaidos tikimybes, nes
prie skirtingy situacijy suklystama nevienodai (tam turi jtakos mokymo imties
dydis bei statistiniy parametry reikSmes).

Klasifikavimo kokybe taip pat nusako ir klaidingo klasifikavimo tikimybiy
jverciai, kurie parodo, kokia yra tikimybé suklysti klasifikavimo metu kiekvie-
nai 1§ klasiy (Cekanavi¢ius and Murauskas 2008).

Dviejy klasiy atveju klaidingo klasifikavimo tikimybiy p|, ir p;, iverciai
apskaic¢iuojami pagal formule:

=12 (2.9)
n

2
¢ia n, - antros klasés stebiniy skaiCius, n/, - antros klasés klaidingai suklasifi-

kuoty stebiniy skaicius.

" (2.10)

/\' _
P =
n,

¢ia n, — pirmos klasés stebiniy skaicius, n), — pirmos klasés klaidingai suklasi-
fikuoty stebiniy skaicius.

p,, ivertina tikimybe stebinj priskirti pirmai klasei nors i$ tikryjy jis pri-
klauso antrai, o p,, jvertina tikimybe stebinj priskirti antrai klasei kai jis pri-
klauso pirmajai. Kuo klaidingo klasifikavimo tikimybé maZesné abiems kla-
séms, tuo klasifikavimas atliktas tiksliau.

DaZnesnis klaidy tikimybiy lygio jvertis (Hiardle and Simar 2003) yra pa-

teiktas sekancia iSraiSka
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1y, (2.11)
n,+n,

Kita klasifikavimo kokybés jvertinimo charakteristika yra bendras klasifi-

kavimo tikslumas (angl. overall accuracy of classification). Si charakteristika

parodo kokia dalis yra suklasifikuota teisingai. Bendro klasifikavimo tikslumo

jvertinys:
é =t (2.12)

Cia n, — teisingai suklasifikuoty stebiniy skaiCius, o N — bendras stebiniy skai-
cius.
Tokie empiriniai metodai veda j pernelyg optimistiSkus vertinimus, taciau

tai yra gruboki kokybés matai diskriminantinei taisyklei.

2.6. Klasifikatoriaus veikimo vertinimas

Atpazinimo ciklas prasideda duomeny rinkimu, po to pradiniy duomeny apdo-
rojimo analize, o tada klasifikavimo taisyklés (klasifikatoriaus) parinkimu.
Klasifikatoriaus veikimas yra svarbus aspektas objekto (Sablono) atpaZinimo
cikle. Tad nattraliai kyla klausimai, tokie kaip: kaip gerai klasifikatorius veikia
palyginus su konkuruojanciais? Kaip pagerinti klasifikatoriy veikimg? Tad to-
kie klausimai atsakymus randa klasifikatoriy veikimo vertinime (angl. perfor-
mance assessment). Klasifikatoriaus veikimo vertinimas daZnai yra atskira da-
lis, nors turéty biiti klasifikatoriaus konstravimo (angl. classifier design) dalis,
nes konstruojant klasifikatoriy svarbu numatyti, kaip jis ,.elgsis® prie skirtingy
statistiniy parametry reikSmiy, prie skirtingy klasiy kaimyny skaiciaus ar prie
skirtingy erdviniy im¢iy plany (angl. spatial sampling design).

Klasifikatoriaus konstravimo ir jo veikimo vertinimo dalys yra atskiros
galbiit todel, kad kriterijus, naudojamas klasifikatoriaus konstravimui dazZnai
skiriasi nuo kriterijy, naudojamy jiems vertinti. PavyzdZiui, sudarant diskrimi-

nanting taisykle, galime rinktis parametrus pagal taisykle, optimizuojanciag ma-
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tavimo kvadratines paklaidas, o taisyklés veikimg vertiname naudojant skirtin-
gas atlikimo priemones, tokias kaip klaidy tikimybes (angl. error rate).

Klasifikavimo taisyklés veikimg nusako tokie aspektai: 1) taisykles atski-
riamumas (angl. discriminability) (kaip ji gerai klasifikuoja nematytus duome-
nis), 2) taisykles patikimumas (angl. reliability) — tai yra matas (priemong),
kaip gerai ji jvertina (nustato) klasés priklausymo (angl. class membership)
aposteriorines tikimybes.

Nemazai yra priemoniy klasifikavimo taisyklés atskiriamumui vertinti, ta-
Ciau daZnesnés — klaidingo klasifikavimo tikimybés (angl. misclassification
rate) arba tiesiog klaidy tikimybés. Klaidy tikimybés daznai vertinamos pagal
turimus duomenis, nes bendrai, nelengvas uzdavinys yra gauti klaidy tikimybiy
analiting iSraiSkg (Webb 2002).

Siame disertaciniame darbe yra pateiktos i§vestos klaidy tikimybiy analiti-
neés iSraiSkos Bajeso diskriminantinéms funkcijoms. Jos reikalingos tam, kad
jvertinti $iy funkcijy veikimg. Be to, svarbu paminéti, kad daugelis autoriy tyré
BDF veikima, taciau netyre Siy tikimybiy priklausomybiy nuo statistiniy para-
metry reikSmiy, kas ir yra pateikta Sio darbo skaitiniuose pavyzdziuose.

Prie§ pateikiant keleta populeresniy klaidy tikimybiy jvertinimy tipy, pa-
zymésime reikalingus dydzius. Mokymo duomenys (angl. training data)
T'=(Z'Y'"). Z=(Z(s),...Z(s,)) — pozymiy vektorius. ¥ =(Y(s)),....Y(s,))’
— Zzymiy vektorius, Y(s,), =1, jei Z(s)eQ, ir Y(s), =0, jei Z(s)eQ,.
Pazymésime Q(Y(s,)) besalyging klasés Zyme. Sprendimo taisykle sudaryta
naudojant mokymo duomenis pazymésime 7(z,;T) (77 yra klasé | kurig yra
priskirtas z, poZymis pagal sudaryta klasifikatoriy naudojant mokymo duome-
nis 7=t). Nuostoliy funkcijg paZymesime Q(Q(Y(s)), n(zO;T)), t.y.

0, jei Q(Y(s))zf](zo;T) (klasif . teisng.)
1 (priesingu atveju)

0(a(r(9).n(a.7) |

Tariamoji klaidos tikimybé (angl. apparent error rate) e, kur klaidy tiki-

mybei jvertinti naudojama numatyta aibé (angl. design set)
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n

e, =12Q(Q(Y(sl.)), n(Z(si);T)).

n =

Ivertis gali buti grieZtai optimistiSkai SaliSkas ypac¢ sudétingiems klasifika-
toriams ir mazai duomeny aibei. Didinant mokymo im¢iy skai¢iy sumaZinamas
SaliSkumas.

Faktineé klaidos tikimybé (angl. true error rate) arba tikroji (angl. or actual
error rate or conditional error rate) er, — tai klasifikatoriaus, klaidingai klasi-
fikuojancio atsitiktinai parinkta objekta, tikétina tikimybé. Tai klaidos tikimybeé
su be galo didele bandymo aibe sudaryta i§ to paties skirstinio kaip mokymo
duomeny.

Vidutiné klaidos tikimybé (angl. expected error rate) eg, t.y. faktines klai-
dos tikimybeés vidutine reikSmé per tam tikro dydZio mokymo aibes, eg=E[er].

Bajeso klaidos tikimybé arba optimali klaidos tikimybé eg — tai faktines
klaidos tikimybés teorinis minimumas, reikSme faktinés klaidos tikimybeés jei
klasifikatorius sudarytas i$ teisingy grupés priklausymo aposterioriniy tikimy-

biy (Webb 2002).

2.7. Tiksli klaidos tikimybé Bajeso diskriminantinei funkcijai

Siame skyrelyje yra i§vesta tikslios klaidos tikimybés formulé izotropinés (pri-
klausancios nuo atstumo, bet ne nuo krypties) eksponentinés erdvinés korelia-
cijos atveju. Tai atlikta panaikinant nepriklausomumo prielaida, t.y., paprastai
erdviniame klasifikavime daZznai laikoma, jog poZymiy stebiniai priskiriant
klasiy Zymes yra nepriklausomai pasiskirste (daznai praktiskai pasitaiko, jog
erdvéje taSkai yra Salia vienas kito, todél tikétina, kad jie koreliuoja). Taigi, Si
nepriklausomumo prielaida yra panaikinta, remiantis stacionariu Gauso lauko
modeliu poZymiy stebiniams ir dar, laikome, jog klasiy Zymiy vektorius seka i
Markovo atsitiktinio lauko modelio (vaizdy analizéje jprasta laikyti, jog klasiy
zymes tenkina MRF modelis). ISvestos tikslios klaidos tikimybés priklausomy-
bé nuo statistiniy parametry reikSmiy yra tiriama statistiSkai Markovo atsitikti-

niams laukams su pirmos eilés kaimyny sistema.
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Pagrindinis Sio darbo tikslas yra klasifikuoti Gauso atsitiktinio lauko stebi-
nius {Z(s):seDch}.
Stebinio Z(s) modelis klas¢je €, yra

Z(s)zx'(s)ﬂl+8(s), (2.13)

kur x(s) yra gx1 dydZio neatsitiktiniy regresoriy vektorius ir 5, yra gx1 dy-
dZio parametry vektorius, /=1,2. Klaidos narys yra nulinio vidurkio stacionarus

Gauso atsitiktinis laukas {g(s):seD} su kovariacine funkcija, apibrézta se-

kanc¢iu modeliu visiems s,u € D

cov{g(s),g(u)} = O'ZF(S —u) ,

kur r(s-u) yra erdvinés koreliacijos funkcija ir o yra dispersija kaip mastelio
parametras.

Tegul L={1,2} yra Zymiy aibé (angl. label ser). Klasés, susietos su Z(s)
zymé yra zymima Y(s), Y(s)eL,seD. Tegul$§,K = {si eD; i= ln} yra
mokymo sri¢iy aibé. Tada, aibé T ={(Z(s,),Y(s))) € RxL; i=1,..n} sudaro
mokymo aibe (angl. training set). Problema — klasifikavimas poZymio stebinio
Z,=7(s,) 1viena i§ dviejy klasiy (jvertinimas Y (s,)) su pateikta mokymo im-
timi 7.

Marginalyji Mahalanobio atstumg (angl. marginal Mahalanobis distance)
Zymime Sitaip: A, = ‘x(')( B - ,82)‘ / o . Sis dydis parodo atstumg tarp dviejy ti-
kimybiniy skirstiniy. Si savoka pirma karta paminéta autoriaus Mahalanobio
darbe (Mahalanobis 1936).

Neprarandant bendrumo, tarkime, kad n, lokacijy i§ S, turi Zyme lygia 1 ir
likusios lokacijos n, = n-n; turi Zyme lygia 2 (pirma klasé — 1, o antra klase -
2). Tegul n yra fiksuotas ir n,, n; yra atsitiktiniai kintamieji. Aibé Zymiy ir po-
Zymio reikSmiy apibréziamos atitinkamai, Y, =(Y(s)),....Y(s,)) ir

Z =(Z(s),..,Z(s,))".
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Taigi, vektoriaus Z, modelis konkreciai aibei Y, =y, yra
Z =Xp+E, (2.14)
kur X yra nx2q dydzio plano matrica, ' = (4, ,) ir E yra n-vektorius atsitik-
tiniy paklaidy, turin¢iy daugiamatj Gauso skirstinj N, (0, O'ZR). Plano matrica
X formuléje (2.14) yra apibréZiama
X=X®X,,
kur simbolis @ reiskia tiesioging matricy sumg ir X;, [=1,2 yra n;xqg dimensijos
regresoriy matrica mokymo imciai (TS) 7=t.
Pazymime r, vektoriumi erdviniy koreliacijy tarp Z; ir Z,; R — erdviniy ko-
reliacijy matricg tarp komponenty Z,. Kadangi Z, yra koreliuotas su mokymo
imtimi, naudojame salyginj Z, Gauso skirstinj duotai 7=t (Z,=z,) su vidurkiais

u, ir dispersijac;, , apibréZtais sekanéiomis formulémis
ty =E(Z)|T=t:Y(s) =1)=x)8+a(z,- XB), [ =12,
ir
o0, =V(Z,|T =t;Y(s,)=1)=0"R,,.

kur x, = x(s,), a=rR"', R, =1-rR'r,.

Pagal prielaida, kad klasés yra visiSkai nusakytos ir yra Zinomos populiaci-
ju apriorings tikimybés 7z, ir 7, (7, + 7, =1), Bajeso diskriminantin¢ funkcija
(BDF), minimizuojanti klaidingo klasifikavimo tikimyb¢ (ME) yra suformuota
pagal salyginiy tankiy santykio logaritmg (Fukunaga 1990).

Prielaida 2.3. Zymiq vektorius Y ir Y(sg) laikoma, kad seka i§ MRF su tam
tikra kaimyny sistema. Tegul N, kaimynysté s, sudaryta i§ 2K kaimyny.

Be to, tariame, kad kaimyny skai€ius su Zyme i yra atsitiktinis ir Zymimas
m;, i=1,2. ApibréZiame naujg atsitiktinj kintamajji, nusakantj skirtumus tarp kla-
siy: kK = |m1 —m2|/ 2. Dydis r, pateikia tikimybes reikSméms «, t.y., Kk =k,

k=0,1,....K.
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Taip pat galioja aukSCiau pateikta 2.2 prielaida, t.y.: salyginis skirstinys

Y(s¢) duotam x =k yra apibréziamas pagal Zymes kaimynystéje N, tokiu budu:
7w (k)=PX (s)) =1l =k)=1/(1+exp(=A(k)),
wy(k)y=1-7x(k), k=0,....K,

kur A(k)=kp/ K, o p — neneigiama konstanta vadinama klasterizavimo pa-
rametru (Nishii and Eguchi 2006). Neneigiamas parametras p pateikia klasiy
Zymiy erdvinés priklausomybeés laipsnj.

Tada BDF duotam 7=t ir xk =k yra

!

W, (2,)= (Zo —%(#E +ﬂ§t)j (4 —18,) [0 + 7y (2.15)

kur y(k) =In(7,(k)/7,(k)) = A(k).
2.1 Apibrézimas Bajeso diskriminantinei funkcijai (BDF) W, (Z,) salygi-

n¢ klaidos tikimybé P, () yra apibréZiama

P (1) = iz, (k)P (1), (2.16)
kur
P.(1)= P((—l)’ W, (Z,))> 0¥ (s,) = 1), [=1,2. (2.17)

P, (¢) yra tikimybé stebinio reikSme Z, priskirti ne tai klasei (kai diskrimi-
nantinés funkcijos Wy, (Z,) reikSm¢é¢ yra didesné uz 0O, priskiriame stebinj Z,
pirmai klasei, kai W (Zy) < 0 — antrai).

Salyginis Mahalanobio atstumas pateikiamas tokiu budu
Ay, :|<:u3 _/Jgt)l/O-OI =2y /R,

kur A, =|x,(8, - B,)| /o> Ry, =1- 1R 7.

Akivaizdu, kad A, priklauso nuo 7 tik per S,,.
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Lema 2.1. Tarkime, kad poZymiy vektorius Z, seka i§ modelio (2.14) ir
klasés Zymiy vektorius — 1§ MRF, detalizuoto prielaidose 2.3 ir 2.2, tokiu atve-

ju salyginé klaidos tikimybé funkcijai W, (Z,) (BDF) yra Py(t)

2
P(t)=r, (k)@(—AOn /2+(~1) /1(k)/A0n) . (2.18)
=1
Irodymas. Naudojant normaliojo skirstinio savybes 1§ 2.17 turime
P(t)= @(—AOn 2+(=1) Ak)/A,, ) (2.19)

Tada jterpdami Sig formule j (2.16), uzbaigiame lemos 2.1 jrodyma.
IS 2.17 gaunamas 2.19.
> T=t

(t) | _ N ( l(’) 2< 3 #0’ )j <#3 ﬂo’ )%)—02’ 7/( );
T=t 2
(V3 ((' 3‘ / ;t)/c Ol‘)

Z, |Q, - N(:u/?; O-(i)

W

tk

E(Zo) :1”/?

E(W,k)z(ﬂ,? —;(ﬂﬁ +ﬂ§,)j (14 —#3,)/03, +7 (k)
o ,0)?
D) = (s~ = 2]
0t
Mahalanobio atstumas: A, = ( U — ty, ) / o,

Normaliojo skirstinio savybés
P(X < x)=D(x)

P(X > x)=1-®(x)
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®(x)~ N(0.1)
I klasé: 1=2, nes skai¢iuojame klaida

oo s | o

[ E(W, )J (ﬂzt ;(ﬂﬁ+ﬂ§,)j(ﬂ3—ﬂ§,)/0§,+7(k)
) =)

oo () — 113,

{ lult +/”2t)j(/u1(; _ILl;)t)GOt ]/(k)o-o

0 1 0 0 1 0 0 0
oy, _7(llllt + /u2t)j ((_ﬂlt —Hy t 2/’th )j
NICE RCINLE A(8)

2 A

_o AMJ

(13
IT klase: /=1, nes skai¢iuojame klaida

P(W, <0) = (W,k E(W,) _0- EW,k)] [ E(W,k)]

D(W,) D(W, D(W,)

tk tk

(ﬂﬁ —;(MO, +ﬂ§))(ﬂ3 —ﬂzor)/"ozr +A(k)

:@— =

\/(Il'll(; - /ugr )2 /O-(?r
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) L
:(D — 2 0 N 0 B 0 0 B
O'O,(,Ul, /uzf) ('u“_'uz')

1
| a2 |

<

2.2 Apibrézimas Tiksli klaidos tikimybé aptartai klasifikavimo procedirai
W, (Z,) yra apibrézta kaip By (S,)=E,(P,(T)). kur Er reitkia vidurk] atsi-
Zvelgiant | T skirstinj.

Lema 2.2 Pagal lemos 2.1 prielaidas duotam {7, } tiksli klaidos tikimyb¢

EER (angl. exact error rate) funkcijai W, (Z,) yra

B (S,)=m,D(-A,, /2)+

K 2 2.20
123" 7w (KD (A, 12+ (=)' Ak)/ A, ) (2:20)

k=1 I=1
Irodymas. Formulé seka vidurkinant iSraiSka P(7), pateikta (2.18), skirtin-
goms atsitiktinéms k reikSméms su tikimybémis 7, , k=0,1,...,K ir pastebint,
kad A(0)=0. 7, nusako kiek tikétina, kad skirtumas tarp skirtingy klasiy taSky
yra k.
Pavyzdyje skaitiSkai analizuojama tikslios klaidos tikimybés P, (S,) pri-
klausomybé nuo tam tikry statistiniy parametry reikSmiy. Tarkime D yra dvi-

maté gardelé ir S, ={(0.1),....(~L—1)}, S, =(0.0). Pazymime, kad S; yra ant-
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ros eilés kaimyny aibé su §,. Laikysime, kad MRF yra susietas su pirmos eilés
kaimynystés sistema t.y., K=2 ir N, ={(0.1),(1,0),(0,-1),(~10)}.

Aptariame modelio (2.14) atveji su pastoviais vidurkiais ir izotropine eks-
ponentine erdvinés koreliacijos funkcija r(h) = exp{—|h| / a} .

Tikslios klaidos tikimybeés (formulé(2.20)) reikSmes, skirtingoms klasteri-
zavimo parametro p reikSméms ir koreliacijos ploCio parametrui a, esant fik-

suotam A, ir {7, }, pateiktos lenteléje 2.1.

Lentelé 2.1. ReikSmeés Py(S,) su A, =0,2 ir 7,=0,6, 7, =0,3, 7, =0,1

; * 0.5 1 1.5 2 25 3

0 045877 | 045110 | 044271 | 043503 | 0.42805| 0.42166
0.2 045562 |  0.44843 | 044043 | 043302 | 042624 | 0.42000
0.4 0.44698 |  0.44095 | 043394 | 042725| 042100 | 041518
0.6 043462 | 0.42980 | 042410 | 041834 | 041284 | 0.40761
0.8 042014 | 0.41655| 041191 | 040712 | 040240 | 0.39783

1 0.40457 | 040189 | 039824 | 039432 | 039036 | 0.38643
1.2 038851 | 038656 | 0.38372| 038055 | 037725| 037392
1.4 037235 | 037096 | 036879 | 036625 | 036353 | 0.36072
1.6 035633 | 0.35537| 035374 | 035173 | 034950 | 0.34715
1.8 034060 | 033997 | 033878 | 033721 | 033540 | 0.33345
2 032529 | 032490 | 032405 | 032285 | 032140 | 0.31979

Lenteléje 2.1 yra matyti, kad tiksli klaidos tikimybé silpnai atskirtoms kla-
séms (Ay=0.2) yra monotoniSkai maz¢janti keiciantis parametrui o su fiksuota
p reikSme. Taip pat galima teigti, jog stebiniai su stipresne erdvine priklauso-
mybe gali biti tiksliau klasifikuojami.

Stipriau atskirtoms klaséms (Ay=1) vyrauja panasios tendencijos (lentel¢je
2.2)

Taigi, skaitinés analizés rezultatai pateikia stiprius argumentus teigti, kad
didesnis klasiy Zymiy klasterizavimas ir stipresné erdvin¢ koreliacija tarp ste-

biniy poZymiy uZtikrina mazesnes erdvinés klasifikacijos paklaidas.
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Lentelé 2.2. ReikSmés Py(S,) su A, =1 ir 7, =0,6, 7, =0,3, 7, =0,1

, * 0.5 1 1.5 2 25 3

0 030237 | 026946 | 023562 | 020671 018229 | 0.16151
0.2 030180 | 026901 | 0.23526| 020642 | 0.18205| 0.16130
0.4 030011 | 026766 | 023419 | 020554 | 0.18131| 0.16068
0.6 029735 | 0.26545| 023243 | 020410 018011 | 0.15965
0.8 029358 |  0.26243| 023002| 020212] 0.17845| 0.15824

1 0.28891 | 025866 | 0.22700 | 0.19964 |  0.17638 | 0.15648
12 028343 | 0.25422| 022343 | 0.19671| 0.17391 | 0.15438
1.4 027726 | 024919 021938 | 0.19337| 0.17111| 0.15199
1.6 027052 | 024367 | 021491 | 0.18967 |  0.16800 | 0.14933
1.8 026334 | 023775| 021009 | 0.18568 |  0.16462 | 0.14645

2 025581 | 023150 | 020499 | 0.18143 |  0.16104 | 0.14338

2.8. Tikétinos klaidos tikimybés aproksimacija

Siame skyrelyje pateikta tikslios klaidos tikimybés formulé, kuri i§vesta Bajeso
diskriminantinei funkcijai, o dalinai Zinomy parametry atveju (vidurkiai ir dis-
persija neZinomi) yra pateikta aproksimacija tikétinos klaidos tikimybés, susi-
jusios su jterpta BDF. Minéty klaidos tikimybiy priklausomybé nuo statistiniy
parametry reikSmiy ir aptarty modeliy yra iStirta skaitiSkai mokymo lokacijy
aibei, sudarant antros eilés kaimynyste klasifikuojamo stebinio lokacijoms.

Pagrindinis darbo tikslas klasifikuoti poZymiy stebinius, modeliuojamus

stacionariu Gauso atsitiktiniu lauku {Z (s):seDc Rz} .

Stebinio Z(s) marginalinis modelis klaséje Q, yra

Z(s)=u+¢(s),
kur g, pastovus vidurkis, o klaidos narys nulinio vidurkio stacionarus Gauso
atsitiktinis laukas {8(s) 1S € D} su kovariacine funkcija.
Tegul L={1,2} Zymiy aibé. Lokacijos Zymé s e D susieta su Z(s) yra at-

sitiktinis kintamasis. Y (s) jgyja reiksmes i§ L. Tegul S, ={s, € D;i=1,...,n}
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mokymo lokacijos. Aibé Y =(Y(s,),....Y(s ) — Zymiy vektorius ir
Z=(Z(s,),....,Z(s,)) —poZymiy vektorius.

Vektorius 7' = (Z 'Y ’) vadinamas mokymo imtimi.

Tarkime, kad atvejis {T =1} yra ekvivalentus atvejui {Z =z} {¥ =y},

kur ¢, z, y yra realizacijos atitinkamy atsitiktiniy vektoriy.

R — erdviniy koreliacijy matrica tarp komponenty Z. Tarkime, kad S, yra
fiksuotas, bet Zymes yra pasiskirsciusios atsitiktinai.

Kai Y=y, S, yra padalintas j du poaibius, t.y. S, =S"US”, kur S yra
poaibis S, , kur n, yra lokacijos su Zymémis lygiomis /, [=1,2 (n+n, = n).

Tada modelis vektoriaus Z duotamY =y yra

Z=X u+E, 2.21)

kur X, yra nx2 plano matrica, u'=(g,u,) ir E, yra n-vektorius atsitiktiniy
paklaidy, turin¢iy daugiamatj Gauso skirstinj N, (0, O'ZR).

Cia problema yra stebinio Z,=Z(s,), s, €D, s,¢S, Kklasifikavimas
(jvertinimas Y (ss,) ) su pateikta mokymo imtimi 7.

Dydis r, — vektorius erdviniy koreliacijy tarp Z, ir Z . Naudojamas salygi-

nis Z, Gauso skirstinys duotam 7 =t su vidurkiais
py=E(Z,]T=t:Y(s)=1)=p,+ay(Z—-X u), =12
ir dispersija
oo =V(Z,[T =t;Y(s,)=1)=0"R,,.
kur o = rO'Rf1 , R, =1- rO'Rfer.
PaZzymime Zymiy vektoriaus Y pasiskirstyma {7[( y) = P(Y = y)} .

Prielaida 2.4. Sqlyginis skirstinys Y(s,) duotam T=t priklauso tik nuo

Y =y, (Zzymiy realizacijos) t.y.

7 (y) = P(Y(sy)=11T =1),l =1,2.
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Pagal prielaida, kad klasés yra visiSkai tiksliai nusakytos, BDF (Fukunaga,
1990), minimizuojanti klaidingo klasifikavimo tikimybe, yra suformuota pagal
salyginiy tankiy santykio logaritmg, aprasSyta auks¢iau.

Taigi, BDF, skirta klasifikuoti stebinj Z,, kai duota mokymo imtis 7 =1,

yra

!

w.(z,)= (Zo —%(uﬁ + ﬂS,)j (= t) o +7(») (222

kur y(y) =In(z,()/7, ().
Si situacija vadinama pilnai Zinomy parametry atveju.

Salyginis Mahalanobio atstumas duotam 7 =7 yra
Ay, :|<,u3 —,ugt)|/0'0t =2y /R, »

kur A, :| M — ,u2| / o yra marginalinis Mahalanobio atstumas. Akivaizdu, kad
A,, priklauso nuo S, , bet nepriklauso nuo z.
Salyginé Bajeso klaidos tikimybé (duotam 7 =) klasifikuojamo Z, pagal

BDF W,(Z,) yra
Py(t) = lilyzl(y)cb(—AOn /2+ (1Y 7/(y)/A0n), (2.23)

kur @(-) standartiné normaliojo skirstinio funkcija.

Tiksli Bajeso klaidos tikimybé funkcijai W, (Z,) yra
2
E; (Py(T) = 3 3 20w (NO[- 80, 12+ (D 70/ 8y, ). 224)
}7 =

kur E, reiSkia vidurkj pagal T skirstinj ir k skirtumus tarp klasiy.
Tarkime, kad { ,u,} ir o’ yra nezinomi parametrai ir turi bti jvertinti i3

mokymo imties 7.
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Tegul i1 ir & jvertiniai y ir o, paremti mokymo imtimi 7 =¢ PaZymé-
kime trijy parametry vektoriy dydziu ¥'= ( ,u,O'Z) ir vektoriy trijy jvertiniy
¥ =(0.6%).

Iterpta BDF (PBDF) yra gauta pakeiiant parametrus funkcijoje BDF jy

jvertiniais, paremtais mokymo imtimi 7 =¢. AukSc¢iau apibréztai klasifikavimo

problemai PBDF yra
~ 1/(. n N A A
W, (20: %)= [Zo —E(ﬂﬁ + )j (a8 - 23, )63 + 7. (2.25)
kur 2 = E(Z,|T =t:Y(s,) =1) =y, + &y (2, - X 1), [ =1,2
ir
6o, =V(Z,[T =t;Y(s,) =1)=67R,,.
Aptartu atveju, tikroji (faktine) klaidos tikimybe (Ducinskas, 2009) funkci-

jai W, (ZO;\i’) yra apibréZta

7, ([0, 1)), (2.26)

Mo

p(¥)-

/

1

ir

~ 1,. . . .

0,(1)= (—1)’((/1,? A+ )jsgn(ﬂfi “A) o
+7/(y)6-§r/ | /:21? _I&Sr |)/O-0r

2.3 Apibrézimas Tikrosios klaidos tikimybés vidurkis (ET {PI (‘i’)}) atsi-

Zvelgiant j bendra skirstinj 7, E, {P(‘i’)} , yra vad. tikétina klaidos tikimybe.

Tikétina klaidos tikimybé (EpER) naudinga nurodant funkcijos PBDF vei-
kimo orientyrg, nes tai yra faktiSkai suformuota i§ mokymo imties. Vadinasi,

EpER Z, klasifikavimo problemai pagal PBDF yra

A

Er (PT (\P)): E, {lilyzl (Y)@(Ql (T))} . (2.28)
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Lema 2.3 Tarkime, kad klasifikuojamas stebinys Z, pagal PBDF apibrézta

formule (2.21) ir asimptotiné aproksimacija EpER apibrézta formule (2.28) bei

remiantis teoremos (Ducinskas 2009) prielaidomis, turime:

AER, =YY 2(0)m (D (-4, 12+ (1) 7(3) 1 4,,) +
2 (2.29)

22 m(WMEMHQONCH+27° ()] (n=2)/ A,

kur ¢(-) yra standartinio normaliojo tankio funkcija ir

C(y)=ARAA, [ pys A=X 00— HI2+y(y)G/Aon.

on

Aibé H=1,1)",G=(1,-1)".

Irodymas. Lemos jrodymas yra paremtas iSraiSkos P, ) (2.26), (2.27)
Teiloro eilutés i§plétimu apie = i1 ir 6 = o taskus.

Tokiu atveju atsizvelgdami | Teiloro pagrindinio nario vidurkj (expecta-
tion) baigiame lemos jrodymga. Detalesné informacija teoremos jrodymo yra
darbe (Ducinskas 2009).

Zemiau esanciose lentelése skaitiskai yra analizuojama tikslios klaidos ti-
kimybés priklausomybé nuo tam tikry statistiniy modelio parametry reikSmiy.
Tarkime D yra dvimaté taisyklinga gardelé su vienetiniu proporcingu didinimu,
S, =(0,0) ir S5 — antros eilés kaimyny aibé su Sp.

Aptariamas modelio (2.21) atvejis su pastoviais vidurkiais ir izotropine
eksponentine erdvinés koreliacijos funkcija r(h)= exp{—|h| /a}, kur a plogio
parametras.

Aibé Y, =Y (s,), v, = y(s,), i=1,...,n. Tarkime, kad salyginis skirstinys

Y(s,) duotam Y =y yra

7, (y)=PX(s,)=11Y =y)=1/(1+exp(p(1-2n, / n)),

ir apriorinis klasiy Zymiy skirstinys yra z(y) =7, /Cy', kur
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#(i:yi =1, i=1,...,n), ir ., :P(

Si{y =1}=n

j, n=0,..,n.

Lentelé 2.3. ReikSmés AEP, su Ay=0.2, m,=0.5, m3= 715=0.15, m,= ms=0.1

o
P 0.5 1 1.5 2 2.5 3

0.2 0.45828 0.45023 0.44223 0.43495 0.42832 0.42224
04 0.45462 0.44710 0.43959 0.43274 0.42651 0.42078
0.6 0.44917 0.44231 0.43548 0.42926 0.42364 0.41844
0.8 0.44256 0.43633 0.43023 0.42479 0.41992 0.41542

1 0.43530 0.42959 0.42420 0.41960 0.41561 0.41194
1.2 0.42771 0.42242 0.41769 0.41396 0.41094 0.40820
1.4 0.42000 0.41505 0.41093 0.40811 0.40614 0.40442
1.6 0.41229 0.40761 0.40408 0.40222 0.40138 0.40078
1.8 0.40466 0.40021 0.39727 0.39641 0.39680 0.39743
2 0.39718 0.39291 0.39056 .390786 0.39251 0.39447

Lentelé 2.4. ReikSmés AEP, su Ag=3, m4=0.5, m3= 115=0.15, m,= m¢=0.1
(24
P 0.5 1 1.5 2 2.5 3

0.2 0.07570 0.03865 0.02005 0.01027 0.00521 0.00263
0.4 0.07687 0.03933 0.02046 0.01051 0.00534 0.00269
0.6 0.07831 0.04018 0.02097 0.01079 0.00549 0.00277
0.8 0.08006 0.04124 0.02158 0.01113 0.00567 0.00287

1 0.08214 0.04252 0.02232 0.01153 0.00589 0.00298
1.2 0.08459 0.04403 0.02319 0.01200 0.00613 0.00311
14 0.08742 0.04579 0.02419 0.01254 0.00641 0.00325
1.6 0.09066 0.04782 0.02533 0.01315 0.00673 0.00341
1.8 0.09434 0.05012 0.02662 0.01384 0.00709 0.00360
2 0.09846 0.05271 0.02807 0.01460 0.00748 0.00380

Skaitinés analizes rezultatai leidZia teigti, kad didelis klasterizavimas (susi-

telkimas) klasiy Zymiy ir stipresné erdviné koreliacija tarp poZymiy stebiniy

garantuoja mazesnes erdvinés klasifikacijos paklaidas.

70




2.9. Vidutiné Bajeso klaidos tikimybé

Skyrelyje aptariama statistinio klasifikavimo problema naudojant daugiamatj
stacionary Gauso atsitiktinj laukg modeliavimui sglyginio tankio duotoms po-
zymiy stebiniy klasiy Zyméms. Klasés yra apibréztos daugiamaciu regresijos
vidurkiy modeliu ir bendra faktorizuota kovariacijy funkcija. Yra iSvesta vidu-
tin¢ Bajeso klaidos tikimybé (EBER) dviejy klasiy atvejui, kai klasiy Zymeés
modeliuojamos atsitiktiniu lauku (RF), paremtu 0-1 divergencija. Laikoma,
kad klasifikuojamas stebinys yra priklausomas nuo mokymo imties. Mokymo
imties dydZio efektas ir statistiniy parametry reikSmiy jtaka klaidos tikimybei
(EBER) yra skaitiSkai iStirta tokiu atveju, kai duomeny erdvin¢ struktiira yra
dvimates taisyklingos gardelés poaibis su vienetiniais atstumais.

Toliau trumpai yra apibréZiami poZymiy bei Zymiy modeliy apraSymai.

Tarkime, kad erdviniai duomenys susideda i§ stebéty poZymio kintamojo

reikSmiy, kurios yra modeliuojamos p-maciu atsitiktiniu lauku
{Z(s):s € Dch}‘.

Laikoma, kad kiekviena lokacija srityje D priklauso vienai i§ klasiy
Q,, Q,. Klasés Zyme ar tiesiog Zymé lokacijai s € D yra Zymima Y(s), ir trak-
tuojama kaip atsitiktinis kintamasis Zymiy aibéje L = {1,2}.

PoZymio stebinio Z(s) klas¢je Q, (t.y. Y(s)=1) modelis yra

Z(s): B,'x(s)+8(s), (2.30)
kur x(s) yra ¢gx1 dydZio neatsitiktiniy regresoriy vektorius ir B, yra gx p dy-
dzio parametry matrica, /=1,2. Reikalaujama, kad B, # B,. Klaidos narys is-
raiSkoje (2.30) yra p-matis nulinio vidurkio stacionarus GRF {8(s) 1S € D} su

kovariacine funkcija apibréZta sekan¢iu modeliu visiems s,u € D
covie(s), e(u)}=r(s —u)z, (2.31)

kur r(s—u) erdvinés koreliacijos funkcija ir £ yra poZymio kovariacijy matri-

Ca.
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Aibée Y =(s)),....Y(s,)) yra mokymo Zymiy vektorius, o
Z =(Z(s,),....,Z(s,))’ mokymo poZymiy matrica. Tod¢l mokymo imtj sudaro
matrica 7 =(Z,Y) dydZio nx(p+1).

Pazymime S, ={s, € D;i=1,...,n} lokacijy aibg, kurioje mokymo imtis yra
imama 7 ir j3 pavadiname mokymo lokacijy aibe. Taip pat vadinama mokymo
imties erdvine struktiira (Sheckar et al. 2002).

Tarkime, kad atsitiktiniy mokymo kintamyjy Y =y ir Z =z realizacijos
atitinka mokymo imties 7 =t realizacijg. Vadinasi mokymo poZymiy matricos

Z skirstinys duotam Y =y yra matric-matis (angl. matrix-variate) normalus

skirstinys, t.y.
Zly=y~N, (X B.R®X), (2.32)

kur X yra nx2q plano matrica, B’ =(B/,B;) yra px2q dydZio vidurkio pa-
rametry matrica.

Cia R reitkia erdviniy koreliacijy matrica poZymiy stebiniams i§ S su
elementais, kurie yra lygis erdvinés koreliacijos r atitinkamoms reikSméms

formul¢je (2.31).

Dydzio nx2q plano matrica X ;| yra suformuota tokiu budu: j pirmuosius ¢
stulpelius jeina poZymiy stebiniy regresoriai i§ Q,, ir | sekancius ¢ stulpelius
jeina poZymiy stebiniy regresoriai i§ Q,.

Toliau darbe aptariama pozymio stebinio Z, =Z(s,), s, €D Kklasifikavi-
mo problema su neZinoma klasés Zyme duotos mokymo imties atveju. Zymé
lokacijai s, yra Zymima Y.

PaZymime tarp Z, ir Z erdviniy koreliacijy vektoriy dydZiu ry ir aib¢ Z"

N Z N R 1, 4,
Z" = 7 ] R = L x, =x(s,), a,=R"r;.
0

0

Tai iSplaukia i% (2.30) — (2.32), kai [ =1, 2

Z'lY=y, Y,=l~N,,,,(X,B.R" ®%), (2.33)
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kur
1 Xy )
Xy =l ;| X =(5”Iq ®5211q)x0,

kur ¢, Kronekerio delta ir 1, vienetiné matrica g eilés. Sglyginis skirstinys Z,

duotam 7 =t yra Gauso, t.y.
Z,T=t, Yy=1~N,(4,.%,,). (2.34)
Salyginiai vidurkiai x yra
ty =EZ|T=tY,=D)=Bjx,+(z-X B, 1=12.  (2.35)
Salyginé kovariacijy matricaX,, apibrézta sekanciai
Sy =Var(Z,\T =1;Y,=1)=R, %, (2.36)
su R, =1-rq,.

Lokacijos s=s, pozymio stebinio Marginalinis Mahalanobio atstumo

kvadratas tarp populiacijy yra
Ao = (' =)= (pf = 1) (2.37)
kur &' =Bx,, [=1,2.
Mahalanobio atstumo kvadratas tarp Z, salyginiy skirstiniy duotam 7 =
yra apibréziamas
Ay, = = a8 )zl - 18, (2.38)
Panaudojus (2.35), (2.36) iSraiskas formulése (2.37), (2.38) gauname
A, =AMLl R,.

Akivaizdu, kad A, priklauso nuo mokymo imties tik per S, .

Laikome, kad mokymo lokacijy aibé (STL) (angl. set of training locations)

S, yra fiksuota, bet Zymés jose yra pasiskirs¢iusios atsitiktinai.
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Taigi S, yra padalinama j tarpusavyje nesusikertanciy poaibiy sajunga, t.y
S, =SPuUs?, kur S yra atsitiktinis S, poaibis, kuriame yra N, lokacijy
skaiCius su Zymémis lygiomis [,/ =1,2. Kadangi N, + N, =n, yra pakankama
naudoti tiktai NV, skirstinj.

PaZymime diskretaus atsitiktinio kintamojo N, skirstinj
{7, =P(N,=j). j=0.1..nf (2.39)

Sios tikimybés kartais yra vadinamos apriorinémis Zymiy tikimybémis.

Vadiname &(y) = {S“),S(z)} erdviniu Zymiy planu (SLD) atitinkan¢iu mo-
kymo Zymiy vektoriaus realizacija Y =y. Akivaizdu, kad &(Y) atitinka Y.
Tarkim, jei Y=y, tada N, =n,i=12,kur n,+n, =n.

Tegul J(/,m) neneigiama divergencija tarp dviejy klasiy Q, ir Q , visiems
m,l =1, 2, tenkinantiems J(/,/)=0.

Apibrézkime Y, salyginj skirstinj duotam Y =y

7,(y)=PX,=1l1Y=y), =12

Cia iSple¢iamas metodas, naudotas autoriy Nishii ir Eguchi (Nishii and
Eguchi 2006), Zymiy skirstinio, paremto S, U s, modeliavimui. Laikoma, jog
zymés Y, skirstinys salyginai pagal Y = y yra apibréZiamas Zymémis 1§ S, ir
divergencija.

Aptariame atvejj kai Zymes Y, salyginis tankis tiesiogiai nepriklauso nuo
S irs,.

Divergencijy vidurkis tarp lokacijos s, (su Zyme /) ir Zymiy lokacijose S,,,

apibréZiamas tokiu budu

All) = ZzlnmJ(l,m) I'n (2.40)
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Prielaida 2.5 Y, salyginis skirstinys duotam Y =y (su N, =n,) yra apibré-

ziamas sekancia formule
2
7, (y) =exp{—pAD)}/ Y exp{-pAk)}, [=1,2, (2.41)
k=1

kur p neneigiama konstanta, vadinama klasterizacijos parametru. Ji parodo
atsitiktinio lauko erdvinés priklausomybés laipsnj. Jei p =0, tada klasés yra
erdvéje nepriklausomos.

Remiantis prielaida, jog klasés yra visiSkai apibréztos, BDF (Fukunaga,
1990) minimizuojanti klaidingo klasifikavimo tikimybe, yra suformuota i§ sg-
lyginiy tankiy (apibréZty ankséiau) santykio logaritmo. Si funkcija Z, klasifi-
kavimui pagal T =¢ yra

!

w.(z,)= (Zo 2 (w+ a )j (=) + ), 242

kur y(y) =In(7,(y)/7,().

Apibrézimas 2.4 Salyginé Bajeso klaidos tikimybé (CBER) yra apibrézta
kaip salyginé tikimybé nuo T =¢, jog atsitiktinis stebinys Z, yra klaidingai su-
Klasifikuojamas pagal BDF W,(Z,). Ja paZymime P,(t).

Lema 2.4 Tarkim, kad Z, salyginis skirstinys, apibréZtas formulése (2.34)-
(2.36) ir Y, salyginis skirstinys tenkina prielaidg 2.5. Tada salyginé Bajeso
klaidos tikimybé, klasifikuojant Z, pagal funkcija W,(Z,) (BDF), yra

Py(t) =Y. 7,(»®(Q, (1)) (2.43)

kur
Q,(1)= _A()n/z"'(_l)l V(Y)/A()n .

Cia ®(-) standartinio normaliojo skirstinio funkcija.
Lemos 2.4 jrodymas tiesiogiai seka i§ apibréZimo 2.4 ir i§ daugiamacio

Gauso skirstinio savybiy.
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Apibrézimas 2.5 Vidutiné Bajeso klaidos tikimybé (EBER) funkcijai
W (z,) yra apibréZiama kaip P, = E,(P,(T)), kur E, reiskia vidurkj atsizvel-
giant j T skirstinj.

De¢l lengvesnés interpretacijos, neprarandant bendrumo, naudojamas tam
tikras kvazi atstumas.

Prielaida 2.6 Kvazi atstumas J(Lm) yra O0-1 atstumas, apibréitas
J(,m)=1-6, , kur o, yra Kronekerio delta.

Pazymime, jog erdvinis modelis su siilomu divergencijos tipu yra dazZnai
naudojamas vaizdy segmentavime (Besag 1986).

Remiantis prielaida 2.6, 1§ formulés (2.41), turime

ﬂl(y) =1/(1+6Xp{—p(l’ll —l’lz)/l’l}),

2.44
ﬂz(y)zl/(1+exp{p(nl—nz)/n}). ( :

AukSciau minétos tikimybeés fiksuotam » priklauso nuo y tik per n,. Taigi

galima pristatyti naujg Zymejima
7 () =7(y), ¥ (m)=y(y). (2.45)
Kadangi atsitiktinis kintamasis N, yra Y funkcija, tai 1§ (2.39) ir (2.45)

gauname, jog  jungtinis  skirstinys  (angl.  joint  distribution)

{P(v = y,Y, = 1)} = {P(¥, = |V = y)P(Y = y)} turi sekanig formg
{P(N,=n.Y,=1)=m/(n)-7,,n, =0,...m; [ =1,2}. (2.46)

Lema 2.5 Prie lemos 2.4 salygy, prielaidos 2.6 ir duotoms apriorinéms ti-

kimybéms {7: j}, funkcijos W, (Z,) tikimybé EBER yra

P - i’%-@(—AO,, [2+ (-1 p(2j/n=1)/A,,)

(2.47)
70 11 (1+exp{(—1)’p(2j/n—1)})

Irodymas. Naudojant prielaidg 2.6, formule (2.46) ir (2.45) | iSraiSka
(2.43) mes gauname sekanc¢ig CBER formule
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P (1) = i;ﬁ(nl)d)(—AOn 2+ (=D'y"(n)/A,,) (2.48)

IS formulés (2.46) matome, jog CBER priklauso nuo 7 =1 tik per N, =n,.
Taigi galime pakeisti P,(T) vidurkinima, atsiZvelgiant j T skirstinj jj suvidur-
kinant pagal N, skirstinj, apibréztg (2.39) formule. Lemos 2.5 jrodymas yra
gaunamas panaudojant formules nuo (2.44) iki (2.46) iSraiSkoje (2.48).

» Tikimybes 7, (y) ir 7,(y) gausime i§ prielaidos 2.6 ir formulés 2.41:

Divergencija:
J(l,m)=1-6

Im

Divergencijy vidurkis:

Tikimybeés:

Kai /=1

7 (y) = exp{=pA(1)} _ e"p{ @W( m)/ j}
| Zexp{—pA(k Zexp{ (I”mf j}

_ exp{-p(nJ (L1)/n+n,J(1,2)/n)| _
exp{_p@nmj(1,m)/nj}+exp{_p@nmj(z,m)/nj}

exp{—p(n2 /n)}

- eXp{_p[nlJ(l,l) N nZJ(Lz)j}Jrexp{—p[”ljff’l) - an(Z,z)j} -

n n n
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Toliau naudojame gautas tikimybiy iSraiSkas EBER iSvedimui:
72'1(y) :1/<1+exp{—p(n1 —nz)/n})

ﬂz(y):1/<1+exp{p(nl—nz)/n}).



z)

{AOH /2+(1)’1n[”2(y)]m0n]—
CD[AOH/2+(1)11 (IHXP{‘)(”I”Z)/H}}]/AOH]

1+exp{ p(n—n,)/n

(1+exp{( 1) p(n, —nz)/n})

B(1) =3, (y)®

=1

=1

1+exp{,o(n1

nz)/n}

TVARKOM In, t.y. ln{

= [p(n1

n)/n2x|=

1+exp{—p(n,—n,)/n}

j—

Pastaba:

>

ISvesta uzdaros formos iSraiSka efektyviai gali buti naudojama kaip BDF

2]1
n

j gavome i§ (n, —n,)/n, kai n, jgijinéja reik§mes nuo 0 iki n. <

veikimo matmuo ir kaip erdvinés imties plano optimalumo kriterijus.
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ISvestos formulés EBER priklausomybé¢ nagrinéjama nuo kai kuriy statisti-
niy parametry reikSmiy. Vertinamas mokymo imties dydzio efektas naudojant
EBER. Skaitinei iliustracijai aptariamas (2.30) — (2.33) modelio vienmatis at-
vejis su pastoviais vidurkiais ir izotropine eksponentine kovariacine funkcija

C(h)
C(h) = o* exp{-|H/a},

kur o’ dispersija, o a plo¢io parametras.
Tarkim, kad D yra 2-maté taisyklinga gardel¢ su vienetiniais tarpais ir
S, =(0,0). Be Zymaus bendrumo praradimo imamas atvejis, kai n=2K, kur K

yra fiksuotas natirinis skaiCius. Tada, EBER P yra tokia

2 2
P, =33 7 ®(-Ay, 12+ (1) p(j 1 K=1)1 Ay, )/
== (2.49)

(1+exp{(-1)'p(j / K -D})

~

Tiriama, kaip mokymo imties dydis jtakoja EBER reikSmes. Imties dydZio
daroma jtaka klaidai EBER yra tiriama naudojant pirmos eilés (K = 2), antros
eiles (K =4) ir treCios eilés kaimynystes (K =6) taSkui s,. Geresniam inter-
pretavimui yra paimamas 7z, =1. Siuo atveju tikimybeé lygi 1, kad i§ aibés S,
lokacijy skaicius su Zyme 1 yra lygus lokacijy skaiciui su Zyme 2. Tada EBER
yra iSreiSkiama formule

P, =®(-A,,/2).

Siuo atveju EBER nepriklauso nuo klasterizacijos parametro. p.

SLD atvejai tenkinantys Sio pavyzdZio saglygas yra pavaizduoti pav. 2.3

BE(i) yra EBER reikSme, kuri apskaiiuojama tokiam STL, kuris sufor-
muoja i-tosios eilés kaimynyste taskui s, ; ¢ia i=1,2,3. Dviejy skirtingy dydziy
STL palyginimas yra atliekamas panaudojant efektyvumo indeksa, apibréZiama

kaip santyki E(ij) = BE(i)/ BE(}).
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Tikimybiy (EBER), apibrezty 2.49 formule, reikSmés ir efektyvumo indek-
sy reikSmeés yra apskaiCiuotos skirtingoms plocio parametro a reikSméms, bet

fiksuotam Ag=1. Gauti rezultatai pateikti lentel¢je 1.

a) b) c)

XL @ X000

Pav. 2.3 Skirtingi erdviniy Zymiy planai su taskais S ir §'” pazymétais e
ir *. Atvejai a), b) ir ¢) atitinkamai atvaizduoja pirmos eilés, antros eilés ir
trecios eilés kaimynystés taSkui s, schemas.

Lentelé 2.5 Tikimybés EBER reikSmés ir efektyvumo indeksy reikSmés trims
kaimynystéms ir skirtingoms plocio parametro o reikSméms.

“ 0,5 1 1,5 2 2,5 3
BE(1) 0,30260 | 027007 | 023612 | 020707 | 0,18255| 0,16170
BE(2) 0,30237 | 026946 | 023562 | 0020671 | 0,18229| 0,16151
BE(3) 0,30236 | 0,26930 | 023512 | 0020588 | 0,18120 | 0,16021
EQ1) 0,99924 | 0,99774 | 099788 | 099826 | 0,99858 |  0,99882
E(13) 0,99921 | 0,99715| 099576 | 0099425 | 0,99260 |  0,99079
E(23) 0,99997 | 0,99941 | 099788 | 099599 | 0,99402 | 0,99195

Lentel¢je 2.5 pateikti rezultatai patvirtina gana logiSkas iSvadas, kad EBER
mazéja didéjant imties dydZiui. Analizuojant lentelés 2.5 eilutes su efektyvumo
indeksy reikSmémis, galime teigti, jog EBER maZz¢jimo greitis yra didesnis
prie didesniy ploc¢io parametro o reikSmiy.

Taip pat yra tiriama statistiniy parametry jtaka tikimybei EBER. Cia nagri-

néjamos STL formuojancios antros eilés kaimynyste taskui s, (t.y. n=8).

Pazymeésime, jog antros eilés kaimynyste tasSkui s, = (0,0) atitinka aibé

S, =10,1),(1,1), (1,0, (1,=1),(0,~1),(~1,-1),(~1,0), (- L,)}..
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Tarkime, jog apriorinés tikimybés yra 7z, =7z,=0,05, z,=7r,=0,15,
7, =06 ir 7, =0 visiems j=0,1,78.

Tada tik tokie SLD, kurie atitinka N, =2,3,...,6 yra reikSmingi.

Sekantys trys SLD

él = {S(l) = {(091)’ (1’1)’ (1’0)’ (19_1)}95(2) = {(0’ _1)9 (_1’ _1)9 (_1’0)’ (_1’1)}}’

£ = {S“) ={(0,1),(1,1),(1,0)},8® ={(1,-1D,(0,-1),(-1,-1),(-1,0), (-1, 1}},

£ ={S" ={(-L1),(0.1},5? ={(1,1),(1,0),(1,~1),(0,~1),(~1,—1),(=L,0)}},
gali buiti laikomi kaip reik§Smingy SLD pavyzdziai, kadangi SLD ¢ atitinka

situacija, kai N, =4, SLD ¢, atitinka situacija, kai N, =3, 1r SLD &, atitinka

situacija N, = 2. Sie SLD yra pavaizduoti pav. 2.4

¢ & &
k¢ ' 3

o S ¢ s 1 F x

H—K o K * ¢ *x

Pav. 2.4 Skirtingi SLD su S ir S taskais, atitinkamai paZymétais ® ir *

Auksciau apraSytomis sglygomis yra apskai¢iuotos EBER reikSmés skirtin-
goms klasterizacijos ir plo¢io parametry reikSméms. Lentelése 2.6 ir 2.7 yra
pateikti rezultatai atvejais, A, =0.2 ir A, =1, atitinkamai.

Lenteléje 2.6 yra matyti, kad EBER silpnai atskirtoms klaséms (A, =0,2)
yra monotoniSkai mazéjanti didéjant « reikSmei prie fiksuotos parametro p

reikSmes. Taip pat galima teigti, kad stebiniai su stipresne erdvine priklauso-
mybe gali biti klasifikuojami tiksliau.

PanaSios tendencijos EBER priklausomybé¢je nuo plo¢io parametro « ir
klasterizacijos parametro p grieZtai atskirtoms klaséms (A, =1.0) yra pavaiz-

duotos lenteléje 2.7.
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Lentelé 2.6 ReikSmeés F,, su A, =0,2 ir skirtingomis «, p reikSmémis

(24
P 0.5 1 1.5 2 2.5 3
0 0.45877 0.45110 0.44271 0.43503 0.42805 0.42166
0.4 0.44698 0.44095 0.43394 0.42725 0.42100 0.41518
0.8 0.42014 0.41655 0.41191 0.40712 0.40240 0.39783
1.2 0.38851 0.38656 0.38372 0.38055 0.37725 0.37392
1.6 0.35633 0.35537 0.35374 0.35173 0.34950 0.34715
2 0.32529 | 032490 | 0.32405| 032285 | 0.32140 | 0.31979
Lentelé 2.7 ReikSmés F,, su A, =1 ir skirtingomis o, p reikSmémis
(24
P 0,5 1 1,5 2 2,5 3
0 0,30237 0,26946 0,23562 0,20671 0,18229 0,16151
0.4 0,30178 0,26900 0,23525 0,20641 0,18204 0,16129
0,8 0,30005 0,26761 0,23415 0,20551 0,18129 0,16065
1,2 0,29728 0,26539 0,23237 0,20405 0,18006 0,15961
1,6 0,29362 0,26242 0,22999 0,20209 0,17842 0,15822
2 0,28923 0,25884 0,22711 0,19971 0,17642 0,15651

Skaitin¢ analizé atlikta mazoms mokymo imtims parod¢, jog didesné pri-
klausomybe¢ tarp klasiy Zymiy ir stipresné erdvin¢ koreliacija tarp poZymiy ste-
biniy uztikrina maZesnes EBER reikSmes. Taigi galima tikétis panaSiy priklau-
somybiy ir kitiems erdvinés koreliacijos pozymiy modeliams ir labiau

sudétingiems Zymiy skirstiniams.

2.10. Antrojo skyriaus iSvados
e Vidutin¢ Bajeso klaidos tikimyb¢é maZz¢ja didéjant imties dydziui.
e EBER mazéjimo greitis yra didesnis prie didesniy erdvinés koreliacijos
plocio parametro a reikSmiy.
e EBER silpnai atskirtoms klaséms (A, =0,2) yra monotoni§kai mazé-

janti did¢jant « reikSmei prie fiksuotos parametro p reikSmes. Taip pat
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galima teigti, kad stebiniai su stipresne erdvine priklausomybe gali biiti
klasifikuojami tiksliau.
Panasios tendencijos EBER priklausomybéje nuo plocio parametro « ir

klasterizacijos parametro p grieztai atskirtoms klaséms (A, =1.0) yra

pavaizduotos lenteléje 2.7.

Skaitin¢ analiz¢ atlikta maZzoms mokymo imtims parode¢, jog didesné
priklausomybé tarp klasiy Zymiy ir stipresné erdviné koreliacija tarp po-
Zymiy stebiniy uZtikrina maZesnes EBER reikSmes.Taigi galima tikétis
panasiy priklausomybiy ir kitiems erdvines koreliacijos poZymiy mode-

liams ir labiau sudétingiems Zymiy skirstiniams.
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3

Pasiulytos metodikos taikymas ir
eksperimentiniai rezultatai

Skyrelyje yra taikoma pasitlyta metodika vaizdams, sugadintiems erdvéje ko-
reliuoto triuk§mo. Cia atlieckamas juodai balto vaizdo, sugadinto su erdvéje ko-
relivotu triukSmu, rekonstravimo pavyzdys. Taip pat pateiktas palydovinés
nuotraukos vaizdo klasifikavimas. Skyriaus tematika yra paskelbti keturi auto-
rés straipsniai [2A], [4A], [SA]. Sis skyrius yra papildytas naujais skai¢iavi-
mais. Papildomai yra atliktas klasifikavimas, nuotolinio stebéjimo vaizdo, na-

tiraliai sugadinto debesimis.

3.1. Juodai balto vaizdo rekonstravimo pavyzdys, haudojant
BDF ir PBDF

Siame skyrelyje yra lyginamas klasifikavimo taisykliy, susiety su diskriminan-
tinémis funkcijomis (formulés 2.4, 2.5, 2.7 ir 2.8), veikimas. Rezultatai patei-
kiami skaitiSkai ir vizualiai. Yra aptariamas skaiCiaus paveiksliuko, sugadinto
su stacionariu GRF ir su izotropine eksponentine kovariacija, klasifikavimo
pavyzdys. Laikoma, kad salyginis skirstinys Y(sy) duotam Y=y priklauso tik
nuo kaimyniniy Zymiy lokacijose Ny=NN(4), t.y.,

() =1/(1+exp(p(1-2j/4))), j=0.L....4,

kur p — klasterizacijos parametras, o j — lokacijy skaicius 1§ Ny su Zymeémis, ly-
giomis 1 (Stabingiené et al. 2010).
Pagrindiné problema, kaip buvo minéta, yra stacionaraus GRF stebinio Z,

Klasifikavimas. Si problema sprendZiama pasitelkiant Bajeso diskriminantines
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funkcijas. Primenama, jog formulés 2.4 ir 2.5 — tai Bajeso diskriminantinés
funkcijos, klasifikuojancios stebinj, nepriklausomg nuo mokymo imties. Pir-
moji, 2.4, taitkoma atveju, kai populiacijos parametrai Zinomi, o antroji, 2.5, —
nepilnai Zinomy parametry atveju. Likusios formulés 2.7 ir 2.8 — tai BDF, kla-
sifikuojancios stebinj priklausomg nuo TS, atitinkamai, su tikrais parametrais
ir su jvertiniais.

Sioje dalyje realizuojami ankstesniuose skyriuose aptarti metodai, siekiant
parodyti BDF-jy, atsizZvelgianciy ] klasifikuojamo stebinio erdving priklauso-
mybe nuo TS, pranaSuma pries kitas, ignoruojancias Sig priklausomybe. Juodai
balto vaizdo rekonstravimo pavyzdys atliekamas su grieztai atskirty klasiy pa-
veiksliuku, ant kurio kaip papildomas triukSmas uzdedamas erdve¢je koreliuotas
laukas. Klasifikavimo tikslumui nusakyti eksperimenty metu naudojamas klai-
dingo klasifikavimo tikimybiy jvertinys.

Eksperimentams pademonstruoti naudojamas statistinis paketas R. Kadangi
tiriami metodai yra nauji, tai standartiniy pakety jiems realizuoti néra. Visi me-
todai uZprogramuoti naudojant standartines statistinio paketo R funkcijas. Pa-
pildomai naudojami Sie paketai:

geoR — darbe naudojamas Gauso atsitiktiniy lauky generavimui.

rtiff — skirtas darbui su tiff formato paveiksliukais, kurie daznai naudojami
palydoviniy nuotrauky saugojimui. Sis formatas yra geras tuo, jog §iuo formatu
i1Ssaugotas paveiksliukas nepraranda informacijos, kas nutinka saugant JPEG
formatu. Taip pat svarbu ir tai, jog programos R aplinkoje Sio tipo duomenis
galima nesudétingai nuskaityti ir naudoti tolimesniuose skai¢iavimuose.

pixmap — tai biitina rtiff paketo dalis, kuri skirta papildomam darbui su pa-
veiksliukais (paveiksliuky atvaizdavimui).

RSEIS — veiksmy su matricomis palengvinimui. Sis paketas naudojamas
matricos transformavimui, kai reikia y asj apversti simetri$kai ikso aSies atzvil-
giu. Tai biitina norint tinkamai apdoroti paveiksliukus, kadangi nuskaityto tiff
formato paveiksliuko ordinaciy aSis yra nukreipta i§ virSaus j apacia, o laukai

yra generuojami ant normalios Dekarto koordinaciy sistemos.
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Paveiksliuky iSkirpimui ir i§saugojimui tiff formatu galima naudoti bet kurj
grafinj redaktoriy, kuris turi i§saugojimo tiff formatu galimybg.

Eksperimento tiklas yra iStirti jprastai naudojamy Bajeso diskriminantiniy
funkcijy ir pasitlytos metodikos veikimg. Tai atkiekama tokiais etapais: pradi-
nio paveikslélio parinkimas, GRF generavimas, duomeny sujungimas, TS su-
darymas, klasifikavimas su pasiiilyta metodika ir su jprastai naudojamomis
BDF, klaidy vertinimas.

Sio eksperimento metu tiriamas klasifikavimo tikslumas panaudojant suga-
dintg paveiksliuka, kuris sugadinamas uZdedant ant jo erdv¢je koreliuotg Gau-
so atsitiktin] lauka. Pradinis paveiksliukas naudojamas su grieztai atskirtomis
dvejomis klasémis. Kadangi ankstesniuose skyriuose apraSytas klasifikavimas
yra taikomas dviejy klasiy atvejui, tai eksperimentavimui puikiai tinka skai-
Ciaus paveiksliuko, tasky klasifikavimas. Cia naudojamas skai¢iaus ,3% pa-
veiksliukas, kurj klaidingai suklasifikavus galima gauti kitus skaicius, tokius
kaip ,,.8“ ar 9. Be to, jis naudojamas daugelyje vaizdy klasifikavimo, vaizdy
atstatymo (restauravimo), ir vaizdy atpaZinimo straipsniuose. Tam kad biity
pakankamai didelis skaicius klasifikuojamy tasky, pradinj paveiksliuka atvaiz-
duojame 100x100 tasky dydzio, tai sudaro 10000 tasky, kuriuos reikés klasifi-

kuoti. Pradinis paveiksliukas pavaizduotas 3.1 paveikslélyje

@ _
o

3.1 Pav. Pradinis paveiksliukas

Paveiksliukas yra sukuriamas grafinio apdorojimo programa ir i§saugomas

TIFF formatu. Su rtiff praplétimu nuskaicius paveiksliuko duomenis, gauname
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tris matricas, kuriy kiekviena atitinka skirtingy RGB spalvy reikSmiy matricas.
Kadangi naudojamas juodai baltas paveiksliukas, tai visy $iy trijy spalvy reiks-
miy matricos sutampa, todel galima naudoti bet kurig 1§ jy. Kaip buvo minéta,
rtiff priemonémis nuskaityto paveiksliuko koordinaciy sistema skiriasi nuo
jprastos Dekarto koordinaCiy sistemos, todél, po duomeny nuskaitymo, jas
transformuojame.

Pateiktas paveiksliukas yra juodai baltas, todél naudojama tik vienos spal-
vos duomeny matrica, kurios kiekviename elemente, nuskaic¢ius duomenis, yra
reikSmés nuo 0-io iki 1-o0. Viso Sis intervalas yra padalintas | 256 vienodo dy-
dzio lygius. Kuo tasko spalva yra Sviesesné, tuo §j taSka atitinkanti matricos
elemento reikSmé yra ariau vieneto. Taigi, 3.1 iliustracijoje pavaizduotame
paveiksliuke, skaiciaus taSkus atitinka reikSmés lygios nuliui, o aplink ji visos
reikSmés lygios vienetui.

Pasirinkus pradinj paveiksliuka, sekanti uzduotis — GRF generavimas. Ka-
dangi paveiksliukas yra 100 x 100 taSky dydzio tai ir sugeneruotas Gauso lau-
kas turi atitikti §j dydj. Pasinaudojant geoR paketo funkcija grf sugeneruojamas
100 x 100 tasky dydzio atsitiktinis Gauso laukas. Sugeneruotas laukas pateik-

tas 3.2 paveikslélyje. Atsitiktinis Gauso laukas sugeneruotas su parametrais:
u vidurkis = 0,2; o =0,03; koreliacijos plotis ¢ =2; naudojamas eksponentinis
kovariacijos modelis. Taigi, Sis laukas, sujungtas su ankstesniu paveiksliuku

atitiks atsitikting modelio dalj

0.0 02 04 06 0.8 1.0

3.2 Pav. Sugeneruotas atsitiktinis Gauso laukas
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Taip pat svarbu paminéti, jog laukas grf funkcija nevisiskai tiksliai sugene-
ruoja atsitiktinj lauka, todél jis generuojamas kelis kartus, tam, kad jame vizua-
liai matytysi erdviné priklausomybe. Kadangi toliau eksperimentuojama keleta
karty, tinkamai sugeneruotg lauka butina iSsisaugoti ir toliau jj naudoti kas kar-
ta nuskaitant 1§ iSsaugoto failo.

Tam, kad imituoti realy paveiksliuko panaudojima, ji reikéty suformuoti
taip, kad matricos elementy reikimés biity intervale [0, 1]. Si salyga néra biati-
na klasifikavimui. Taigi, prie§ susumuojant dviejy matricy (realaus paveiksliu-
ko ir atsitiktinio Gauso lauko) elementy reikSmes, realaus paveiksliuko reiks-
mes padaliname i§ 10. Po to prie Siy duomeny pridedame atsitiktinio lauko
atitinkamy matricos elementy reikSmes. Gautas sugadintas paveiksliukas patei-
kiamas pav. 3.3. Toks duomeny pertvarkymas yra svarbus tam, jog tokiu budu
atsitiktinio lauko jtaka paveiksliukui yra labai didelé. Jei paimtume nedidele
jitaka, su tokiu sugadintu paveiksliuku nesunkiai susidoroty daugelis klasikiniy
klasifikavimo metody. Paveiksle 3.3 uzdétas laukas yra labai stiprus paveiks-
liuko atZvilgiu, nors vizualiai mes ir galime atskirti trejetg, taiau programiniu
apdorojimu jj tiksliai iSskirti biity labai sudétinga, todeél taikysime 2.4, 2.5, 2.7

ir 2.8 formulése apraSytus klasifikavimo su mokymu metodus.

3.3 Pav. Sugadintas paveiksliukas.
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Pries pradedant klasifikavimg sudaroma mokymo imtis i§ 60 tasky, kur
kiekvienai skirtingai klasei yra po 30 taiky. Zemiau esanéiame paveiksle 3.4

pateikta mokymo imtis.

o
—

3.4 Pav. Mokymo imtis kiekvienai klasei po 30 tasky

Paveiksléliuose 3.5 yra pateiktas rezultatas, gautas suklasifikavus pagal 2.4
ir 2.5 formules. Klasifikavimas vykdomas pagal keturiy artimiausiy kaimyny
NN4 model;.

3.5 paveiksle pateiktas klasifikavimo rezultatas, kai populiacijos parametrai
Zinomi. Pirmoje eilut¢je ir pirmame stulpelyje esantis paveiksliukas Zymiai ge-
riau suklasifikuotas uz Salia esantj. Tai atlikta su BDF neignoruojancia erdvi-
nés priklausomybés tarp klasifikuojamo stebinio ir mokymo imties. Zemiau
esantys paveiksléliai pateikia klaidas vizualiai. Cia balta spalva reiskia netei-
singai suklasifikuoty balty tasky kieki, o juoda spalva reiskia neteisingai sukla-
sifikuoty juody tasky skaiciy, pilka parodo kiek tasky yra gerai suklasifikuota.
Perdengimo paveiksléliai gaunami tokiu biidu: prie pradinio paveikslo pride-
damas 1, tada i§ jo atimamas suklasifikuotasis ir padalijama 18 dviejy.

Vizualinis klaidy pateikimas néra pakankamas, todél tai nusakoma skaitis-
kai. Taigi klaidingo klasifikavimo vertinimui skai¢iuojamos klaidy tikimybés:
P(2I1), P(112). Sios tikimybés apibréZtos skyrelyje 2.5. Pirmoji P(2I1) reiskia
priskirti elementg antrai klasei, nors i§ tikryjy jis priklauso pirmajai. Tikimybé

P(112) reiskia priskirti elementg pirmai grupei, nors jis priklauso antrai.

90



BDF-formulé 2.7

BDFI-formulé 2.4

Suklasifikuota

Perdengimas

3.5 Pav. Klasifikavimo su BDF ir BDFI rezultatai

Taigi yra apskaic¢iuojamos tikimybés:

P(211)=P(0I1)=P{ Tikimybé¢ priskirti juodam, nors yra baltas }=ﬁ ,

n,

P(112)=P(110)=P{ Tikimybé¢ priskirti baltam, nors yra juodas }=ﬂ ,

n

kur m; ir m, — neteisingai suklasifikuoty stebiniy skaiius 1—je ir 2—je grupése

atitinkamai, n, ir n, — pirmos ir antros grupés elementy skaicius atitinkamai.

IS 3.1 lentelés rezultaty matyti, kad erdvinés priklausomybés jvedimas j

klasifikacijos problema duoda gerus rezultatus.

Lentelé 3.1 Klaidingo klasifikavimo tikimybés

Formulé BDF BDFI

P(211) 0.0479 0.2165

P(112) 0.1251 0.4208
(Stabingiené 2010)
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Auksciau pateiktose realizacijose naudojamos tikrosios parametry reiks-
mes. Taciau praktiSkai labai daznai pasitaikanti situacija yra ta, jog tikryjy pa-
rametry reikSmiy neZinome ir todél yra reikalingi jy jvertiniai. Jterpus vidurkio

ir dispersijos jvertinius § BDF yra gaunama PBDF.

PBDF-formulé 2.8 PBDFI-formulé 2.5

1.0

08

Suklasifikuota

04

02

00

00

Perdengimas

3.6 Pav. Klasifikavimo su PBDF ir PBDFI rezultatai

Paveikslélyje 3.6 yra pavaizduotas klasifikavimo rezultatas, naudojant
PBDF dviem atvejais. Pirmu atveju, yra laikoma, kad klasifikuojamas taskas
yra priklausomas nuo mokymo imties, o kitu atveju — nepriklausomas nuo mo-
kymo imties. Matomas pranasumas atveju, kai yra atsiZvelgiama j erdving pri-

klausomybe.

Lentelé 3.2 Klaidingo klasifikavimo tikimybés

Formulé PBDF PBDFI

P(211) 0.0206 0.0236

P(112) 0.0388 0.0771
(Stabingiené¢ 2010)
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IS lentelés 3.2 rezultaty matyti, kad klaidingo klasifikavimo tkimybés ma-
Zesnés tuo atveju, kai naudojame PBDF. Vadinasi erdvinés priklausomybés

jvedimas ] klasifikacijos problemg yra akivaizdZiai pasiteisinantis.

3.2. Klasifikavimas, paremtas pilkumo lygio pasikartojimy
matricomis

Siame skyrelyje aptariamas klasifikavimo be mokymo metodas, paremtas pil-
kumo lygio pasikartojimy matricomis (GLCM) (angl. grey level co-occurrence
matrix). GLCM - tai tasky Sviesumo (pilkumo) lygio reikSmiy skirtingy kom-
binacijy pasikartojimo paveiksliuke skaigiy lentelé (matrica). Sios matricos
daznai taikomos vaizdy analizéje. Tad remiantis Siomis matricomis darbe atlie-
kamas klasifikavimas be mokymo realaus vaizdo atpaZinimui. Lygiagreciai tas
pats vaizdas klasifikuojamas, naudojant pasiiilyta metodikg (klasifikavimo su
mokymu).

Paprastai naudojamas spalvotas skaitmeninis paveiksliukas susideda iS trijy
intensyvumo lygiy, kuriy kiekvienas atitinka vieng i§ pagrindiniy spalvy (rau-
dona, Zalia ir mélyna). Esant didesniam intensyvumui spalva Sviesesné. Suvi-
durkinus kiekvieno paveiksliuko taSko skirtingy spalvy intensyvumus yra gau-
nama pilka spalva (galimi ir kitokie spalvingumo panaikinimo buidai). Tokiems
pilkiems paveiksliukams analizuoti dazniausiai ir yra taikoma pasikartojimy
matricy analize¢, bei jomis paremtas vaizdy bei vaizdy tasky klasifikavimas.

Praktikoje naudojami paveiksliukai yra koduojami diskre¢iomis intensy-
vumo reikSmémis. Spalva tamsesné, kuo intensyvumo reik§mé mazesné. Daz-
niausiai praktikoje naudojami paveiksliukai, kuriems kiekvienai spalvai atvaiz-
duoti naudojamas 8-iy bity kodavimas (256 skirtingi intensyvumo lygiai). Jei
praktikoje biity naudojami visi 256 lygiai, tai pasikartojimy matrica bity di-
dziule (256 x 256 ). Esant tokiai didelei matricai operacijos tapty sudétingesnés
ir tam tikry per¢jimy pasikartojimai pasitaikyty labai retai, todé¢l praktiskai tai-
kant lygiy skaiCius sumazinamas (daznai naudojami 32 skirtingi pilkumo ly-
giai). Pavyzdziui 3 pilkumo lygiy paveiksliukas atrodo taip, kaip pateikta pa-
veiksle 3.7.
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3.7 Pav. Paveikslas triejy pilkumo lygiy

(\C I S S
N O N ==
S O = = NN
S O = = NN
DO N = =N
(\C I S S

Pasikartojimy kombinacijos fiksuojamos judant per paveikslag tam tikra
kryptimi. DazZniausiai praktikoje pasikartojimy matricos skai¢iuojamos visomis
kryptimis atskirai. Vertinant charakteristikas ar klasifikuojant atsizvelgiama |
kiekvieng i§ jy. Kai kurie autoriai krypties jvedimg vertina kaip erdvinés in-
formacijos jvedimg (Haralick et al. 1973). DaZniausiai naudojamos keturios
skirtingos kryptys (0°, 45°, 90°, 135 laipsniy kryptimis). Judant tam tikra kryp-
timi nustatomas pilkumo lygio pasikeitimas ir atitinkamas pasikartojimy matri-
cos elementas padidinamas vienetu. Pavyzdziui, jei aukSCiau pateikto paveiks-
liuko matricai D skaiCiuotume pasikartojimy matricg kryptimi is desinés j

kaire, tai gautume sekancig prading pasikartojimy matricg (3x3 dydZzio):

~ N O

4 2
B=|0 4
2 8
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Pradinés pasikartojimy matricos b;; elementas parodo kiek karty i§ vieno
taSko einant ] kitg taSka pasirinkta kryptimi pilkumo lygis pasikeité i§ vienos
spalvos ] kitag. PavyzdZiui, matricoje elementas b,;=4 reiskia, kad peré¢jimy i$
juodos celés 1 juoda cele yra keturi, kryptimi i§ deSinés | kairg. Atitinkamai ta
pacia kryptimi pereinant i$ juodo i pilka bus 0, t.y., b;,=0 ir t.t. Charakteristi-
koms, kurios vertinamos pagal sudarytg pasikartojimy matrica, yra reikalinga

simetrin€ matrica, tod¢l pradiné pasikartojimy matrica yra simetrizuojama:
B, =B+B'.

Simetrizuota pradiné pasikartojimy matrica By;, atvaizduoja pasikartojimus
dviem prieSingomis kryptimis (¢ia i$ deSinés j kaire ir i kairés i deSing). Pasi-
kartojimy tikimybéms nusakyti simetrizuota pradin¢ pasikartojimy matrica By;,

normuojama:

kur p;; — normuotos pasikartojimy matricos elementas, b;; — simetrizuotos pra-
dinés pasikartojimy matricos elementas, N — pasikartojimy matricos eiluciy ar-
ba stulpeliy skaiCius. Matrica su elementais p;; vadinama pasikartojimy matri-
ca. Sios matricos kiekvienas elementas pi;j parodo kiek yra tikétinas peréjimas
i§ i-tojo pilkumo lygmens 1} j-ji pilkumo lygmenj, einant pasirinkta kryptimi.
Gavus pasikartojimy matricg skai¢iuojamos jvairios paveiksliuko charakteristi-
kos. Zemiau pateiktos dazniausiai naudojamos charakteristikos (Adan ef al.
2003), (Hall-Beyer 2007), (Haralick et al. 1973). Visoms charakteristikoms
skaiCiuoti pateiktos formulés atveju, kai paveiksliuko pilkumo lygiai pradeda-
mi skai€iuoti nuo O—io.

Kontrastas (angl. contrast) parodo gretimy tasky skirtingumo lygj; kuo
kontrastas didesnis, tuo didesni intensyvumy skirtumai tarp gretimy tasky.
Kontrasto charakteristika apskai¢iuojama pagal formul¢ (Hall-Beyer 2007):

Z_pi,j(i_j)z‘ (31)

i,j=0
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Nepanasumas (angl. dissimilarity) panasi charakteristika j kontrasta, ji pri-
skiriama prie kontrasto charakteristiky grupés. Apibréziama tokiu biidu (Hall-

Beyer 2007):

N-1
Zpi,j|i_j|‘ (32)

i,j=0

Homogeniskumas (angl. homogeneity) — dar viena kontrasto grupés cha-

rakteristika:
) — (3.3)
i,j:01+(i—j)

Kampinis antrasis momentas (angl. angular second moment (ASM)):

N-1

> pl (3.4)
i,j=0
Entropija:
N-1
> p(-Inp,,). (3.5)
i,j=0
Stulpeliy vidurkis:
N-1
w= 3 i(piy)- (3.6)
i,j=0
Eiluciy vidurkis:
N-1
M = Zi(pi,j) (3.7)
i,j=0
Stulpeliy dispersija:
) N-1 )
ot =2 p,(i-u) (3.8)
i,j=0
Eiluciy dispersija:
) N-1
o = Z Pi; (i—,ul.) (3.9)
i,j=0
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Koreliacija skai¢iuojama pagal formule:

= § |l ) | (3.10)

=" )

Klasifikavime taikant pasikartojimy matricas yra tokia tvarka:

1.
2.

Parenkami pavyzdiniai klases atitinkantys paveiksléliai.
Pasirenkamos kryptys, pagal kurias skai¢iuojamos pasikartojimy matri-

cos. Galima naudoti visy krypc¢iy pasikartojimy matricas.

. Paimtiems paveiksléliams apskaic¢iuojamos pasikartojimy matricos.

Gautoms pasikartojimy matricoms apskai€iuojamos charakteristikos,
kiekvienam pavyzdiniam paveiksléliui atskirai.

Apskai¢iuojamos klasifikuojamy paveiksliuky arba jy fragmenty pasi-
kartojimy matricos, bei nustatomos charakteristikos.

Klasifikuojamo tasko aplinkos charakteristikos lyginamos su pavyzdi-
némis ir pagal labiausiai atitinkancias reikSmes, visomis pasirinktomis
kryptimis, klasifikuojamas paveiksliukas priskiriamas atitinkamai kla-

sel.

Pasikartojimy matricos tatkomos dviem atvejais, kada visas paveiksliukas

priskiriamas tam tikrai klasei ir kada viso paveiksliuko atskiri taskai priskiria-

mi tam tikrai klasei. Pastarasis metodas labai daznai taikomas palydovinés in-

formacijos klasifikavimui (kiekvienas taskas priskiriamas tam tikram teritorijos

tipui). Sio klasifikavimo principas yra toks: apie klasifikuojama taska paima-

mas tam tikras kiekis tasky ir pagal juos atliekami pasikartojimy matricy cha-

rakteristiky vertinimai, ir, tuom remiantis tam taSkui priskiriama klasé. Daz-

niausiai klasifikavimui naudojamas 7x7 lango dydis, ta¢iau jo dydzio

pasirinkimas priklauso ir nuo kity faktoriy, tokiy kaip: paveiksliuko rezoliucija

(kaip detaliai pateikiamas vaizdas), klasifikavimui naudojamos charakteristikos

(skirtingos charakteristikos geriau klasifikuoja prie skirtingy lango dydziy
(Hall-Beyer 2007)) ir pan.
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Taigi, skyrelyje aptartas metodas naudojamas tik palyginimui, o visas de-
mesys darbe sutelktas j klasifikavimag su mokymu, paremtg Bajeso diskrimi-

nantinémis funkcijomis.

3.3. Palydovinés nuotraukos vaizdo klasifikavimas

Vaizdy klasifikavime daznai sutinkame situacija, kai, tam tikru lygiu vaizdai
yra sugadinti triukSmo. Toks triuk§mas vaizdy klasifikavime gali buti mode-
liuojamas Gauso atsitiktiniais laukais. Statistiniame vaizdy klasifikavime nau-
dojami metodai su mokymu ir be mokymo. Siame skyriuje lyginami pasidlyti
klasifikavimo su mokymu metodai, paremti jterptomis Bajeso diskriminanti-
némis funkcijomis (see Ducinskas 2009 and Stabingien¢ et al. 2010), su klasi-
fikavimo be mokymo metodu, paremtu GLCM (Haralick ef al. 1979 and Adan
et al. 2003). Klasifikavimui naudojamas palydovinés nuotraukos vaizdas iS$
NASA palydovo LANDSAT 7 (USGS Earth Explorer). Paveikslélis vaizduoja
vakary Lietuvos teritorijg. Taip pat sugeneruojami GRF su skirtingais korelia-
cijos plociais ir uzdedami ant palydovinés nuotraukos. Tokia situacija gali na-
turaliai susidaryti degant miSkui, kai gaisro diimai uZdengia tam tikra dalj teri-

torijos. Sie paveiksliukai naudojami klasifikavimo tikslumo tyrimui.

Lentelé¢ 3.3 Eksperimente naudojamo Landsat 7 palydovo Zemeélapio
informacija.

Zemélapio identifikacinis numeris ELP188R021_7T20010729
Centro koordinatés °54'52.14"N, 22°31'04.47"E
Zemélapio nufotografavimo data 2001.07.29

LANDSAT 7 palydovas nuotraukas daro septyniose skirtingy dazniy juos-
tose. Jo nuotraukos viename taSke uZfiksuojama 30mx30m plocio teritorija.
Taip pat su Zemélapiais papildomai yra pateikiamas dar vienas paveiksliukas,
kurj uzdéjus ant Siy Zemelapiy vaizdas tampa dvigubai detalesnis (vienas Ze-
melapio taSkas tada atvaizduoja 15mx15m teritorijg). Darbe eksperimentai at-
liekami su detalizuotu Zemélapiu ir kadangi PBDF bei PBDFI formulés kol kas

pritaikytos tik vienmaciam atvejui, tai naudojamas tik vienos dazniy juostos
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Zemelapis. Sekancioje lentel¢je pateikiama tiksli naudojamo Zemelapio infor-
macija.

Kadangi eksperimenty tikslas néra suklasifikuoti visg Zemélapi, o tik iStirti
jvairiy metody veikimg prie tam tikry salygy, tai eksperimentams naudojamas
1§ viso zemélapio iSkirptas 500x 500 tasky dydzio gabaliukas (pav. 3.8), ku-
riame nemaZa dalj teritorijos sudaro miskai. Sis paveiksliukas véliau naudoja-
mas kaip pradinis paveiksliukas ant kurio uzdedami sugeneruoti erdvéje kore-
livoti laukai. Sio eksperimento metu Gauso laukai generuojami naudojant
eksponenting koreliacing funkcija, o erdvinés koreliacijos plo¢io parametrai

ae {1,10,50}. Kadangi paveiksliuke taskai skaiiuojami vienetais, tai reiskia,

jog zemelapiui ant kurio uzdétas laukas su plociu lygiu 50, lauko erdviné pri-
klausomybe islieka per 50 paveiksliuko tasky. Paveiksliuky sujungimas atlie-
kamas analogiSkai ankstesniam eksperimentui. Generuojamas GRF laukas yra
500500 dydzio.

Sio eksperimento metu klasifikavimas atliekamas pagal tuos pacius klasifi-
kavimo metodus, kaip ir ankstesniame eksperimente. Visi Sie metodai priklau-
so klasifikavimo su mokymu metodams. Siame eksperimente taip pat yra tai-
komas ir klasifikavimo be mokymo metodas paremtas pasikartojimy
matricomis, kuris buvo aptartas aukSciau esan¢iame skyrelyje. Klasifikavimui
be mokymo yra reikalingi klasiy pavyzdiniai paveiksliukai. Sie paveiksliukai
yra iSkerpami i§ to pacio 500x500 tasky dydZzio paveiksliuko. IS Sio pradinio
paveiksliuko, 1§ fiksuotos vietos, taip pat iSkerpama ir 100x100 taSky dydzio
paveiksliukai naudojami klasifikavimui (3 1§ miSko ir 3 i§ pievos). Pradinis
500%x 500 tasky dydzio paveiksliukas ir pavyzdiniai paveiksliukai, kurie bus
naudojami GLCM metodui, pavaizduoti pav. 3.8.
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Pav.3.8 Eksperimente naudojama viso paveiksliuko dalis 500x500 taSky.
Didysis kvadratas Zymi klasifikavimui naudojamg paveiksluko dalj, o
mazieji kvadratai Zymi pavyzdinius klasiy paveiksliukus, naudojamus

metodui, paremtam GLCM.

Kaip buvo minéta, generuojamas GRF laukas yra 500x500 dydzio ir jis
sujungiamas su pradiniu paveiksliuku. Klasifikavimui naudojami paveiksliukai
iSkerpami jau i$ Siy sujungty paveiksliuky (GLCM metodui naudojami pavyz-
diniai paveiksliukai iSkerpami taip pat iS Siy, erdveje koreliuotu lauku perdeng-
ty paveiksliuky). Sioje vietoje reikéty paminéti, jog GLCM metodas labiau re-
miasi paveiksliuko tekstiiros pozZymiais ir klasifikuojama yra pagal tai, kurios
klasés pavyzdiné tekstiira yra panasesné ] klasifikuojamo tasko aplinkg. Atsi-
Zvelgiant | tai buity galima taikyti vien tik pradinio paveiksliuko pavyzdiniy
paveiksliuky informacija, taciau persidenges laukas taip pat pakenkia ir teksti-
rai, ji tampa Sviesesn¢, pasikei€ia peré¢jimy informacija. Taigi Siame darbe kla-
sifikavimas paremtas GLCM atliekamas pavyzdinius klasiy paveiksliukus pa-
imant 1§ jau sugadinty paveiksliuky. Tokie pavyzdiniai paveiksliukai gali biti
formuojami ir taikant praktikoje, jei Zinome kad teritorija dengia tam tikras
triuk§mas. Zemiau pateikti pradiniai paveiksliukai su sugeneruotais skirtingos

erdvinés koreliacijos plocio a laukais (pav. 3.9)
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Klasifikavimo su mokymu metodams reikalinga mokymo imtis pavaizduo-
ta pav. 3.10. Kiekvienai klasei, miskui ir pievai, yra suformuojama po 30 mo-
kymo imties taSky. Mokymo imtis (TS) 1§ 60 tasky. Klasifikavimas su moky-
mu, naudojant PBDF ir PBDFI metodus, atliekamas naudojant NN8 aStuoniy

artimiausiy kaimyny schemg.

Pav. 3.10 Mokymo imties taskai, naudojami klasifikavimo su mokymu
metodams.

Klasifikavimui be mokymo, naudojant GLCM, iskirpti pavyzdiniai klasiy
paveiksliukai, realaus paveiksliuko (be uzdéto erdvéje koreliuoto lauko), yra

pavaizduoti pav. 3.11. Kadangi Sio eksperimento metu lyginami klasifikavimo
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su mokymu ir be mokymo metodai, tai papildomai atliekamas realaus paveiks-
liuko klasifikavimas. Si eksperimento dalis yra naudinga todél, jog §io ekspe-
rimento metu pradinés paveiksliuko klasés néra labai grieztai atskirtos ir tokio
(pradinio) paveiksliuko suklasifikavimo rezultaty palyginimas yra naudingas

analizuojant metody veikima.

Pav. 3.11 GLCM paremtiems metodams naudojami pavyzdiniai klasiy
paveiksliukai. a) miSko klasés paveiksliukai, b) pievos klasés paveiksliukai.

Klasifikavimas su GLCM buvo atliktas pagal keletg skirtingy charakteristi-
ky, taciau geriausius rezultatus pavyko pasiekti klasifikuojant pagal eiluciy vi-
durkiy charakteristikg (formule 3.7). Klasifikavimo tikslumas nustatomas ver-
tinant empirines klaidingo klasifikavimo tikimybes.

Paveiksle 3.12 yra parodyti paveiksliukai, kuriems buvo atliktas klasifika-

vimas abiem aptartais atvejais.

Realus paveiksliukas a=10 a=50
Pav. 3.12 Klasifikavimui naudojami paveiksliukai.

Paveiksle 3.13 yra pateikti gauti vaizdiniai rezultatai atlikus klasifikavima
su PBDF (sitloma metodika), jprastai naudojamomis PBDFI ir su klasifikavi-

mo be mokymo metodu, paremtu pilkumo lygio pasikartojimy matricomis.
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AnalogiSkai atliktas klasifikavimas su aptartais metodais, esant vaizdui su-
gadintam erdve¢je koreliuoto triukSmo su erdvinés koreliacijos plociu a=1. Ver-

tinat vizualiai yra matyti, kad metodas paremtas GLCM klasifikuoja prasciau.

Y - [«

PBDF PBDFI GLCM

Pav. 3.13 Klasifikavimo rezultatai, kai néra uzdéto jokio papildomo
koreliuoto lauko.

Pav. 3.14 Klasifikavimo rezultatai, kai uzdétas erdvéje koreliuotas laukas
su a=1.

Sekanciame paveikslélyje 3.15 pateikti klasifikavimo rezultatai, kai vaizdas
sugadintas erdveje koreliuoto triukSmo su koreliacijos plo¢io parametru a=10.
IS ¢ia matyti, kad klasifikavimo su mokymu metodai elgiasi panaSiai, taCiau
vizualiai vertinti kokybe yra sunkoka. Grubiai tariant, galima sakyti, kad PBDF
ir PBDFI ,.elgiasi* geriau prie didesnés a reikSmeés, t.y., prie a=10, nei o=1
(pav. 3.15)

Paveiksle 3.16 pateikti klasifikavimo rezultatai vaizdo, sugadinto su erdveé-

je koreliuotu triukSmu, esant koreliacijos ploc¢iui 50. Akivaizdziai matyti, kad
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klasifikavimo su mokymu metodas lenkia metoda, paremta GLCM. Esant dide-
liam lauko koreliacijos plo¢iui a=50 PBDF ir PBDFI metodai beveik neberea-

guoja 1 uzdeto lauko keliamg triuk§Sma.

GLCM

Pav. 3.15 Klasifikavimo rezultatai, kai uzdétas erdveje koreliuotas laukas
su a=10.

GLCM matricomis paremtas metodas yra labai jautrus tuo atveju kada atsi-

randa papildomas erdve¢je koreliuotas triukSmas.

PBDF PBDFI GLCM

Pav. 3.16 Klasifikavimo rezultatai, kai uzdétas erdveje koreliuotas laukas
su a=50.

IS lentel¢je 3.4 pateikty rezultaty matosi PBDF metodo pranaSumas pries
PBDFI metoda. PBDF metodo klasifikavimo tikslumas yra didesnis, o klaidin-
go klasifikavimo tikimybiy jver¢iai maZesni. Nors skirtumai néra labai dideli,
taCiau 1S to galime teigti, jog atsiZvelgiant ] klasifikuojamo taSko erdving pri-
klausomybe su mokymo imtimi gaunami geresni klasifikavimo rezultatai.

Taip pat galime pastebéti, jog Siek tiek geréja klasifikavimas, naudojant

PBDF ir PBDFI, kai erdvinés koreliacijos plotis didéja, taciau kadangi gene-
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ruojami laukai skiriasi vienas nuo kito ne vien erdvinés koreliacijos plo€iu, bet
ir skirtingy teritorijy nevienodu perdengimu (nevienodu sugadinimu skirtingo-
se vietose), tai klasifikavimo tikslumas gali buti jtakojamas ir kity faktoriy.

Dar svarbu pastebéti, jog klasifikuojant realy paveiksliuka, su uZduotimi
puikiai susidorojo ir GLCM metodai, ta¢iau duomenyse atsiradus erdveje kore-
liuotam triuk§mui Sie metodai nebetenka prasmes, nes jie pradeda klasifikuoti

ne paveiksliuko teritorija, o lauko informacija.

Lentelé 3.4 Empirinés klaidingo klasifikavimo klaidos. OI — originalus
vaizdas, be GRF.

o PBDF PBDFI GLCM
13(2\1) 13(1\2) 13(2\1) 13(1\2) 13(2\1) 13(1\2)
1 0.213 0.093 0.210 0.093 0.439 0.019
10 0.217 0.073 0.222 0.077 0.323 0.142
50 0.150 0.065 0.154 0.067 0.477 0.265
Ol 0.036 0.015 0.036 0.015 0.050 0.035

(Stabingiené et al. 2011)

Esant dideliam lauko koreliacijos plo¢iui oo PBDF ir PBDFI metodai beveik

nebereaguoja j uzdéto lauko keliama triukSma.

3.4. Klasifikavimas, realaus nuotolinio stebéjimo vaizdo,
padengto debesimis

Siame pavyzdyje siiloma metodika yra pritaikoma realiam nuotolinio stebéji-
mo vaizdui, kuris yra natiraliai padengtas debesimis. Sis paveiksliukas taip
pat, kaip ir ankstesniame pavyzdyje, apraSytame 3.3 skyrelyje, yra gautas i$
Landsat7 palydovo (USGS Earth Explorer), kuriame yra Lietuvos teritorijos
vaizdas. Eksperimente naudojama tik dalis viso paveikslélio (200x200 tasky).
Jame pavaizduotos dvi klasés (pirmoji klasé¢ yra miskas, o antroji ne miskas)
(pav. 3.16a). Originalus paveiksliukas yra nattraliai padengtas (sugadintas)
debesimis, ir Sis, debesis atitinkantis triukSmas, yra modeliuojamas Gauso atsi-

tiktiniu lauku, su nuliniu vidurkiu ir eksponentine erdvinés koreliacijos funkci-
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ja, apraSoma formule r(h)zexp{—‘h‘2 /a}. Cia o yra erdvinés koreliacijos

plo¢io parametras, kurj reikia jvertinti. Sio parametro jvertinimui naudojama
geoR paketo variofit komanda, R programoje (r-project). Klasifikavimo su
mokymu PBDF ir PBDFI metodams paimama mokymo imtis i§ n;=n,=100
taSky, kurie pateikti paveiksléliuose 3.16 a) ir 3.16 b). Klasifikavimui naudo-
jamos 4-iy, 8-y ir 12-os artimiausiy kaimyny kaimynystés schemos (pav.

3.18).

a) b) c)

Pav. 3.16 a) Paveiksliukas, natiiraliai padengtas debesimis, kuris
naudojamas klasifikavimui; b) misko klasés mokymo imties taskai; c) ne
misko klasés mokymo imties taskai.

Kadangi nuotolinio stebéjimo paveiksliukas, naudojamas klasifikavimui,
yra sugadintas natiraliai, tai tikslus koreliacijos plo¢io parametras o néra Zi-
nomas. Sis parametras yra jvertinamas remiantis mokymo imties tagkais, pasi-
naudojant R (r-project) sistemos paketu geoR.

Atliekant koreliacijos plo¢io parametro vertinimg, vienu metu naudojami
abiejy klasiy mokymo imties taskai. Tam, kad sumazinti skirtingy klasiy jtakg
vertinimo tikslumui, i§ kiekvieno mokymo imties tasko reik§meés atimamas $§j
taSka atitinkancios klasés vidurkis. Taip transformuoti taskai, su jy koordina-
temis, kurios atitinka paveiksliuko tasky pozicijas, paveikliuko reikSmiy matri-
coje, toliau yra naudojami empirinés semivariogramos apskai¢iavimui. Tai at-
lickama su geoR paketo komanda variog. Tada, prie empirinés
semivariogramos taSky priglodinamas parametrinis semivariogramos modelis,

panaudojant variofit komanda, kuri priglodinimui naudoja maziausiy kvadrty
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metoda. Sio eksperimento metu, buvo atlikta keletas skirtingy parametrinio
modelio priglodinimo bandymy, kuriy metu buvo naudojami skirtingy tipy se-
mivariogramy modeliai. Modeliy tipai buvo parinkti pagal empirinés semiva-
riogramos forma. Siai konkregiai situacijai buvo nustatya, jog labiausiai tinka-
mas buvo eksponentinis modelis. Toks modeliy parametry jvertinimas daZnai
taitkomas gegrafinése informacinése sistemose. Pritaikyto modelio empiriné ir

parametriné semivariogramos (modelis) yra pateiktos paveikslélyje 3.17.

o
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Pav. 3.17 Pagal eksperimento duomenis geriausiai tinkantis eksponentinés
semivariogramos modelis.

Jvertinus koreliacijos plo¢io parametra, buvo gauta, jog o = 13.0305. Sis
parametras naudojamas tolesniame klasifikavime. Klasifikavimo rezultatai pa-
teikti skaitiSkai lenteleje 3.5 ir vizualiai paveikslelyje 3.18. Lentel¢je 3.5 yra
peteiktas bendras empirinis klasifikavimo tikslumas. Jis yra apskaiCiuojamas
lyginant gautus klasifikavimo rezutatus su tos pacios teritorijos palydoviniu
vaizdu, gautu i$ karto po triejy ménesiy, kai jame debesies nebéra (USGS Earth
Explorer). Tos pacios teritorijos vaizdas i§ Landsat 7 palydovo gali biiti gautas
tik po 90 pary (Gudritiené 2007).

Paveikslélyje 3.19 pateikti paveiksliukai parodo klasifikavimo rezultatus,

naudojant du skirtingus metodus, ir, naudojant 12-os artimiausiy kaimyny
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schema. Nors PBDFI metodu gautas paveiksliukas (pav. 3.19 b)) yra glodesnis,

tatiau PBDF metodas (pav. 3.19 a)) geriau iSskiria jautresnes vietas. Geriau

suklasifikuoja tokias vietas, kur klasifikuojamame paveiksliuke debesimi uz-

dengtas miSkas praktiSkai susilieja su ne misSko teritorija.

Pav. 3.18 Teritorijos, kuri buvo klasifikuojama, vaizdas po 90 pary.

Lentelé 3.5 Bendras Kklasifikavimo tikslumas, naudojant skirtingus
klasifikavimo metodus, su skirtingomis kaimynystés schemomis.
Metodai
Artimiausiy kaimyny schema
PBDF PBDFI
4 0.9033 0.9020
8 0.8817 0.8747
12 0.8779 0.8623

Remiantis natiiraliai sugadinto paveiksliuko klasifikavimo rezultatais, dar

karta galima teigti, jog erdvinés priklausomybés jvedimas tarp klasifikuojamo

stebinio ir mokymo imties, leidZia gauti geresnj rezultata.

Kadangi, modeliuojant realig situacija, koreliacijos plo¢io parametras buvo

gautas o = 13.0305, galima teigti, jog debesims biidinga erdvin¢ koreliacija,

todel juos galima modeliuoti Gauso atsitiktiniu lauku.
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Pav. 3.19 Klasifikavimo rezultatai pagal PBDF (a) ir PDBFI (b) metodus,
naudojant 12-os artimiausiy kaimyny kaimynystés schema.

3.5. Skyriaus iSvados

e Eksperimenty metu iSrySké¢jo PBDF metodo pranasumas prie§ PBDFI
metodg. Tai reiSkia, jog klasifikuojant naudinga atsizvelgti 1 klasifikuo-
jamy stebiniy erdving priklausomybe su mokymo imtimi.

e Esant dideliam lauko koreliacijos ploc¢iui a PBDF ir PBDFI metodai be-
veik nebereaguoja 1 uzdéto lauko keliamg triukSma.

e PBDF ir PBDFI metodams reikalinga mokymo imtis, taciau Siuo atveju
J1 buvo naudota santykinai nedidel¢ lyginant su klasifikuojama teritorija
(0,6 % stebiniy).

e Rezultatai parode, jog did¢jant erdvinés koreliacijos plo¢iui duomenyse,
Bajeso iterptomis diskriminantinémis funkcijomis paremty klasifikavi-
mo metody rezultatai tampa tikslesni.

e Pasiiilyta metodika gali biiti naudinga klasifikuojant vaizdus, sugadintus
erdvéje koreliuotu triukSmu.

e Kilasifikuojant realy paveiksliuka su GLCM gauti rezultatai labai geri,
bet duomenyse atsiradus erdvéje koreliuotam triukSmui Sie metodai ne-
betenka prasmes, nes jie pradeda klasifikuoti ne paveiksliuko teritorija,

o lauko informacija.
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Remiantis nattraliai sugadinto paveiksliuko klasifikavimo rezultatais
(skyrius 3.4), dar kartg galima teigti, jog erdvinés priklausomybés jve-
dimas tarp klasifikuojamo stebinio ir mokymo imties, leidZia gauti ge-
resnj rezultata.

Kadangi, modeliuojant realig situacijg (skyrius 3.4), koreliacijos ploc¢io
parametras buvo gautas o = 13.0305, galima teigti, jog debesims biidin-
ga erdvin¢é koreliacija, todél juos galima modeliuoti Gauso atsitiktiniu
lauku.

Skai¢iavimai atliekami Zymiai grei¢iau PBDF ir PBDFI metodais, nei

GLCM paremtu metodu.
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Bendrosios isvados

Visy eksperimenty metu PBDF metodas buvo pranasesnis uz PBDFI
metodg. Tai reiskia, jog klasifikuojant naudinga atsizvelgti i klasifikuo-
jamy stebiniy erdving priklausomybe tarp klasifikuojamo stebinio ir
mokymo imties.

Atlikty eksperimenty metu gauti rezultatai parode, jog did¢jant erdvinés
koreliacijos plociui duomenyse, Bajeso ijterptomis diskriminantinémis
funkcijomis paremty klasifikavimo metody rezultatai tampa tikslesni.
Tuo tarpu, kity metody, kurie buvo lyginami su PBDF ir PBDFI, klasi-
fikavimo tikslumas neger¢ja.

IStyrus BDF klaidy tikimybiy priklausomybg¢ nuo statistiniy parametry
reikSmiy, gauta, jog didesné priklausomybe tarp klasiy Zymiy ir stipres-
né erdviné koreliacija tarp poZymiy stebiniy, uztikrina maZesnes reiks-
mes. Taip pat galima teigti, kad stebiniai su stipresne erdvine priklau-
somybe gali biiti klasifikuojami tiksliau (pagal pasiiilyta metodika).
Atlikus realaus nuotolinio steb¢jimo vaizdo, padengto debesimis, klasi-
fikavima, dar kartg galima teigti, jog erdvinés priklausomybés jvedimas
tarp klasifikuojamo stebinio ir mokymo imties, leidZia gauti geresnj re-
zultatg. Kadangi, Siuo atveju koreliacijos ploCio parametras buvo gautas
o = 13.0305, galima teigti, jog debesims biidinga erdviné koreliacija,

todel juos galima modeliuoti Gauso atsitiktiniu lauku.
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