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Reziumeé

Informacijos amziuje susiduriame su nuolat didéjanciais duomeny kiekiais.
Misy tikslas yra surasti esmines ar trokStamas zinias, slypinCias Siuose
duomenyse, jas suvokti ir pritaikyti praktikoje. Sioje disertacijoje aprasomi
tyrimai vykdomi duomeny vizualizavimo srityje, priskiriamoje aiSkinamajai
duomeny analizei, kurios tikslas pateikti grafing informacija, leidziancia
manipuliuoti duomenimis, naudojantis juose esancios informacijos vizualiu
pateikimu.

Disertacijos objektas yra daugiamaciai duomenys ir daugiamatémis
skalémis grindziami dimensijos mazinimo arba projekcijos metodai.
Analizuojant daugiamacius duomenis buvo taikomi jvairis metodai:
saviorganizuojantis neuroninis tinklas, SMACOF ir Sammono algoritmai,
diagonalinis mazoravimo ir santykiniy daugiamaciy skaliy algoritmai bei
santykinés perspektyvos metodas. Siy netiesinés daugiamaciy duomeny
projekcijos metody funkcionalumo gerinimas yra pagrindinis $io darbo tikslas.

Disertacija sudaro jvadas, trys skyriai, iSvados ir literatiiros sgra$as.
Pirmajame skyriuje apzvelgiami disertacijoje tirti daugiamaciy skaliy metodai ir
pateikiami nauji teoriniai disertacijos autoriaus rezultatai. Antrajame skyriuje
pristatomos metody tyrimy ir pradiniy tasky daugiamatése skalése parinkimo
metodologijos. TreCiajame skyriuje eksperimentiskai  pagristi atskiry
disertacijoje nagrinéty daugiamaciy duomeny vizualizavimo metody parametry
parinkimo biidai.

Bendra disertacijos apimtis - 105 puslapiai, 57 numeruotos formulés,
29 paveikslai ir 13 lenteliy. Literatiiros sarasa sudaro 107 Saltiniai.

Tyrimy rezultatai publikuoti 8 recenzuojamuose periodiniuose mokslo
zurnaluose ir 6 kituose mokslo leidiniuose. Rezultatai pristatyti ir aptarti
14 nacionalinése ir tarptautiniy konferencijy Lietuvoje ir uzsienyje.



Abstract

In The Information Age people encounter with bigger and bigger amounts of
data. We aim to find crucial or desirable knowledge, which lies in that data, to
comprehend it and to apply it to practice. Researches, described in this
dissertation, were done in the data visualization field, attributed to explanatory
analysis of data, which aim to provide diagrammatic information, that allow
manipulating the data, while using visual presentation of information of that
data.

The object of the dissertation is multidimensional data and methods of
dimensionality reduction or projection, that are validated by multidimensional
scaling. To analyze multidimensional data there were various methods applied:
self-organizing maps, SMACOF algorithm and Sammon’s mapping algorithm,
diagonal majorization algorithm and relative multidimensional scaling
algorithm, and relative perspective method. The main objective of this work is to
improve functionality of these nonlinear projection methods of multidimensional
scaling.

The dissertation consists of 3 chapters, and the list of references. First
chapter is dedicated to review multidimensional scaling methods, which were
studied in this work, and to present new theoretical results of the author of the
work. Second chapter introduce methodologies to study methods and to select
initial points in multidimensional scaling. Third chapter gives substantiation by
experiment of means to select parameters of particular multidimensional data
visualization methods, analyzed in the dissertation.

The dissertation is written in Lithuanian. It consists of introduction,
3 chapters, conclusions, and the list of references. There are 105 pages of the
text, 57 numbered formulas, 29 figures, 13 tables and 107 bibliographical
sources.

The main results of this dissertation were published in 14 scientific papers:
1 article in a journal abstracted in Thomson ISI Web of Science database;
2 articles in scientific publications indexed in Thomson ISI Proceedings
database; 5 articles in journals indexed in international database approved by
Science Council of Lithuania; 6 publications are printed in the national and
international conference proceedings. The main results of the work have been
presented and discussed at 14 international and national conferences, workshops,
seminars.
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Simboliai

D®

Rn

Zyméjimai

i - tojo ir j - tojo tasky (aibés X elementy) skirtumas,
neatitikimas (angl. disparity); naudojamas nemetrinése
daugiamatése skalése.

visy kvadratiniy nepanasumy matricy erdvé

(s x s).

daugiamaciy skaliy (DS) paklaidos (tikslo, itempimo)
funkcija, paklaida (Eps = /Enorm)-

Sammono projekcijos paklaidos (tikslo, jtempimo)
funkcija.

saviorganizuojancio neuroninio tinklo kvantavimo
paklaida (arba Egoum (kvant.))-

daleliy (disertacijoje — tasky) tarpusavio sgveikos
potenciné energija. Standumo parametras pe(—1, +00),

suteikiantis galimybe kontroliuoti, kaip greitai stimos
jégos mazeés didéjant atstumui tarp daleliy.

n - maté Euklidiné erdvé, kurios elementai yra taskai
arba vektoriai, kuriy koordinatés yra realieji skaiciai.

Vii
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i - asis aibés X elementas. TaSkas arba vietos vektorius,
kurio koordinatés realieji skaiéiai, t. y. X; € X € R™.

i - asis projekcijos taskas arba vietos vektorius

Y; € Y c R%, kurio koordinatés realieji skai¢iai.
atstumas tarp i - tojo ir j - tojo tasky. d;; € D.

epochos numeris.

staciakampio SOM tinklo stulpeliy skaicius.
staciakampio SOM tinklo eiluciy skaiCius.

neuroninio tinklo (SOM) i - tosios eilutés ir j - tojo
stulpelio neuronas.

i - tojo ir j - tojo tasky artimumas.

svorio koeficientas.

i - tojo ir j - tojo tasky (aibés X elementy)
skirtumingumas, nepanaSumas (§;; € A).

Spirmeno koeficientas.

dispersija.

nepanasumy (skirtingumy), tarp aibés X elementy,
matrica zym. A= (é'ij).

nepanasumy matrica, kurig konstruojant remiamasi
nepana$umy matrica A. Matrica D € DS priklauso
pasirinktai nepanasumy matricy klasei Dés).

matricos X stulpeliy vidurkiy vektorius, vidurkis.
realiyjy skaiciy laukas (R — realiyjy skaiéiy aibé).

bet kokios prigimties objekty ar elementy rinkinys (aibé).
svoriy matrica V = (Wi ]-).

duomeny aibé (matrica), kurios elementai (eilutés) yra
taskai arba vietos vektoriai X; € R™.

projekcijos tasko koordinaciy skaicius; projekcijos
erdvés R% (d < n) matmeny skaidius (matavimy
skaicius, dimensija).

mokymo epochy skaicius.

kaimyniskumo parametras, nusakantis j kiek greta (pagal
tvarkos sarysj) tasko X; esanciy aibés X kaimyny reikia
atsizvelgti apskaiciuojant jo DMA projekcija.

staciakampio SOM tinklo didziausios krastinés ilgis.
iteracijos numeris.
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a(X)

Santrumpos
DMA
DS

ISOMAP

LLE

MJ
MTI

PKA

RPM

SDS

SMACOF

SOM
SOM_Sammono

SOM_SMACOF

tasko koordinaciy skai¢ius arba erdvés R™ matmeny
skaiCius (matavimy skai¢ius, dimensija).
visy imties tasky arba vektoriy skaicius.
matricos X stulpeliy vidutinis kvadratinis nuokrypis.

diagonalinis mazoravimo algoritmas (angl. Diagonal
Majorization Algorithm).

metrinés daugiamatés skalés (angl. multidimensional
scaling, MDS).

izomerinis atvaizdavimas, praple¢iantis metrines
daugiamates skales, jvedant geometrinius atstumus,
besiremiancius svertiniu grafu.

lokaliai tiesinis atvaizdavimas (angl. Locally Linear
Embeding).

minimalaus jungimo kriterijus (angl. minimal wiring).
metrikos topologijos i§saugojimo kriterijus (angl. metric
topology preserving).

pagrindiniy komponenciy analizés metodas (angl.
principal component analysis).

santykinés perspektyvos metodas (angl. Relational
Perspective Map).

santykiniy daugiamaciy skaliy algoritmas (angl. relative
MDS).

daugiamaciy skaliy paklaidos minimizavimo algoritmas
(angl. Scaling by MAjorizing a COmplicated Function).
saviorganizuojantis neuroninis tinklas (angl. self-
organizing map).

saviorganizuojancio neuroninio tinklo ir Sammono
algoritmy junginys.

saviorganizuojancio neuroninio tinklo ir daugiamaciy
skaliy algoritmy junginys.
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Jvadas

Tyrimy sritis

Informacijos amziuje kasdien susiduriame su sparciai didé¢janciomis duomeny
apimtimis, kur miisy tikslas yra surasti esmines ar trokStamas zinias, slypincias
Siuose duomenyse, suprasti mus dominancig informacijg ir ja pritaikyti
praktikoje. Sios informacijos paieska vykdoma tokiose svarbiose srityse, kaip
statistika, duomeny vizualizavimas, duomeny bazés, duomeny gavyba (angl.
data mining), Sablony atpazinimas arba atpazinimo teorija (angl. pattern
recognition), sistemos mokymasis (angl. machine learning) ir dirbtinis
intelektas. Kiekvienos jy tikslas — padidinti masy suvokimg apie turimus
duomenis.

Istoriskai jau nuo seniai yra taikomi jvairis statistiniai metodai, kurie bando
perkelti turimus empirinius duomenis j matematinj modelj. Todél dauguma
statistikos darby yra skirta i$ anksto (lot. a priori) suformuluoty hipoteziy apie
duomenis tikrinimui. Darbe koncentruojamasi ties aiSkinamaja duomeny analize
arba duomeny vizualizavimu, kurio tikslas — pateikti grafing informacija,
leidZian¢iag manipuliuoti duomenimis ir juos lengviau suvokti. Pagrindinis
démesys disertacijoje kreipiamas j duomeny arba juose esancios informacijos
vizualy pateikimg, naudojantis vizualizavimo, dimensijos mazinimo (angl.
dimensionality reduction) arba projekcijos technikomis.



2 IVADAS

Darbo aktualumas

Duomeny suvokimas yra sudétingas procesas, ypa¢ kai duomenys nurodo
sudeétinga objekta, reiskinj, kuris apibiidinamas daugeliu kiekybiniy ir kokybiniy
parametry ar savybiy. Tokie duomenys vadinami daugiamaciais duomenimis ir
gali biiti interpretuojami kaip taskai arba vietos vektoriai daugiamatéje erdvéje.
Analizuojant daugiamacius duomenis, daznai | pagalba pasitelkiame vieng
svarbiausiy duomeny analizés jrankiy — duomeny vizualizavimg arba grafinj
informacijos pateikima. Pagrindiné vizualizavimo idéja — duomenis pateikti
tokia forma, kuri leisty naudotojui lengviau suprasti duomenis, daryti i§vadas ir
tiesiogiai jtakoti tolesnj sprendimy priémimo procesa. Vizualizavimas leidzia
geriau suvokti sudétingas duomeny aibes, gali padéti nustatyti tyréja
dominanc¢ius jy poaibius. Dimensijos mazinimo metodai leidzia atsisakyti
tarpusavyje priklausomy duomeny komponenciy, 0 projekcijos metodais galima
transformuoti daugiamacius duomenis j ties¢, plok§tuma, trimate erdve ar j kitg
zmogui vizualiai suvokiamg forma. Vizualig informacija Zzmogus pajégus
suvokti daug greiCiau ir papras¢iau negu skaitine arba tekstine. IS kitos pusés
toks suvokimas gali buti tik kaip dirva hipotezéms ir tolimesniems tyrimams,
pagrijstiems grieztais matematiniais modeliais. Kokia informacija ir kaip ji turi
buti vizualiai pateikiama, priklauso nuo naudotojo, dirbancio Sioje srityje, todél
Cia i8kyla problemos, reikalaujanéios atsakymy: kokius vizualizavimo metodus
pasirinkti ir kaip optimaliai parinkti jy parametrus. Dél nuolat didéjanciy
duomeny aibiy, atsiranda vis nauji duomeny vizualizavimo metodai, taciau
iSlicka aktuali problema — S$iy metody aprobavimas ir taikymo pagrjstumo
tyrimai.

Tyrimo objektas

Disertacijos tyrimo objektas yra daugiamaciai duomenys, jy atvaizdavimas
netiesiniais daugiamaciy skaliy algoritmais ir saviorganizuojanciais neuroniniais
tinklais, projekcijos kokybés vertinimas.

Darbo tikslas ir uzdaviniai

Darbo tikslas — netiesinés daugiamaiy duomeny projekcijos metody

funkcionalumo gerinimas, tiriant jy savybes.
Siekiant Sio tikslo sprendziami $ie uzdaviniai:



IVADAS 3

» Istirti daugiamaciy skaliy algoritmy duomeny pradinio parinkimo
budus.

» Palyginti daugiamaciy skaliy SMACOF algoritmg, Sammono algoritmg
ir santykiniy daugiamaciy skaliy algoritmg topologijos iS$saugojima
jvertinanéiais Kriterijais.

» Istirti diagonalinio mazoravimo algoritmo efektyvuma, lyginant jj su
daugiamaciy skaliy SMACOF ir santykiniy daugiamaciy skaliy
algoritmais.

» Teoriskai istirti saviorganizuojancio neuroninio tinklo (SOM) neurony
nugalétojy skaiting priklausomybe nuo mokymo epochos.

» Istirti naujas galimybes SOM tinklui vaizduoti.

» Modifikuoti santykinés perspektyvos metodo algoritma, siekiant
pagerinti jo konvergavima.

» Istirti santykiniy daugiamaciy skaliy algoritmo parametrus, siekiant
apskaiciuoti vienareikSmisky ir tikslig projekcija.

Tyrimy metodika

Analizuojant mokslinius ir eksperimentinius pasiekimus duomeny vizualizavimo
srityje, naudoti informacijos paieskos, sisteminimo, analizés, lyginamosios
analizés ir apibendrinimo metodai.

Kuriant programine jrangg, naudotas programinio modeliavimo metodas.
Teoriniai tyrimo metodai naudoti jrodant teoremas ir tiriant algoritmy
konvergavima. Taikytas matematinés indukcijos principas jrodant teiginius.

Remiantis eksperimentinio tyrimo metodu, atlikta statistiné duomeny ir
tyrimy rezultaty analizé, kurios rezultatams jvertinti naudotas apibendrinimo
metodas.

Darbo mokslinis naujumas ir jo reikSme

Darbe atlikti tyrimai atskleidé naujas galimybes vystyti daugiamaciy duomeny
vizualizavimo metodus ir priemones.

Irodyta, kad Sammono algoritme projekcijos duomeny pradinis parinkimas
ant tiesés yra netinkamas. Remiantis tuo yra tikslinga naudotis principiniy
komponenciy analize ar didziausiy dispersijy metodu parenkant projekcijos
pradinius taskus.



4 IVADAS

Parodyta, kad diagonalinio mazoravimo algoritmo efektyvumas nusileidZia
daugiamaciy skaliy SMACOF realizacijai ir santykinéms daugiamatéms
skaléms.

Teoriskai iStirta vienos epochos metu perskai¢iuojamy sta¢iakampés formos
SOM tinklo neurony skai¢iaus priklausomybé nuo mokymo epochos numerio.

Pasiiilytas naujas biidas neuroninio tinklo SOM vaizdavimui. Jame
neuroninio tinklo lentelés lgsteliy spalva parenkama kaip pilkos spalvos
atspalvis, priklausantis nuo Igstelése esantj neurong atitinkancio vektoriaus ilgio.

Pasiiilytas naujas pradiniy duomeny parinkimo budas pagal didziausias
dispersijas, tinkamas visiems daugiamaciy skaliy klasés algoritmams.

Istirtas santykinés perspektyvos metodo konvergavimas ir pasiiilyta naudoti
dvi naujas atstumy funkcijas, taip uztikrinat RPM metodo konvergavima.

Darbo rezultaty praktiné reikSmeé

Tyrimy rezultatai taikyti tiriamuosiuose Lietuvos valstybinio mokslo ir studijy
fondo ir Lietuvos mokslo tarybos projektuose:

» Prioritetiniy Lietuvos moksliniy tyrimy ir eksperimentinés plétros
programoje ,,Informacinés technologijos Zmogaus sveikatai — klinikiniy
sprendimy palaikymas (e-sveikata), IT sveikata®; registracijos
Nr.: C-03013; vykdymo laikas: 2003 m. 09 mén. — 2006 m. 10 mén.

> Aukstyjy technologijy plétros programos projekte ,,Zmogaus genomo
jvairovés ypatumy nulemti aterosklerozés patogenezés ypatumai
(AHTHEROGEN)®; registracijos Nr.: U-04002; vykdymo laikas:
2004 m. 04 mén. — 2006 m. 12 mén.

» Aukstyjy technologijy plétros programos projekte ,Informacinés
klinikiniy sprendimy palaikymo ir gyventojy sveikatinimo priemonés
e. Sveikatos sistemai (Info Sveikata)“; registracijos Nr.: B-07019;
vykdymo laikas: 2007 m. 09 mén. — 2009 m. 12 mén.

» Prioritetiniy Lietuvos moksliniy tyrimy ir eksperimentinés plétros
krypCiy projekte ,,Genetiniy ir genominiy lipos ir (arba) gomurio
nesuaugimo pagrindy tyrimai (GENOLOG)*; registracijos Nr.:
C-07022; vykdymo laikas: 2007 m. 04 mén. — 2009 m. 12 mén.

» Dyvisalio bendradarbiavimo mokslo tyrimy ir eksperimentinés plétros
srityje Lietuvos — Pranciizijos integruotos veiklos programoje
JZiliberas*;  registracijos  Nr..  V-09059; vykdymo laikas:
2008 m. 04 mén. — 2010 m. 12 mén.



IVADAS

Ginamieji teiginiai

>

Sammono algoritme projekcijos duomeny iniciacija ant tiesés yra
netinkama, kadangi paklaidos konvergavimas iteracinio proceso
pradzioje yra létas.

Diagonalinis mazoravimo algoritmas paklaidos prasme nusileidzia
daugiamaciy skaliy SMACOF algoritmui ir santykinéms daugiamatéms
skaléms. DMA paklaida gaunama didesné uz SMACOF ir santykiniy
daugiamaciy skaliy algoritmo paklaidg, ta¢iau DMA yra greitesnis uz
SMACOF algoritma.

Staciakampés formos SOM tinklo, kurio didesnigjg briaung sudaranciy
neurony yra k', permokomy neurony skai¢ius laiptiskai mazéja didéjant
mokymo epochos eilés numeriui ir sumazéja vienetu po

e = [nk—’,e] - [("’;,l)e] (n' =1, ..., k" — 2) epochos.

Galimos naujos atstumy funkcijos, kurios Zymiai pagerina RPM
algoritmo veikima.

Pradiniy tasky parinkimo pagal didziausias dispersijas biudas,
daugiamaciy skaliy algoritmuose yra vienas tiksliausiy ir efektyviausiy.

Darbo rezultaty aprobavimas

Tyrimy rezultatai buvo pristatyti ir aptarti Siose nacionalinése ir tarptautinése
konferencijose Lietuvoje ir uzsienyje:

1.

Mathematical Modelling and Analysis 8-th International Conference.
2003 m. geguzés 28-31 d., Trakai, Lietuva.

Lietuvos matematiky draugijos XLIV konferencija. 2003 m. birzelio
19-20 d., Vilnius, Vilniaus pedagoginis universitetas, Lietuva.

Kompiuterininky dienos — 2003. 2003 m. rugpjacio 28-30 d., Vilnius,
Lietuva.

Informacinés technologijos 2004. 2004 m. sausio 28-29 d., Kaunas,
Kauno technologijos universitetas, Lietuva.

EURO Summer Institute (ESI-XXII), 2004 m. liepos 9-25 d., Ankara,
Middle East Technical University, Turkija.
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6. Lietuvos matematiky draugijos XLV konferencija. 2004 m. birzelio 17—
18 d, Kaunas, Lietuvos Zemés tikio universitetas, Lietuva.

7. Lietuvos akiy gydytojy suvaziavimas. 2005 m. lapkri¢io4-5d.,
Palanga, Lietuva.

8. Lietuvos jaunyjy mokslininky konferencija, Operacijy tyrimas ir
taikymai (LOTD — 2006), 2006 m. geguzés 26 d., Vilnius, Lietuva.

9. The 8th International Conference on Artificial Intelligence and Soft
Computing, ICAISC 2006. 2006 m. birzelio 25-29d., Zakopang,
Lenkija.

10. The 5th International Conference, Simulation and optimisation in
business and industry, 2006 m. geguzés 17-20 d., Talinas, Estija.

11. Lietuvos jaunyjy mokslininky konferencija, Operacijy tyrimas ir
taikymai* (LOTD — 2006), 2006 m. geguzés 26 d., Vilnius, Lietuva.

12. 11th Conference on Artificial Intelligence in Medicine (AIME 07),
Doctoral Consortium, 2007 m. liepos 07-11 d., Amsterdamas, Olandija.

13. Informatikos doktoranty vasaros mokykla, Modernios duomeny
gavybos ir analizés technologijos, 2007 m. rugséjo 9-15d.,
Druskininkai, Lietuva.

14. The 20th International Conference, EURO Mini Conference
,Continuous Optimization and Knowledge-Based Technologies™
(EurOPT-2008), 2008 m. geguzés 20-23 d., Neringa, Lietuva.

Disertacijos struktira

Disertacija sudaro jvadas, trys skyriai ir i§vados.

Darbo apimtis yra 105 puslapiai, neskaitant priedy, tekste panaudotos
57 numeruotos formulés, 29 paveikslai ir 12 lenteliy. Rasant disertacijg buvo
panaudotas 107 literattiros $altinis.



Daugiamaciy duomeny
netiesines projekcijos
metodai

Siame skyriuje ne tik apzvelgiami disertacijoje analizuoti netiesinés projekcijos
metodai ir algoritmai daugiamaciy duomeny vizualizavimui, bet ir iSpléstos jy
galimybés.

Su Siame skyriuje pateikta medZiaga susije Vvisi autoriaus publikuoti
straipsniai (A1-B6).

Daugiamacdiy skaliy atsiradimas siejamas su psichometrija, todél pradzioje
daugiamatés skalés buvo kuriamos ir tobulinamos psichometry arba matematiky
ir statistiky, dirban¢iy psichometrijos srityje. Bet greitai Sis metodas buvo
perimtas ir kity sri¢iy specialisty, tokiy kaip geografy ar birzos prekiautojy, 0 dar
véliau - astronomy, genetiky, chemiky ir kt. (Torgenson 1952).

Bendrai daugiamatés skalés apima algoritmus, ieSkanCius paslépty
reguliariy struktiiry daugiamaciuose duomenyse. Duomenys - tai surikiuoti
rinkiniai parametry ir savybiy, apibtidinan¢iy kokj nors objektg ar reiskinj; jie
gali biti interpretuojami kaip taskai arba vietos vektoriai daugiamatéje erdvéje.
Siy algoritmy tikslas: objekty artimumo (angl. proximity) matrica, sukonstruota
pagal objekty parametry dydzius, atvaizduoti | maZesnés dimensijos erdvés tasky
atstumy matricg. Priklausomai nuo objekty kilmés, gali buti naudojamos tiek jy
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artimumo, tiek jy nepanaSumo matricos (Cox and Cox 2001), nes, naudojant
monotoniSkai mazéjancia funkcija, galima nesunkiai pereiti nuo panaSumy prie
objekty tarpusavio nepanasumy.

Matematiniai pagrindai daugiamatéms skaléms buvo padéti 1958-1980
metais. Torgersonas (Torgerson 1958) sukiré klasikiniy daugiamaciy skaliy
metoda (angl. classical scaling), kurio sprendinys sutampa su pagrindiniy
komponenéiy analizés metodo sprendiniu. Klasikiniy DS metodas remiasi tuo,
kad objekty nepanaSumai matuojami grieztai pagal Euklido metrika, nenaudojant
jokiy papildomy nepanasumy transformacijy (placiau apie tai 1.3.1 skyriuje).
1977 de Leeuv (orig. Jan de Leeuw) apibendrino tuo metu pladiai tyrinéty
nemetriniy DS metody principg ir pasiiilé naujg metodg metrinéms
daugiamatéms skaléms (de Leeuw 1977), pagrista sudétingos funkcijos
mazoravimo principu, vadinamu SMACOF (angl. Scaling by MAjorizing a
COmplicated Function) arba metriniu  SMACOF. Véliau Sis metodas
patobulintas, pritaikant jj ne tik simetrinéms kvadratinéms nepanaSumy
matricoms, bet ir stac¢iakampéms nepanasumo matricoms. Taip pat atsirado
nemetrinis SMACOF ir SMACOF su konfigiraciniais apribojimais (angl.
SMACOF with restrictions on the configurations) bei individualiy skirtumy
SMACOF (angl. SMACOF for individual differences) (de Leeuw and Mair
2008). Prie daugiamaciy skaliy metody matematiniy pagrindy vystymo stipriai
prisidéjo Gutmanas (orig. Lois Guttman) sukiires Gutmano transformacija
(Guttman 1968) ir pasitles, kaip ir Kruskalas (orig. J. B. Kruskal), algoritma
nemetriniy daugiamaciy skaliy problemos sprendimui (Guttman 1968; Kruskal
1964b).

Daugiamatés skalés priklauso dimensijos mazinimo (angl. dimensionality
reduction) metody klasei, kurios vystymasi apzvelgia J. A. Lee savo pateiktyje
(Lee and Verleysen 2010) ir kurios apibendrinimas pateiktas 1.1 paveiksle.

Daugiamaciy skaliy algoritmai ir jy taikymo sritys yra placiai aprasyti (Borg
and Groenen 2005), (Lee and Verleysen 2007) ir (Cox and Cox 2001) knygose.
Sios knygos yra kertinés, norint suvokti daugiamaéiy skaliy kilme, vystymosi
iStakas bei perspektyvas.

Lietuvoje daugiamaciy duomeny vizualizavimas néra nauja mokslo sritis ir
joje dirba nemazai mokslininky. Lietuvoje daugiamates skales pirmasis pradéjo
nagrinéti prof. habil. dr. V. Saltenis (Saltenis and Varnait¢ 1975). Jis kartu su
savo kolege J. Valevi¢iene 1975 m. Valstybiniam algoritmy ir programy fondui
pateiké Sammono projekcijos programine realizacija (Saltenis 1975).
Lygiagrec¢iai Sammono projekcijos tyrimus sékmingai vykdé ir A. M. Montvilas.
Taip pat prie daugiamaciy algoritmy tyringjimo Zzymiai prisidéjo prof.
A. Zilinskas, prof. G. Dzemyda, dr. (HP) J. Zilinskas bei jy auklétiniai.
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»Pagrindiniy komponenciy analizé
#Klasikinés metrinés skalés
»Paklaidos funkcija paremti daugiamaciy skaliy ir Sammono
algoritmai
#Nemetrinés daugiamatés skalés
»Saviorganizuojantis neorinis tinklas
# Dirbtinis neuroninis tinklas
#Kreivalinijiné komponenciy analizé
»Spektriniai metodai
¥ AtvaizdZio branduoliu paremta pagrindiniy komponenciy analizé
»Isomap
¥ Lokaliai tiesinis jdéjimas
¥ Laplaso tikriniai Zemélapiai
¥ DidZiausios dispersijos iSskleidimas
»Panasumais paremti atvaizdziai
» Stohastinis kaimyny atvaizdavimas
»Simbedo ir kreivalinijiné komponendiy analizé

1.1 pav. Netiesiniy dimensijos maZinimo metody istoriné apzvalga (Lee
and Verleysen 2010)

A. Zilinskas ir J. Zilinskas tyrinéja daugiamates skales su miesto kvartaly
(angl. city-block) metrika ir ieSko daugiamaciy skaliy paklaidos (jtempimo,
tikslo) (angl. Stress) funkcijos globalaus minimumo. Kadangi paklaidos (1.2)
funkcija su miesto kvartaly metrika tampa nediferencijucjama funkcija
minimumo taskuose (d > 2) (Zilinskas and Zilinskas 2007), todél klasikiniai
Niutono—Rapsono (angl. Newton-Rapson) tipo metodai netinka. Siekiant surasti
globaly minimumo taska, naudojami kombinatoriniai, genetiniai, daugelio starty
(angl. multistart) paieSkos metodai. Taciau augant tasky skaiéiui ir projekcijos
erdvés dimensijai d, uzdavinio sudétingumas auga eksponentiskai ir surasti
globaly minimuma kai n-d > 24, d > 2, tampa labai sunku arba nejmanoma
(Zilinskas and Zilinskas 2009). Siai problemai spresti silomi Saky réziy
(Zilinskas and Zilinskas 2009) ir dviejy lygiy hibridiniai (Zilinskas and Zilinskas
2007; Zilinskas and Zilinskas 2008) algoritmai, Kurie ypa¢ efektyviis dirbant su
didelés apimties duomenimis.

Pastaruoju metu sékmingai apginta eilé disertacijy, skirty daugiamaciy
duomeny vizualizavimo problemoms: A. Podlipskyté (Podlipskyté 2004),
O. Kurasova  (Kurasova  2005), V. Medvedev (Medvedev  2007),
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J. Bernatavicien¢ (BernataviCien¢ 2008), S. Ivanikovas (lvanikovas 2009).
Pirmajai vadovavo prof. A. Zilinskas, likusioms prof. G. Dzemyda.

Isleistas vadovélis informatikos krypties doktorantams ir magistrantams
(Dzemyda et al. 2008).

1.1. Pagrindinés sgvokos

Siame skyriuje nagrinéjami metodai, leidZiantys duomeny vektorius X;, X i € R™
atvaizduoti (suprojektuoti, kai d <n) j d matmeny erdve R? taip, kad Sioje
erdvéje bity islaikomi duomeny vektoriy artimumai arba skirtingumai. Kitais
7o0dziais tariant, turime atvaizdavima ¢: R™ — R<.

Nepanasumams arba skirtumingumams (angl. dissimilarity) jvertinti
erdvése R™ ir R? apibréziamos atitinkami nepanasumo matai &;; ir d;;. Siekiant
jvertinti bendrg duomeny aibés X ir jy vaizdy Y aibés panaSuma naudojamos
jvairios paklaidos funkcijos. Daznai uzdavinys yra dar sudétingesnis, nes
uzdavinio pradzioje yra zinoma tik nepanasumy (ar panaSumy) matrica

14

40

. + .
- * -
05 * + * 10 R
1 ot LI
~ " R . 0 Ly =
: b * ha%
4
+
0 e R 2 o+ 10 * oy
DA ® ek . EX4
- P *f ey *
. S, A 20+ x .
o T
05} +
% 4% 30
g %
" #

e 3 2 ] 0 1 2 3 4 8o 0 %0 En 0 20 0 60
1.2 pav. ,,Iris“ duomeny aibé atvaizduota naudojantis klasikinémis

daugiamatémis skalémis. Kairéje matas yra Euklidinis atstumas, o deSingje
matas yra Koreliacija (Zr. 1.1 lentele)

Varijuojant skirtingomis nepanasumo mato funkcijomis bei paklaidos
funkcijomis gaunami vaizdai gali skirtis i§ esmés (1.2 pav.), bet kartu tai leidzia
pabrézti vizualizuojamy duomeny skirtumingumus ar topologines savybes,
nuspéti jy tikraja (angl. intrinsic) dimensija. DaZniausiai tyrinéjamos R? ir R3
projekcijos erdvés ir naudojamas Euklidinis atstumas, kaip nepanasumo matas
tarp elementy, nes taip analizuojat vektoriy projekcijos vaizdus, Zmogaus akis
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gali geriausiai vizualiai jvertinti Siy projekcijos taSky skirtumus arba panaSumus
(Morrison et al. 2003).

1.1. Apibrézimas. Transformacija (atvaizdis) ¢: R™ — R¢ apibrézta visoje
R™ yra tiesiné jeigu galioje lygybés:

L oo(X+X) =)+ o(X;), vX;, X; € R™ (adityvumas);

2. pa-X)=a X)), VX;€ER™ ir a€eR (pirmo laipsnio
homogeniskumas);

Tokia transformacija vadinama tiesiné arba tiesiniu atvaizdziu (Trench
2010).

Tiesinés projekcijos metodo (tiesinio atvaizdzio) pavyzdys yra pagrindiniy
komponenéiy analizé ir klasikinés metrinés daugiamatés skalés. Sie metodai yra
ekvivalentlis, kuomet nepanaSumai apskai¢iuojami naudojant Euklido metrika
(Lee and Verleysen 2007).

Daugiamaciy duomeny netiesinés projekcijos metodai pasizymi tuo, kad
transformacijai ¢@: R™ — R? negalioja adityvumo savybé. Daugiamaciy skaliy
atveju funkcija ¢ néra apibréziama, taciau minimizuojant paklaidos funkcija
gaunamai projekcijai Y ir pradiniams duomenims X, nebegalioja tiesinio
atvaizdzio (transformacijos) savybeés.

Kaip minéta anks$Ciau, daugiamatés skalés skirstomos | metrines ir
nemetrines priklausomai, ar tarp nagrinéjamos aibés X elementy yra jvesta
metrika, ar ne. DaZniausiai nagrinéjami duomenys, priklausantys R™ edvei,
kurioje yra jvesta metrika.

Metrinés daugiamatés skalés nuo nemetriniy skiriasi tuo, kad kai
nagrinéjame nemetrines skales, turime situacija, kai dalis skirtumy ar panasumy
tarp objekty yra nezinomi, nes néra Zinomi visi objekto atributai arba Zinomas
tik jy tarpusavio iSsidéstymas (eilé). Ankstyvieji daugiamaciy skaliy metodai
buvo nemetriniy DS tipo, kadangi jos kilo biitent i§ daugiamaciy skaliy taikymo
psichologiniams testams jvertinti, kur duomenys daznai yra kokybinio tipo ar
nepilni (Kruskal 1964b; Guttman 1968).

Siekiant tiksliau apibrézti skirtumus tarp metriniy ir nemetriniy daugiamaciy
skaliy, reikia apibrézti keleta sgvoky:

1.2. Apibrézimas. Tegu turime aib¢ S, turinig bent du elementus, ir
nepanasumo (angl. dissimilarity) funkcijg §:S X S — R, turincig tokias savybes
VYa,b € S:

1. §(a,b)=0;
2. 6(a,a) =0;
3. &(a,b) = 6(b, a), komutatyvumas.
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Tuomet funkcija § vadinama nepanasumo funkcija, o jos reiksmé vadinama
dviejy objekty nepanaSumu arba skirtumingumu (zymima &;; == §(a, b))
(Critchley 2000).

Tam kad funkcija & buty galima vadinti metrika erdvéje S, reikia kad
galioty ir kitos metrikos savybés:

4. 6(a,b) <6(a,c)+6(c,b),Va,b,c €S, trikampio nelygybé;
5. 6(a,b) = 0, tada ir tik tada, kai a = b.

Vadinasi, jeigu objektai priklauso metrinei erdvei, tuomet objekty
nepanasumas gali biiti prilyginami atstumams tarp Siy tasky.

Porag (S,6) vadinama nepanasumy erdve. Kadangi aibé S dazniausiai yra
baigtiné arba yra didesnés aibés baigtinis poaibis, tai nepanaSumus tarp visy tos
aibés objekty galima sudéti j [s X s] simetring matrica A= (6; j), kuri vadinama
nepanasumy matrica.

Praktikoje daznai objekty nepanasumai gaunami:

> tiesiogiai, pavyzdziui atstumai tarp miesty ar skirtumai tarp reakcijos j
dirgiklj psichometriniuose eksperimentuose ir kt.

» netiesiogiai, pavyzdZiui jvertis parametry, atsizvelgiant j kuriuos du
objektai skiriasi, ar kaip Mahalanobio atstumas tarp dviejy objekty.

Kartais nejmanoma iSmatuoti nepanaSumy tarp objekty arba juy tiesiog
nezinome (pvz., nepanasumas tarp dviejy automobiliy, darbuotojy ir t.t.), bet
jeigu mokame nusakyti objekty artimumg p;; (pvz., ekspertas surikiuoja
skirtingy markiy automobilius, priskirdamas jiems rikiavimo indeksa, tarkime
automobilio patikimumo skaléje), tuomet galima naudojantis $iais artimumais
taikyti nemetriniy daugiamaciy skaliy metodus ir atvaizduoti objektus.

Nemetriniy daugiamaciy skaliy metodo tikslas — vizualizuoti turimus
objekty skirtumus (1.3 apibrézimas).

1.3. Apibrézimas. Dviejy objekty skirtumu arba neatitikimu (angl.
disparity) vadinamas i$vestinis dydis, monotoni$kai priklausantis nuo dviejy
objekty artimumo (angl. proximity).

Kuomet nepanaSumy matricg galima apskaiciuoti arba jinai yra tiesiog
duota, tuomet jos tyrimui galima taikyti nepanaSumo analizés metodus. 1.3.3
skyriuje pateikiamas nemetriniy daugiamaciy skaliy metodo ir jame naudojamy
monotoniniy funkcijy iSsamus aprasymas.

Nepanasumo analizés objektas yra matricos A reprezentacija Kita matrica D,

priklausandia pasirinktai nepanasumo matricy klasei D € DS. Daznai DS
priklauso visiems galimiems S atvaizdavimams j vizualizuojamg metring erdve.
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Jos Sablonais gali biiti:

1. R% su atstumy funkcija apibréziama Minkovskio p-norma
(1 <p <), arba bet kokia kita funkcija, tenkinanti skaliarinés
sandaugos apibrézima.

2. Nekryptingai sujungto grafo teigiamy virStniy aibé, kur d;; lygus
trumpiausiam keliui tarp virStiniy i ir j.
Apibendrinant, Kiekvienai reprezentacinei klasei Dé”) galima i$skirti tris
aspektus (Critchley 2000):

1. Vizualizavimas: kaip atrodo objektai, kuriy komponentes mes zinome?
Tai gali bati ir vektoriai Euklidinéje erdvéje, ir dendrogramos Klasteriai.

2. SkaiCiavimas: kaip apskaiiuojami d;; tarp objekty projekcijos erdveje?

3. Charakterizavimas: kada nepanaSumy matrica A priklauso DL(,S)? T.y.
kuomet galima surasti vienareikSmiska atvaizdavimag A j D?

Siekiant surasti kaip jmanoma geresnj A atvaizdg D, reikalinga atstumo
funkcija ¢ (:,"), kuriag minimizuojant atzvilgiu A (¢ (4, D)), bty galima sakyti,
kad surandamas geriausias atvaizdas D. Funkcija ¢ (:,) vadinama paklaidos arba
tikslo funkcija ir disertacijoje pateiktuose tyrimuose zymima sutrumpintai raide
E. E papildomai Zzymima su indeksu, leidZian¢iu tiksliau jvardinti funkcija
(1.1) - (1.5).

Tegu v(S) yra vektorius, kurio komponenciy skai¢ius m = s(s — 1)/2 ir
koordinatés yra simetrinés (s X s) matricos S virSutinés trikampés matricos
elementai. Tuomet funkcija ¢ gali biti tokia: ¢(A,D) = |lv(A— D),
(1<p <), arbagp(A,D) =v(A—D)"-V-v(A— D), kurV vadinama svoriy
matrica (m X m). Kai svoriy matrica V ekvivalenti vienety matricai, turime
primityvia (angl. raw stress) tikslo funkcija:

N
B, () = ) (8- dy()
=1
i<j

2

(1.1)

E,(Y) minimizuoti galima naudojant paprasty maziausiy kvadraty, jungtiniy
gradienty ar Kitus metodus.

Kai svoriy matrica V yra diagonaliné, bei jos elementai yra bet kokie
teigiami reallis skaiCiai, tuomet turime bendresnj funkcijos E,(Y) atvejj,
vadinama tikslo funkcija su svoriais (angl. weighted stress) (1.2).
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N

E,(Y) = Z Wij (5ij - dij(Y))

ij=1
i<j

2

(1.2)

Disertacijoje nagrin¢jamas butent Sis paklaidos atvejis, kada yra ieSkomas
vektoriy atvaizdavimas j Eukliding vektorine erdve R%.

Pats bendriausias atvejis, kai V matricos visi elementai yra teigiami realiis
skaiciai. Tuomet $i tikslo funkcija vadinama apibendrinta (angl. generalized):

Eup(Y) = Z (5ij - dij(Y)) Z Wik (8 — di (V). (1.3)
i<j i<ksj

Kaip ir E,(Y) atveju, funkcijas E,(Y) ir Eqp,(Y) galima minimizuoti
atitinkamai naudojant maziausiy kvadraty metodg Su Svoriais ar apibendrintg
maziausiy kvadraty metoda.

Kadangi funkcijos (1.1), (1.2) ir (1.3) priklauso nuo mastelio, t. y. pervedus
duomenis i§ vieno mastelio j kitg, paklaida proporcingai gali sumazéti arba
padidéti, todél jvedamas paklaidos normalizavimas arba santykinés paklaidos.
Galimi du normalizavimo atvejai:

» Pirmuoju atveju, kai dalinama i§ konstantos, lygios nepanasSumy
matricos A elementy sumai, gaunama normalizuota paklaida (angl.
normalized stress):

s 2
Lij=1Wij (5ij - dij(Y))
Eporm(Y) = —2 . (1.4)
norm Zij:l Wij6i2j
i<j

» Antruoju atveju, kai dalinama i$ gautos projekcijos objekty nepana$umo
matricos D elementy sumos ir iStraukiama Saknis, gaunama literatiroje
naudojama Kruskal paklaida (angl. Kruskal stress, stress-1) (Kruskal
1964b):

P j=1Wij (5ij - dij(Y))z

E Y)=EFE (YY) = <] ' (15)
kruskal(Y) stress—1(Y) ij=1wijd$j @)

i<j
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Darbe (Borg and Groenen 2005) jrodyta, kad kai Y* yra minimumo taskas ir
tinkamai parinktas mastelis, tuomet E, y,m (Y*) = E2,ess—1(Y™), todél bet kuri
i§ paklaidos funkcijy (1.4) ir (1.5) gali biiti naudojama ir viena keic¢iama kita.

Minimizuojant paklaidos funkcijas ieSkoma, formos leidzianCios pamatyti
tai, kas yra abstraktu ar nematoma, t.y. vizualizuoti. Norint vizualizuoti
pasirinktus duomenis reikia atlikti visg eile veiksmy: pradiniy duomeny
atrinkimas ir transformavimas, projekcijos algoritmo vykdymas, gautos
projekcijos apdorojimas ir i§vedimas j kompiuterio ekrang. Toks projekcijos
apskai¢iavimo procesas vadinamas vizualizavimu (Robertson and De Ferrari
1994). Disertacijoje nagrinéjamos projekcijos j vieno, dviejy ir trijy matmeny
vektorines erdves, kurias nesunku atvaizduoti zmogui lengviau suvokiama
forma.

Tolimesniuose skyriuose nagrinésime jvairius galimus nepanaSumo
matricos A atvaizdavimo j matricag D metodus, jy privalumus ir trikumus.

1.2. Pagrindiniy komponenc¢iy analizé

Pagrindiniy komponenciy analizé (PKA, angl. principal component analysis)
placiai naudojama dimensijos mazinimui, duomeny suspaudimui atsisakant
nereik§mingy parametry, esminiy savybiy suradimui ir duomeny vizualizavimui
(Jolliffe 2002). Disertacijoje pagrindiniy komponenciy analize yra paremta viena
i§ pradiniy duomeny iniciacijos strategijy, naudojama netiesiniuose daugiamaciy
duomeny projekcijos metoduose. Tai yra netiesioginis PKA taikymas duomeny
dimensijos mazinimui ir jy vizualizavimui. PKA yra geriausias i§ tiesinés
projekcijos metody, todél rekomenduojama prie§ pradedant taikyti
sudétingesnius projekcijos metodus pritaikyti batent §j metoda, ir tik tuomet,
jeigu gautas rezultatas netenkina, taikyti kitus metodus.

Pagrindiniy komponen¢iy analizés algoritmas gaunamas remiantis
ekvivalenciais 1.4 ir 1.5 apibrézimais.

1.4. Apibrézimas. Pagrindiniy komponenciy analizé — ortogonali duomeny
projekcija ] mazesnés dimensijos (matmeny skaiciaus) erdve, kuri maksimizuoja
suprojektuoty duomeny dispersija (Hotelling 1933). MazZesnés dimensijos erdve
yra vadinama pagrindiniu poerdviu (angl. principal subspace).

1.5. Apibrézimas. Pagrindiniy komponenciy analizé — tiesiné projekcija,
kuri minimizuoja viduting projekcijos paklaida, apibréziama kaip Euklidiniy
atstumy tarp duomeny ir jy projekcijy kvadraty vidurkis, apskai¢iuojamas pagal
(1.6) formule (Pearson 1901).
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1% ,
E=2 ) I~ Y, (16)
i=1

Gia ¥; = Y94 . apUg + X*_ 4.1 biUy, kur {U,} ortogonalis baziniai vektoriai,
|-]| — Euklidinis atstumas.

Pagal antraji apibrézimag turime, kad PKA metodas yra tiesiné projekcija.
Nors abu apibrézimai ekvivalentiis, ta¢iau PKA daZniausiai Siejamas su
pirmuoju apibrézimu, nes remiantis pirmuoju apibrézimu buvo kuriami
pagrindiniy komponenéiy analizés algoritmai, Kurie susideda i§ duomeny
suvidurkinimo, jy kovariacinés matricos apskai¢iavimo ir véliau Sios
kovariacinés matricos (1.7) d tikriniy vektoriy, atitinkan¢iy d didZiausias
tikrinés reik§mes, suradimo.

T=E(X-EM)(X-EX))". (L.7)

Zinant tikrinius vektorius galima apskai¢iuoti PKA projekcija. Pagrindinis
uzdavinys surandant PKA projekcija yra tikriniy vektoriy apskai¢iavimas, kuris
gali baiti vykdomas remiantis keletu strategijy:

» kovariacinés matricos dekompozicija (Golub and Van Loan 1996),
kurios sudétingumas O(n®). Efektyvesnis yra laipsninis metodas (angl.
power method) (Golub and Van Loan 1996), kurio sudétingumas
0(dn?);

» EM (angl. expectation-minimization) algoritmas yra naudojamas, kai
duomeny komponenéiy skai¢ius n yra labai didelis, tuomet vien
kovariacinés matricos apskai¢iavimas reikalauja O(sn?) operacijy. Sis
algoritmas laimi bitent todél, kad jame neskai¢iuojama kovariaciné
matrica ir jo sudétingumas tampa lygus O (dsn) (Roveis 1998);

PKA siekia surasti ,,teisingg“ projekcijos kryptj, kuria atvaizduoti duomenys
atskleidZia savo struktiirg. Jeigu duomeny dimensija yra didelé arba jie priklauso
netiesinei daugdarai, tuomet tokios krypties daZnai surasti nejmanoma
(Friedman and J.W 1974).

Patys metodai detaliai aprasyti (Dzemyda et al. 2008; Jolliffe 2002; Bishop
2006) knygose.

1.3. Daugiamatés skalés

Daugiamatés skalés (DS) — tai metodas, kuris atvaizduoja nepanasumus (arba
panasumus) tarp dviejy objekty kaip atstumg tarp Siy tasky zemesnés dimensijos
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erdvéje (projekcijos erdvéje). Tokios Zemesnés dimensijos erdveés pavyzdziu yra
trimaté erdveé, dvimaté Euklidiné plokStuma ar tiesé. Stebint gauta projekcija
Euklidinéje plokstumoje, galima spresti apie objekty tarpusavio santykj bei jy
formuojamas strukttiras, kadangi laikoma, kad mazai nutol¢ vienas nuo kito
taskai projekcijos erdvéje atspindi panaSius ir artimus pagal savo poZymius
objektus. Daugiamatés skalés naudojamos tirti kaip objekty pozymiali,
i8skiriantys juos i$ kity objekty, jtakoja jy tarpusavio padétj projekcijos erdvéje,
0 taip pat norint surasti daugiamatés erdvés dimensijg, kuri yra pakankama
norint jvertinti objekty panasumag ar nepanasuma (Borg and Groenen 2005).
Simetrija tiesés atzvilgiu ir pasukimas yra invariantinés transformacijos DS
algoritme.

Daugiamaciy skaliy teorijos pradininkai buvo matematikai psichologai,
kuriy  pagrindiniai  rezultatai paskelbti zurnale Psihometrika (angl.
Psychometrika) (Chen et al. 2008).

Kaip jau paminéta Sio skyriaus pradzioje, daugiamatés skalés buvo,
tyrinéjamos matematiky, dirbusiy psichometrijos srityje. Knygoje (Young and
Hamer 1987) galima surasti pagrindinius zingsnius ankstyvojoje daugiamaciy
skaliy vystymosi istorijoje. Keletas fakty susijusiy su disertacijoje tyrin¢jamy
metody vystymosi:

1. Pirmas zingsnis — metrinés daugiamatés skalés:

» (Torgerson 1958) pirmas pateiké taip vadinamg daugiamaciy
skaliy siiilyma, tenkinantj Euklidinés edvés model;.

» (Attneave 1950) straipsnyje pasiiilé ne-Euklidinés erdvés modelj
tenkinancias daugiamates skales.

2. Antras zingsnis — nemetrinés daugiamatés skalés:

» (Kruskal 1964b) pateiké matematiSkai ir statistiS$kai racionaly
sitilymg nemetrinéms daugiamatéms skaléms.

» (Guttman 1968) pasialé visiskai nauja metoda nemetrinéms
daugiamatéms skaléms, pagrijsta Gutmano transformacija.

3. Trecias zingsnis — individualiy skirtumy daugiamatés skalés:

» (Bloxom 1968) pirmasis apras¢ daugiamaciy skaliy modelj su
svoriais.

4. Ketvirtas zingsnis — Vystymosi konsolidavimas:

» (de Leeuw 1977) ir (de Leeuw and Heiser 1977) straipsniuose
pateiké SMACOF algoritma, tinkantj tiek metrinéms, tiek ir
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nemetrinéms daugiamatéms skaléms su svoriais ir be juy.
NepanaSumy matas jame yra atstumai.

Siais laikais daugiamaciy skaliy algoritmai taikomi naudojant nesimetrines
nepanasumy matricas: lyginantys atskiry individy trokStamg objekty pasirinkima
(angl. unfolding) ar nepanaSumy matricy aibes, apibuidinancias ta patj objekta
skirtingose situacijose.

Daugiamaciy skaliy metodai yra efektyviai skaiiuojami ir sugebantys
atskleisti daugiamaciy duomeny strukttira, kai duomenys yra issidéste tiesiniame
ar beveik tiesiniame daugiamatés erdvés poerdvyje (Tenenbaum et al. 2000).
Kuomet duomenys formuoja i$ esmés netiesing struktiira, tuomet Sios struktiiros
DS metodais atskleisti nepavyksta. Tais atvejais naudojami, taip vadinami,
netiesiniai dimensijos mazinimo metodai (angl. nonlinear dimensionality
reduction): kaip ISOMAP (Tenenbaum et al. 2000) ar lokaliai tiesinis
atvaizdavimas (LLE) (Roweis and Saul 2000).

Kadangi ne visuomet galima surasti atvaizdj | maZesnés dimensijos erdve,
iSlaikantj visus atstumus, todél jvedama paklaidos funkcija, kurig minimizuojant
atstumai atvaizduojami j kaip jmanoma artimesnius atstumams jvesties erdvéje.
Tasky projekcija galima gauti tiek metriniy, tiek ir nemetriniy skaliy metodais.

1.3.1. Klasikinés daugiamatés skalés

Klasikinés daugiamatés skalés dar kitaip vadinamos Torgersono ar Torgersono -
Goverio (angl. Torgerson-Gower scaling) skalémis. Torgersonas ir Goveris yra
pirmieji autoriai, praktiskai pritaike (Young and Householder 1938) teoremas
susijusias su matricos dekompozicijos egzistavimu.

Pagrindiné klasikiniy daugiamaciy skaliy idé¢ja — nepanaSumai tarp objekty
yra lygls atstumams tarp S$iy objekty ,ir tikslas yra surasti $iy objekty
koordinates. Sis uzdavinys susiveda j Gramo (angl. Gramian) matricos (1.8)
tikriniy reikSmiy dekompozicija (angl. eigendecomposition). Pagrindiniy
komponenciy analizés metodas (aptartas 1.2 skyriuje) atlieka vektoriy X;
kovariacinés matricos tikriniy reik§miy dekompozicija. Nors kovariaciné matrica
(n x n) ir Gramo matrica (s X s) yra skirtingy dydziy, bet esant centruotai X,
nesunku, remiantis jvesties matricos X dekompozicija, jrodyti, kad Klasikiniy
skaliy sprendinys sutampa su pagrindiniy komponenéiy sprendiniu (Lee and
Verleysen 2007):

G = XxT. (1.8)

Uzdavinio suvedimas | Gramo matricg pateiktas (Borg and Groenen 2005).
Trumpai tariant, atstumy kvadraty matrica D[?/(X) pagal prielaida yra lygi
turimai nepanaSumy matricai A, kurios kiekvienas elementas pakeltas kvadratu
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Al2]. Be to, galioja (1.9) lygybés. Pirmoji lygybé vadinama dvigubo matricos
centravimo (angl. double centering) procediira, antroji atitinka matricos Gp
tikriniy reikSmiy dekompozicija.

Gy = —%JA[Z]JT = Q4Q". (2.9)

Zinant Q ir A, bei pasirinkus norima didziausiy teigiamy tikriniy reiksmiy
skaiCiy d, galima vienareikSmisSkai suskai¢iuoti matricg Y, t. y. surasti projekcija
i R? (1.10).

Y = Q,AY? (1.10)

i
¢ia A, — d didZiausiy teigiamy tikriniy reikSmiy matrica, Q, — Sias tikrines
reikSmes atitinkan¢iy tikriniy vektoriy matrica.

Kadangi imamos tik teigiamos tikrinés reikSmés ir d < n, todél taikant
Klasikines daugiamates skales nei§vengiamai gaunama paklaida, kurig galima
jvertinti pagal (1.11) formule. Si paklaida vadinama istempimo (angl. strain)
paklaida.

Eiétempimo =lyy" — GAHZ- (1.12)

Pagrindinis klasikiniy daugiamaciy skaliy metodo privalumas yra tas, kad
jis neturi parametry, nuo kuriy priklausyty, ir todél gaunama vienareikSmé tasky
projekcija. Vienas i§ pagrindiniy trikumy, kaip ir PKA metode, yra tai, kad
klasikiniy daugiamaciy skaliy metodas yra tiesinis atvaizdis. Vadinasi, jeigu
projektuojama daugdara yra netiesiné, i§ gautos projekcijos negalima atskleisti
duomeny topologijos.

1.3.2. Metrinés daugiamatés skalés

Metrinés daugiamatés skalés tam tikra prasme yra klasikiniy daugiamaciy skaliy
praplétimas.

Daugiamaciy  skaliy metodu galima atvaizduoti s  vektoriy
X; = {xi1,Xi2, -, Xin} 18 n - matés erdvés R™ j maZesnio matmeny skaiCiaus
erdve R® taip, kad kuo geriau buty iSsaugoti projekcijos vektoriy
Y; = {yi1, Viz, ---» Vin} nepanaSumai arba skirtumingumai, apskaiciuoti lyginant
atitinkamus projektuojamus vektorius X;. DaZniausiai naudojama projekcijos
(vaizdo) erdvé yra R?. Tik metrinése daugiamatése skalése nepanasumy arba
skirtumingumy matu yra imamas atstumas tarp atitinkamus vektorius
atitinkanc¢iy tasky, bet nepanaSumu gali biiti bet kuri funkcija tenkinanti 1.2.
apibrézima. Lenteléje 1.1 pateiktas sgraSas dazniausiai naudojamy objekty
nepanaSumo funkcijy. PaZzymékime §;; skirtumingumg tarp i-tojo ir j-tojo
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vektoriy R™ erdvéje ir atitinkamai d;; atstumg erdvéje R%. Tuomet daugiamaciy
skaliy metodo tikslas — surasti tokias tasky X; projekcijas Y;, kad atstumai tarp
tasky erdvéje R™ kaip jmanoma tiksliau atitikty atstumus tarp ty tasky projekceijy
erdvéje R%. Savoka ,kaip jmanoma tiksliau®, matematiskai galima apibrézti kaip
paklaidg, apskai¢iuojamg pagal formule (1.1).

1.1. lentelé. Populiariausi kiekybiniy duomeny artimumo matai

Mato pavadinimas Matematiné iSraiSka
n
Euklidinis atstumas 8 = z("ik - xjk)z
k=1
- - - n
Euklidinis atstumas su _ 2
svoriais 6ij = Z wi (% = xjk)
k=1
Mahalanobio (angl. T
Mahalanobi) atstumas 0y = J(xik — k) 27 (xue = %)
n
Miesto kvartaly atstumas 8ij = Z |xl-k - xjk|
k=1
1
Minkovskio (angl. " 2\
Minkowski) atstumas 8ij = leik - xjkl A=1
=1
Kanbera (angl. Canberra) 5. = Z |Xik - xjkl
=y —I
atstumas J & |xl.k + x]k|
: N i — %
Bray-Curtis atstumas 6ij = z
=1 (xik + x]k)
] n 2
Nukrypimas (angl. 10 (i — %)

divergence) 8 =5

2
"= Cear + %ik)
Yk=1 XikXjk

Kampinis atskyrimas (angl. 8ij=1-—
angular separation) J YR xE YR szk

Yo O — ) (x5 — %;)

\/22=1(xik — %) Xioq (0 — JEi)z

61]=1

Koreliacija
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Kiekvienas i$ pateikty artimumo maty turi ir savo taikymo sritj, pavyzdziui:
Bray-Curtis atstumas daznai naudojamas ekologijoje; koreliacija ir kampinio
atskyrimo matai naudojami, kai duomeny komponenéiy skaicius yra nedidelis;
miesto kvartaly metrika tinka, kai norima palyginti objekta apraSancius atskirus
pozymius; Euklido metrika placiausiai naudojama, nes ji atspindi dviejy objekty
tarpusavio padétj plokstumoje. Sios metrikos trikumas, kad jos rezultatui
didesng jtakg turi didziausias absoliutines reikSmes turintys vektoriaus
elementai. Atstumo tarp taSky absoliutus dydis turi didele jtakg paklaidos Epg
(1.1) reikdmei. Sig jtaka galima sumazinti naudojantis (1.2) formule.

Literatiroje minimi jvairGs paklaidos funkcijos Epg (1.1) optimizavimo
budai, tokie kaip jungtiniy gradienty metodas, kvazi-Niutono (angl. Quasi-
Newton) metodas, deterministinis atkaitinimo modeliavimo algoritmas (angl.
simulated annealing) (Klock and Buhmann 1999), evoliucinis algoritmas
(Dzemyda et al. 2008), kombinatorinis daugiamaciy skaliy algoritmas (Zilinskas
and Zilinskas 2007), Saky ir réziy algoritmas (Zilinskas and Zilinskas 2009),
genetinio algoritmo ir lokalaus nusileidimo metody kombinacijos (Mathar and
Zilinskas 1993; Podlipskyté 2004), tuneliavimo (angl. tunneling) globalaus
minimizavimo metodas (Groenen and Heiser 1996), atstumy glaistymo (angl.
distance smoothing) metodas (Groenen et al. 1998), SMACOF algoritmas, dar
vadinamas Gutmano (angl. Guttman) mazorizavimo algoritmu, Kuris pagrjstas
tikslo funkcijos mazorizavimo principu (Borg and Groenen 2005).

Sioje disertacijoje tyrimams naudojamas iteracinis SMACOF algoritmas ir
Sio algoritmo modifikacija, vadinama diagonaliniu mazoravimo algoritmu
(DMA) (Trosset and Groenen 2005), kuri skirta atvaizduoti didesném duomeny
aibéms. SMACOF algoritmas yra vienas i§ geriausiy optimizavimo algoritmy,
taikomas Epg paklaidos minimizavimui (Borg and Groenen 1997; Groenen and
van de Vaelden 2004). SMACOF algoritmas yra paprastas, bet efektyvus,
kadangi garantuoja paklaidos funkcijos konvergavimg j lokaly minimumag Su
tiesiniu konvergavimo grei¢iu (de Leeuw 1988).

SMACOF algoritmas i$samiai aprasytas (Borg and Groenen 2005). Kadangi
tai vienas i$ pagrindiniy disertacijoje naudoty duomeny vizualizavimo algoritmy,
trumpai bus aprasyti jo principai.

SMACOF algoritmas, tai iteracinis algoritmas, pirma kartg pasitlytas
(Guttman 1968) straipsnyje ir matematiskai uzraSomas yra

Y(m' +1) =V*B(Y(m'))Y(m), (1.12)

kur matrica B(Y(m’)) sudaro elementai b;; apskaiCiuojami pagal (1.13)
formulg.
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[ W;i6;;
——L2 kaii#jird; #0;
by =4 0, ) kaii =+ jird;; =0; (1.13)
- z bl],kall :]
j=1j#i

Svoriy matrica V yra

(X \

-] .
S

(1.14)

\

V* yra matricos V Moore-Penrose pseudoinversiné matrica (Gower and
Groenen  1991). Tuo atveju, kai visi svoriai w;; =1, tuomet

vt = %(1 — %1 -17). Cia I yra vienetiné matrica. 1 yra matrica, kurios visi
elementai lygts vienam. Tuomet iteraciné formulé (1.12) tampa lygi:

Y(m' +1) = %B(Y(m’))Y(m’) (1.15)

SMACOF algoritmo schema pagal (Borg and Groenen 2005):

1. Pasirinktu metodu parenkami pradiniai vektoriai Y;eR® ir priskiriama
m' = 0.

2. Apskai¢iuojama paklaida EDS(Y(m')) pagal (1.1) formuleg.

3. [Tteracijy skaicius m' padidinamas vienetu.

4. Apskaic¢iuojama Gutmano transformacija pagal (1.12) formulg ir
gaunama nauja tasky projekcija Y(m").

5. Apskai¢iuojama daugiamaéiy skaliy paklaida Ej, S(Y(m’)).
6. Jeigu Eps(Y(m' —1)) —Eps(Y(m')) <& arba iteracijy skaitius

m' =my,,,, tai algoritmas stabdomas, kitu atveju kartojamas
algoritmas nuo 3 Zingsnio.

Sis metodas buvo taikomas, kaip pagrindinis daugiamaé¢iy skaliy metodas,
(A1, A3, Adir A8) straipsniuose.
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1.3.3. Nemetrinés daugiamatés skalés

Nemetrinés daugiamatés skalés buvo plétojamos Separdo (Shepard 1962a),
véliau jas vysté Kruskalas (Kruskal 1964a; Kruskal 1964b). DaZnai negalima
turimy objekty artimumy pavadinti atstumais arba tiesiog nezinoma nepanaSumy
tarp objekty dydziy. Siai problemai spresti ir buvo pasiilytos nemetrinés
daugiamatés skalés. Cia remiamasi tuo, kad nors nepana$umy reik§miy
nezinome, taciau turime objekty rikiavima, sudaryta pagal Siy objekty
nepanasumus. Pavyzdziui, automobiliy ekspertas gali surikiuoti turimag aibg
automobiliy pagal tam tikrg pozymj (surinkimo kokybé, lieckamoji verté, ir t. t.),
taciau kokia to poZymio reik§me, islieka neaisku.

Kai objekty artimumas p;; (angl. proximity) apibréziamas eilés numeriu
(rangu), tuomet ieskant atvaizdzio Siekiama, kad jis tenkinty rikiavimo modelj
(1.16).

Rikiavimo modelis (angl. ordinal model) reikalauja, kad:

jeipij < pyp,tai dyj < dy, (1.16)
Cia p;j, P — objekty X;, X; ir atitinkamai X, X; artimumai (rangai), d;;, dy; —
atstumai tarp Siy objekty projekcijos tasky. Jei p;j = py, tai d;; ir dy; gali biti
bet kokie.

Taigi nemetrinés DS skalés stengiasi iSlaikyti rikiavimg projekcijoje kaip
jmanoma ,,artimag“ (izometrinj) jvesties duomeny rikiavimui. Kadangi artimumai
p;j yra ne visada patogiis naudoti tiesiogiai, todél jie transformuojami j
skirtumus arba neatitikimus &;; = f(p;;) (angl. disparity) (1.3 apibrézimas).

Skirtumai §;; yra apskai¢iuojami i§ artimumy p;;, naudojant jvairias
monotonines funkcijas f, pateiktas (1.17) — (1.21) iSraiskomis.

Pirmo laipsnio polinomas:

Antro laipsnio polinomas:
Sij=a+b p;+c-p} (1.18)
Eksponentiné funkcija:
Sij =a+b- exp(pi]-). (1.19)
Logaritminé funkcija:
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Antro laipshio polinomas:

¢iaa,b,c €R.

Padarius prielaida, kad apskai¢ivoti skirtumai §; ; apytiksliai lygas
atstumams (nepanaSumams) tarp taSky daugiamatéje erdvéje &;;, gauname
metrinémis daugiamatémis skalémis sprendziamg problemg. Tada tasky X
projekcija galima apskaiciuoti standartiniais daugiamaciy skaliy algoritmais
(SMACOF, pseudo-Niutono), vietoje nepanasumy naudojat skirtumingumus.
Pacios projekcijos tikslumas vertinamas Kruskalo paklaida (1.5).

1.4. Sammono algoritmas

Lietuvoje Sammono algoritmas placiai tyrinétas O. Kurasovos (Dzemyda and
Kurasova 2006), G.Dzemydos (Dzemyda et al. 2008) ir A. M. Montvilo
(Montvilas 2003) darbuose.

Uzsienyje Sammono algoritmas nagrinéjamas nuo pat 1969 mety. Sis
algoritmas skirtas i$saugoti tiek mazus, tiek didelius atstumus tarp tasky, esanciy
daugiamatéje erdvéje taip, kad jie likty kaip jmanoma panasesni j atstumus tarp
tasky projekcijos plokStumoje (Sammon 1969). DazZnai teigiama, kad Sammono
algoritmu gauta projekcija yra reikSmingai geresné topologijos i§saugojimo
prasme uz SOM (Bezdek and Pal 1995). Pats Sammono algoritmas yra vienas i$
greiCiausiai veikian¢iy dimensijos mazinimo algoritmy (Biswas et al. 1981).
Metodo kilmé, kaip ir daugelio tuo metu atsiradusiy metriniy ir nemetriniy
metody, yra problemos, kylancios i§ tuo metu egzistavusiy labai populiariy,
klasterizavimo algoritmy. Klasterizavimo algoritmai priklauso nuo daugelio
parametry, tokiy kaip: klasteriy panaSumo mato, Kklasterio panasumo riby,
iteracijy skaiciaus ar ribos, nuo kurios priklauso, kiek bus klasteriy surasta.
J. W. Sammonas pasiiilé savo algoritmg, leidziantj, autoriaus nuomone, i§vengti
visy Sity problemy arba, teisingiau, perkelti Sias problemas ant zmoniy,
interpretuojanciy gautas Sammono algoritmu projekcijas, peciy.

Tai yra vienas i§ populiariausiy vizualizavimo algoritmy, kuris iS tiesy yra
daugiamaciy skaliy atskiras atvejis. Sammono algoritmo tikslo funkcija
(paklaida) (angl. Sammon stress) (1.23), kurioje mazi atstumai turi didesnj svorj
negu dideli atstumai, gaunama i§ (1.4) formulés, parenkant svorius pagal

formule:
1

Wij = —5” L5y (1.22)
i<j
Tada galima uZraSyti:
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) é‘” (1.23)

l<]

(511 u)
<]

l

gia Yiog 8;; naudojama kaip normalizavimo konstanta, paSalinanti paklaidos
i<j

priklausomybg nuo duomeny mastelio. NepanaSumai d;; ir &;; yra lygis

atstumams tarp tasky tiek projekcijos, tiek pradinéje erdvése. Atstumai gali biti

apskaiCiuojami pagal bet kokig metrikg, bet autorius sifilo naudoti tiktai

Eukliding metrikg (Sammon 1969).

Sammono algoritmo paklaidai minimizuoti naudojamas iteracinis
gradientinis pseudo—Niutono (orig. pseudo—Newton) metodas, pagrjstas Hesiano
(angl. Hessian) matricos diagonale aproksimacija. Projekcijos tasky Y; € R?
koordinatés y;,, i = 1,s, k = 1,2 apskai¢iuojamos pagal iteracing formule:

9Es(m")
o Y (M) ,

9%2Es(m’)
ayizk(m’)
¢ia m' - iteracijos numeris, o koeficientas @ vadinamas Zingsnio ilgiu arba

,,magisku faktoriumi* (Kohonen T. 2001; Sammon 1969).
Pirmos ir antros eilés dalinés iSvestinés apskaiéiuojarnos pagal formules:

Yie(m' + 1) = yy(m') — (1.24)

Vi Zz 1611 61] dU te = M)y (1.25)
i<j J=Li%
9%Es 2 Z 1 (6 )
0yfi 10y L Oyrdy\ VY %
l<] ] ‘]¢l
, (1.26)
Wik — Yji) ( 6 — dij)
- 1+
dl-j dij

Rekomenduojama zingsnio reik§mé, uztikrinanti pakankamai gera Samono
paklaidos konvergavimg j minimuma yra intervale « € [0,3; 0,4] (Kohonen T.
2001; Sammon 1969), naudojant klasikinj Sammono algoritmg. Priklausomybé
nuo zingsnio a sumazéja, kai naudojamas modifikuotas Sammono algoritmas,
kurio metu naujos tasky koordinatés y;,(m'+ 1) apskaiCiuojamos ne tik
atsizvelgiant j ankstesnés iteracijos taSky koordinates y;, (m") bet ir j vykdomos
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iteracijos metu gauty tasky koordinates. Zeidelio (Philipp Ludwig von Seidel)
arba Gauso-Zeidelio (Gauss-Seidel) metodas yra naudojamas tiesiniy lygciy
sistemomis spresti, bet originali idéja, kurig galima pritaikyti ir DS algoritme,
yra ta, kad nauji taskai iteracinio proceso eigoje apskaiiuojami remiantis jau
prie$ tai, toje pacioje iteracijoje, apskaiCiuotais taskais. Taciau daugiamaciy
skaliy atveju tai reiksty, kad reikia perskaiciuoti ir atstumy matricg po kiekvieno
pakeisto tasko. Nors toks metodo konvergavimo greitis iSauga, taciau iSauga ir
laiko sgnaudos. Todél yra pasitilyta modifikacija, kuri skiriasi nuo Gauso-
Zeidelio tipo modifikacijos tuo, kad pirmos ir antros eilés iSvestinés
perskaiCiuojamos tik kiekvienos iteracijos pabaigoje (Dzemyda and Kurasova
2006). Tai nereikalauja papildomy skaiiavimy pirmos ir antros eilés
iSvestinéms perskai¢iuoti ir tuo paciu padidina projekcijos paklaidos
konvergavimo greitj. Sammono projekcijos pavyzdys pateiktas 1.3 paveiksle.
Jame néra vaizduojamos tasky koordinatés koordinaciy aSyse, kadangi
Sammono algoritmas nepriklauso nuo pasukimo, perkélimo ir kity tiesiniy
transformacijy, o tai lemia ekvivalenéias projekcijas jvairiose plokStumos
vietose.

IAL%A |
Ty
B ni/AA

‘ Q| tasky atsiékyréliq grupé ‘
u || tasky atsiskyréliy grupé
4 [l tasky atsiskyreliy grupé

1.3 pav. Modifikuoto Sammono algoritmo projekcijos pavyzdys,
atvaizduojant HBK duomenis (Zr. 2.1 skyriuje)

Labai svarbi problema, kuri jtakoja tiek Sammono algoritmo konvergavimo
greit], tiek gautos paklaidos dyd;j ir tiksluma, tai pradiniy vektoriy parinkimas
yie(m' =0), i =1,s, k =1,2. Sammonas rekomenduoja parinkti pradines
vektoriy koordinates atsitiktinai (Sammon 1969), bet taip pat mini, kad
praktikoje geriausia parinkti jas lygias didziausias dispersijas turincioms X;
koordinatéms, t.y. y;(m' =0) = xj,, yiz(m' = 0) = Xy, oo, Yia (M’ = 0) = x5,
kur dispersijos atitinkamai tenkina nelygybes o?(xi,) = 02(xy,) = -+ =
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02(x;x, ). Taip pat daznai pasitaikantis pradiniy vektoriy iniciacijos bidy yra
suprojektuoti  daugiamacdius duomenis naudojant klasikinj pagrindiniy
komponenciy analizés metoda (detalus apraSymas 1.2 skyriuje) i d dimensijg ir
Sios projekcijos tasky koordinates naudoti, kaip pradinius vektorius Sammono
algoritmui.

Pradiniy koordina¢iy parinkimo pagal didziausias dispersijas pagrindinis
privalumas tas, kad jo sudétingumas O (sn). Be to gaunama projekcija yra artima
pagrindiniy komponenc¢iy analizés metodu gaunamai projekcijai, kadangi
Y 0%(xij,) < T_1 Ak, kur 2, yra matricos A tikrinés reik§més, suriiSiuotos
mazéjimo tvarka. Sie metodai tarpusavyje lyginami §ios disertacijos autoriaus
darbuose (A6, A7 ir A8).

1.5. Diagonalinis mazoravimo algoritmas

Diagonalinis mazoravimo algoritmas (DMA) detaliai aprasytas (Trosset and
Groenen 2005). Tai atskiras SMACOF algoritmo atvejis, nes DMA algoritme
naudojama paprastesné mazoravimo funkcija, kadangi dauguma skai¢iavimuose
naudojamy svoriy lygiis 0, ko pasekoje (1.12) formulé tampa lygi:

Y(m'+1)=Y({m') + %diag(V)_l[B(Y(m’) -Mr(m"). (1.27)

DMA algoritmu gaunama Siek tiek didesné projekcijos paklaida, lyginant su
SMACOF (A2), nors (1.27) isreikstinés formulés skai¢iavimas vyksta daug
greitiau, taip pat nereikia skai¢iuoti pseudo-inversinés V* matricos (1.28).

Vt=W+117)"t —n=211T. (1.28)

Dauguma matricos V (1.14) elementy w;; yra lyglis nuliui, todél galima
neskaiciuoti atitinkamy matricos B elementy b;;. Iteraciniu budu perskaiciuojant
dvimatei plokStumai priklausanc¢iy projekcijos vektoriy Y; = {yi1,Yi2}
koordinates, atsizvelgiama ne j visus atstumus d;; tarp vektoriy Y; ir Y;, taip
Zenkliai pagreitina projekcijos suradimo procesa bei sutaupo kompiuterio
atmintj.

Sio algoritmo sudétingumas, naudojant standarting V matrica, yra 0(n?).
Atsizvelgdami j tai autoriai (Trosset and Groenen 2005) rekomenduoja naudoti
tik dalj matricos V svoriy ir sitilo du matricos V formavimo biidus:

» Pirmas bidas. Svoriai apibréziami remiantis formule
w;; = 0,4/(0,4 +d;;), kai d;j <0,6, prieSingu atveju w;; = 0. Sis
budas disertacijos tyrimuose nebuvo naudojamas, nes sunku jvertinti
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atstumy d;; skaiciy, j kuriuos bus atsizvelgiama skai¢iuojant projekcijos
vektoriy priklausan¢iy dvimatei plokstumai koordinatés. Taip pat néra
apibrézta kaip parinkti slenkstj atstumams konkreciai analizuojamai
duomeny aibei. Todél disertacijos eksperimentinéje dalyje buvo
naudojamas antras svoriy matricos konstravimo budas.

> Antras budas. Matricos V  svoriai imami  w; =1, Kkai
0<i—-k<j<i+k<m,irw;=0 visais kitais atvejais. Cia k —
daugiamaciy vektoriy kaimyniSkumo parametras, nusakantis, j kiek
kaimyniniy vektoriy analizuojamoje duomeny aibéje bus atsizvelgiama
apskaiCiuojant X;. Naudojant §j biidg gaunama svoriy matrica V yra

pavidalo (1.29).
k-2

k-1 - -1 0 0 0 0 \
-1 k+1 -1 .. -1 0 0 0

| -1 -1 k+2 -1 .. -1 0 0

v=| : : : : : : : : (1.29)

0 -1 e =1 2k -1 .. -1
0 0 0 -1 .. -1 k+1 -1
0 0 o 0 -1 .. -1 k

Matricos X eilutes galima keisti vietomis pagal pasirinktg eilu¢iy i8maiSymo
biida tiek algoritmo pradZioje, tiek po Kiekvienos iteracijos. Tuo tarpu matrica V
iSlieka visuomet tokia pati. Tokiu biidu perskai¢iuojant naujas projekcijos tasky
koordinates atsizvelgiama j vis kitus jvesties taSkus. Tai leidzia algoritmui
konverguoti j minimumo ta$ka, turintj maZesne paklaidos reik§me. Galima
atvirkstiné strategija, kurios metu matrica X nekeiciama, bet kei¢iama matricos
V elementy padétis. Si strategija disertacijoje nebuvo taikoma, kadangi galima
pasinaudoti matricoje X slypinc¢ia papildoma informacija (klasteriai, taskai
atsiskyréliai ir t. t.).

DMA algoritmo sudétingumas tiesiogiai priklauso nuo matricos V nelygiy
nuliui elementy skai¢iaus. Zinodami kvadratinés svoriy matricos V dimensijg s
ir parametrg k, gauname, kad DMA algoritmo sudétingumas lygus
0(s? — (s — 2k —1)?), kai s > 2k + 1. Kai naudojami visi svoriai, turime
DMA algoritmo sudétinguma lygy O(s?). Taigi DMA skai¢iavimo laikas,
priklausomai nuo pasirinkto k, sutrumpéja proporcingai santykiui ﬁ,
¢ia s = 2k + 1. Esant pakankamai dideliems s ir turint k = s/10 skai¢iavimo
laikas sumazéja iki 2,77 karto. Kuomet k = s/100, tuomet skaiciavimo laikas
sumazéja iki 25,25 karto (Bernataviciené et al. 2007).

DMA algoritmo schema pateikta 1.4 paveiksle.
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duomeny aibé X

v

Parenkamos pradinés tasky Y(0)
koordinatés

m'=0 \

Apskai¢iuojama projekcijos paklaida
Eps (Y (m")
> m'=m+1

L

Perikiuojami aibés X elementai

v

Apskaiciuojamos naujos tasky
Y (m') koordinatés pagal 1.27
formule

|

Apskai¢iuojama projekcijos paklaida
E s (¥ ("))

}

o

// \\
_— m'=m', arba
Ne // . . \\
— En(Y(m-D)-Exs(Y(M)<e
.
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.
—

Taip

C Pabaiga

1.4. pav. Diagonalinio mazoravimo algoritmo blokiné schema
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Pagal (Trosset and Groenen 2005) algoritma sudaro $ie Zingsniai:

1. Pasirinktu metodu parenkami pradiniai vektoriai Y;eR? ir priskiriamas
m' = 0.

Pagal (1.1) formule apskaic¢iuojama paklaida Ep S(Y(m’)).

Iteracijy skaic¢ius m' padidinamas vienetu.

Perrikiuojami aibés X elementai.

Apskai¢iuojama nauja tasky projekcija Y(m") pagal (1.27) formule.
Apskaic¢iuojama daugiamaciy skaliy paklaida Ep S(Y(m’)).

N o gk~ w Db

Jeigu Eps(Y(m' —1)) —Eps(Y(m')) <& arba iteracijy skaiius
m' = my,4. tai algoritmas stabdomas, kitu atveju algoritmas vykdomas
nuo 3 zingsnio.

1.6. Santykiniy daugiamaciy skaliy algoritmas

Santykiniy daugiamaciy skaliy algoritmas (angl. relative MDS) pasiiilytas ir
aprasytas darbe (Naud and Duch 2000). Sis algoritmas skirtas dideliy aibiy bei
naujy tasky priklausan¢iy daugiamatei erdvei vizualizavimui, naudojant pries tai
apskaiciuotg baziniy tasky projekcija.

Naudojant klasikinj daugiamaciy skaliy metodsg, negalima atidéti naujo
tasko neperskaiciuojant visos turimos duomeny aibés projekcijos. Todél naujy
tasky atvaizdavimui gali biti naudojamas santykiniy daugiamaciy skaliy
algoritmas (SDS). Nors $is metodas néra toks tikslus kaip SMACOF ar
Sammono metodai, ta¢iau jis gali atvaizduoti dideles aibes, tam pareikalaudamas
mazai kompiuterio skai¢iavimo resursy. Kadangi SDS algoritme nereikia saugoti
ir perskaiéiuoti kiekvienos iteracijos metu dideliy atstumy matricy D.

Santykiniy daugiamaciy skaliy metode turimg duomeny aibe X padaliname j
du netuscius poaibius F ir M, taipkad X = FUM ir F N M = @. Aibe (aibés X
poaibj) F vadinsime baziniy tasky aibe, o aibe M — naujy tasky aibe. Nors aibé
M gali buti nuolat papildoma naujais elementais, tac¢iau kiekvienu fiksuotu laiko
momentu laikysime, kad turime baigting aibe, kurios tiir] (elementy skaiciy)
zymeésime s, Atitinkamai baziniy tasky aibés elementy skaicius Zymimas s,
be to galioja lygybé s = sp + sy.

Tuomet ieskodami aibés X projekcijos santykiniy daugiamaciy skaliy
metodu atliekame Siuos zingsnius:
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1. Pagal pasirinkta metodika reikia iSrinkti bazinius vektorius ir
sukonstruoti baziniy vektoriy aibe; pvz., naudojantis k-vidurkiy (angl.
k-means) algoritmu (Naud and Duch 2000; Vesento 2001). Daug jvairiy
metodiky pasialyta disertacijoje (Bernatavi¢iené 2008).

2. Naudojant DS metoda projektuojama baziniy vektoriy aibé F;

3. Naujy aibés M tasky projekcijos apskaiciuojamos atsizvelgiant j baziniy
tasky projekcijas ir j naujy tasky tarpusavio atstumus. Kvazi-Niutono
(angl. quasi-Newton) metodas naudojamas minimizuojama santykiniy
daugiamaciy skaliy tikslo funkcija (1.30).

Algoritmo schema pateikta 1.5 paveiksle.

Analizuojami duomenys

\ 4 \ 4
1. Formuojama baziniy Likusiy vektoriy aibé
vektoriy aibé F M
! }
2. F Atvaizduojama daugiamaciy - 3. Kvazi-Niutono metodu
skaliy SMACOF algoritmu " apskai¢iuoja M vektoriy projekcija
I |
\ 4
Vektoriy projekcija

1.5 pav. Santykiniy daugiamaciy skaliy algoritmo veikimo principas

Svarbus santykiniy daugiamaciy skaliy bruozas — aibe M taip pat galima
dalinti j smulkesnius ar didesnius poaibius ir jy elementus (taskus) atidéti
minimizuojant tg pacig tikslo funkcija (1.30).

Sm SF SMt+SF
2 2
i<j i=1 j=SF+1

J. BernataviCienés disertacijoje (Bernatavi¢iené 2008) pateikta detali
algoritmo schema, kurioje sitiloma naujus taSkus atidéti po vieng. Taip atidedant



32 1. DAGIAMACIU DUOMENU NETIESINES PROJEKCIJOS METODAI

taskus, treciajame algoritmo zingsnyje naudojamas kvazi-Niutono metodas
veikia efektyviausiai. Atidedant naujus taskus didesnémis grupémis tikétina
geresné projekcija, nes yra jvertinamas didesnis kiekis tasky tarpusavio atstumuy,
taciau dél ilgiau skai¢iuojamos naujy tasky projekcijos, prarandamas vienas
pagrindiniy SDS algoritmy privalumy - skaiiavimo greitis. Todél, kuo
didesnémis grupémis atidedami nauji taskai, tuo paklaidos ir laiko santykis yra
artimesnis gaunamam SMACOF algoritmu ar tiesiog pagrindiniy komponenciy
analizés metodu gaunamam paklaidos ir laiko santykiui (Al).

Disertacijoje sitiloma ne tik jvairios M keitimo strategijos, bet ir aibés F
formavimo strategijos. Pavyzdziui, jei aibé M nuolat papildoma naujais
elementais, tuomet SDS algoritmas po tam tikro atidéty tasky skaiciaus pradeda
grazinti netikslia projekcija normalizuotos paklaidos (1.4) prasme (1.6 pav.).
Taigi reikia performuoti aibe F, pridedant daugiau tasky ir atlikti visus
skai¢iavimus i8 naujo, arba galima po keleto zingsniy jau atvaizduotus naujus
taSkus priskirti baziniams (pridéti prie aibés F) taSkams ir toliau t¢sti naujy tasky
atidéjima.

Paklaida

0 200 400 600 800 1000 1200
Maujy tasky skaiius

1.6. pav. Normalizuotos paklaidos priklausomybé nuo naujy tasky
skaiCiaus, kai santykiniy daugiamaciy skaliy algoritmu atvaizduojami 1446
»Sferos taskai i$ kuriy 150 yra baziniai
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Dvi santykiniy skaliy projekcijos tarpusavyje nebuvo lyginamos remiantis
(1.30) formule tiek dél jos priklausomybés nuo mastelio, tiek ir dél galimo
skirtingo baziniy vektoriy skaifiaus. Ji kei¢iama (1.4) arba (1.5) paklaidos
formulémis, pagal kurias galima palyginti gautas projekcijas ir su kitomis DS
gaunamomis projekcijomis.

1.7. Santykinés perspektyvos metodas

Santykinés perspektyvos metodas (angl. relational perspective map), yra
nagrin¢jamas Kaip vienas i§ originaliy daugiamaciy skaliy atmainy, kuris buvo
pasitlytas J. X. Li (Li 2004). Metodo tikslas, kaip ir jprasty daugiamaciy skaliy,
yra artimumus i$saugantis atvaizdavimas j R? erdve. Santykinés perspektyvos
metodas (RPM) algoritmo pagrindiné idéja yra imituoti daleliy sistema ant
uzdaro pavirsiaus, kai tarp daleliy veikia tarpusavio stimimo ir traukos jégos.
Sios jéegos, veikdamos ant uzdaro pavirsiaus, turi tenkinti pusiausvyros salyga.
Autorius J. X. Li teigia, kad Sio metodo viena i§ gery savybiy yra gebéjimas
sudétingos struktiiros duomeny aibg suskaidyti ] mazesnes ant uzdaro pavirSaus
tarpusavyje nepersidengiancias aibes. Taip pat kaip daugiamaciy skaliy
Sammono algoritmas, RPM gerai i$saugo artimy kaimyny tarpusavio
nepanaSumus ant projekcijos pavirSiaus. Naujausiame J. X. Li sukurtos
programinés jrangos pakete ,,Visumap“ (Li 2010), pateikiama RPM
modifikacija, leidzianti taskus atvaizduoti ne tik ant toro, bet ir ant sferos,
iStiesintos sferos (angl. flat sphere), istiesinto Kleino-butelio (angl. flat klein-
bottle), ar tiesiog realiy skaiciy plok§tumoje.

Vienas i§ RPM algoritmy trokumy — jis nekonverguoja j minimumag.
Konvergavimui pasiekti naudojamas euristinis zingsnio mazinimas (Li 2004).
Disertacijoje buvo suformuoti uzdaviniai iStirti ir pagerinti RPM algoritmo
konvergavima (A5).

RPM algoritmas siekia atvaizduoti aibe X ant toro (ziedo formos toro)
pavirSiaus, taip kad atstumai &;; tarp tasky X;, X; € X, bty lygiis atstumams d;;
tarp tasky Y;,Y; € T ant toro pavirSiaus. Sis metodas skiriasi nuo standartiniy DS
metody tuo, kad minimizuoja jtempimy (potencinés energijos) funkcija (1.31) ir
naudoja ypatinga atstumy metrika (1.32) panasig j Minkovskio.

Toras geometrijoje yra sukinio pavirSius, kurj apibrézia apskritimas,
besisukantis apie asj, lygiagreéig jo plokStumai bei jo nelie¢iancig (Weisstein
2010). Paprastai toru laikomas ziedo formos toras, nors egzistuoja daug kity
formy tory (elipsinis, plokscias ir kt.) (Gray et al. 2006).
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Potenciné energija apskai¢iuojama pagal formule:
6; .
E, = 7,ka1p=—1arbap>0,
i<j O

EO = —ZSij ln(du),kalp = 0.

i<j

(1.31)

Atstumai ant toro T = [0,w] x [0, h] € R? gali biiti apskai¢iuojami pagal
formule:

dr (4, %) = (minf|yi =yl w = [yia = v}

_ .- (1.32)
+min{|yn = yj| k= [yi2 = yi2|} )7
¢ia w ir h yra toro isklotinés (1.7 pav.) plotis ir aukstis. r > 0.
(w;h)
0 A M
* ) H-"—‘———'-é .
¢ ]
¢
(0;0)
Duomeny aibé, 4 taskai ant toro Duomeny projekcija gauta
sudaryta i 4 tagky paviriaus RPM metodu

1.7 pav. Santykinés perspektyvos metodo modelis

EksperimentiSkai nustatyta, kad geriausia projekcija ant toro gaunama kai
p =1 = 0 (Li 2004). Todél tyrimuose minimizuojama E, su d;; = do(Y;, ¥;).

E, minimizuojama taikant iteracinj Niutono-Rapsono metodg (Press et al.
2002; Zilinskas 2000), apskai¢iuojant projekcijos tasko Y;(vi1,yiz), kiekviena
koordinate atskirai. Siuo atveju paklaidos funkcija E,, nagrinéjama kaip vieno
kintamojo funkcija f(y;,), atzvilgiu y;; arba y;,. Nauja kintamojo reik§mé
apskai¢iuojama pagal (1.33) formuleg.

0Ep /0y

Yu(m' +1) = yy(m') - ———F—-,
l l azEp/a%'k

=12 (1.33)
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Istate j (1.33) E, pirmaja ir antrajg dalines iSvestines gauname:
1 Xizjhij fij’k ~12,

P+ 1% fij/dij

kur f;; apskai¢iuojama pagal (1.35) formulg, o h;;; pagal (1.36) formulg.

_ 6Ep _ (Sij ) .
fij—ﬁ___ 1 <. (135)

)
ij dij

Yiue(m' +1) =y (m') + (1.34)

Atstumo d;; = doy(V;, Y;) daliné iSvestiné pagal y;, kai k = 1 lygi:

( ; wi
1,kaily; —yj| < 5 Ui > Vj;

. W .
ad.: —1 kai |yy = yj1| <5 ir ya <yju
ij 2
hijl = Y =4 ] w . (1.36)
Vi1 —1, kai |Yi1_yj1| > = 1rypn >yj1;

2
. W L
1,kai |y —yj| > 5 Ui < JYj1-

AnalogiSkai galima apskaiciuoti h;;,, formuléje (1.36) w pakeitus h, 0 y;;
atitinkamai y;,.

Nesunku pastebéti, kad h;j; neturi dalinés iSvestinés, Kai |yl-1 — yj1| =%
arba y;; = yj;. Funkcija E, yra nediferencijuojama Siuose taSkuose. Vadinasi
Niutono-Rapsono metodas negarantuoja funkcijos minimumo suradimo. Maza
to, tasky |yi1 — J’jll = % ir y;1 = yj1 aplinkoje E,, jgyja skirtingo Zenklo dalines
iSvestines (h;j;) i8 kairés ir i§ deSinés. Toks staigus iSvestinés Zenklo
pasikeitimas salygoja, kad iteracinio proceso metu taskai, esantys arti toro
iSklotinés kraStiniy, ima virpéti ir neleidzia pasiekti funkcijos Ej,, minimumo
(Karbauskaité et al. 2006).

Kita problema, kad parinkus labai besiskirian¢ius savo dydziu w ir h, RPM
algoritmas apskirtai nelinkes konverguoti. Tai galima paaiSkinti tuo, kad nors
taSko Y; koordinatés y;; ir y;, apskai¢iuojamos individualiai, ta¢iau jos jtakoja
viena kitos reikSmes. ApskaiCiuojant atstumg d;; jvertinamos abi koordinatés.
Jeigu vienos i$ jy jtaka zymiai didesné (tai atsitinka, kai w > h arba w < h),
tuomet neiSvengiamai atsiranda neproporcinga tasko koordinaciy y;; ir y;, itaka
viena kitos reikimei. Sig problema dalinai pavyko isspresti darbe (A5), kuriame
pasitlyta naudoti atstuma d,, kuris gaunamas normuojant atstuma dy ir ji
apskaiciuojant pagal (1.37) formulg.
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A Yin Yy Yir —Yj
dn(Yi,Yj):mm{l llw ]1|,1—| llw il
_ |J’i2 - Yj2|} (1.37)

+ mi
h

. |yi2 - Yj2|
n{ W ,1

Problema i8spresta tik dalinai, nes, taikant normuotg atstumg d,, RPM
algoritmas nebepriklauso nuo toro parametry w ir h, ir be papildomy stabdymo
parametry gaunama projekcija, taciau vis tik §i projekcija néra stabili. Taskai
esantys Salia toro kraSty Sokinéja i§ vienos toro pusés j kita, taip iSjudindami
visus likusius projekcijos taskus. Naudojant tolydzig atstumy funkcija:

de(Y,Y) = %(1 — cos (%ﬂ (i — y,-l))) +
+Z<1 — cos <27n (yiz — y,-z)>>.

Tuomet, E,,, tampa diferencijuojama visuose taSkuose ant toro pavirSiaus.
Taciau E, funkcijos konvergavimo tai nepakeicia. Galima priezastis yra ta, kad
d; (Yi, Y,), netenkina trikampio nelygybés savybés.

Atstumy funkcija d;, buvo iSvesta remiantis atstumo d, dalinémis
iSvestinémis h;j,. Tarkime z;; = |y;; — y;|, tuomet funkcija h;j;(z) galima
pakeisti sinusoide, bei remiantis funkcijos pilnu diferencialu galima i$vesti nauja
atstumy  funkcija  d;.  Svarbu  pastebéti, kad  h;j taskuose
|vii = yj1| = w/2 ir y;; = yj; yra lygi nuliui, o Sioje aplinkoje yra arti nulio.
Taigi tasky, esanciy arti toro isklotinés briauny, padétis kinta nezymiai ir
tolygiai.

Norint stabilaus E, konvergavimo j minimumo taSka, reikia laikyti, kad E;,
yra ne vieno kintamojo, o dviejy kintamyjy funkcija f(y;1, Yiz)-

(1.38)

1.8. Savioganizuojantis neuroninis tinklas

Saviorganizuojantis neuroninis tinklas (SOM, angl. self-organizing map) arba
Kohoneno saviorganizuojantis savybiy Zemélapis taip vadinamas jj 1982 m.
sukiirusio autoriaus vardu (Kohonen T. 2001; Kaski et al. 1998), skirtas
iSsaugoti daznus topologinius rySius tarp duomeny tasky. SOM tinklas
sékmingai naudojamas duomeny klasterizavime ir jy vizualizavime (Flexer
2001).
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1.6. Apibrézimas. Saviorganizuojantis neuroninis tinklas — daugiamadiy
daugdary netiesinis, sutvarkytas, tolygus atvaizdavimas j reguliarios struktiiros ir
mazos dimensijos elementy masyva (Kohonen T. 2001).

Intuityviai daugdara suvokiama kaip glodzioji aibé su lokaliai joje apibrézta
Euklidiné koordinaciy sistema (Adler and Taylor 2007). Taip apibidinama
daugdara dar vadinama topologine daugdara arba topologine erdve. Euklidiné
koordinaciy sistema apibrézia Eukliding erdve R™, kurios dimensija laikoma ir
daugdaros dimensija. Topologine erdve galima jsivaizduoti kaip aibe X su joje
apibrézta topologija U (aibés sudalinimu j atvirus poaibius) (Munkres 1975;
Livré 2004).

Pagrindiné SOM tinklo paskirtis — jvesties duomeny aibés suspaudimas
i8laikant svarbiausias topologines, metrines savybes (Kohonen T. 2001). Taskai,
artimi jéjimo (angl. input) vektoriy erdvéje, yra atvaizduojami arti vieni kity ir
SOM tinkle. SOM tinklai gali buiti naudojami siekiant vizualiai pateikti duomeny
klasterius bei ieSkant daugiamaciy duomeny projekcijy i mazesnés dimensijos
erdve, jprastai j plokStuma.

Sis atvaizdavimas realizuotas panasiai kaip klasikinis vektoriy kvantavimo
metodas, tik jis turi grieztai apibrézta struktiirg bei skirtingg paklaidos
minimizavimo algoritmg (Kohonen T. 2001; Kohonen T. 2002b). Viena i$
moderniy kryp¢iy yra neuroniniy tinkly ir klasikiniy daugiamaciy skaliy
algoritmy jungimas. Pavyzdziui, jungiant dirbtinj neuroninj tinklg su Sammono
algoritmy gaunamas SAMANN algoritmas (Mao and K. 1995), kuris efektyviai
taikomas dideliy duomeny aibiy atvaizdavimui. Dirbtiniai neuroniniai tinklai
praktikoje taikomi ne tik duomeny vizualizavimui (Bernataviciené et al. 2006),
bet ir tiesiogiai klasifikavimui (Treigys et al. 2008).

1.7. Apibrézimas. Kvantavimas yra tolydaus dydzio interpretavimas,
naudojantis diskrec¢iy reik§miy baigtine aibe (Evans 2010).

1.8. Apibrézimas. Vektoriy kvantavimu (angl. vector quantization)
vadiname jéjimo (angl. input) vektoriy X; € R™ aproksimavimg baigtiniu
skai¢iumi vektoriy taip vadinamais kody-knygos (neuronais) vektoriais (angl.
codebook vector) (Kohonen T. 2001).

Disertacijoje kody-knygos vektoriai vadinami neuronais arba kvantavimo
vektoriais (neuronais, nes SOM zemélapis yra neuroninis tinklas; kvantavimo
vektoriais, nes SOM gali biiti tapatinamas su vektoriy kvantavimu).

Saviorganizuojantis ~ neuroninis  tinklas  (SOM) yra  neurony

my; ={mi,my, .. mii} i=1,. ke j=1,.,k,, iSdéstyty dvimaio
tinklelio (lentelés) mazguose, masyvas. Galima sta¢iakampé (angl. rectangular)
arba SeSiakampé (angl. hexagonal) tinklo struktiira. Keturkampés tinklo
struktiiros atveju, k, yra lentelés eiluCiy skaiCius, k, — stulpeliy skaicius.
Kiekvienas jéjimo aibés vektorius X; € (X1, X,,...,Xs) € R™ mokymo metu yra
susiejamas su vienu tinklo neuronu m;;, kuris taip pat yra vektorius,
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priklausantis R™. Kadangi SOM tinklas apmokomas vektoriais X;,X, ,..., Xj,
todél jie vadinami dar ir apmokymo vektoriais. O neuronas m;; vadinamas
neuronu-nugalétoju, jei jis po mokymo susietas bent su vienu jéjimo vektoriumi
ir Zymimas mg;.

Dvimacio stac¢iakampio neuroninio tinklo schema pateikta 1.8 paveiksle.

Iéjimo vektoriai

=

SOM tinklas
(zemélapis)

1.8 pav. Sta¢iakampio saviorganizuojanc¢io neuroninio tinklo schema

Tegu turime jéjimo vektoriy aibe i§ R™, kuri bus naudojama SOM tinklo
apmokymui. Kiekvienas tinklo neuronas sujungtas su kiekvienu jé&jimo
vektoriumi (1.8 pav.). Sioje disertacijoje naudojama tik stadiakampé tinklo
struktura.

SOM tinklas apmokomas mokymo be mokytojo biidu. Apie §j mokymo
procesg placiai apraSyta straipsnyje (Dzemyda et al. 2008). Apmokius SOM
tinkla, biitina nustatyti jo apsimokymo kokybe. Dazniausiai vertinamos dvi
paklaidos: kvantavimo (angl. quantization error) (1.39) ir topografiné (angl.
topographic error) (1.40).

Kvantavimo paklaida parodo, kaip tiksliai tinklo neuronai m;; prisiderina
prie mokymo aibés vektoriy:

S
1
Esomqeanty =< ) I1X; = mél, (1.39)

=1

¢ia my yra vektoriaus X; neuronas-nugalétojas.
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Topografiné paklaida parodo, kaip gerai SOM tinklas iSlaiko analizuojamy
duomeny topografija, t.y. tarpusavio iSsidéstyma. Topografiné paklaida
Esom(topo) SkaiCiuojama pagal tokig formulg:

S

1
Esou(eopey = ¢ ) X0 (1.40)
i=1

Jeigu SOM Zemélapyje vektoriaus X; neuronas-nugalétojas yra Salia
neurono, iki kurio atstumas nuo X; yra maziausias (neskaiciuojant iki neurono-
nugalétojo), tai u(X;) = 0, priesingu atveju u(X;) = 1.

Staciakampés struktiiros tinklo atveju, k, yra lentelés eiluciy skaicius,
k, — stulpeliy skaiCius. Kiekvienas apmokymo aibés  vektorius
X; € (X1,X, ,...,Xs) mokymo metu yra susiejamas su vienu tinklo neuronu,
kuris taip pat yra vektorius priklausantis R™. Mokymo pradzioje vektoriy m;;
komponentés generuojamos atsitiktinai. Kiekviename mokymo zingsnyje vienas
i$ apmokymo aibés vektoriy X; € (Xy,X,,...,X;) pateikiamas | tinkla.
Randama, iki kurio neurono m{ vektoriaus X; Euklidinis atstumas yra
maziausias. Neurony komponentés kei¢iamos pagal (1.41) bendra iteracing
formulg:

¢ia  disertacijoje  naudojamas  atskiras  hf;  atvejis:  hf; = ﬁ
ij

e+:—é’ 0’01), e — mokymo epochy skaicius, é — vykdomos epochos

numeris (Dzemyda 2001). Viena mokymo epocha — tai mokymo proceso dalis,
kai visus vektorius pateikiame tinklui po vieng kartg. Jg sudaro s mokymo
zingsniy. Dydis nf; yra neurono mj; (indeksas ¢ yra neurono my; unikalus
numeris) kaimynystés tarp neurony m;; eilé. Greta neurono-nugalétojo esantys
neuronai vadinami pirmos eilés kaimynais, greta pirmos eilés kaimyny esantys
neuronai, i$skyrus jau paminétus — antros eilés kaimynais ir t. t. (Agrawal et al.
1998). Kiekvienos epochos metu perskaifiuojami tie neuronai m;;, kuriems
galioja:

a=max(

N < max[amax(ky, ky),1]. (1.42)

Pazymékime funkcija n(é) = max[a max(kx,ky) , 1] = max [ak’, 1], kur
k' = max(ky, k). Sveikas skai¢ius n’ rodo, kiek sumaz&jo kaimynystés eilé
lyginant su didziausia (pagal (1.42) formule didziausia kaimynysté eilé nicj =k,
kai & = 1). Paprastai k, ir k,,, o tuo paciu ir k', nevirsija keliy deSim¢iy.
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Tyringjant mokymo procesg, ypaé siekiant sukurti SOM lygiagretyjj
algoritma, svarbu zinoti, kaip keiciasi tinklo mokymo operacijy skai¢ius. Todél
buvo suformuluota ir jrodyta tokia teorema (A7):

1.1 Teorema. Jei turime statiakamp; SOM tinkla, kurio krastiné

k' = max(kx, ky) <100, ir mokymo epocha tenkina nelygybe
1<é<e+1-—e/k', tai epochose é = [(n;—,l)e] +2, (n"=1,..,k"—1) bet
kurio neurono m{; maksimali kaimynystés eilé nf; (1.42) yra mazesné vienetu,
lyginant su (é — 1) epocha, jei 1 < é < e+ 1—e/k’. Maksimali kaimynystés
eile nebemazéja ir lieka lygi vienam (n; = 1), kaie+1—e/k' < é <e.

Irodymas. Nesunku jsitikinti, kad augant vykdomos epochos numeriui é,
e+1-¢é

dydis a = max( 001) mazéja. Jis pasiekia ribinj ta$ka, Kkai

e¥17¢ _ 0,01 = & = 0,99¢ + 1.

e+1-é

, kail <é<0,99+1,
0,01, kai0,99e+1 < é < e.

A

Augant vykdomos epochos numeriui é, funkcija 7(é) = max [ak’,1]
mazeja.

Tadaa:max( etl-e 001) {

Ji pasiekia minimuma, kai ak’ = 1 = i_ék =1=>=>é=e+1-— E

Tada, kai tenkinama nelygybé 1 < é < 0,99¢ + 1, funkcija n(é) jgyja
pavidala:

e+1—é _ . e

—k’,ka11£e§e+1—g,
n(é) = e

1, kaie+1—y<éSe.

Kai 0,99e + 1 < é < e, funkcija n(é) ekvivalenti $iai:
n(e) = {0,01k, kai k' = 100,
1,  kai 0 <k’<100.
Tarp sglygy 1<é€<099%+1 ir 1<é<e+1-—e/k', kaik <100,
grieztesné yra antroji, tada:

e+1-—¢ _ . e

—k’,ka11£e§e+1—g,
n(é) = e

1, kaie+1—y<éSe.

Reikia rasti slenksc¢io taskg € € R, kuriame n(é) = k' — (n' — 1). Tai bus
slenksc¢io taSkas, iki kurio perskaiCiuojamy neurony kaimynystés -eilé
ni; = k' — (n’ — 1). Pirmoje epochoje é didesniu numeriu uz & (é =&+ 1)
kaimynystés eilé sumazés vienetu, lyginant su (é — 1) iteracija. IS Ccia

etl—e,, ., _ kl+(n —1)e n'-1e
K =K - -1 =e o —+ 1.0
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IS jrodytos teoremos seka, kad perskaiCiuojamy neurony skaifiaus
priklausomybé nuo epochos numerio turi laipting forma. Po kiekvieno
e' = [%] - [(n;—,l)e] (n' =1,..,k"'—2) skaifiaus epochy perskai¢iuojamy
neurony skai¢ius mazéja.

Teoremos rezultatai naudingi tuomet, kai kuriamas lygiagretusis integruotas
SOM ir Sammono algoritmy junginys, nes leidzia tikslai apskaiciuoti, kada
apsikeitimas duomenimis tarp procesoriy yra pats efektyviausias (Dzemyda et
al. 2003; Dzemyda and Kurasova 2006).

Pavaizduoti SOM tinkla galima kaip unifikuota atstumy matrica arba
U-matricg (angl. U-matrix, unified distance matrix). Tai yra vienas i$
populiaresniy SOM tinklo vizualizavimo bady, pristatytas, darbuose (Kraaijveld
1995), (Ultsch 1990). Pagal §j biidg vidutiniai atstumai tarp kaimyniniy neurony
yra pateikiami pilkos spalvos atspalviais (véliau imta naudoti ir kity spalvy
skales) (Kohonen T. 2001; Dzemyda and Kurasova 2002). Jei vidutiniai atstumai
tarp kaimyniniy neurony yra mazi, tuos neuronus atitinkantys tinklo langeliai
spalvinami $viesia spalva (tamsi spalva reiskia didelius atstumus). Naudojant
Nenet sistema (Hassinen et al. 1999). 1.9 a paveiksle pateikta U-matricos
iliustracija, kurioje matyti, kaip pirmos klasés irisai atsiskiria nuo kity dviejy,
grieztos ribos tarp antros ir treéios klasiy néra. Klasteriai yra nustatomi pagal
Sviesius atspalvius, o jy ribos — pagal tamsesnius (Kohonen T. 2001; Kohonen T.
2002a). Algoritmas, kaip apskai¢iuoti U-matrica, pateikta (Dzemyda et al.
2008).

SOM tinklo vizualizavimui Kleiveg (Kleiweg 1996) pasiilé pilkos spalvos
atspalviais nuspalvinti tik briaunas tarp kaimyny, remiantis atstumais tarp jy.
Papildomai gauta paveiksla papildant linijomis sujungian¢iomis artimiausius
kaimynus, pagal minimalaus jungimo medzio (angl. minimal spanning tree)
algoritmg (Kleiweg 1996). Tai leidzia detaliau atskleisti neurony tarpusavio
rysius.

Saviorganizauojancio tinklo neuronai yra vektoriai, kuriy atskiros
koordinatés (komponentés) gali turéti savyje informacija apie atskiry
komponenciy koreliacijas ar tarpusavio rySius (Seiffert and Jain 2002). Todél
SOM tinklas daznai atvaizduojamas atskiromis komponenciy plokstumomis
(angl. component planes). Tinklo lastelés pateikiamos pilkos spalvos atspalviais
priklausomai nuo komponentés reikSmés.
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1.9 pav. Saviorganizuojan¢io neuroninio tinklo vizualizavimas:
a) U-matrica; b) pagrjstas neurono vektoriaus ilgiu

Naudojantis  Siomis idéjomis, disertacijoje sitilomas SOM tinklo
atvaizdavimo budas, kuriame SOM tinklo lentelés lastelés yra nuspalvinamos
pilkos spalvos atspalviais priklausomai nuo to, koks yra lasteléje esancio
neurono ilgis (1.9 b pav.). Siame vaizdavime neurono padétis SOM tinkle
nurodo jo kryptj, o spalva panasuma j kitus tinklo neuronus. Turima informacija
leidzia identifikuoti klasterius, taCiau kartu neuroninio tinklo vaizda padaro
labiau suprantamg lyginant jj su U-matrica.

Toks atvaizdavimo biidas netinka tuomet, kai tinklas apmokomas vienodo
ilgio vektoriais.

1.8.1. SOM ir daugiamaciy skaliy algoritmy junginiai

Vizualizuojant  dideliy  apim¢iy  duomeny aibes tikslinga naudoti
saviorganizuojanc¢io neuroninio tinklo ir daugiamaciy skaliy (klasikinés
daugiamatés skalés, Sammono algoritmas, SMACOF algoritmas, santykinés
daugiamatés skalés ir pan.) algoritmy junginj (SOM-DS junginys). SOM
algoritmu duomenys klasterizuojami, o vektoriy-nugalétojy DS algoritmu
projektuojami j plok$tuma. Toks jungtinis algoritmas pasitlytas (Bernataviciené
et al. 2005) darbe. Tam turéjo jtakg darbas (Dzemyda and Kurasova 2002).

SOM tinklo apmokymo pabaigoje kiekvienam i§ j&jimo vektoriy X; yra
priskiriamas vienintelis neuroninio tinklo vektorius mf, kuris vadinamas
neuronu-nugalétoju. Neurony-nugalétojy skaiCius paprastai blina mazesnis nei s
ir priklauso nuo pasirinkto SOM tinklo dydzio, nes kelis aibés X vektorius
paprastai atitinka vienas SOM tinklo neuronas. Tai gali Zymiai sumazinti jvesties
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vektoriy skaiciy DS algoritmui, nuo kurio tiesiogiai priklauso operacijy skaicius,

reikalingas projekcijai apskaiciuoti.

X, X5, o, X algoritmas

R™ edvés vektoriai | | SOM DS N R? edvés vektoriai
Yl’ Yz, s

1.10 pav. Nuoseklaus saviorganizuojan¢io neuroninio tinklo ir daugiamaciy

skaliy algoritmo junginio schema

Taigi, algoritmy junginio pagrindiné idéja (1.10 pav.) yra atvaizduoti Siuos
neuronus-nugalétojus j plok$tuma, naudojant kuriuos nors daugiamaciy skaliy
algoritmus, nes SOM tinklas atlikdamas vektoriy klasterizavima, sumazina

jvesties vektoriy aibe iki vektoriy—nugalétojy aibés.

1.9. Skyriaus iSvados

Siame skyriuje apzvelgti pagrindiniai disertacijoje naudojami daugiamadiy
skaliy metodai ir jy algoritmai, bei jy kaita. Atskleistos jy savybés ir iSpléstos
galimybés. Disertacijoje nagrinéty metody teorijai ir realizacijoms yra naudingi

Sie pirmame skyriuje pateikti disertacinio darbo rezultatai:

1. Teoriskai iSanalizuoti daugiamaciy skaliy klasés
nurodyti jy privalumai ir trakumai.

algoritmai,

2. Jrodyta, kad SOM tinklo permokomy neurony skaiciaus laiptiskai

mazéja, didéjant mokymo epochos eilés numeriui ir sumazéja
vienetu po e’ = [ ] [(n 1)6] (n'=1,. — 2) epochos. Cia

k' < 100 stac¢iakampés formos neuroninio tmklo didesniajq briaung
sudaranciy neurony skaicius.

Nesant jéjimo vektoriy normavimo pagal vektoriaus ilgj, galima
naudoti SOM tinklo Igsteliy spalvinimg pilkos spalvos atspalviais,
priklausantj nuo lastelés neurono ilgio.

RPM algoritme galima naudoti atstumy funkcija, uztikrinanéia
paklaidos minimizavimo algoritmo konvergavima, atsisakant
konvergavimg skatinan¢iy papildomy parametry.






Tyrimy metodologija

Siame skyriuje nagrinéjamos tyrimuose naudojamos duomeny parengimo, pries
pateikiant juos vizualizavimo algoritmams, problemos. Taip pat pateikti teoriniai
rezultatai, sprendziantys Sammono algoritmo pradiniy vektoriy iniciacijos
problema. Nemaza skyriaus dalj uzima projekcijos topologijos iSsaugojimo
kriterijy analitiné apzvalga ir naudojimo pagrindimas. Taip pat nagrinéjamos ir
vizualizavimo algoritmy kiirimo problemos.

2.1. Tyrimuose naudojami duomenys

Pries gerag deSimtmet] vizualios analizés eksperimentai buvo atliekami su
nedidelés apimties duomeny aibémis, nes turéty kompiuteriy techninés
galimybés ribodavo domeny apimtis. Tyrimuose tyrinéjami duomenys kuriy eilé
yra apie s - n ~ 104, kur s ir n — duomeny matricos eilu¢iy ir stulpeliy skaiciai.
SparCiai tobuléjant kompiuterinei jrangai (didéjant branduoliy skai¢iui
procesoriuose, operatyvios atminties kiekiui, Kkompiuterio pagrindinés
magistralés pralaidumui, bei kieto disko darbo efektyvumui) labai sutrumpé¢ja
algoritmy skai¢iavimo laikas, bei kinta paciy algoritmy schemos. Taigi
algoritmy tyrimui galima naudoti vis didesnés apimties duomeny aibes ir

45



46 2. TYRIMU METODOLOGIJA

algoritmus reikalaujan¢ius  daugiau operacijy atlickamy kompiuterio
procesoriuose, kas salygojo skirtingy apim¢iy duomeny aibiy pasirinkima.
Disertacijos eksperimentinéje dalyje buvo analizuojamos S$ios duomeny
aibeés:
1. Kasikiné FiSerio irisy (,,Irisy*) duomeny aibé (Fisher 1936). Ja sudaro
150 irisy vainiklapio plocio ir aukscio, bei tauré¢lapio plocio ir aukscio
matavimy rinkinys. Rinkinyje yra po 50 egzemplioriy i$ trijy skirtingy
irisy gélés rasiy: ,,Iris Setosa®, ,,Iris Versicolor* ir ,,Iris Virginica®.

2. ,,Wood“ duomeny aib¢ (Draper and Smith 1966) sudaro 20 vektoriy
priklausan¢iy penkiamatei edvei i$§ kuriy keturi (jy numeriai 4, 6, 8, 19)
yra Zymiai nutol¢ nuo bendros grupés (angl. outliers) ir suformuoja
atskirg klasterj.

3. ,,HBK®“ duomeny aibe¢ (Hawkins et al. 1984) sudaro 75 vektoriai
priklausantys keturmatei eidvei, kuriuos galima suskirstyti j tris grupes:
1-10 vektoriai suformuoja pirmaja grupg, 11-14 antrgja ir 15-75
treciaja grupe.

4. ,Vyno“ (angl. wine) duomeny aib¢ galima parsisiysti i§ testiniy
duomeny aibiy saugyklos ,,UC Irvine machine learning repository*
(Frank and Asuncion 2010). Si duomeny aibé suformuota pagal
cheminiy tyrimy rezultatus, tiriant vyno brendima. IStirtos trijy to paties
regiono vynuogiy kultiros ir gauta 178 wvektoriai priklausantys
trylikamatei erdvei.

5. ,Krities vézio“ arba ,,Vézio* duomeny aibé (Frank and Asuncion 2010)
sudaryta i§ 699 vektoriy priklausan¢iy devynmatei erdvei. Sig duomeny
aib¢ sukiiré Viskonsino (angl. Wisconsin) universitetiné ligoniné.

6. ,Klasteriai“ yra 100 vektoriy duomeny aibé sugeneruojama imant 10
vektoriy priklausanciy R19 erdvei ir apie kiekvieng i jy pagal normalyjj
skirstinj parenkant papildomai 9 vektorius.

7. ,.Ellipsoidal* [s;n] duomeny aibé, ¢ia s = 3140 ir n = 50; duomeny
aibés vektoriai suformuoja 10 persidengianciy elipsoidinio tipo
klasteriy.

7 duomeny aibé sugeneruota naudojant elipsoidiniy klasteriy generatoriy

(Handl and Knowles 2010). Sis generatorius sukuria elipsoidinius klasterius.
Klasteriy ribos apibréziamos keturiais parametrais:

> centras;
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» atstumas tarp zidiniy, kurio reik§més tolygiai pasiskirste intervale
[1,0;3,0]

» pagrindinés aSies kryptis tolygiai keiCiama generuojant kiekvieng
atskirg klaster;j;

» maksimali atstumy nuo sugeneruoto vektoriaus iki dviejy zidiniy sumos
reik8me, priklausanti intervalui [1,05; 1,15].

Taskai generuojami kiekvienam klasteriui atskirai. Tikrinama, ar
neperzengtos elipsoidui apibréztos ribos, jei taip — netinkami vektoriai atmetami.
Naudojant tokj generatoriy buvo sugeneruota ,,Ellipsoidal® [3140; 50] duomeny
aibé.

8. ,,Gaussian“ [s; n] duomeny aibé, ¢ia s = 2729 ir n = 10; duomeny
aibés vektoriai suformuoja 10 persidengianc¢iy klasteriy (2.1 pav.
kairéje). ,,Gaussian® [2729; 10] duomeny aibé yra generuota naudojant
Gauso generatoriy. Detalus §io generatoriaus aprasymas pateiktas
(Handl and Knowles 2010).

2.1 pav. SMACOF algoritmu naudojant pagrindiniy komponen¢iy metoda
vektoriams parinkimui ir atlikus 1000 iteracijy gautos projekcijos:
kairéje ,,Gaussian* (Eps = 0,272756) ir desinéje ,,Paraboloid“ duomeny
aibés (Eps = 0,208293)

9. ,Paraboloid” [s; n] duomeny aib¢, ¢ia s = 2583 ir n = 3. Duomeny
aibés vektoriai suformuoja du nepersidengiancius klasterius (2.1 pav.
desingje). ,,Paraboloid” [2583;3] duomeny aibé sudaryta i§ dviejy
klasiy vektoriy, kurie generuoti tokiu biidu: pirmos dvi koordinatés x;;
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ir x;, generuojamos atsitiktinai i§ anksto apibréztoje srityje (pirmai
klasei §i sritis yra skritulys, kurio spindulys yra lygus 0.4; antrai klasei
$i sritis yra ziedas, kurio ribos apibréziamos dviem apskritimais, kuriy
spinduliai 0,7 ir 1,2). Trecia koordinaté¢ pridedama naudojant taisykle

X3 =1,8- /xl-21+xl-22. Sukurtas Paraboloidas yra pasukamas apie
koordinaciy pradzios vektoriy.

10. ,,Sferos* [1446; 3], tai tolydziai vienas nuo kito ant vienetinés sferos
iSsidésciusiy vektoriy aibé (2.2 pav. kairéje).

11. ,,Abalone” [s; n] duomeny aib¢, ¢ia s = 4177 ir n = 7, kurig sudaro 29
Klasteriai (2.2 pav. desinéje).

»,Abalone* [4177;7] duomeny aibé paimta i§ duomeny saugyklos ,,UCI
machine learning repository* (Frank and Asuncion 2010). Kiekvienas vektorius
sudarytas i§ 7 moliusky parametry:

» x;; —ilgis (ilgiausia kiauto dalis);

X, — skersmuo (statmenas ilgiui);

x;3 — kiauto aukstis;

>
>
» x;4 — moliusko svoris kartu su kiautu;
» x;5 — moliusko svoris be kiauto;

>

X;e — vidaus organy svoris,
» x;7 — kiauto svoris be moliusko;

Moliusko ziedy skaicius nusako klas¢. Duomeny aibés vektoriai tarpusavyje
persidengia. Kadangi parametry matavimy skalés skirtingos, duomenys buvo
normuoti: suskaiiuoti parametro reikSmiy vidurkis X;, j = 1,n ir dispersija
ajz, j=1n pagal s turimy reikSmiy, kiekvieno parametro reikSmé x;;
normuota naudojantis formule: %;; = (x;; — %;)/a;.

12. ,Satimage* [6435;36], tai duomeny aibé nusakanti septynias klases,
kurios vektoriy atributai yra skai¢iai nuo 0 iki 255 (Handl and Knowles
2010). 2.2 pav. apacioje pateikta Sios aibés projekcija SMACOF
algoritmu.
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2.2 pav. SMACOF algoritmu naudojant pagrindiniy komponené¢iy metoda
vektoriams parinkimui ir atlikus 1000 iteracijy gautos projekcijos:
kairéje ,,Sferos* (Eps = 0,217195), desingje Abolone” (Eps = 0,012506),
apacioje ,,Satimage“ (Eps = 0,094820) duomeny aibés

Naudojami duomenys eksperimentuose buvo centruojami atimant vidurkius
ir normuojami pagal dispersija, kadangi disertacijoje naudojamy DS algoritmy
rezultatui duomeny tiesinés transformacijos jtakos neturi (Gower 1966;
Bronshtein et al. 2004).

2.2. Tyrimuose naudota kompiuteriné jranga

Rengiant disertacijos darbg buvo naudojami dviejy tipy kompiuteriai:

1. Kompiuteriai su 1,8 Ghz ,Pentium IV* procesoriumi ir 1024 MB
atminties. Sie kompiuteriai buvo sujungti j vietinj tinkla ir tur¢jo jdiegta
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MPI (1.2.0 versija) servisa. Tai juose jgalino atlikti tiek nuoseklius, tiek
ir lygiagreCius skai¢iavimus.

2. Devyni kompiuteriai su dviejy branduoliy ,,AMD Athlon® procesoriais
veikianéiai 2,4 Ghz dazniu ir turintys 2048 MB operatyvios atminties.
Visi kompiuteriai veike, kaip paskirstytos atminties klasteris (2.3 pav.).

Tinklas 1

- Tinklo
! komutatorius
%}*ﬁhklas OJ lTinkIas 0

Klasterio mazgai 0-7

Pagrindinis kompiuteris
(serveris)

2.3 pav. Naudoto Klasterio struktiiros schema

Klasteryje yra jdiegta 32 bit , Rocks cluster” (www.rocksclusters.org) 5.1
versija, turinti OpenMPI (1.2.7 versija), Qsub servisus, todél galima klasteryje
kompiliuoti ir vykdyti norimus lygiagrecius skai¢iavimus. Klasterj, kurio
schema pateikta 2.3 paveiksle, sudaro vienas pagrindinis (angl. front)
kompiuteris ir astuoni pagalbiniai (angl slave) kompiuteriai arba dar Kitaip
vadinami klasterio mazgais (angl. node). Klasterio internetinés prieigos adresas
yra ,,cluster.mii.lt”.

2.3. Tyrimuose naudota programiné jranga

Siame skyriuje aptariamos daugiamaciy duomeny vizualizavimui naudotos
programinés jrangos kiirimo problemos. Programinés jrangos tikslas — apjungti
vizualizavimo priemones j visuma, kurig galima bty efektyviai panaudoti tiek
uzduoties formulavimui, tiek ir jos sprendimo efektyviam suradimui.

Buvo siekiama specifikuoti programing jranga, leidzianciag naudotojui atlikti
pagrindines funkcijas tokias kaip: duomeny jvedimas, pradiniy duomeny
iniciacija, daugiamaciy skaliy tipo algoritmy vykdymas ir gautos projekcijos
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pateikimas arba vizualizavimas. Apibendrinti funkciniai reikalavimai pateikti

2.4 paveiksle.

Pradiniy duomeny parinkimas
Algoritmo vykdymas

2.4 pav. Daugiamaciy duomeny vizualizavimo algoritmus apjungiancios
sistemos naudojimo buado diagrama

Naudotojas

Naudotojas turi turéti galimybes pateiktas 2.5 paveiksle:

1. Nurodyti programai duomenis, su kuriais bus atliekami skai¢iavimai.
Siuos duomenis esant reikalui galima sumaisyti, iSrinkti, Salinti eilutes ir
stulpelius, nurodyti klases ir juos normalizuoti.

2. Parinkti pradinius vektorius, pagal norimg pradiniy vektoriy parinkimo
strategija ar buda (PKA, atsitiktinai tam tikroje srityje, didziausiy
dispersijy, ant tiesés). Sis naudojimo biidas (angl. use case) apima ir
projekcijos algoritmo parametry, tokiy kaip projekcijos paklaidos
minimizavimo metodas, parinkimg. Kiekvieng i§ paminéty programos
aspekty galima jsivaizduoti kaip atskirg (smuklesnj) naudojimo btida, 0
ju tarpusavio rySiai detaliai pateikti 2.5 paveiksle.

3. Ivykdyti  pasirinktam  algoritmui  reikalingus  skaiciavimus,
nepriklausomai nuo operacinés sistemos, kurioje Sie skaifiavimai
atliekami.

4. Atvaizduoti  apskaiCiuotas  jvesties duomeny transformacijas
kompiuterio ekrane (2.6 pav.).
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Naudotojas \

2.5 pav. Pradiniy duomeny parinkimo naudojimo budo diagrama

Siuo atveju programa apima tik disertacijoje taikytus iniciacijos metodus:
atsitiktiné iniciacija, pagal pagrindiniy komponenéiy analize, atsitiktinai ant
tiesés ir pagal didziausias duomeny aibés vektoriy komponenciy dispersijas.
Taip pat naudotojas gali pasirinkti vizualizavimo algoritmus, pagristus
daugiamatémis skalémis: SMACOF, Sammon, SOM, RPM ir t.t. Tarp kity
naudotojui leistiny pasirinkti parametry gali bati nepanaSumo funkcijos ar
algoritmo sustojimo salygos pasirinkimas.

Duomeny vizualizavimo naudojimo budas (2.6 pav.) apima galimus
scenarijus, skirtus tiek iSryskinti tam tikras duomeny savybes, tiek keisti pacios
projekcijos savybes. Suprojektuotos programos galimybés apima tik bazinius
duomeny pateikties kompiuterio ekrane badus: Separdo (angl Shepard)
diagrama (de Leeuw 2005) ir jos jvairios modifikacijos (Fayyad et al. 2002),
SOM tinklo atvaizdavimas U-matrica ir remiantis vektoriy ilgiu, atvaizdavimas
tieséje, plokStumoje ir erdvéje. Papildomai sistema gali atvaizduoti projekcijos
paklaidos kitimg algoritmo vykdymo metu, bei turi galimybe keisti projekcijos
iSvaizdos savybes (tasky forma ir spalva, jungimo medis, ir t. t.).



2. TYRIMU METODOLOGIJA 53

Tasky i§ R"2 atvaizdavimas plokstumoje
- — ! Tasky spalvy
Paklaidos kitimo ! parinkimas
atvaizdavimas ! cextends»
|

%

/

I | 7
i «extends» /7 vextendsy Tagky formy
| . | Atvaizdavimo ~&--------- parinkimas
t .
“extendsy parametrai
/ ==

«extends»

/
«extends» T . Lo .
/ ~~=~« Papildomi objektai
/
/ «extends»
- 77777 Tasky i§ R"3 atvaizdavimas
f
N «extends»
«extends» AN 1
N

N AN
N ~

I
I
i
I N\ N

«extends» | N ~ «extends»

d 1 N

i
i
I

I
I
|
; «extends» . Atvaizdavimas
Naudotojas | | A .. N “ .
! ! i Daugiamaciy duomeny ~ plokstumoje
I atvaizdavimas
| | N
| | N
I
|
|

Atvaizdavimas

|
i
i
|

Sheperdo diagrama I S .

i ‘ - - trimatéje erdvéje
! Saviorganizuojancio tinklo
! atvaizdavimas
} «Sxtends»
| AN

RA1=R T
«extends»

Tasky i§ RM i e .
atvaizdavimas | asteliy spalviimas paga
vektoriy ilgius

2.6 pav. Atvaizdavimo naudojimo bitidy diagrama

RA2= R 2

RA3= RS

Tokios programinés jrangos sukarimo poreikis iSkilo tuomet, kai prireikia
apjungti turimas jvairiy DS algoritmy realizacijas | vieng sistemg. Tai savo
ruoztu leisty pasinaudoti objektinio programavimo galimybes ir iSvengti
programinio kodo dubliavimo. Taip pat programiné jranga turi turéti: apibrézta
struktiirg, klasiy ir duomeny tipy hierarchijas tam, kad buty galima lengvai
papildyti turimg programa naujomis funkcijomis ir vizualizavimo algoritmais.
ISsamus programos projektas buvo parengtas kartu su Vilniaus kolegijos
praktikantu E. Abariumi ir yra apraSytas jo baigiamajame darbe (Abarius 2009).

Daznai iSkylanti problema yra programos veikimo uztikrinimas skirtingose
operacinése sistemose, tokiose kaip: Unix, Linux ar Windows. Taigi programai
yra keliami reikalavimai programos kodui, kuris turi buti kaip jmanoma
universalesnis jo kompiliavimo skirtingais kompiliatoriais prasme. Taip pat
sukompiliuota programa turi veikti efektyviai ir leisti atlikti sudétingus
eksperimentus. Siems reikalavimams jgyvendinti yra tinkama C programavimo
kalba, o grafinj programos interfeisa tikslinga perkelti j interneto serverj,
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kuriamg naudojantis HTML, JavaScript, PHP technologijomis. Sukurtas
veikiantis tokios programos pavyzdys, skirtas vykdyti eksperimentus
kompiuteriy klasteryje, prieinamas adresu http://cluster.mii.lt/visualization.

2.4. Pradiniy vektoriy reikSmiy parinkimas

Pradiniy projekcijos vektoriy Y; parinkimas turi jtaka galutiniam netiesinés
projekcijos metodo rezultatui. Vizualizavimo algoritmuose naudojami
optimizavimo metodai daznai suranda lokaly, o ne globaly projekcijos kokybe
charakterizuojanCios funkcijos minimumg. Todél pradiniy VY; vektoriy
parinkimas yra labai svarbus, nes parinkus skirtingas Y; vektoriy aibes, gaunami
skirtingi lokallis minimumo taskai.

Pradiniy vektoriy Y; € R%, d = 1,2,3 parinkimas gali biiti atliktas jvairiais
biidais. Vienas i§ papras¢iausiy budy yra atsitiktinis $iy vektoriy koordinaciy
parinkimas tam tikroje srityje. Srities forma dazniausiai yra kvadratas ar kubas,
nors gali biti ir kitokios formos, kaip tiesé, plok$tuma, sfera ir t. t. Naudojant
atsitiktinj vektoriy koordinaciy parinkima, projekcijos algoritmas kartojamas
keletg karty su skirtingais pradiniais Y; vektoriy rinkiniais. Projekcija, turinti
maziausia minimizuojamos funkcijos reikSme¢, yra pasirenkama kaip Sio
algoritmo projekcijos rezultatas. Sis metodas naudojamas SOM PAK
programingje jrangoje (Kohonen et al. 1996), tac¢iau su maZza modifikacija:
pirmoji pradinio vektoriaus koordinaté parenkama atsitiktinai, 0 antroji taip, kad
gautas vektorius Y; bty lygiagretus pasirinkai tiesei. Si modifikacija daZnai
taikoma nors neturi teoriskai pagrjsto paaiskinimo, kodél toks pradiniy vektoriy
parinkimo biidas yra tinkamas.

TeoriSkai panagrinésime, kaip atveju d = 2 keiciasi taSky projekcijos jei
pradiniai Y; = {y;1, yi»} vektoriai parenkami ant tiesés (Murtagh 2004):

Yii=a- Yy +b, (2.1)

¢ia a ir b konstantos.

Sammono projekcijos metodas minimizuoja paklaida Eg (1.23) naudojantis
pseudo-Niutono (angl. pseudo-Newton) algoritmu (1.24).

Pirmoji paklaidos Eg funkcijos iSvestiné kintamojo y;, atzvilgiu
skai¢iuojama pagal formulg (2.2).

S
=3 () u-yx) k=12
ayik c 4 6l]dl] (ylk y]k) (22)

=4

Jj#i
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kur ¢ = Z?=1 611 .
j<i

Iterpus (2.1) j (2.2), kai k = 1 gauname:
S
= —— S em— a: +b— a- +b =
0yi1 ¢ 8ijd;; ( Yiz ( Vi ))

Jj=1
S
2a 0;i —dj; 0E
) LT

(2.3)

Jj#i
C ¢ 5ijdij Yi2

Jj=1,
Jj#i

Antroji paklaidos Eg funkcijos iSvestiné kintamojo y;, atzvilgiu

skaiCiuojama pagal formule (2.4).

92E; 2:?: 1
=2y —(85::—d:;
ayizk Cj=1' Sijdij ( lj U)
J#i (2.4)
(vie — }"k)z 6ij — dyj
_—1<1+¥> k=12.
Istacius (2.1) j (2.4), kai k = 1 gauname:
0%Es 2 Zs: 1 (6, —dy)
J#i (2.5)

B a*(yi, — yjz)2 (1 N 6ij — du’)]

Apskaiciuokime skirtuma:
0%E, 0%E,
oyh  0vh
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Antryjy daliniy i$vestiniy skirtumas yra lygus:
02E, 9%E; 2w 1
g 0yE _E;?ﬁdu .
_ [(51'1' U) (J/zz }’12) <1 + ijd_”dij>
dyj ij
d

(yLZ YJZ) ij -
Z 8,d;; [(5” ~dy) - d;j (1 T4,

J

_|_

ij> _

(2.6)

]il

Z(a -1 (ylz }’]2) ij l]
R (|

_];tl

Kadangi atstumai erdvése R? ir R™ yra teigiami (d;; = 0,6;; = 0) ir bendru
atveju visi kartu nelygts nuliui, kai y;, # yj,, todél teisinga 2.1 iSvada.

ES 62E5
ovh v},
tiesés, kurios krypties koeficientas a tenkina lygybe a® — 1 =0,t.y.a = +1.
2.1 Teorema. Jei pradiniai Sammono projekcijos taskai Y; = {y;1,yi»} yra
iSsidéste ant tiesés y;; = a-y;, + b, kur a = +1,b € R, tai projekcijos taskai,
gauti minimizuojant Sammon paklaida pagal iteracing formule (1.24), taip pat
bus iSsidéste ant tiesés y;; = a - y;» + b.
Irodymas.
Teorema jrodoma remiantis matematinés indukcijos metodu.

Jeigu taskas Y; = {y;1, ¥i»} priklauso tiesei, tai jisai tenkina lygybe:

yi(m') = a-y;(m’) +b. (2.7)

Teiginys, kad projekcijos taskai yra ant tiesés y;;(m’) = a-y,(m')+b
yra teisingas, kai m’ = 0, nes pradiniai taSkai yra parenkami ant Sios tieseés.

Tarkime, kad teiginys (2.7) teisingas, kai iteracijos numeris lygus m’.

Irodykime, kad teiginys (2.7) yra teisingas, kai iteracijos numeris lygus
m’ + 1. Tasky Y; € R? koordinatés vy, i =1,n, k=12 (m'+1)-osios
iteracijos metu persiskaic¢iuojamos pagal (1.24) formulg:

2.1 ISvada.

= 0 tada ir tik tada, kai taskai yra iSsidéste ant
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0Es(m’)
dyi (m')
92Es(m)|
6yi2k(m’)
Istacius (2.1) j (1.24), kai k = 1 ir pritaikius (2.7) prielaidg, gauname:
L OEs(m")
dyi(m') _
92Es(m")|
ayl1(m’)
aEs(m')
Yip (m )

\
02Es(m ’)/l

yiem' +1) = yy(m') —

ya(m'+1) =a-yp(m) +b—a

2.8)
=a-| yp(m)—a + b.

ayll (m,)

Atsizvelgiant j 2.1 iSvada, gauname

0Es(m’)

0yiz(m") _

0%2Es(m’) (2.9)
dyf(m")
=a-yp(m +1)+b.

yiu(m' +1)=a-| yp,(m") —«a

Taigi teiginys, kad y;;(m") = a-y;,(m") + b (visi projekcijos taskai yra
ant tiesés) yra teisingas, tada ir tik tada kaia = +1,b € R. O

Tokia pati teorema gali biiti suformuluota ir jrodyta daugiamatéms skaléms,
kurios naudoja pseudo-Niutono metoda paklaidai minimizuoti. Siuo atveju a ir b
yra bet kokie skaiciai.

ISvada 2.2. IS teoremos 2.1 seka, kad projekcijos taskai visada bus ant tos
pacios tiesés. Taciau, eksperimentiniai tyrimai parodé, kad jau po pirmos
iteracijos taSkai nezymiai nutolsta nuo Sios tiesés. Atlikus dar keleta iteracijy,
projekcijos taskai i$sibarsto po visg plokStuma. Tai jvyksta todél, kad atliekant
skai¢iavimus kompiuteriu, gautus rezultatus jtakoja kompiuterio skai¢iavimo ir
skai¢iy apvalinimo paklaidos. Taigi pradiniy tasky iniciacija ant tiesés yra
galima, tadiau $iuo atveju paklaidos konvergavimas iteracinio proceso pradzioje
yra létas.

Sudétingesnis pradiniy tasky iniciacijos biidas yra pagrindiniy komponenciy
analizés metodo taikymas. Tokiu baidu pirmiausiai daugiamaciai duomenys yra
suprojektuojami j plokStuma naudojantis PKA metodu ir gauti taskai yra laikomi
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atitinkamy jvesties taSky projekcijos (pradiniais) taskais. Deja, pagrindiniy
komponenciy paieska reikalauja papildomy laiko ir kompiuterio resursy.
Disertacijoje pasiiilytas paprastesnis biidas: apskaiiuojame kiekvienos
duomeny aibés X vektoriy komponentés dispersijg. Gautos dispersijos
palyginamos tarpusavyje ir surandamos dvi didziausias dispersijas turincios
vektoriy komponentés, kuriy numeriai yra kq,k,. Sias komponentes
atitinkancios vektoriaus X; koordinatés yra laikomos jo projekcijos vektoriaus Y;
pradinémis koordinatémis y;; = X;x.,Yiz = Xik,, O toki pradiniy koordinaciy
iniciacijos metodg vadinsime didZiausiy dispersijy metodu. Eksperimentai
parodé (Bernataviciené et al. 2005), kad §is metodas yra vienas i§ efektyviausiy
pradiniy tasky iniciacijos metody. Pla¢iau apie eksperimentus Zr. 3 skyriuje.

2.5. Kiekybiniai atvaizdavimo jvertinimo kriterijai

Daugiamacius duomenis galima atvaizduoti jvairiais metodais, Sie metodai
daznai minimizuoja skirtingas paklaidos funkcijas, todél iskyla objektyvaus
atvaizdavimy tarpusavio palyginimo problema. Norint jg i§spresti reikia parinkti
kriterijy, kuris apibudinty projekcijos kokybe ir tikty skirtingiems metodams.
Pateiksime keleta tokiy projekcijy panasumo kriterijy.

Metrinés topologijos issaugojimas (MTI).

2.1. Apibrézimas. Tegu duotos erdvés R™ (X; € R™) ir R% (Y; € R9),
1 < d < n, tuomet projekcijag (transformacija) ®: X — T vadinsime i$saugancia
metring topologija, jeigu

6ij = 5kl = dl} = dkl' Vi'j! k' lv (210)

¢ia &;; ir d;j yra atstumai (skirtumingumai arba panaSumai) tarp taSky
atitinkamai erdvése R™ ir R% (Bezdek and Pal 1995).

Metrinés  topologijos transformacija uZima tarping vieta tarp
transformacijos, kuri nekei¢ian¢ia kaimyny, bet neiSsaugo atstumy eilés, ir
izometrinio atvaizdzio, kuris nekeicia ne tik atstumy eilés, bet ir paciy atstumy.
Galima sakyti, kad MTTI transformacija iSsaugo kaimynus tarp atitinkamy tasky
R™ ir R% erdvése bei reliatyvius atstumy sarysius.

Norint jvertinti turimos transformacijos ® metrinés topologijos iSsaugojima,
reikia naudoti Spirmeno koeficienta.

Spirmeno koeficientas (angl. Spearmen coefficient (rho), Kendall tau).
Atstumy eilés ir dydziy iSlaikymas yra svarbi MTI transformacijos
charakteristika. Siekiant jg jvertinti ji pervadinama A= (6;;) 1 (6), kur
Se="06y ir k=(—1) (252“
matricg (d;;). Taip sunumeruotus atstumus surtiSiuojame didéjimo tvarka,
tuomet k - ojo matricy (8y) ir (dy) elemento padéties indeksas yra vadinamas

)+ (j —i). Analogiskai galima pernumeruoti
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jo rangu ir Zymimas atitinkamai ry(k) ir ry(k). Vektoriai ry = {ry(k) | k =
1,n%}irry = {ry(k) | k = 1,n?} yra vadinami rangy vektoriais (Bezdek and Pal
1995).

Nukrypimas nuo MTI gali biiti apskaiciuotas rangy koreliacijos koeficientu
(2.11), kitaip Spirmeno koeficientu:

6 X7 (rv (k) — rx (k)" (2.11)
T3—T '

psp(ry, 1) = 1 —

Spirmeno  koeficiento reikSmé yra intervale —1 < pg, <1. Metriné
topologija pilnai iSlaikoma, kai §i reikSmé yra lygi 1. Pagal (Bezdek and Pal
1995), transformacija yra MTI tada ir tik data, kai pg, = 1. Transformacija
vadinama anti-MTI, jei ps, = —1, tai yra, visi atstumai tarp projekcijos tasky
yra i8déstyti atvirksStine tvarka negu atstumai duomeny erdvéje R™.

Spirmeno koeficientas taip pat tinka jvertinti projekcijos topologijos
i$saugojimg. Jis gali biti naudojamas jvertinti ir lokalius atstumus issauganciy
projekcijos algoritmy projekcijoms (Karbauskaité and Dzemyda 2009).

Kai rangai gali bati ir vienodi, tuomet vietoje Spirmeno koeficiento
naudojama Pirsono (angl. Pearson) Koreliacija arba tiesiog standartiné
koreliacija, apskai¢iuojama pagal (2.12) formulg:

E(rX — E(rx))E(rY - E(ry))
o(ry)o(ry) .
Minimalaus jungimo (MIJ) kriterijus. Tarkime erdvése R™ ir R% apibrézta
simetriSka panasumo funkcija, kuri kiekvienai erdvés tasky porai priskiria
teigiama skaiciy, atspindintj Siy tasky panaSumg (arba skirtinguma).
Pavadinkime Sias funkcijas F ir G atitinkamai erdvéms R™ ir R<, bei
apibrézkime paklaidos (arba baudos) funkcija:

(2.12)

corr(ry,1y) =

N
€= Y FGNC(MD,M()) (2.13)
i=1 j<i
Cia i ir j yra R™ ta8ky numeriai, o M (i) ir M(j) Siy tasky projekcijos (vaizdai)
erdvéje RY.
Paklaidos funkcija (2.13) laikysime MJ kriterijumi, kai

i,j kaimynai;

ne kaimynai. (2.14)

FGp={y
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G(M@D,M()) = M@ —M@IIP. (2.15)

Taigi, geru atvaizdavimu pagal MJ kriterijy laikomas vaizdas, kuriame
artimi R™ erdvés taskai yra arti vienas kito ir erdvéje R, Tasky artumas (2.15)
formuléje gali bati matuojamas tiek Euklido atstumu (p = 2), tiek ir bet kokiu
kitu Minkovskio atstumu (Goodhill and Sejnowski 1996). Disertacijoje
kriterijaus reikSmei apskaiciuoti naudojamas Euklidinis atstumas.

2.7 pav. Minimalaus jungimas projektuojant ,,Irisy* duomeny aibe
(M] = 20,74308)

Mazesnés MJ kriterijaus reikSmés atitinka tikslesnes tasky projekcijas. MJ
kriterijaus taikymo pavyzdys pateiktas 2.7 paveiksle. Pats jungimo medis, pagal
kurj skai¢iuojamas kriterijus, efektyviausiai apskai¢iuojamas Prim (angl. Prim)
algoritmu (Prim 1957).

2.6. Skyriaus iSvados

Skyriuje apzvelgtos tyrimuose naudojamos duomeny parengimo, pries pateikiant
Siuos duomenis Vizualizavimo algoritmams, problemos. Taip pat pateikti
teoriniai rezultatai, sprendziantys Sammono algoritmo pradiniy vektoriy
iniciacijos problemg. Nemazg skyriaus dalj uzima projekcijos topologijos
i§saugojimo kriterijy, kurie buvo naudojami eksperimentinéje disertacijos dalyje,
analitiné apZzvalga ir naudojimo pagrindimas. Pateikta vizualizavimui skirtos
sistemos vizija, kuria buvo naudojamasi kuriant programing jranga, reikalinga
eksperimentiniams tyrimams.
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Apibendrinat skyriy galima daryti §ias iSvadas:

1.

Sammono projekcijos algoritme pradiniy taSky parinkimas ant tiesés,
kurios krypties koeficientas lygus a = +1, yra netaikytinas, kadangi tai
mazina algoritmo konvergavimo greitj.

Pradiniy duomeny parinkimas ant tiesés daugiamaciy skaliy
algoritmuose, kai paklaida minimizuojama pseudo-Niutono algoritmu,
yra netikslingas, dél 1étesnio konvergavimo.

Kadangi taskai ant tiesés, kurios krypties koeficientas lygus a = +1,
teoriSkai turéty islikti ant tos pacios tiesés, taikant daugiamaciy skaliy
algoritmus, bet tik dél kompiuterio skai¢iavimo ir skaiciy apvalinimo
paklaidy taSkai palieka tiese¢ ir po keleto iteracijy iSsibarsto po visa
projekcijos plokstumg. Todél yra tikslinga naudoti Kitus iniciacijos
budus, kaip pavyzdziui, pagrindiniy komponenciy analizé ar didziausiy
dispersijy metodas.

Siekiant palengvinti daugiamaciy skaliy metody pritaikymg skirtingoms
operacinéms sistemoms ir lygiagretiems skaiiavimams, butinas
vientisos sistemos projektas (Siame skyriuje jis yra pateiktas).

Vizualizuojant daugiamacius duomenis skirtingais daugiamaciy skaliy
metodais, iSkyla atvaizdavimy tarpusavio palyginimo problema.
Daugiamaciai duomenys daznai priklauso arba yra Salia daugdaros, todél
silloma daugiamaciy skaliy metodus palyginti taikant daugdaros
topologijos i$saugojima jvertinancius kriterijus.






Eksperimentiniai
tyrimai

Siame skyriuje pateikiami gauti eksperimentiniy tyrimy rezultatai, publikuoti
autoriaus darbuose (A1, A2, A3ir A4). Tyrimai buvo papildyti naujais
eksperimenty su didesnémis aibémis rezultatais.

3.1. Sammono ir SMACOF algoritmy tyrimas

Cia pateikiami autoriaus rezultatai publikuoti (Al) straipsnyje nagrinéjant
Sammono ir SMACOF algoritmy junginius su SOM algoritmu.

Siame skyriuje nagrinégjamas daugiamadiy duomeny atvaizdavimo
optimizavimas. Tiriama Sammono projekcija, daugiamaciy skaliy SMACOF
realizacija ir jy nuosekldis junginiai su savireguliuojan¢iu neuroniniu tinklu,
naudojantys atstumus, apskaiiuojamus pagal FEuklido metrikg. Tyrime
analizuojamos algoritmy ir jy junginiy savybés. Tiriami pradiniy vektoriy
parinkimo metodai, bei atliekama jy lyginamoji algoritmy analiz¢, vertinant juos
jvairiais kiekybiniais kriterijais. Kiekybiniy kriterijy panaudojimas leidzia
jvertinti projekcijos rezultatus ir pasirinkti geriausig. Tyrimai buvo atlikti
naudojant Sesias skirtingos kilmés duomeny aibes.

63
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3.1.1. Sammono ir SMACOF skaic¢iavimo laikas

Norint jvertinti, kuris i§ algoritmy veikia grei¢iau arba reikalauja maziau
operacijy, buvo atliktas eksperimentinis tyrimas, kurio rezultatai pateikti 3.1
lenteléje.

I§ pateikty rezultaty galime daryti iSvadg, kad DS SMACOF algoritmo
skai¢iavimo laikas yra apie 2,3 karto mazesnis nei Sammono projekcijos
algoritmo, kai iteracijy skai¢ius yra pakankamai didelis ir vienodas abiem
algoritmams. Cia viena iteracija apima visus skaiGiavimus, reikalingus
perskai¢iuoti visy duomeny aibés tasky naujas projekcijas plok$tumoje vieng
karta.

3.1 lentelé. Sammono projekcijos ir SMACOF skai¢iavimo laiko vidutiné
priklausomybé nuo iteracijos numerio

,Irisy“ duomeny aibé ,Klasteriai“
Iteracija | Sammono | SMACOF, . | Sammono | SMACOF, .
Lo Santykis R Santykis
projekcija, s s projekcija, s s
5 0,031000 0,015999 (1,937534| 0,078999 0,046000 |(1,717391
55 0,250000 0,109000 |(2,293574| 0,625000 0,296999 |(2,104378

105 0,484999 0,217999 |2,224771| 1,187999 0,531000 |2,237287
155 0,703000 0,328999 |(2,136778| 1,733999 0,766000 |2,263707
205 0,937000 0,405999 |(2,307882| 2,266000 1,014999 |2,232513
255 1,172000 0,515999 |2,271319| 2,828000 1,250000 |2,262400
305 1,406000 0,593999 |2,367004| 3,375000 1,500000 |2,250000
355 1,609000 0,718999 |2,237831| 3,921999 1,735000 |2,260519
405 1,844000 0,796999 |2,313677| 4,655999 1,969000 |2,364652
455 2,078000 0,905999 (2,293599| 5,030999 2,219000 |2,267237
505 2,296999 1,000000 |2,297000| 5,717999 2,484999 |2,301006

Skai¢iavimo laiko santykis artéja prie 2,3 todél, kad esant nedideliam
iteracijy skaiciui, santykiui didele jtaka turi laikas, sugaiStas pradiniy vektoriy
iniciacijai, nepanasumy matricos apskaic¢iavimui ir t. t.

3.1.2. SOM junginio su DS metodais kokybés lyginamoji
analizé

Siame poskyriuje buvo tiriami SOM_Sammono ir SOM_SMACOF algoritmy
junginiai naudojant jvairias vizualizuojamy duomeny aibes. Kadangi neuroninio
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tinklo SOM apmokymo rezultatai priklauso nuo jo neurony-vektoriy
m;; = {ml-lj, ml-zj, ,mg} pradiniy reikSmiy, todél tikslinga pasirinkti maZziausia
kvantavimo paklaida (Esom(kvant)) (1.39) turintj neuroninj SOM tinklg i§ keleto
su skirtingomis pradinémis neurony reik§mémis apmokyty neuroniniy tinkly.
Atliekant eksperimentus SOM tinklo apmokymas buvo kartojamas 100 karty,
parenkant skirtingus atsitiktinai sugeneruotus pradinius SOM tinklo neuronus
bei skirtingg jéjimo (mokymo) duomeny aibés X eile. Tikslas — surasti
neuronus-vektorius, su kuriais neuroninio tinklo kvantavimo paklaida
Esom(kvant) yra maziausia. Sammono projekcijos ir DS algoritmy iteracijy
skai¢ius eksperimentuose buvo parenkamas taip, kad abiejy algoritmy
skaiCiavimo laikas bty apytiksliai vienodas. Algoritmy vykdymo laika siekiama
suvienodinti tam, kad buty galima lyginti vien tik projekcijos paklaidas.

Algoritmy junginiais SOM_Sammono ir SOM_SMACOF gautos duomeny
projekcijos buvo lyginamos remiantis 2.5 skyriuje pateiktais kriterijais.

SOM tinklo mokymo rezultatas priklauso nuo to, kokios parenkamos
pradinés neurony koordinatés, butent todél eksperimentai buvo kartojami po 100
karty, siekiant i8rinkti vektorius-nugalétojus su kuriais SOM tinklo kvantavimo
paklaida yra maziausia. Gauti vektoriai-nugalétojai, buvo atvaizduojami j
dvimate plokstumg Sammono ir SMACOF algoritmais. Rezultatai pateikti 3.2
lenteléje.

3.2 lentele. SOM_Sammono ir SOM_SMACOF junginiais gauty projekcijy
kokybés kriterijy reikSmés

SOM_Sammono
LHrisy |, HBK“ |, Wood“| ,Vyno*“ | , Vézio“ |, Klasteriai*

mazeja |21,94382|4,23492|1,35353|88,19783 | 164,0650 | 44,15650

Kriterijus | Tipas

Minimalaus
jungimo
Spirmeno o
o fiionas | didéia | 0,99664 |0,98705(0,95675| 098805 | 098310 | 0,83153
Kriterijus SOM_SMACOF
}\L’j'r'];'im'aus mazéja |20,92690|3,95750|1,2724686,29917 | 181,15250 | 35,78920
Spirmeno
koeficientas

didéja | 0,99864 |0,99026|0,96069| 0,98919 | 0,98318 | 0,81109

3.2 lenteléje stulpelis ,,Tipas“ nurodo, kuria, didé¢jimo ar maZéjimo,
kryptimi kinta kriterijaus reik§mé, kai geréja atvaizdavimo kokybé (paklaida).
Taigi, jeigu kriterijaus tipas yra ,,mazéja“, vadinasi mazesné jo reikSmé atitinka
geresng duomeny projekcija.
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Daugumoje atvejy, pateikty 3.2 lenteléje, SOM_SMACOF algoritmy
junginiu gautos projekcijos kokybé yra geresné uz gautg SOM_Sammono
algoritmy  junginiu. Kokybés kriterijy reikSmés skiriasi  statistiSkai
nereikSmingai, todél abiejy algoritmy duomeny projekcijos yra panasios (3.1
pav.), t.y. naudojantis Kolmogorovo-Smirnovo testu (Messey 1951) buvo
patikrinta hipotezé, kad dvi imtys turi tg pacig pasiskirstymo funkcijg. Taigi abu
algoritmy junginiai gali biiti naudojami daugiamaciy duomeny vizualizavimui,
nes uztikrina vienodg projekcijos kokybe.

* .
0. *
o o
‘e
o

*

5% <
a) b)

3.1 pav. ,,HBK*“ duomeny projekcija apskai¢iuota: a) SOM_Sammono
junginiu; b) SOM_SMACOF junginiu

Didinat savirorganizuojan¢io neuroninio tinklo dydj, didéja ir neurony-
nugalétojy skaicius, kuriuos reikia atvaizduoti j plokStuma apraSytais algoritmy
junginiais. Todél atliekant eksperimentus buvo atsizvelgiama j §ig SOM tinklo
savybe, parenkant skirtingus SOM tinklo dydzius ir eksperimentams taikant tik
tuos tinklus, kurie labiausiai atskleidzia tyringjamy duomeny topologijos
savybes, tokias kaip taskai atsiskyréliai, klasteriai, kaimyni§kumas ir t. t.

Pagrindinis atlikto tyrimo rezultatas yra tai, kad algoritmy junginiai
(SOM_Sammono ir SOM_SMACOF) yra pana$is, nes jie abu uztikrina
identiska daugiamaciy duomeny projekcijos kokybe. Tai leidzia efektyviai
taikyti ne tik daugumos tyrinétojy naudojama SOM ir Sammono junginj, bet ir
jam panaSy pagal paklaida, bet greitesnj pagal skai¢iavimo laikg, SOM ir
SMACOF algoritmy junginj.

Eksperimentiskai parodyta, kad tirtos DS realizacijos skai¢iavimo laikas yra
apie 2,3 karto trumpesnis uz Sammono projekcijos realizacijos skaifiavimo
laika, esant pakankamai dideliems abiejy algoritmy iteracijy skaic¢iams. Tai yra
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susije su tuo faktu, jog Sammono projekcijos algoritmas naudoja daugiau
procesoriaus operacijy reikalaujanciy matematiniy operatoriy (pvz. dalyba).

3.2. Diagonalinio mazoravimo algoritmo tyrimas

Sio skyriaus poskyriuose tyrin¢jamas diagonalinio maZoravimo algoritmo
efektyvumas. Taip pat tiriama, kaip priklauso projekcijos paklaida nuo iteracijy
skaiciaus bei kaimyniskumo parametro k. Pateikiamy rezultatai buvo publikuoti
autoriaus darbe (A2).

3.2.1. KaimyniSkumo parametro k parinkimas

Daugiamaciy duomeny aibés X vektoriy kaimyniskumo parametras k yra
apraSytas 1.5 skyriuje pateiktame diagonalinio mazoravimo algoritme. Nuo
parametro k priklauso svoriy matricos V (1.29) nenuliniy elementy skaicius. Sis
parametras parodo, j kiek maksimaliai i-tojo vektoriaus kaimyny pagal vietg
nepanasumy matricoje reikia atsizvelgti apskaiciuojant vektoriaus X; projekcija
DMA algoritmu vienos iteracijos metu.

Atliekant preliminarius skaiiavimus su DMA algoritmu buvo pastebéta,
kad nuo parametro k parinkimo labai priklauso projekcijos paklaida
Eps = +/ Enorm Ir gaunami vizualizavimo rezultatai. Todél buvo nuspresta atlikti
tyrimg, kurio tikslas nustatyti, kaip kinta projekcijos paklaida, keiciant
parametro k reik§me. Cia skai¢iavimo laikas ir iteracijy skai¢ius buvo fiksuotas.
Eksperimento pradzioje kiekvienos analizuojamos aibés elementai parenkami
atsitiktinai, taip siekiama, kad $alia biity kuo maziau panasiy tasky. Su kiekviena
skirtinga parametro k reik§me atlickama po 50 eksperimenty. Parametro
k reik§mé kinta nuo 100 iki 1000, k didinamas kas 100. Véliau apskai¢iuojami
gauty projekcijos paklaidy vidurkiai.

SMACOF ir DMA algoritmuose pradiniai vektoriai dvimatéje plokStumoje
parenkami naudojant pagrindiniy komponenéiy analizés metoda.



68

3. EKSPERIMENTINIAI TYRIMAI

0,0465 ~ . —e— 100 iter. 24— 300 iter. —e—500 iter.
© 00455 1 A —+—700 iter. ®— 900 iter.
©
s '\
4
S 0,0445 ..
3 ¢ ¢ * * * * * * *
50,0435 - o a M a
X
Q
o
@ 0,0425

0 200 400 K 600 800 1000
3.2 pav. Projekcijos paklaidos priklausomybé nuo kaimyniskumo
parametro k (,,Abalone* duomeny aibé¢)

0,222 -

022 1 ® —e—100 iter. —A— 300 iter. —0— 500 iter. —+— 700 iter. —@— 900 iter.
s 0218 -
S
©
< 0,216 |
©
Q @
0 0,214 |
2
= .
% 0212 | e
S NA . R N N R
& o021 : : : Y he A ? ¢

0 100 200 300 400 500 600 700 800 900 1000

3.3 pav. Projekcijos paklaidos priklausomybé nuo kaimyniskumo
parametro k (,,Ellipsoidal* duomeny aibé¢)

Kaip rodo atlikto eksperimento rezultatai (3.2 pav. ir 3.3 pav.), kai
parametro k reikSmé didesné uz 400 ir fiksuotas skai¢iavimo laikas, jau po 300
iteracijy gaunami pakankamai tikslis rezultatai. Projekcijos paklaida, gauta
DMA algoritmu, ir paklaida, gauta SMACOF algoritmu, skiriasi maziau nei
1 %. Didinant iteracijy skai¢iy projekcijos paklaida kinta nezymiai. Toliau
didinant parametro k reikSme, ilgéja skaiCiavimo laikas, o vizualizavimo
rezultatai artimi rezultatams, gautiems SMACOF algoritmu. SMACOF
algoritmu gaunamos paklaidos lygios: Eps = 0,043970 ,,Abalone duomeny
aibei ir Eps =0,210109 Ellipsoidal® duomeny aibei. Taip pat i§ Sio
eksperimento matyti, kad kai k parametras labai mazas (k= 50), didinant
iteracijy skai¢iy projekcijos paklaida ne mazéja, o atvirksciai — didéja.
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3.2.2. Vektoriy pradinis surikiavimas

Atliekant eksperimentus su skirtingomis duomeny aibémis nustatyta, kad
projekcijos paklaidai didele jtaka daro pradinés daugiamaciy duomeny aibés
suformavimas, t. y. analizuojamy vektoriy pradinis Surikiavimas. Atsizvelgiant j
§1 fakta, buvo atlieckami tyrimai, kai pradiné¢ duomeny aibé buvo formuojama
naudojant tris skirtingas daugiamaciy vektoriy rikiavimo strategijas:

. Analizuojamos aibés daugiamaciai vektoriai vieng kartg atsitiktinai
iSmaiSomi algoritmo vykdymo pradzioje.

Il.  Analizuojamos aibés daugiamaciai vektoriai ir juos atitinkantys
dvimatés plokStumos  vektoriai, kuriy koordinatés buvo
apskaiciuotos ankstesnése iteracijose, atsitiktinai perrikiuojami prie$
kiekvieng atlickama iteracija.

1. Naudojant pagrindiniy komponenéiy analizés metodg daugiamaciai
duomenys pradzioje projektuojami j tiese. Tokiu budu yra
jvertinamas vektoriy panaSumas, ir daugiamaciai vektoriai
surikiuojami atsizvelgiant j jy iSdéstyma tieséje (artimesni taskai turi
gretimus eilés numerius).

Naudojant I ir I daugiamaciy vektoriy rikiavimo strategijas, buvo atlikta po
50 eksperimenty su skirtingomis parametro k reikimémis. Cia parametro k
reikSmeés kei¢iamos nuo 50 iki 1000, vizualizuojami daugiamaciai duomenys,
apskaiCiuojamas projekcijos paklaidos vidurkis, standartinis nuokrypis bei
skai¢iavimo laikas. 3.2.1 skyriuje eksperimentai parodé, kad projekcijos
paklaida po 300 iteracijy nusistovi ir Kinta labai neZymiai, todél atliekant §j
tyrima buvo atliekama tik po 300 iteracijy. Pradinés vektoriy koordinatés buvo
parenkamos pagal pagrindiniy komponenciy analizés metodg. Tiriant parametro
k jtaka buvo naudojama I daugiamaciy vektoriy rikiavimo strategija (3.2 pav. ir
3.3 pav.). Nustatyta, kad parametrg k keic¢iant nuo 300 iki 1000, projekcijos
paklaidos kitima galima apibrézti formule Epg = —0,0002In(k) + C, ¢ia C —
konstanta. Siuo atveju tai reidkia, kad taip keigiant k projekcijos paklaida

(Eps = +/ Enorm) sumazés apytiksliai tik iki 0,08 %.
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3.5 pav. Projekcijos paklaidos priklausomybé nuo kaimyniskumo
parametro k (,,Ellipsoidal® duomeny aib¢), naudojant skirtingas
daugiamaciy vektoriy rikiavimo strategijas

Atlikti eksperimentai rodo, kad praséiausi vizualizavimo su DMA rezultatai
gaunami naudojant IIT duomeny rikiavimo strategija (3.4 ir 3.5 pav.). Tai reiskia,
kad kaimyny parinkimas pagal jy padeétj ant tiesés, kurios krypties vektorius
sutampa su tikriniy vektoriumi atitinkanc¢iu didziausig PKA tikrine reikSme, yra
netinkamas. Kai atsizvelgiama tik j artimiausius kaimynus, projekcijos paklaida
konverguoja létai ir pasiekimas lokalus minimumas yra daugiau negu 5 %
didesnis uz gaunamg naudojant | ir Il strategijas. Tad, daugiamaciy tasky
vizualizavimui naudojant DMA algoritmg, reikia, kad analizuojamoje aibéje
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Salia biity ir artimy, ir nutolusiy tasky, kadangi i juos atsizvelgiama skai¢iuojant
vektoriy, priklausan¢iy dvimatei plokStumai, koordinates. Atsitiktinis vektoriy
perrikiavimas prie§ kiekvieng iteracija reiSkia, kad skaiCiuojant dvimatés
plokStumos vektoriy koordinates atsizvelgiama | daugiau ir jvairesniy
analizuojamos aibés tasky. D¢l Sios priezasties, naudojant II duomeny rikiavimo
strategija, gaunama tikslesné projekcijos paklaida ir su maziausiu iteracijy kiekiu
(pakanka 100). Rezultatai pateikti 3.6 paveiksle.
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3.6 pav. Projekcijos paklaidos priklausomybé nuo kaimyniskumo
parametro k (,,Ellipsoidal“ duomeny aibé). Naudojamos I ir IT daugiamaciy
vektoriy rikiavimo strategijos bei skirtingas iteracijy skaicius

Lyginant visas tris rikiavimo strategijas, geriausi rezultatai gaunami
naudojant II strategija. Naudojant 1l-gja daugiamaciy duomeny rikiavimo
strategija, jau po 100 iteracijy gaunamas pakankamai tikslus rezultatas ir,
didinant parametrg k, projekcijos paklaidos kitimas tampa labai nezymus (3.4,
3.5ir 3.6 pav.).

Tuo paciu eksperimentis§kai buvo palygintos SMACOF ir DMA algoritmy
projekcijos paklaidos ir skai¢iavimo laikai. Lygimui naudotos dvi geriausios k
parametro parinkimo strategijos. Gauti rezultatai pateikti 3.3 lenteléje.

Atlikus eksperimentus su keturiomis skirtingomis duomeny aibémis
nustatyta, kad projekcijos paklaida, naudojant SMACOF algoritma, yra neZymiai
mazesné nei naudojant DMA algoritmg (abiejuose algoritmuose pradinés
projekcijos vektoriy koordinatés parenkamos PKA metodu). Skirtumas tarp
projekcijos paklaidy yra nedidelis (,,Abalone”, ,,Gaussian“ ir ,,Ellipsoidal*
duomeny aibéms < 1%, o ,Paraboloid“ duomeny aibei < 4 %), taiau
skai¢iavimo laikas zymiai ilgesnis, t. y. kuo didesné duomeny aibé, tuo ryskesnis
skirtumas.
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3.3 lentelé. Projekcijos paklaida, projekcijos paklaidos standartinis nuokrypis ir
skai¢iavimo laikas, gautas naudojant SMACOF ir DMA algoritmus

SMACOF (100 DMA (I strategija, 300 DMA (Il strategija, 100

Aibé iter.) iter., k=400) iter., k=400)

Eps t,s | E(Eps) | o?(Eps) E(St)’ E(Eps) | 0%(Eps) E(St),

,,Abalone” ]0,043497|151,82|0,043493 |0,000065 | 29,10 | 0,043726 | 0,000015 | 21,96

,,Paraboloid*“ |0,208653 | 22,40 |0,217755|0,004121 | 16,98 | 0,2143240,002012| 9,74

,, Ellipsoidal “|0,210109 | 105,27 | 0,210794 | 0,000145 | 23,44 | 0,210501 | 0,000059 | 15,81

,Gaussian“  |0,283866 | 109,28 | 0,285405 | 0,000290 | 28,60 | 0,284212|0,000039 19,10

3.7 paveiksle pateiktos ,Ellipsoidal“ duomeny projekcijos, gautos
SMACOF ir DMA algoritmais. Tiriant Siuos algoritmus buvo atlikta po 100
iteracijy. DMA algoritme naudota II daugiamaciy vektoriy rikiavimo strategija.
Abiem atvejais (3.7 a ir 3.7 b pav.) gauta duomeny struktiira gana aiski. Nors
projekcijy paklaidos skiriasi vos 0,35 %, taciau skirtumas tarp skai¢iavimo laiky
gana ryskus, projekcija DMA algoritmu gaunama 7 kartus greiéiau.

Skirtumas tarp skaic¢iavimo laiky mazéja, kai yra didinamas analizuojamos
aibés vektoriy skaifius ir mazinamas parametras k. To priezastis — duomeny
paruo$imas prie§ iteracinj procesa, t.Yy. duomeny rikiavimas naudojant Il
strategija reikalauja atlikti daugiau skai¢iavimy.

a) - - - - b)

3.7 pav. ,.Ellipsoidal“ [3140; 50] duomeny aibés projekcija:
(a) gauta naudojant SMACOF algoritmg: t = 94,22s; Epg = 0,210109
(b) gauta naudojant DMA algoritma: k = 400; t = 13,84s; Eps = 0,21085
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Tyrimai parodé, kad vizualizuojant dideles duomeny aibes ir taupant
skaiciavimo laikg efektyvu naudoti diagonalinj mazoravimo algoritmg. Taciau
reikia atkreipti démesj j kelis faktorius, kurie jtakoja Siuo algoritmu gaunamos
projekcijos kokybe: analizuojamos aibés vektoriy rikiavimo strategijg ir
kaimyni$kumo eilés parametro K parinkima.

Atlikti tyrimai leido padaryti Sias iSvadas:

e Projekcijos paklaida, gauta DMA algoritmu, Siek tiek blogesné nei
gauta SMACOF algoritmu, taCiau parenkant kaimyniskumo eilés

parametrag k > 400 arba k = % (tirtoms aibéms) ir naudojant | ar Il

kaimyny parinkimo strategijas, §i paklaida gaunama pakankamai artima
SMACOF algoritmo paklaidai, nes skirtumas nevirsija 5 %.

e Pasiiilytos kelios vektoriy rikiavimo strategijos, kurias naudojant
gaunamos mazesnés projekcijos paklaidos. Naudojant Sias strategijas
reikia atsizvelgti | mazesnj kaimyny skai¢iy (naudoti mazesnj
kaimyniSkumo parametrg k). Esant k = %, galima iki trijy karty
sutaupyti skaic¢iavimo laiko.

e SkaiCiuojant vektoriaus projekcija DMA algoritmu, kiekvienos
iteracijos metu atsizvelgiama tik j k jau suprojektuoty vektoriy.
Tikslinga analizuojamos aibés daugiamacius vektorius perrikiuoti pries
kiekvieng iteracija, tokiu atveju skai¢iuojant duomeny projekcija
atsizvelgiama j beveik visus daugiamacius aibés taskus.

o EksperimentiSkai nustatyta, kad kai k parametras labai mazas, didinant
iteracijy skai¢iy projekcijos paklaida ne mazéja, o atvirksciai didéja.

3.3. Santykiniy daugiamaciy skaliy algoritmo tyrimas

Santykinis daugiamaciy skaliy algoritmas priklauso nuo daugelio veiksniy, tokiy
kaip baziniy vektoriy parinkimo strategijos, vektoriy iniciacijos dvimatéje
plokstumoje biido, baziniy vektoriy skai¢iaus. Sio algoritmo pradinis tyrimas
buvo atliktas ir apraSytas kartu su bendraautoriais straipsnyje (Bernatavi¢iené et
al. 2007), bei disertacijoje (Bernatavi¢iené 2008).

Atlikti tyrimai leido padaryti Sias i§vadas:

1. Vizualizavimo rezultatai labai priklauso nuo baziniy vektoriy parinkimo
strategijos. Nustatyta, kad kuo tolygiau baziniai vektoriai pasiskirst¢ po
visg tiriamg aibe, tuo tikslesné projekcija yra gaunama.
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2. Naujy vektoriy pradiniy koordina¢iy parinkimo budas taip pat daro
jitakg vizualizavimo rezultatams. Buvo pasiilyti ir iStirti 6 skirtingi
vektoriy parinkimo dvimatéje plokStumoje biidai (Bernataviciené et al.
2007) Atlikti eksperimentai parodé, kad blogiausias baziniy vektoriy
parinkimo buidas yra atsitiktinis tasky parinkimas baziniy vektoriy
projekcijy srityje. Siuo atveju gaunamas didziausias projekcijos
paklaidos vidurkis ir didziausia paklaidos dispersija. Naudojant
pradiniy vektoriy parinkimo biida, paremta PKA algoritmu, paklaidos
vidurkis mazesnis uz paklaidy vidurkius, gaunamus kitomis
strategijomis, taciau skirtumai tarp Siy vidurkiy yra nereikSminiai.

Sioje disertacijoje pristatyti ir istirti du nauji vektoriy koordinadiy dvimatéje
projekcijos plokstumoje parinkimo biidai: pasirenkamos artimiausios bazinio
vektoriaus koordinatés arba didziausig dispersijg turin¢ios dvi jvesties vektoriaus
koordinatés. Sis tyrimas pateiktas 3.3.1 poskyryje.

Disertacijoje  (Bernatavi¢iené 2008) teigiama, kad kuo didesné
vizualizuojamy duomeny aibé, tuo didesnj baziniy vektoriy skai¢iy reikia imti.
Didinant baziniy vektoriy skai¢iy gaunama tikslesné projekcija. Tyrimai parodé,
kad mazesnéms duomeny aibéms (iki 3000 vektoriy) tikslinga naudoti nuo 700
iki 1000 baziniy vektoriy, o dideléms duomeny aibéms — nuo 900 iki 1500.

Daugeliu atvejy $is teiginys néra visiSkai teisingas, nes ne visuomet didinant
baziniy vektoriy skaiiy paklaida mazéja. Galimi ir tokie atvejai, kuomet
paklaida didinant baziniy vektoriy skaiciy didéja, o tinkamai parinktas baziniy
vektoriy skaiCius garantuoja mazesng projekcijos SDS algoritmu paklaidg uz
geriausig paklaidg gautg SMACOF algoritmu. Buvo atliktas tyrimas siekiant
nustatyti tikslesnj baziniy vektoriy skaiCiaus parinkimo biidg. Tai placiau
aprasyta 3.3.2 poskyryje.

3.3.1. Baziniy vektoriy iSrinkimas

Kaip minéta anksciau, vizualizavimo rezultatai, gauti daugiamacius duomenis
vizualizuojant SDS algoritmu, labai priklauso nuo baziniy vektoriy parinkimo
strategijos. Baziniai vektoriai buvo parenkami naudojant dvi strategijas:

I.  Baziniy vektoriy aibé F sudaryta i§ vektoriy, atsitiktinai isrinkty i$
analizuojamos aibés X;, i = 1, m (Bernataviciené et al. 2007).

Il.  Pradiniai duomenys Klasterizuojami k-vidurkiy metodu. Baziniais
vektoriais pasirenkami klasteriy centrams artimiausi duomeny aibés
taskai ir nustatomas fiksuotas tasky skaicius i§ kiekvieno klasterio
(Naud A. 2004; Naud A. 2006).

Atlikti tyrimai parodé, kad kuo tolygiau baziniai vektoriai pasiskirst¢ po
visg tiriama aibe, tuo tikslesné projekcija yra gaunama. Taciau naudojant
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(Bernataviciené 2008) disertacijoje pasiiilytas strategijas, vizualizavimo
rezultatus jtakoja atsitiktinumo faktorius (atsitiktinai parenkami baziniai
vektoriai, pradiniai klasteriy centrai taip pat parenkami atsitiktinai, naudojant
k-vidurkiy metodg), todél kiekvieng karta gaunama vis Kita projekcija. Siekiant
iSvengti atsitiktinumo ir gauti vienareikSme projekcijg, sitilomos dvi naujos
baziniy vektoriy parinkimo strategijos:

I1l.  Naudojant PKA metoda daugiamaciai duomenys projektuojami i
tiese, ir Zingsniu [s/sp] iSrenkamas nustatytas baziniy vektoriy
skaicius.

IV.  Apskai¢iuojamos duomeny aibés X vektoriy X; visy n
komponent¢iy  dispersijos. Gautos dispersijos  palyginamos
tarpusavyje ir iSrenkama didziausig dispersijg turinti vektoriy
komponenté. Vektoriai surikiuojami Sios komponentés didéjimo
tvarka, ir zingsniu [s/sp] iSrenkamas nustatytas baziniy vektoriy
skaiCius.

IIT ir IV strategijos atitinka tasky statmena projekcijg j tiese, kurios kryptj
nusako tiesés krypties vektorius. Nors krypties vektoriai skiriasi, taiau jeigu
turima ta$ky aibé néra ant sferos ar sukinio, tuomet taSkai, suprojektuoti ant
tiesés, sudaro identiSkai sutvarkyta aibe (atstumai taip taSky ant tiesés gali
skirtis). Naudojant §ias strategijas buvo atlikti tyrimai su penkiomis skirtingomis
testinémis duomeny aibémis, gauti rezultatai palyginti (3.4 lentelé).

Atlikus pradinius tyrimus nustatyta, kad blogiausia SDS projekcijos
paklaida gaunama, kai baziniy vektoriy koordinatés ir patys vektoriai parenkami
atsitiktinai. Dél Sios priezasties dvimatés plok§tumos vektoriy koordinatés,
parenkant bazinius vektorius pagal | ir IV strategijas, buvo parenkami naudojant
didziausiy dispersijy metodg. Naudojant III baziniy vektoriy parinkimo
strategija, baziniai vektoriy koordinatés parinktos remiantis PKA algoritmu
(placiau vektoriy priklausanéiy R? pradiniy koordina¢iy parinkimo biidai
aprasyti 3.4 skyriuje). Gauti rezultatai rodo, kad dideléms duomeny aibéms
tinkamiausias baziniy vektoriy parinkimo btidas yra naudoti III strategija,
paremtg PKA algoritmu. Tai iliustruoja ir rezultatai, pateikti 3.4 lentel¢je. Siuo
atveju gaunama vienareik§mé paklaida, ty. gaunama nepriklausoma nuo
atsitiktiniy faktoriy (tokiy kaip baziniy vektoriy koordinaciy parinkimas)
projekcija, kurios paklaida visuomet jgyja ta pacig reikSme.

Bazinius vektorius parenkant pagal 1 strategija, 0 pradines vektoriy
koordinates dvimatéje plokStumoje parenkat remiantis didZiausiy dispersijy
metodu, galima gauti maZesn¢ paklaidg. Bet taip pat maza paklaida gaunama kai
vektoriy koordinatés parenkamos pagal PKA, o patys baziniai vektoriai pagal III
strategija. Antruoju atveju paklaida gaunama vienareikSmiskai. Norint nustatyti
priezastis, nuo kuriy priklauso vienoms domeny aibéms gaunama paklaida.



76 3. EKSPERIMENTINIAI TYRIMAI

3.4 lentelé. Projekcijos paklaidos, gautos naudojant santykiniy daugiamaciy skaliy
algoritmg ir keiciant baziniy vektoriy parinkimo strategijas

Did. dispersijy PKA Did. dispersijy

Aibé + | strategija | + Ill strategija | + IV strategija
Paklaida po 1000 iteracijy, 800 baz. vektoriy
»Paraboloid* [2573x3] 0,213618 0,226991 0,227451
»Gaussian“ [2729x10] 0,285396 0,280194 0,289072

Atlikta 1000 iteracijy, 1500 baz. vektoriy

~Ellipsoidal* [3140x50] 0,207102 0,206759 0,208443
~Abalone* [4177x7] 0.012776 0,013226 0,013479
»Satimage® [6435x36] 0,109498 0,095214 0,119422

Tyrimai parodé, jei aibé naujy taSky aibé nuolat papildoma naujais
elementais, tuomet SDS algoritmo paklaida po tam tikro atidéty tasky skaiciaus
pradeda didéti. Todél reikia performuoti aibe baziniy tasky aibe, pridedant j ja
daugiau tasky, ir atlikti visus skaiiavimus i§ naujo, arba galima po keleto
zingsniy jau atvaizduotus naujus taskus priskirti baziniams taSkams ir toliau testi
naujy tasky atidéjima.

3.3.2. Baziniy vektoriy skaicius

Tiriant santykiniy daugiamaciy skaliy algoritmo vizualizavimo rezultaty
priklausomybe nuo daugiamaciy vektoriy iniciacijos strategijos, buvo pastebéta,
kad didinant baziniy vektoriy skaiCiy projekcijos paklaida taip pat ima didéti
(3.5 lentelé).

Siekiant surasti tokj baziniy vektoriy parinkima, su kuriuo paklaida yra
maziausia arba kaip jmanoma artima maziausiai, reikia atlikti daug eksperimenty
su skirtingais baziniy vektoriy rinkiniais. 3.5 lenteléje pateiktos atsitiktiniu
baziniy vektoriy parinkimu gautos vidutinés projekcijos paklaidos, atlikus po
128 eksperimentus su kiekviena duomeny aibe. Skai¢iavimai buvo atliekami
kompiuteriy klasteryje (apraSyta 2.2 skyriaus 2 punkte), naudojant 16 procesoriy
ir skai¢iavimus kartojant 8 kartus. Kiekviename Klasterio procesoriuje buvo
vykdomas tas pats algoritmas su skirtingais baziniais vektoriais.

Sio eksperimento tikslas — istirti, kaip kinta projekcijos paklaida didinant
baziniy vektoriy skai¢iui. Su 3.5 lenteléje nurodytu baziniy vektoriy skai¢iumi ir
pasirinktu baziniy vektoriy iniciacijos metodu SDS algoritmas atlikdavo po 600
iteracijy. Nebaziniy vektoriy pradinés koordinates parenkamos imant jas lygias
artimiausio bazinio vektoriaus koordinatéms dvimatéje ploks$tumoje.
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Kaip rodo gauti rezultatai, pateikti 3.5 ir 3.6 lentelése, kai baziniy vektoriy
skaicius didesnis uz 800, projekcijos paklaida tampa nestabili, o daugeliu atvejy
ima didéti. Sis faktas badingas naudojant skirtingus baziniy vektoriy iniciacijos
badus, o tai reiSkia, kad pradiniy vektoriy koordina¢iy parinkimo metodas
projekcijos paklaidos nestabilumui jtakos neturi. Taigi, parenkant baziniy
vektoriy skai¢iy egzistuoja riba, nuo kurios toliau didinant baziniy vektoriy
skaiciy paklaida daugeliu atvejy pradeda didéti.

3.5 lentelé. ,,Abalone“ projekcijos paklaidos, gautos naudojant santykiniy
daugiamaciy skaliy algoritma, kei¢iant baziniy vektoriy skaiéiy ir iniciacijos metoda

Baziniy Paklaida, kai vektoriy pradiniy koordinaciy parinkimo metodas yra

vektoriy Atsitiktinis Ant tiesés Didziausia PKA

skai¢ius dispersijy
100 0,017593 0,017339 0,013502 0,013610
200 0,017105 0,018041 0,013050 0,013320
400 0,017152 0,018341 0,012894 0,012802
800 0,017229 0,017010 0,012800 0,012661
1600 0,01800 0,019108 0,012808 0,012653
2000 0,018194 0,017575 0,012768 0,012644
2500 0,018448 0,019545 0,012842 0,012595
3200 0,0184875 0,018444 0,012801 0,012576
4000 0,0189052 0,019721 0,012820 0,012555

3.6 lentelé. ,,Gaussian‘ projekcijos paklaidos, gautos naudojant santykiniy
daugiamaciy skaliy algoritma, kei¢iant baziniy vektoriy skaiciy ir iniciacijos metoda

Baziniy Paklaida, kai vektoriy pradiniy koordinadiy parinkimo metodas yra

vektoriy 1 Arsitiktinis Ant tiesés DidZiausia PKA

skaiCius dispersijy
100 0,292790 0,293559 0,287760 0,287443
200 0,284600 0,284006 0,281275 0,280405
400 0,281672 0,279928 0,280249 0,276137
800 0,278576 0,276970 0,275353 0,274023
1600 0,279848 0,279064 0,274999 0,273112
2000 0,278780 0,278403 0,273906 0,272931
2500 0,279734 0,279672 0,273807 0,272757
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3.4. Pradiniy vektoriy koordinaciy parinkimo
problema

IStyrus disertacijoje pateiktus algoritmus nustatyta, kad pradiniy vektoriy
koordinaciy dvimatéje plok$tumoje parinkimas labai jtakoja vizualizavimo
rezultatus. Todél Sio eksperimento tikslas — nustatyti, kuris koordinaciy
parinkimo budas yra tinkamiausias, naudojant daugiamaciy skaliy algoritmus.
Pirmiausia eksperimentai buvo atlikti naudojant mazas duomeny aibes.
Eksperimentuose naudoti SMACOF, SDS ir Sammono algoritmai.

Projekcijos paklaidos skaiciuotos naudojant Siuos pradiniy duomeny
komponenciy parinkimo badus:

1. Dvimatéje plokstumoje vektoriai parenkami atsitiktinai. Eksperimentai
atlickami 10 karty, apskaic¢iuojamas gauty projekcijos paklaidy vidurkis.

2. Pirmoji pradinio vektoriaus dvimatéje plokStumoje koordinaté
parenkama atsitiktinai, o antroji taip, kad gautas vektorius Y; buty
lygiagretus pasirinkai tiesei.

3. Dvimatéje plokstumoje vektoriai apskai¢iuojami naudojant pagrindiniy
komponenciy analizés algoritma.

4. ApskaiCiuojamos duomeny aibés X vektoriy visy komponenciy
dispersijos. Gautos dispersijos palyginamos tarpusavyje ir iSrenkamos
dvi didziausias dispersijas turindios vektoriy komponentés. Sias
komponentes atitinkanc¢ios vektoriy koordinatés laikomos vektoriaus,
esanéio dvimatéje plokstumoje, pradinémis koordinatémis. Sj pradiniy
koordinaciy parinkimo metoda vadinsime didZiausiy dispersijy metodu.

Eksperimenty rezultatai, pateikti 3.7 ir 3.8 lentelése parodé, kad maziausia
projekcijos paklaida gaunama projekcijos vektoriy koordinates parenkant
naudojantis PKA arba didziausiy dispersijy metodais, ta¢iau PKA metodas
reikalauja didesniy skai¢iavimo resursy. PKA algoritmo sudétingumas yra
0(s?), bet jeigu skai¢iuojame tik d tikriniy reikmiy tuomet efektyviausio PKA
algoritmo (pvz. EM algoritmas, angl. expectation-maximization algorithm)
sudétingumas lygus O(dsn) (Roveis 1998). Tuo tarpu koordinates parenkant
pagal didZiausias dispersijas sudétingumas lygus O (sn). Todél, kaip pakankamai
gera alternatyva PKA, kitiems tyrimams pradiniy vektoriy koordinaciy
parinkimui naudojamas didZiausiy dispersijy metodas.
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3.7 lentelé. Sammono algoritmo projekcijos paklaidos

Aibé Paklaida, kai vektoriy pradiniy koordinaciy parinkimo metodas
Atsitiktinis Tieséje PKA Did. dispersija
,,HBK* 0,006483 0,01140 0,00464 0,00555
,»Wood* 0,025269 0,02536 0,02432 0,02537
Llrisy™ 0,004997 0,00491 0,00397 0,00406
,Vyno 0,000140 0,00012 0,00003 0,00003
HKlasteriai« 0,071625 0,07103 0,07115 0,06667

3.8 lentele. SMACOF algoritmo projekcijos paklaidos

Aibé Paklaida, kai vektoriy pradiniy koordinaciy parinkimo metodas
Atsitiktinis Tieséje PKA Did. dispersija
,HBK* 0,003497 0,00431 0,0044563 0,0044563
,Wood* 0,004883 0,004281 0,0044773 0,0044773
Llrisy* 0,006914 0,004082 0,0038487 0,0040419
,,Vyno* 0,009474 0,003755 0,0037548 0,0024549
.Klasteriai“ 0,334236 0,37769 0,3164181 0,3164181

Paklaidos priklausomybé nuo pradiniy tasky koordinaciy parinkimo metodo
ir iteracijy skaiCiaus yra pateikta 3.8 paveiksle. Rezultatai rodo, kad PKA ir
didziausiy dispersijy iniciacijos metodai yra geresni paklaidos prasme uz
pradiniy tasky iniciacijg ant tiesés ir atsitiktinai.

Gauty rezultaty patikrinimui buvo atlikti analogiski eksperimentai naudojant
didesnes duomeny aibes ir kitus daugiamaciy skaliy metodus (SDS ir DMA).
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projekcijos paklaida

a)

projekcijos paklaida

b)
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3.8 pav. Projekcijos paklaidos priklausomybé nuo iniciacijos metodo:
a) ,,HBK* duomeny aibé; b) Irisy duomeny aibé

3.9 Lenteléje pateikti rezultatai gauti DS SMACOF algoritmu.
Eksperimentai buvo atliekami esant tokioms sglygoms:

Naudojant atsitiktinj tasky pradiniy koordina¢iy parinkimo biidg su
kiekviena duomeny aibe buvo atlikta po 256 eksperimentus ir
apskaiciuotas gauty paklaidy vidurkis.

Pradines taSky koordinatés parenkant ant tiesés didziausiy dispersijy
metodu ir pagal pagrindiniy komponenciy analize, eksperimentai buvo
kartojami 32 kartus, kadangi visais atvejais gaunama beveik
vienareik§mé paklaida. Paklaida gaunama nevienoda vien tik dél skai¢iy
apvalinimo paklaidy.

Kiekvienas algoritmas atliko po 200 iteracijy.
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3.9 lentelé. Projekcijos paklaidos ir skaiGiavimo laikai, gauti daugiamaciy skaliy
SMACOF algoritmu
Koordinaciy .
parinkimo Pak_lalda, ,,Abalone“ | ,,Paraboloid*“ | ,,Gaussian ,.Sferos*
— laikas
btidas
Atsitiktinis E(JEnorm) 0,013019 0,209435 0,284020 0,219793
E(t),s 233,81 78,46 90,80 25,20
Ant fiesés VEnorm 0,020931 0,209510 0,277183 0,219941
E(t),s 233,53 78,50 90,64 25,20
DidZiausiy Enorm 0,013019 0,208405 0,273857 0,218949
dispersijy E(t), s 233,81 78,52 90,87 25,12
PKA v Enorm 0,012513 0,208306 0,272727 0,217274
E(t),s 234,48 79,17 91,80 25,50375
Geriausias rezultatas gaunamas naudojant pagrindiniy komponenciy

analizés iniciacijos btidg, o sugaiStamas laikas beveik nepriklauso nuo pradiniy
tasky koordinaciy parinkimo buido.
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3.9 pav. Projekcijos paklaidos priklausomybé nuo vektoriy pradiniy
koordinaciy parinkimo metodo, naudojant SMACOF algoritma:
a) ,,Gaussian“; b) ,,Abalone*; ¢) ,,Sferos; d) ,,Paraboloid* duomeny
aibéms.

3.9 paveiksle pateikta projekcijos paklaidos priklausomybé nuo pasirinkto
pradiniy vektoriy koordinaciy parinkimo btido. Pateikti rezultatai rodo, kad
tiksliausia projekcijos paklaida gaunama naudojant didziausiy dispersijy
iniciacijos ir PKA budus. Jau atlikus 50 iteracijy gaunama pakankamai tiksli
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projekcijos paklaida, o didinant iteracijy skaiCiy, projekcijos paklaida kinta
nezymiai (1-3 %).

Atliekant eksperimentus su santykiniu daugiamaciy skaliy algoritmu buvo
naudojami $ie parametrai: 800 baziniy vektoriy, 600 iteracijy ju projekcijai
apskaiciuoti SMACOF algoritmu. Atlikta po 128 eksperimentus naudojant
atsitiktinj baziniy pradiniy vektoriy iniciacijos blidg bei po 16 eksperimenty
naudojant pradiniy vektoriy parinkimg ant tiesés pagal didziausias dispersijas ir
pagrindiniy komponenéiy analize. Likusiy aibés tasky iniciacijai imamos
artimiausio bazinio taSko koordinatés dvimatéje plokStumoje. Apskaiciuoti gauty
paklaidy ir skaic¢iavimo laiko vidurkiai.

3.10 lentelé. Projekcijos paklaidos ir skaic¢iavimo laikai gauti santykiniy
daugiamaciy skaliy algoritmu

Koordinaciy | 5\ 15ida . .
parinkimo laikas ' ,,Abalone“ | ,Paraboloid“ | ,,Gaussian* .Sferos*
budas
Atsitiktinis |_E(/Enorm) | 0017230 | 0211763 | 0278649 | 0,219625
E(t), s 29,71 24,96 25,98 23,62
Ant tiesés m 0,017010 0,210841 0,274914 0,219839
E(®),s 29,83 24,88 25,95 23,53
Didziausiy m 0,012800 0,217671 0,274007 0,220005
dispersijy E(t),s 29,44 25,02 25,98 23,61
PKA VEnorm 0,012666 0,212438 0,273695 0,218846
E(®),s 29,10 24,99 25,79 23,54

Gauti rezultatai rodo, kad SDS algoritmo atveju geriausi pradiniy vektoriy
iniciacijos budai — didziausiy dispersijy ir PKA. Naudojant Siuos iniciacijos
budus, jau pirmosiose iteracijose gaunama pakankamai tiksli paklaida
(3.10 pav.). Didinant iteracijy skai¢iy projekcijos paklaidos Kitimas néra toks
stabilus, kaip SMACOF algoritmo atveju, kadangi SDS algoritmo rezultatas
priklauso nuo baziniy vektoriy kiekio ir jy parinkimo biido.
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a)

b)
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projekcijos paklaida
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3.10 pav. Projekcijos paklaidos priklausomybé nuo iniciacijos metodo,
naudojant santykiniy daugiamaciy skaliy algoritma:
a) ,,Gaussian; b) ,,Abalone*; ¢) ,,Sferos*; d) ,,Paraboloid* duomeny aibéms

DMA algoritmo tyrimo rezultatai pateikti 3.11 lenteléje. DMA algoritmui
buvo parinkta k =400 kaimyny, bei vektoriy aibé perrikiuojama prie$
kiekvieng iteracijg (3.2.1 skyriuje gauti DMA algoritmo optimaliis parametrai).
Su kiekviena duomeny aibe atlikta po 300 iteracijy.

3.11 lentelé. Projekcijos paklaidos ir skaiiavimo laikai gauti diagonaliniu
mazoravimo algoritmu

Koordinaciy paklaida
parinkimo laikas ’ ,,Abalone* | ,Paraboloid* | ,,Gaussian ,.Sferos*
budas
Atsitiktinis E( /Enorm) 0,245783 0,267107 0,316895 0,235206
E(t),s 96,01 54,04 58,79 26,95
Ant tiesés VEnorm 2,711916 0,738870 0,303371 0,239015
E(t),s 95,97 54,02 58,77 26,91
Didziausiy VEnorm 0,0131146 | 0,2134101 | 0,2746866 | 0,220871
dispersijy E(t),s 96,04 54,03 58,73 27,01
PKA VEnorm 0,012612 0,217371 0,273613 | 0,219985
E(t),s 92,46 52,02 56,3 26,00
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Atliekant eksperimentus su diagonaliniu maZoravimo algoritmu nustatyta,
kad S$is algoritmas labiausiai priklauso nuo vektoriy iniciacijos biido ir blogai
parinkus prading vektoriy projekcija dvimatéje plokStumoje labai sulétéja
paklaidos konvergavimo greitis. IS 3.11 lentelés matyti, kad dvimatéje
plok$tumoje pradiniy vektoriy parinkimas ant tiesés DMA algoritmui yra
visiskai netinkamas. Tai ypa¢ pastebima naudojant ,,Abalone” duomeny aibe.
Tinkamiausias pasirodé pradiniy vektoriy parinkimo pagal PKA iniciacijos
biidas. Pradiniy vektoriy didZiausiy dispersijy iniciacijos buidas duoda stabilig, ir
artima PKA iniciacijos biidui, projekcijos paklaidg bei didéjant iteracijy skaiiui
jos pokytis yra nereikSminis.
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d)

3.5.
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3.11 pav. Projekcijos paklaidos priklausomybé nuo iniciacijos metodo,
naudojant diagonalinio maZoravimo (II vektoriy rikiavimo strategija)
algoritmg: a) ,,Gaussian“; b) ,,Abalone*; c) ,,Sferos*; d) ,,Paraboloid*
duomeny aibéms

DS klasés algoritmy lyginamoji analizé

IStyrus tris daugiamaciy skaliy klasés algoritmus: SMACOF, diagonalinj
mazoravimo, bei santykiniy daugiamaciy skaliy algoritmus, iskilo biitinybé juos
palyginti tarpusavyje, bei nustatyti, kuris i§ jy tinkamiausias dideliy aibiy
vizualizavimui. Algoritmai buvo vertinami remiantis kiekybiniais atvaizdavimo
Kriterijais.

3

.12 lenteléje pateikti duomenys gauti, esant tokioms algoritmy pradinéms

sglygoms:

1.

SMACOF algoritmas atliko 600 iteracijy, plok§tumos vektoriy pradinis
koordinaciy parinkimas atliktas taikant didziausiy dispersijy metoda.

SDS algoritme baziniai vektoriai projektuojami daugiamaciy skaliy
SMACOF algoritmu atliekant 600 iteracijy, vektoriy pradinis
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parinkimas atliktas taikant didziausiy dispersijy metodg ir baziniai
vektoriai iSrenkami pagal didziausiy dispersijy strategija. Baziniy
vektoriy skaiCius aibéms iki 4000 vektoriy lygus 1000, o didesnéms
nei 4000 lygus 1500 baziniy vektoriy.

SDS algoritme baziniai vektoriai projektuojami DS algoritmu atliekant

600 iteracijy. Vektoriy pradinis parinkimas atliktas taikant PKA metoda
ir baziniai vektoriai iSrenkami pagal PKA strategija. Baziniy vektoriy
skaiCius aibéms iki 4000 vektoriy lygus 1000, 0 didesnéms nei 4000
lygus 1500.

DMA algoritmas atlieka 600 iteracijy, pries kiekviena iteracija vektoriai

perrikiuojami ir skai¢iuojant naudojama k = 400 kaimyny. Vektoriy
koordinatés parenkamos naudojantis didziausiy dispersijy metodu.

3.12 lentelé. DS klasés algoritmais gauty projekeijy kokybés kriterijy vidutinés

reik§més
. SMACOF
KIterUs o ros~ |.Gaussian™),Paraboloid"| Elipsoidal . Abalone”] Satimage™
MJ 4229,69 | 14844,34 | 115,6487 | 184,6303 |109,3453| 67255,92
SP 0,861522 | 0,812781 | 0,893843 | 0,928474 |0,999592| 0,980790
Norm. paklaida| 0,217515 | 0,273772 | 0,208293 | 0,207143 |0,012816| 0,1165890
Laikas 73,46 268,87 | 232,7953 360,58 693,79 | 2717,75
Kriterijus SDS su iniciacija pagal dispersijas
MJ 4237,45 | 14554,89 116,91 179,42 108,01 | 68713,81
SP 0,859215 | 0,810587 | 0,885582 | 0,928548 |0,999592| 0,981856
Norm. paklaida| 0,219058 | 0,274714 | 0,213209 | 0,207212 |0,012779| 0,109482
Laikas 35,78 38,29 37,33 39,85 42,43 120,77
Kriterijus SDS su iniciacija pagal PKA
MJ 4698,30 | 16594,15 121,04 188,57 108,53 | 63134,47
SP 0,811134 | 0,753909 | 0,878545 | 0,930524 |0,999597| 0,985516
Norm. paklaida| 0,272489 | 0,301998 | 0,251414 | 0,205049 |0,012656| 0,0952139
Laikas 36,14 39,04 37,76 40,22 42,74 95,59
Kriterijus DMA
MJ 4728,84 | 15310,89 229,78 248,8662 |112,1474 266496,6285
SP 0,858383 | 0,811120 | 0,888252 | 0,927513 |0,999583| 0,915439
Norm. paklaida| 0,219763 | 0,274438 | 0,212582 | 0,208014 |0,012949| 0,204888
Laikas 52,75 116,16 104,76 131,98 189,76 302,61
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Tyrimo rezultatai rodo, kad néra vienareikSmiskai geriausio algoritmo,
tinkanc¢io dideliy aibiy vizualizavimui. Laiko atzvilgiu pats efektyviausias yra
santykiniy daugiamaciy skaliy algoritmas, o kity kriterijy atzvilgiu — SMACOF
algoritmas. Neissiskiriantis nei pagal vieng kriterijy i§ kity algoritmy yra
diagonalinio mazoravimo algoritmas.

Siekiant apibendrinti ir palyginti algoritmy rezultatus, pagal 3.12 lentelés
rezultatus sukonstruoti keturi vektoriai, atitinkantys skirtingus algoritmus. Sie
vektoriai turi 24 koordinates, atitinkancias Kkriterijy reikSmes skirtingoms
duomeny aibéms. Gautieji vektoriai suprojektuoti j dvimate plokStuma
SMACOEF algoritmu, siekiant vizualiai jvertinti jy skirtumus (3.12 pav.).

SMACOF + M1 .
*
SDS disp, . o
* Paklaida
[
SDS PKA * ¥
o
_*_
+
*
sP +
Dr“_l:_'ﬁ' ‘Fi_LaiI:as
a) b) + +

3.12 pav. SMACOF projekcija: a) kriterijy vektoriy; b) kriterijy vektoriy
komponenciy

Projekcijos rezultatai patvirtina (3.12 a pav.), kad tirti algoritmai skiriasi ir
skirtumas tarp bet kuriy dviejy algoritmy yra beveik vienodas, kadangi beveik
vienodi tarpusavio atstumai tarp projekcijos tasky.

Kai normuoti vektoriai yra nepriklausomi (erdvés bazé, Pareto aibé,
vienetinés matricos elementy aib¢), tuomet projekcijos plokStumoje jie
suformuoja taisyklingg iskilgjj daugiakampj (arba kai galima per juos nubrézti
apskritima). Siuo atveju visi jie i§sidéste elipsés pavidalo kreivéje ir sugrupuoti
grupémis pagal kriterijy, t. y. Kriterijai pagal kuriuos vertinami algoritmai, yra
tarpusavyje mazai koreliuoti (3.12 b pav.). Vadinasi, jeigu algoritmas
optimizuojamas vienam kriterijui, jis daznai labai nusileidzia pagal kitus. Ne visi
kriterijai vienodai svarbiis, sprendziant konkrecig problema, todél jvedami
skirtingi kriterijy svoriai ir taip randamas geriausias sprendinys. Vizualizuojant
didelés apimties aibes svarbiausias kriterijus yra skaiCiavimo laikas, antroje
vietoje projekcijos paklaida. Pagal Siuos kriterijus keturiais i§ penkiy tirty atvejy,
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geriau pasirodé santykiniy daugiamaciy skaliy algoritmas su pradiniy vektoriy
koordinaciy parinkimu pagal didziausias dispersijas.

3.6. Skyriaus iSvados

Apibendrinant gautus rezultatus galima padaryti tokias iSvadas:

1. Palyginus rezultatus, gautus naudojant skirtingus DS tipo algoritmus,
nustatyta, kad optimalu vektorius dvimatéje plokStumoje parinkti
naudojant didZiausiy dispersijy metoda. Sis metodas suteikia geras
pradines sglygas paklaidos konvergavimui j lokaly minimumg ir jau po
pirmyjy 100 iteracijy gaunama pakankamai tiksli projekcijos paklaida.

2. Paklaidos priklausomybé nuo pradiniy tasky iniciacijos metodo ir
iteracijy skaiciaus rodo, kad PKA ir didziausiy dispersijy iniciacijos
metodai yra zymiai geresni paklaidos prasme uz iniciacijg ant tiesés.

3. Algoritmy junginiai (SOM_Sammono ir SOM_SMACOF) yra panasis,
nes abu uztikrina identiSka daugiamaciy duomeny projekcijos kokybe.
Tai leidzia taikyti ne tik daugumos tyrinétojy naudojamg SOM ir
Sammono junginj, bet ir jam panaSy SOM ir SMACOF algoritmy
junginj, taip sutaupant skaic¢iavimas reikalingo laiko.

4. Eksperimentiskai parodyta, kad daugiamacdiy skaliy SMACOF
realizacijos skai¢iavimo laikas yra apie 2 kartus mazesnis uz Sammono
projekcijos realizacijos skai¢iavimo laika, esant pakankamai dideliems
abiejy algoritmy iteracijy skai¢iams.

5. Tyrimai parodé, kad vizualizuojant dideles duomeny aibes ir taupant
skaic¢iavimo laikg, efektyvu naudoti diagonalinj mazoravimo algoritma.
Taciau reikia atkreipti démesj ] analizuojamos aibés daugiamaciy
vektoriy rikiavimo strategijos ir kaimyniskumo parametro k parinkima.
Istyrus DMA algoritmo rezultaty priklausomybe nuo daugiamaciy
vektoriy rikiavimo strategijos, gautos mazesnés projekcijos paklaidos
atsizvelgiant | mazesnj kaimyny skaiciy k. Visa tai leidzia iki trijy karty
sutaupyti skai¢iavimo laiko, kai k = 110.

6. DMA algoritmo projekcijos paklaida, yra didesn¢ uz SMACOF
algoritmo projekcijos paklaida, taciau parenkant kaimyniSkumo eilés
parametrg k = 400 arba k = 1i0 (tirtoms aibéms) ir naudojant kaimyny

parinkimo 1 ar II strategijas, $iy paklaidy skirtumas yra mazesnis uz
5 %.
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10.

SkaiCiuojant vektoriaus projekcija DMA algoritmu, kiekvienos
iteracijos metu atsizvelgiama tik | k jau suprojektuoty vektoriy.
Tikslinga analizuojamos aibés daugiamacius vektorius perrikiuoti prie$
kiekviena iteracija, tokiu atveju skaiCiuojant duomeny projekcija
atsizvelgiama j beveik visus daugiamacius aibés taskus.

Egzistuoja baziniy vektoriy riba nuo kurios projekcijos paklaida, gauta
santykiniy daugiamaciy skaliy algoritmu, pradeda didéti.

Baziniy vektoriy parinkimui naudojant PKA ir didziausiy dispersijy
metodus, gaunama vienareik§miska projekcija.

Santykiniy daugiamaciy skaliy algoritmas su pradiniy vektoriy
iniciacija pagal didziausias dispersijas leidzia efektyviai ir tiksliai
apskaiciuoti didelés apimties duomeny aibiy projekcijas.






ISvados

Darbe atlikti  tyrimai atskleidé vizualizavimo metody, grindziamy
daugiamatémis skalémis, naujas galimybes.
Teoriniai ir eksperimentiniai tyrimai leido padaryti $ias i$vadas:

1. TeoriSkai jrodyta, kad Sammono projekcijos algoritme pradiniy tasky
parinkimas ant tiesés, kai jos krypties koeficientas lygus a = 1, yra
netaikytinas. Teoriskai, haudojant tokia taSky iniciacija, $ie taskai turéty
i8likti ant tos pacios tiesés. D¢l skaiCiavimo ir skaiCiy apvalinimo
paklaidy taSkai palieka tiese¢ ir po keleto iteracijy iSsibarsto po visa
dvimate projekcijos plokstumg. Tikslinga naudoti tokius iniciacijos
biudus, kaip pagrindiniy komponen¢iy analizé ar didziausiy dispersijy
metodas. Pagrindiniy komponenéiy analizés ir didZiausiy dispersijy
iniciacijos metodai yra Zymiai geresni paklaidos prasme uz iniciacijg ant
tiesés.

2. Palyginus rezultatus, gautus naudojant skirtingus daugiamaciy skaliy
tipo algoritmus, nustatyta, kad optimalu pradinius vektorius dvimatéje
plok§tumoje parinkti naudojant didZiausiy dispersijy metoda. Sis
iniciacijos metodas pagreitina paklaidos konvergavimg ir jau po pirmyjy
iteracijy gaunama pakankamai artima minimaliai projekcijos paklaida.
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Tyrimai parodé¢, kad vizualizuojant dideles duomeny aibes ir taupant
skaic¢iavimo laika, efektyvu naudoti diagonalinj maZoravimo algoritma.
Taciau reikia atkreipti démesj | analizuojamos aibés daugiamaciy
vektoriy rikiavimo strategijos ir kaimyniskumo eilés parametro K
parinkimg. IStyrus DMA algoritmo rezultaty priklausomybe nuo
daugiamaciy vektoriy rikiavimo strategijos, gautos mazesnés projekcijos
paklaidos atsizvelgiant | mazesnj kaimyny skai¢iy k. Visa tai leidzia iki
trijy karty sutaupyti skaiciavimo laika, kai k = %.

Diagonalinio mazoravimo algoritmo projekcijos paklaida yra didesné uz
SMACOF algoritmo projekcijos  paklaidg, taciau, parenkant

kaimyniskumo eilés parametrg k = 400 arba k = 110 (tirtoms aibéms) ir
naudojant kaimyny perrikiavimo strategijas, kai kaimynai perrikiuojami
algoritmo pradzioje arba po kiekvienos iteracijos; $iy paklaidy skirtumas
yra mazesnis uz 5.

SOM tinklo permokomy neurony skai¢ius laiptiskai mazéja didéjant
mokymo epochos eilés numeriui ir sumazgja vienetu po

e’ = ["k—’,e] - [(n’;—,l)e] (n' =1, .., k' — 2) epochos.

Jeigu analizuojamos duomeny aibés vektoriai néra sunormuoti pagal
vektoriaus ilgj, tuomet galima naudoti SOM tinklo lasteliy spalvinima
pilkos spalvos atspalviais, priklausanéiais nuo lastelés neurono ilgio.
Siame vaizdavime neurono padétis SOM tinkle nurodo jo panasumg j
kitus tinklo neuronus pagal kryptj, o spalva — pagal neurono ilgj.

SOM_Sammono ir SOM_SMACOF junginiai yra uztikrinantys panasia
daugiamaciy duomeny projekcijos kokybe. Tai leidzia taikyti ne tik
dazai naudojamg SOM ir Sammono junginj, bet ir jam panasy SOM ir
SMACOF algoritmy junginj, taip sutaupant skaifiavimas reikalingo
laiko.

RPM algoritme galima naudoti atstumy funkcijg, leidziancig paklaidos
minimizavimo  algoritmui  konverguoti  nenaudojant  papildomy
konvergavima skatinan¢iy parametry.
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