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Reziumeé

Disertacijos tyrimy sritis yra daugiamaciy duomeny analizé, bei ty duomeny
suvokimo gerinimo buidai. Duomeny suvokimas yra sudétingas uzdavinys, ypac
kai duomenys nurodo sudétinga objekta, kuris apraSytas daugeliu parametry.
Disertacijoje nagrinéjami dirbtiniy neuroniniy tinkly algoritmai daugiamaciams
duomenims vizualizuoti. Darbo tyrimy objektas yra dirbtiniai neuroniniai tinklai,
skirti daugiamaciy duomeny vizualizavimui. Su Siuo objektu yra betarpiskai
susij¢ dalykai: daugiamaciy duomeny vizualizavimas; dimensijos mazinimo
algoritmai; projekcijos paklaidos; nauju tasky atvaizdavimas; vizualizavimui
skirto neuroninio tinklo permokymo strategijos ir parametry optimizavimas;
lygiagretieji skaiciavimai. Pagrindinis disertacijos tikslas yra sukurti ir tobulinti
metodus, kuriuos taikant biity efektyviai minimizuojamos daugiamaciy duomeny
projekcijos paklaidos naudojantis dirbtiniais neuroniniais tinklais bei projekcijos
algoritmais. Darbe atlikty tyrimy rezultatai atskleidé naujas medicininiy
(fiziologiniy) duomeny analizés galimybes.

Disertacija sudaro devyni skyriai ir literatliros sarasas. Bendra disertacijos
apimtis 144 puslapiai, 86 paveikslai ir 1 lentelé.

Tyrimy rezultatai publikuoti 11 moksliniy leidiniy: 2 straipsniai leidiniuose,
itrauktuose | Mokslinés informacijos instituto pagrindinj (ISI Web of Science)
sarasa, 2 straipsniai leidiniuose, itrauktuose i Mokslinés informacijos instituto
konferencijos darby (ISI Proceedings) sarasa, 1 skyrius uzsienio leidyklos (IOS
Press) knygoje, 1 straipsnis uzsienio leidyklos (Springer) knygoje, 3 straipsniai
Lietuvos periodiniuose leidiniuose, 2 straipsniai konferencijy praneSimy
medziagoje. Tyrimy rezultatai buvo pristatyti ir aptarti 9-iose respublikinése ir
tarptautinése konferencijose.
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Abstract

The research area of this work is the analysis of multidimensional data and
the ways of improving apprehension of the data. Data apprehension is rather a
complicated problem especially if the data refer to a complex object or
phenomenon described by many parameters. The research object of the
dissertation is artificial neural networks for multidimensional data projection.
General topics that are related with this object: multidimensional data
visualization; dimensionality reduction algorithms; errors of projecting data; the
projection of the new data; strategies for retraining the neural network that
visualizes multidimensional data; optimization of control parameters of the
neural network for multidimensional data projection; parallel computing. The key
aim of the work is to develop and improve methods how to efficiently minimize
visualization errors of multidimensional data by using artificial neural networks.
The results of the research are applied in solving some problems in practice.
Human physiological data that describe the human functional state have been
investigated.

The work is written in Lithuanian. It consists of 9 chapters, the list of
references. There are 144 pages of the text, 86 figures, 1 table and 159
bibliographical sources.

The main results of this dissertation were published in 11 scientific papers: 2
articles in periodical scientific publications from the ISI Web of Science list; 2
articles in periodical scientific publications from the ISI Proceedings list; 1
article in the book published by Springer; 1 chapter of the book published by IOS
Press; 3 articles in periodical scientific publications from the list approved by the
Science Council of Lithuania; 2 articles in the proceedings of scientific
conferences. The main results of the work have been presented and discussed at 4
international and 5 national conferences.
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Ivadas

1.1. Tyrimy sritis

Kiekvieng dieng mes gauname didziulius kiekius duomenu, disponuojame
informacija ir ziniomis. Duomenys — tai objektyviai egzistuojantys faktai, vaizdai
arba garsai, kurie gali buti naudingi tam tikram uzdaviniui spresti. Informacija —
tai duomenys, kuriy forma ir turinys yra pateikti tinkamiausiu budu priimti
sprendima. Duomenys virsta informacija, kai jiems suteikiamas kontekstas ir jie
priskiriami tam tikrai problemai ar sprendimui. Zinios yra gebéjimas spresti
problemas, atnaujinti arba kitaip sukurti reik§mes remiantis ankstesne patirtimi,
iglidziais ar iSmokimu. Dazniausia problematiska gauti svarbiy Ziniy, suprasti
duomenis, atskirti svarbig informacija nuo menkavertés. Duomeny suvokimas yra
gana sudétingas uzdavinys, ypa¢ kai duomenys nurodo sudétinga objekta,
reiSkini, kuris apraSytas daugeliu parametry. Tokie duomenys vadinami
daugiamaciais duomenimis. Sio darbo tyrimy sritis yra daugiamadiu duomeny
analizé, bei ty duomeny suvokimo gerinimo biidai.

1.2. Darbo aktualumas

Technikoje, medicinoje, ekonomikoje, ekologijoje ir daugelyje kity sriciy
nuolat susiduriama su daugiamaciais duomenimis. Vystantis technologijoms,
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tobuléjant kompiuteriams ir programinei irangai, kaupiamy duomeny apimtys
ypac sparciai didéja.

Sivo metu duomeny analizé yra labai aktuali jvairiose veiklos srityse:
moksle, versle, ekonomikoje, medicinoje, sociologijoje ir kt. Duomenuy
pateikimas Zmogui suprantama forma daznai biina efektyvi priemoné, norint
geriau suvokti daugiamacius duomenis, t.y. nustatyti jy struktiira, tarpusavio
rySius, susidariusias grupes ir pan. Vienas i§ galimy btidy yra grafinis
informacijos pateikimas arba vizualizavimas. Pagrindiné vizualizavimo idé¢ja —
duomenis pateikti tokia forma, kuri leisty vartotojui suprasti duomenis, daryti
iSvadas ir tiesiogiai jtakoti tolesnij ju srauta. Vizualia informacija Zmogus pajégus
suvokti daug grei¢iau negu tekstine.

Per paskutinius 40 mety daugiamaciy duomeny vizualizavimo metodai
vystomi gana intensyviai siekiant lengvinti duomeny interpretavima, efektyviai
pateikti ir jvertinti duomeny gavybos rezultatus. Taip pat placiai naudojami
projekcijos metodai. Daznai iSkyla biitinybé nustatyti duomeny struktiira:
susidariusias grupes (klasterius), Zymiai iSsiskirianCius objektus (taskus-
atsiskyreélius), atstumus tarp objekty ir pan. Transformavus daugiamacius
duomenis | dvimatg erdve ir atvaizdavus juos plokStumoje, jau daug paprasciau
suvokti duomeny struktira ir sarySius tarp jy. Pavyzdziui, 1.1 paveiksle
pavaizduota daugiamaciy duomeny projekcija plokStumoje. Turint toki
daugiamaciy duomeny vizualizavima, jau galime daryti tam tikras iSvadas apie
analizuojama duomeny aibés struktlira, gauname papildoma informacija apie
duomenis. Paveiksle aiSkiai matosi du nagringjamy duomeny klasteriai,
daugiamaciy duomeny tarpusavio iSsidéstymas.

analizuojami duomenys duomenu projekcija

IR IR NN AR
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1.1 pav. Duomeny vizualizavimas
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Taciau duomenis transformuojant | mazesnés dimensijos erdve, duomeny
vizualizavimo  i$kraipymai, paklaidos yra nei§vengiamos. Siy paklaidy
minimizavimas iSlieka aktualia problema. Ta problema yra pagrindiné Sioje
disertacijoje sprendziama problema.

Daznai tenka dirbti su didelés apimties duomeny aibémis, kurios pastoviai
papildomos naujais duomenimis. Todél naujy tasky atvaizdavimas — dar viena
aktuali problema.

Pastaruoju metu stebima tendencija, kad MDS (angl. Multidimensional
Scaling, daugiamaciy skaliy metodas) tyrimus vykdantys mokslininkai daznai
atsiriboja nuo kity metody tyrimy, ar net ignoruoja tuos metodus. Antra vertus,
kity vizualizavimo metody tyrimuose néra lyginimy ar sasajy su MDS tipo
metodais. Siame darbe siekiama praplésti MDS tipo metody realizacijas dirbtiniy
neuroniniy tinkly taikymu, tuo biuidu stiprinant ry$i tarp skirtingy vizualios
duomeny analizés kryp¢iy.

Darbe nagrinéjami dirbtiniy neuroniniy tinkly algoritmai daugiamaciams
duomenims vizualizuoti. PavyzdZiui, pasitlyta specifiné ,,klaidos sklidimo atgal®
mokymo taisyklé, pavadinta SAMANN, kuri leidzia jprastam tiesioginio
sklidimo neuroniniam tinklui realizuoti populiaria Sammono projekcija mokymo
be mokytojo budu.

1.3. Darbo tikslas ir uzdaviniai

Pagrindinis disertacijos tikslas yra sukurti ir tobulinti metodus, kuriuos
taikant biity efektyviai minimizuojamos daugiamaciy duomeny projekcijos
paklaidos naudojantis dirbtiniais neuroniniais tinklais bei projekcijos algoritmais.

Norint pasiekti §j tiksla, reikéjo iSspresti tokius uzdavinius:

1) analitiSkai apzvelgti daugiamaciy duomeny vizualizavimo metodus,

2) istirti dirbtiniy neuroniniy tinkly galimybes daugiamaciams duomenims
vizualizuoti,

3) iSanalizuoti SAMANN algoritmo veikimo principus,

4) sukurti lygiagretyji SAMANN vizualizavimo algoritma,

5) pagreitinti (pagerinti) SAMANN tinklo mokyma ir permokyma,

6) surasti optimalias nagrinéjamo algoritmo mokymosi parametro reikSmes,

7) iSanalizuoti naujuy daugiamaciy tasSky vizualizavimo galimybes naudojantis
dirbtiniais neuroniniais tinklais.

Tyrimy metodikos pagrinda sudaro naujy SAMANN neuroninio tinklo
mokymo strategijy kiirimas ir jy eksperimentinis tyrimas.
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1.4. Tyrimo objektas

Norint atskleisti daugiamaciy duomeny struktiras, vien tik klasikiniy
vizualizavimo metody nepakanka. Disertacijos tyrimy objektas — dirbtiniai
neuroniniai tinklai, skirti daugiamaciy duomeny vizualizavimui. Su §iuo objektu
betarpiskai susije dalykai:

1) daugiamaciy duomeny vizualizavimas,

2) dimensijos mazinimo (projekcijos) algoritmai,

3) tiesioginio sklidimo dirbtiniai neuroniniai tinklai,

4) daugiamaciy duomeny projekcijos | mazesnés dimensijos erdve paklaidos,
5) naujy tasky (vektoriy) atvaizdavimas,

6) daugiamacius duomenis vizualizuojan¢io neuroninio tinklo (SAMANN)
permokymo strategijos,

7) vizualizavimui skirto neuroninio tinklo parametry optimizavimas,

8) lygiagretieji skai¢iavimai.

1.5. Mokslinis naujumas ir ginamieji teiginiai

Sukurtas lygiagretusis SAMANN algoritmas, realizuojantis daugiamaciy
duomeny vizualizavima. Lygiagretusis algoritmas leidzia duotaji uzdavini
iSspresti greiCiau ir iSspresti sunkesnius uzdavinius, nei tai galétume padaryti
naudodami tik vieng procesoriu.

SAMANN algoritmas tinka naujy tasky atvaizdavimui. Po SAMANN tinklo
mokymo, turint neuroninio tinklo svoriy rinkinj, naujas vektorius, pateiktas
tinklui, atvaizduojamas i plokStuma labai greitai ir pakankamai tiksliai be jokiy
papildomy skaic¢iavimy. Taciau dirbant su dideliais duomenu kiekiais nauju
vektoriy gali buti labai daug ir po tam tikro laiko SAMANN tinkla tenka
permokyti, kadangi tinklas prisitaiko prie esamy duomeny ir naujus taskus gali
atvaizduoti netiksliai. Pasiiilytos ir iStirtos nagrinéjamo algoritmo permokymo
strategijos.

Eksperimentiskai nustatyta, kaip parinkti SAMANN tinklo mokymosi
parametro reik§me, kad algoritmas veikty efektyviai.
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1.6. Praktiné verteé

Tyrimy rezultatai atskleidé naujas medicininiy (fiziologiniy) duomeny
analizés galimybes. Tai leido sporto medicinos specialistams jvertinti
nesportuojanciyjy sveikatos bukle ir jy galimybe sportuoti.

Tyrimai atlikti pagal Lietuvos valstybinio mokslo ir studiju fondo
prioritetiniy Lietuvos moksliniy tyrimy ir eksperimentinés plétros programag
»~Informacinés technologijos Zmogaus sveikatai — klinikiniy sprendimy
palaikymas (e-sveikata), IT sveikata®; Registracijos Nr.: C-03013; Vykdymo
laikas: 2003 m. 09 mén. — 2006 m. 10 mén.

1.7. Darbo rezultaty aprobavimas

Tyrimy rezultatai publikuoti 11 moksliniuose leidiniuose: 2 straipsniai
leidiniuose, itrauktuose i Mokslinés informacijos instituto pagrindinj (ISI Web of
Science) saraSa; 2 straipsniai leidiniuose, itrauktuose i Mokslinés informacijos
instituto konferencijos darby (ISI Proceedings) sarasa; 1 skyrius uzsienio
leidyklos (IOS Press) knygoje; 1 straipsnis uZsienio leidyklos knygoje;
3 straipsniai Lietuvos periodiniuose leidiniuose; 2 straipsniai konferenciju
praneSimy medziagoje.

Tyrimy rezultatai buvo pristatyti ir aptarti Siose nacionalinése ir tarptautinése
konferencijose Lietuvoje ir uZsienyje:

1. Informacinés technologijos 2004. Kaunas, KTU. 2004 m. sausio 28-29 d.

2. Lietuvos matematiky draugijos XLV konferencija. Kaunas, LZUU. 2004 m.
birzelio 17-18 d.

3. Informacinés technologijos 2005. Kaunas, KTU. 2005 m. sausio 28-29 d.

4. Workshop of the European Chapter on Metaheuristics. Metaheuristics and
Large Scale Optimization. Vilnius. 2005 m. geguzés 19-21 d.

5. Lietuvos matematiky draugijos XLVI konferencija. Vilnius, VU. 2005 m.
birzelio 15-16 d.

6. ,,Kompiuterininky dienos—2005*. Klaipéda, KU. 2005 m. rugséjo 15-17 d.

7. 32nd International Conference on Current Trends in Theory and Practice of
Computer Science, SOFSEM 2006. Merin, Cekija. 2006 m. sausio 21-27 d.

8. The &th International Conference on Artificial Intelligence and Soft
Computing, ICAISC 2006. Zakopane, Lenkija. 2006 m. birzelio 25-29 d.

(Pranesimas jvertintas ICAISC’06 Best Presentation Award)
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9. The 8th International Conference ICANNGA 2007, VarSuva, Lenkija. 2007 m.
balandzio 11-14 d.

(Pranesimas jvertintas [ICANNGA 2007 Best Young Researcher Paper Award
in the area of Neural Networks)

1.8. Disertacijos struktiara

Disertacija sudaro devyni skyriai ir literatiiros sarasas. Disertacijos skyriai:
Ivadas, Daugiamaciy duomeny vizualizavimo metodai, Dirbtiniy neuroniniy
tinkly koncepcijos, Dirbtiniy neuroniniy tinkly taikymas daugiamaciams
duomenims vizualizuoti, SAMANN neuroninio tinklo mokymo problemos,
Lygiagrecios SAMANN algoritmo realizacijos, Naujuy tasky atvaizdavimas,
SAMANN tinklo taikymai, I§vados. Disertacijos apimtis 145 puslapiai,
86 paveikslai ir 1 lentelé.



Daugiamaciy duomenuy
vizualizavimo metodai

Daugiamaciy duomeny vizualizavimas — svarbus duomeny analizés irankis,
padedantis geriau suvokti daugiamaciy duomeny struktiiras, grupavimosi
tendencijas, nustatyti atstumus tarp objekty. Tai grafinis duomeny pateikimas,
siekiant perduoti informacijos turinj nattiraliu (suprantamu) ir tiesioginiu biidais.
Daugiamaciy duomenu vizualizavimo problemos per pastaruosius 20 mety
sulauké didelio susidoméjimo. Technikoje, medicinoje, ekonomikoje, ekologijoje
ir daugelyje kity sri¢iy nuolat susiduriama su daugiamaciais duomenimis.
Vystantis technologijoms, tobul¢jant kompiuteriams ir programinei jrangai,
kaupiamy duomeny apimtis ypaé sparciai didéja. Didéja ir poreikiai bei nauda,
gaunama padarius teisingas i§vadas.

Daugiamaciais duomenimis vadinami duomenys, charakterizuojantys
vektoriy (objekta) X/ =(x/,x{,..,x]). Parametrai Xx,,x,,..,x, vadinami
komponentémis (kintamaisiais), parametry skai¢ius » — dimensija (matavimy
skai¢ius). Visy parametry reik§miy junginys charakterizuoja viena analizuojamos
aibés konkrety objekta X/ = (xlj ,x{,...,x,{), ¢ia n — parametry skaicius. Taigi,
galima suformuoti analizuojamy duomeny aibe X, sudaryta i§ vektoriy
X/ eR", (X’ =(x1j,x{,...,x,{)= {x,.j}, i=L..,n, j=1,..,m ), ¢ia m — vektoriy

skaicius. Kiekvienas parametras turi tam tikras skaitines reikSmes, i§ kuriy
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imanoma sudaryti skaiCiy lentele. Kuo didesnés dimensijos duomenys, tuo
sunkiau i§ lentelés i§gauti informacijos apie santykius tarp atskiry objekty.

Daugiamaciy duomeny analizés ir vizualizavimo metodai padeda analizuoti
ir atvaizduoti Zmogui suprantamesne forma sudétingais ir daznai nezinomais
tarpusavio rySiais susietus daugiamacius duomenis. Pagrindinis daugiamaciy
duomeny vizualizavimo tikslas — tai duomeny pavaizdavimas mazesnés
dimensijos erdvéje, iSsaugant jy tarpusavio panaSumo struktiiras.

Daugiamaciy duomeny (kai dimensija daugiau nei trys) tiesioginis
vaizdavimas yra sudétingas, todél tokiy duomeny pateikimui naudojami jvairiis
vizualizavimo metodai. Daznai neimanoma pateikti visy duomeny parametry
neprarandant jokios informacijos, todél butina ieSkoti buidy, leidzianciy tuos
praradimus minimizuoti. Metody ivairové yra pakankamai plati, todél biitina
ivairiy metody analizé, norint i$sirinkti tinkamiausius.

Toliau Siame skyriuje yra nagrinéjamos dvi vizualizavimo metody grupés:
tiesioginiai vizualizavimo metodai, kai kiekvienas daugiamacio objekto
parametras yra pateikiamas tam tikra vizualia forma; projekcijos metodai, kurie
leidzia daugiamacius duomeny objektus atitinkancius vektorius pateikti mazesnés
dimensijos erdvéje.

Siame skyriuje daugiamadiy duomeny tiesioginiam vizualizavimui ir
projekcijos metodams buvo naudojama irisy duomeny aibé (angl. iris dataset):

FiSerio irisy duomenys (Fisher, 1936), kurie kartais vadinami tiesiog irisais
arba irisy duomenimis, yra klasikiniai testiniai duomenys, naudojami
daugiamaciy duomeny analizéje. Buvo iSmatuota 150-ies géliy irisy:

vainiklapiy ploc¢iai (angl. petal weight),
vainiklapiy ilgiai (angl. petal height),
taurélapiy ploc€iai (angl. sepal weight),
taur¢lapiy ilgiai (angl. sepal height).

Matuotos triju rasiy gélés: Iris Setosa (I klase), Iris Versicolor (II klase) ir
Iris Virginica (III klasé). Sudaryti 4-maciai vektoriai. [vairias metodais nustatyta,
kad pirmos klasés irisai ,,atsiskiria” nuo kity dviejy klasiy (antros ir tre¢ios).
Antra ir trecia klasés dalinai persipina.

2.1. Daugiamaciy duomeny tiesioginis vizualizavimas

Daugiamaciy duomeny tiesioginio vizualizavimo metoduose néra apibrézto
formalaus matematinio kriterijaus. Kiekvienas daugiamacio objekto parametras
pateikiamas Zzmogui priimtina vizualia forma.
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2.1.1. Geometriniai metodai

Geometriniai vizualizavimo metodai — tai didelé grupé vizualizavimo
metody, kuriuose atskiros duomeny vektoriy komponenciy (parametry) reikSmeés
yra pavaizduojamos naudojant pasirinktos geometrinés figtiros asis. Pagrindiné
tokiy metody idéja — vizualizuoti duomeny transformacijas Dekarto arba kitoje
koordinaciy sistemoje (Sachinopoulou, 2001).

Taskinés diagramos (angl. scatterplots) (Andrews, 1972),
(Cleveland, 1993), (Hoffman, 2002) yra vienas daZniausiai naudojamy duomeny

pateikimo plok§tumoje R? arba trimatéje erdvéje R® budy (Hoffman, 2002).
Iprastai Siuo biidu atvaizduojami dvimaciai arba trimaciai taskai. Turint dvimati
(n=2) arba trimati (» = 3 ) vektoriy, jo pirmos komponentes reik§mé pazymima
x asyje, antros — y aSyje, trecios (jei tokia yra) — z aSyje. Per pazymétus taskus
iSvedamos tiesés statmenos aSims. Taskas plokstumoje (erdvéje) atidedamas ten,
kur $ios tiesés susikerta.

Taskines diagramos, kuriose naudojamos ivairios spalvos ar formos, gali bti
taikomos analizuojant duomenis, kurie turi daugiau nei tris komponentes. Tac¢iau
tada rezultatas nebus toks aiSkus, kaip analizuojant dvimacius ar net trimacius
duomenis. Viena priezastis yra ta, kad tik x, y asiy naudojimas ir z aSies, spalvos,
formos naudojimas neturi vienodo aiskaus vizualizavimo efekto. Sis metodas gali
padéti rasti susidariuses grupes, taskus-atsiskyrélius (angl. outliers), trendus ir
koreliacijas tarp keliy duomeny parametry.

Klasikiné taskiné diagrama parodo rysi tarp dvieju kintamyjy. Daugiamaciy
duomeny atvaizdavimui naudojamos taskiniy diagramy matricos (angl. matrix
of scatter plots) (2.1 pav.).
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2.1 pav. Taskiniy diagramy matricos pavyzdys (Irisy duomeny aibé)
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Taskiniy grafiky matricose » dimensijos yra projektuojamos ant nx(n—1)

taskiniy grafiky. Tokioje matricoje atvaizduojamos visos galimos duomeny
parametrus atitinkanc¢iy komponenciy poros (Keim, 2003). Taskiniy grafiky
matricos metodas naudingas ieSkant koreliacijy tarp dviejy parametry.

Taskinés diagramos nebiitinai turi biiti pateikti statiakampio masyvo forma.
Gali biiti naudojamos ir skritulio, SeSiakampio ar kity figiiry formos.

Kitas daznai naudojamy metody yra lygiagre€iy koordinadiy metodas
(angl. parallel coordinates) (Inselberg, 1985), (Inselberg, 1990). Tradicinéje
Dekarto koordinaliy sistemoje visos asSys yra statmenos viena Kkitai.
Lygiagreciose koordinatése visos asys yra lygiagrecios viena kitai ir i§déstytos
vienodu atstumu viena nuo kitos. Lygiagreciose koordinatése galima pateikti
taskus, linijas, plok§tumas, kuriy dimensija daugiau nei trys.

Lygiagreciy koordinaciy metodo privalumas: metodas gali buti naudojamas
dideliy matavimy duomenims vizualizuoti, nors labai sutankinus koordinates, yra
sunku suvokti duomeny struktiira. Trikumas — atvaizduojant didelg duomeny
aibg, ju suvokimas tampa labai sudétingas. Labai svarbi S§io metodo savybé yra
ta, kad parametrai traktuojami vienodai. Tai leidZzia pertvarkyti vaizduojamus
parametrus, gauti nauja duomeny atvaizdavimg ir geriau suvokti duomeny
struktiirg (2.2 pav.).
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2.2 pav. Lygiagreciy koordinaciy pavyzdys (irisy duomeny aibé)

Kitas idomus geometrinis vizualizavimo metodas yra Andrews Kkreivés
(Hoffman, 2002). Viena m-matj vektoriy galima pavaizduoti Andrews kreive
(sinusoidziy suma), kurios koeficientai yra analizuojamo vektoriaus komponentés
(Andrews, 1972) (2.3 pav.):

|

fx(t) = \/5

Vienas §io vizualizavimo metodo privalumy — metoda galima taikyti didelés
dimensijos duomeny analizei; triikumas — vizualizuojant didelés aibés duomenis,

+ X, sin(?) + x5 cos(?) + x4 sin(2¢) + x5 cos(2f) + ..., -7<t<m.
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atvaizduotus duomenis suvokti gana sunku. Sis metodas gali padéti rasti tagkus-
atsiskyrélius (angl. outliers) arba vektorius nutolusios nuo pagrindinés vektoriy
aibes.

2.3 pav. Andrews kreiviy pavyzdys (irisy duomeny aibé)

Kiti tiesioginio vizualizavimo geometriniai metodai:
e Projekcijos paieskos metodas (angl. projection pursuit) (Huber, 1985),
e Sekcijinis vaizdas (angl. prosection views) (Furnas, 1995), (Spence, 1995),
e Hiper pjaustymas (angl. hyperslice) (Wijk, 1993),
e Perstatymy matrica (angl. permutation matrix) (Bertin, 1983),

e Spindulinis vizualizavimas (angl. Radviz), jo modifikacijos (angl. GridViz,
PolyViz) (Hoffman, 2002), ir kt.

2.1.2. Simboliniai metodai

Simboliniai metodai daugiamaciy duomeny pateikimui naudoja simbolius
(arba Zenklus). Daugiamaciy duomeny vizualizavimo tikslas yra ne tik
atvaizduoti duomenis dvimatéje ar trimatéje erdvéje, bet ir palengvinti
daugiamaciy duomeny suvokima. Biitent antraji tiksla galima bandyti pasiekti
daugiamacius duomenis vizualizuojant simboliniais metodais. Duomeny
reik§més susiejamos su simbolio spalva, forma ar padétimi.

Cernovo veidai (angl. Chernoff Faces) yra daugiamadiy duomeny
vizualizavimo metodas, sukurtas statistiko H.Cernovo (Chernoff, 1973). Sis
metodas yra paprastas, bet labai efektyvis, nes nustato duomeny rysius su veido
bruozais. Skirtingos duomeny dimensijos projektuojamos | skirtingus veido
bruozus. Kiekviena duomeny komponenté nustato kazkurios veido dalies dydi,
padéti ar forma (2.4 pav.). Pvz. viena komponenté susijusi su burnos plo¢iu, kita
su akiy forma ir pan. m d-maciai vektoriai gali bati pavaizduoti m skirtingais
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veidais, kai 4 <18 (Jain, 1988). Cernovo veidai padeda vizualiai nustatyti
taskus-atsiskyrélius (angl. outliers).
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2.4 pav. Cernovo veidy pavyzdys (Irisy duomeny aibé)

Pickett ir Grinstein (Pickett, 1988) pasiiilé bruks$nelinés figaros (angl. stick
figure) vizualizavimo metoda. BriikSneliné figlira susideda i§ penkiy sujungty
segmenty vadinamy galinémis (angl. /imbs). Viena galtiné¢ pavadinama kiinu
(angl. body). Kiekviena galtiné turi kelis parametrus, kuriais gali bati iSreiSkiami
analizuojamy duomeny parametrai. Tai galiinés ilgis, jos pasukimo kampas,
spalva ir kt. Dazniausiai $iuo metodu atvaizduojami d-maciai duomenys, kai
d <5. Keturi parametrai gali buti iSreiksti kiekvienos galiinés orientacija,
penktasis — kiino pasvirimu. Kiti parametrai (jeigu ju yra) gali buiti iSreiksti
galiiniy ilgiu, storiu ar spalva (Grinstein, 2002). 2.5 paveiksle pavaizduota
bazinés konfigtiracijos figiira ir bruksniniy figliry grupé.

IPED DA
DR AR

2.5 pav. Briksnelinés figiiros pavyzdys

Vienas i§ populiariausiy simboliniy metody yra Zvaigzdziy metodas (angl.
star glyphs) (Chambers, 1983), (Kaski, 1997). Zvaigzdés spindulio, iseinancio i§
centro, ilgis iliustruoja vieng vektoriaus komponentg (parametra). ISoriniai
spinduliy galai yra sujungiami linijomis (2.6 pav.). Taikant §] metoda kartais
sunku nustatyti, kaip prasmingai iSdéstyti zvaigzdes viena Salia kitos.
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2.6 pav. Zvaigzdziy pavyzdys (Irisy duomeny aibé)
Kiti simboliniai metodai:
e Kontirinis kodavimas (angl. shape coding) (Beddow, 1990),

e Nuspalvintos piktogramos metodas (angl. color icon) (Levkowitz, 1991),
(Keim, 1994),

e AsbruView (Kosara, 2002),
e SopoView (Messner, 2000),

e Mozaikiné metafora (angl. mosaic metaphor) (Nocke, 2005), ir kt.
2.1.3. Hierarchinio vizualizavimo metodai

Vienas i§ svarbiausiy hierarchinio vizualizavimo metody (angl. hierarchical
display) yra dimensijos jterpimo metodas (angl. dimensional stacking). Sis
metodas, kaip rekursinis atvaizdavimo metodas i$ n-matés erdvés | dvimate, buvo
sukurtas LeBlanc ir kt (LeBlanc, 1990). Metodo esmé: dvimatis tinklelis
padalijamas | sta¢iakampius, prie§ tai analizuojamy duomenuy parametrus
suskaidzius i intervalus; du pasirinkti duomeny parametrai pavaizduojami x ir y
aSyse, kiekviena kita parametry pora yra ispraudziama“ i vidinius
statiakampius. Toks ijterpimas tg¢siamas tol, kol iterpiami visi parametrai.
Vidiniai sta¢iakampiai, kurivose daugiau néra vidiniy sta¢iakampiy,
nuspalvinami, jeigu analizuojamoje duomeny aibéje yra vektoriy, kuriy
parametry reik§Smés atitinka Siuos vidinius stac¢iakampius (2.7 pav.). Taciau
daugiau nei 9-iy matavimy duomeny atvaizdavimas gana sudétingas. Kiekvieno
parametro reikSmeés turi biiti iSskaidytos | intervalus, kuriy biity ne daugiau kaip
4, 5. ,JISoriniai“ parametrai turi skirtinga poveiki lyginant su ,,vidiniais“. Kyla
klausimas, kuriuos parametrus pasirinkti ,,iSoriniais*, kuriuos ,,vidiniais*, kuriuos
7yméti x aSyje, kuriuos y, kokiais intervalus padalinti parametrus. Sis metodas
gali biiti naudojamas ieskant klasteriy, tasky-atsiskyreéliy ir pan.
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2.7 paveiksle (Peng, 2005) pateiktas dimensijy ijterpimo pavyzdys irisy
duomenims. Duomeny parametrai yra pateikiami tokia tvarka: taurélapiy ilgiai,
taurélapiy plogiai, vainiklapiy ilgiai, vainiklapiy plo¢iai. Sitie parametrai yra
vaizduojami paveiksle, kaip iSoriniai horizontals, iSoriniai vertikaldis, vidiniai
horizontallis ir vidiniai vertikalis parametrai, atitinkamai. Kiekviena i§ keturiy
dimensijy padalijama i penkis intervalus.

2.7 pav. Dimensijy jterpimo metodo pavyzdys (irisy duomeny aibé)

Kitas metodas, kuris rekursyviai vaizduoja koreliacijas tarp atskiry
parametry yra fraktaly metodas (angl fractal foam) (Rabenhorst, 1994),
(Hoffmann 2002). Pirmiausiai pasirenkama viena vektoriaus komponenté kaip
pradiné ir pavaizduojama spalvotu skrituliu. Kitos komponentés yra pateikiamos
mazesniais skrituliukais, iSdéstytais aplink pagrindini skrituli. Aplinkiniy
skrituliy dydziai priklauso nuo koreliacijos tarp pirmos (pradinés) komponentés
ir aplinkinius skritulius atitinkanéiy komponenciy. Procesas kartojamas: mazi
skrituliukai apie kiekviena kita komponente zymi koreliacijas tarp ju (2.8 pav.).
Parametrus, kurie yra labai koreliuoti, atitiks didesni apskritimai. Taip pat gali
buti atvaizduojamos kitos statistinés savybés, tokios kaip dispersija,
asimetriSkumas ir kt. Tai néra paciy duomeny vizualizavimas, bet ju statistiniy
iverc¢iy vizualizavimas.

2.8 pav. Fraktaly metodo pavyzdys (irisy duomeny aibé)
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2.8 paveiksle yra pateiktas fraktaly metodo pavyzdys irisy duomenims: irisy
taurélapiy ilgis (centre), vainiklapiy ilgis (deSingje), vainiklapiy plotis (virSuje),
taurélapiy plotis (apacioje).

Kai tik tapo imanomas virtualus trimatis vaizdavimas, jis greitai buvo
pritaikytas vizualiai duomeny analizei. N-vision sistemoje (Beshers, 1993), buvo
realizuotas ,,pasaulis pasaulyje metodas (angl. worlds-within-worlds)
(Feiner, 1990). Dimensijy ijterpimo paradigma buvo pritaikyta interaktyviai
trimatei aplinkai. Si sistema leidZia tyrinéti n-mates erdves, tuo padiu ir n-maciy
tasky aibes. Rekursyviai jterpinéjama po tris komponentes i§ iSoriniy { vidinius
kubus. ISorinés komponentés fiksuojamos kaip konstantos, o vidinés

atvaizduojamos kaip trimatés erdves (2.9 pav.).
)

z
2.9 pav. ,, Pasaulis pasaulyje * metodo pavyzdys

Placiai naudojami ir kiti hierarchinio vizualizavimo metodai:
e medzio pavidalo Zemélapiai (angl. treemaps) (Shneiderman, 1992),
e kiigio pavidalo medziai (angl. cone trees) (Robertson, 1991),
o informacijos kubas (angl.infocub) (Rekimoto, 1993),
o Groteliy metodas (angl. trellis display) (Becker, 1996),
e Cheops (Beaudoin, 1996) ir kt.

Kiti tiesioginio vizualizavimo metodai:
Taskus analizuojantys (angl. pixel-oriented):

a) Rekursinis vaizdy metodas (angl. recursive pattern technique)
(Keim, 1995),

b) Skritulio nuopjovos metodas (angl. circle segment technique)
(Ankerst, 1996),
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¢) Spiralés ir a§iy metodai (angl. spiral and axes techniques) (Keim, 1994).
Grafiniai (angl. graph-based):

Pagrindiné diagrama (angl. basic graph). Tiesé, Politiesé, Kreivé (angl.
straight-line, polyline, curved-line) (Battista, 1994).

ISkreipimo (deformavimo) (angl. distortion):

a) Perspektyvioji siena (angl. perspective wall) (Mackinlay, 1991),

b) Sukinys ir lentelés padidinamasis stiklas (angl. pivot table and table lens)
(Rao, 1994),

¢) ,.Zuvies akis“ (angl. the fish eye view) (Furnas, 1986),
d) Hiperboliniai medziai (angl. hyperbolic trees) (Lamping, 1995),
e) Hiper dézé (angl. hyperbox) (Alpern, 1991).

Hibridiniai (angl. hybrid): jvairios anks$¢iau minéty metody kombinacijos.

2.2. Projekcijos metodai

Projekcijos metodai (angl. projection techniques, dimension reduction
techniques) n-matés erdvés vektorius transformuoja i d-matés erdvés vektorius,
kai d <n. Ju tikslas — pateikti daugiamacius duomenis mazesnés dimensijos
erdvéje taip, kad biity kiek galima tiksliau iSlaikyta tam tikra duomeny struktiira,
bei palengvinti didelés dimensijos duomeny apdorojima bei interpretavima.

Duomeny projekcija gali biti suformuluota, kaip atvaizdavimas y i§ »n-

matés erdvés | d-mate erdve v : R" — RY,d <n, toks, kad tam tikras kriterijus C

biity optimizuotas. Sis formulavimas panasus { funkcijos aproksimavimo
uzdavinj. Taciau, skirtingai nuo funkcijos aproksimavimo, kur atvaizduojancioji
funkcija apskaic¢iuojama i§ mokymo vektoriy, kurie yra i¢jimo-i§éjimo poros (kai
i§éjimai yra zinomi), projekcijos metoduose norimi i§é¢jimai daznai néra Zinomi.
Duomeny projekcijai dydzZio d reik§mé paprastai lygi 2 arba 3.

Tarkime, kad yra daugiamaciai duomenys, kurie iSreiksti n-matés erdveés
vektoriais X7/ =(x/,xJ,...,x]), (X' €R"), j=1,..,m; &a x/ yra duomeny j-
tojo vektoriaus X/ i-toji komponenté, atitinkanti i-taji parametra; n Zymi
vektoriaus komponenéiy skaitiy, t.y. erdvés, kuriai priklauso vektorius X7/,
dimensija; m — analizuojamy vektoriy skaicius. Tikslas — rasti vektoriaus
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X7 =(x{,x{,...x]) transformacija Y/ =(y/,y,...y}), kai d<n, maZesnés

dimensijos erdvéje RY.

Egzistuoja didelis skai¢ius projekcijos metody. Sie metodai skiriasi vienas
nuo kito atvaizduojancios funkcijos y charakteristikomis, kaip ji gaunama ir
koks optimizavimo kriterijus C yra naudojamas. Atvaizduojancioji (projekcijos)
funkcija gali biiti tiesiné arba netiesing, ir gali biiti gaunama, naudojant mokyma
su mokytoju arba be mokytojo. Galimi keturi duomeny projekcijos
(vizualizavimo) budai: tiesinis mokymas be mokytojo; tiesinis mokymas su
mokytoju; netiesinis mokymas be mokytojo; netiesinis mokymas su mokytoju.
Mokymo su mokytoju budai turi geresnes charakteristikas, negu mokymo be
mokytojo biidai situacijose, kai turimi duomenys tokiam mokymui.

Projekcijos metodai yra skirstomi i dvi dideles grupes: fiesiniai ir netiesiniai.
Tiesiniai metodai yra patrauklesni, kadangi jie reikalauja maziau skaic¢iavimuy,
negu netiesiniai metodai. Taciau, netiesiniai metodai yra daug veiksmingesni.

Projekcijos metoduose yra naudojamas formalus matematinis kriterijus,
pagal kuri minimizuojamas projekcijos iskraipymas. Zinant visy turimy metody
detales ir charakteristikas padaromas teisingas metodo pasirinkimas.

Tiesines projekcijos metodai skirti analizuojamy duomeny dimensijos
mazinimui, atliekant duomeny tiesines transformacijas. Sie metodai yra labai
efektyviis, kai duomenys pasiskirsto po tam tikra poerdvi. Tikslesné duomeny
struktiira iSlaikoma naudojant netiesinés projekcijos metodus. Bet ir ¢ia duomeny
vizualizavimo iSkraipymai yra nei§vengiami.

Projekcijos metodai:

1) Tiesinés projekcijos metodai:
e Pagrindiniy komponenciy analizé (angl. principal component analysis),
e Projekcijos paieskos metodas (angl. projection pursuit),
o Faktoriné analizé (angl. factor analysis),
e Tiesiné diskriminantiné analizé (angl. linear discriminant analysis),
e Nepriklausomy komponenciy analizé (angl. independent component
analysis);
2) Netiesinés projekcijos metodai:
e Daugiamates skalés (angl. multidimensional scaling),
e Sammono projekcija (angl. Sammon mapping),

e Pagrindinés kreivés (angl. principal curves),
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e Trianguliacijos metodas (angl. triangulation),
e Isomap metodas (angl. isomap),
e Lokaliai tiesinis atvaizdavimas (angl. locally linear embedding).

Siame darbe nagrinéjami daZniausiai naudojami projekcijos metodai. Yra
daug bandymy apjungti kelis skirtingais principais grindZiamus vizualizavimo
metodus. Tai leidzia gauti daugiau naujy Ziniy apie analizuojamus duomenis,
lyginant su atskiry metody taikymu.

2.2.1. Tiesinés projekcijos metodai

Tarkime, kad yra duomeny matrica X, sudaryta i§ vektoriy
X/ = (xlj,x{,...,x,{) = {xij} , i=1,..,n, j=1,..,m. Tikslas yra surasti tokig tiesing

transformacija 4, kad Y = AT x , VE R , d<n.

Pagrindiniy komponendiy analizé (angl. principal component analysis,
PCA) yra klasikinis statistikinis tiesinés projekcijos metodas. Sis metodas dar
zinomas kaip Karhunen-Loeve transformacija arba Hotelling transformacija. Tai
ortogonali tiesiné duomeny transformacija placiai naudojama duomeny analizéje
(pavyzdziui, klasifikavimui arba atpazinimui) kaip daugiamaciy duomeny
dimensijos mazinimo metodas.

Naudojant pagrindiniy komponenciy analizés metoda ieSkoma geriausio
poerdvio daugiamaciy duomeny projekcijai, t.y. poerdvio kuriame iSlaikyta kiek
imanoma daugiau originalios erdvés duomeny savybiy bei informacijos. Metodo
tikslas — rasti krypti, kuria dispersija yra didziausia (Jollife, 1986),
(Haykin, 1999), (Taylor, 2003). Didziausia dispersija turinti kryptis vadinama
pirmaja pagrindine komponente (PC;). Ji eina per duomeny centrinj taska. Tasky
visumos kvadratinis vidutinis atstumas iki Sios tiesés yra minimalus, t.y. §i tiesé
yra kiek galima arciau visy duomeny taskuy (2.10 pav.). Antrosios pagrindinés
komponentés (PC,) asis taip pat turi eiti per duomeny centrinj taska ir ji turi biiti
nekoreliuota (ortogonali) pirmosios pagrindinés komponentés aSiai.

Esminé PCA idéja — sumazinti duomeny dimensija kiek galima tiksliau
i§laikant duomeny dispersijas. Tai padeda geriau vizualizuoti duomenis, o tuo
paciu ir palengvina duomeny suvokima.

Pagrindiniy komponenciy analizés metoda sudaro duomeny kovariacinés
matricos nuosavy reikSmiy A (angl. eigenvalue) ir nuosavy vektoriy e (angl
eigenvector) skaicCiavimai. Kiekvienas nuosavas vektorius yra vadinamas
pagrindine komponente. Pagrindinés komponentés yra lygties Ce=Ale
sprendinys e. Sioje lygtyje e yra vektorius-stulpelis, C yra duomeny kovariaciné

matrica, ir 4 — nuosava reik§me, randama i§ charakteringos lygties |C —-Al | =0.
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Cia I yra vienetiné matrica, kurios matmenys tokie pat, kaip matricos C. Zenklu
|.| apibréztas diskriminantas. Komponenc¢iy kryptys yra ortogonalios, ir
komponentés su didziausiomis nuosavomis reik§mémis turi didZiausia dispersija.
Nuosavy vektoriy skaicius yra lygus kintamyjy skaiciui, t.y. n. Nuosavas
vektorius, susijgs su didziausia nuosava reikSme, turi tokig pat krypti kaip pirmoji
pagrindiné¢ komponenté. Antroji pagrindiné komponenté atitinka antraji nuosava
vektoriy ir tt. Pagrindiniy komponenciy skaiCius parenkamas atsizvelgiant i
projektinés erdveés dimensija. Yra sukurti efektyviis algoritmai pagrindinéms
komponentéms rasti. Taip pat, gali buiti taikomi ir dirbtiniai neuroniniai tinklai

(4 skyrius).

y PC1

= X

2.10 pav. Pirmoji (PC1) ir antroji (PC2) pagrindinés komponentés

Sudarykime pagrindiniy komponen¢iy matrica A={e;}, i=1,..,n i
nuosavy vektoriy e kaip vektoriy-eiluciy. Kiekvienas Sios matricos vektorius-
eiluté yra ortogonalus bet kuriam kitam. Transformuokime bet kuri duomeny

vektoriy X pagal formule Y=A(X—)_() , CGla X =(x1j,x{,...,x,{)T,

— o T = 1 m i T
X =(x,%,..%,) , x;=— 2 x},i=lL...m, A=(e,e,,....e,)

Daugiamaciy duomeny transformacijai galima naudoti ne visus nuosavus
vektorius, o tik pirmuosius. Tegu matrica 4, sudaryta i§ d pirmyjy nuosavy
vektoriy. Tai reiskia, kad pradini duomeny vektoriy projektuojame i koordinaciy
sistema, turin¢ia d dimensijy, vizualizavime naudojama 4 =2 arba 4 =3.

2.11 ir 2.12 paveiksluose pateiktas PCA metodo pavyzdys irisy duomenims,
kai duomenys projektuojami | dvimatg ir trimatg erdves (atitinkamai dvi ir trys
pagrindiniy komponenciy asys).

Naudojant pagrindiniy komponenciy metoda, negalima gauti iSsamios
duomeny charakteristikos, nes nagrinéjamos tik tiesinés priklausomybés. PCA
yra netinkamas metodas daugiamaciy duomeny dimensijos mazinimui, jeigu tarp
ty duomeny egzistuoja stipriis netiesiniai sarySiai. Didelg itaka PCA metodo
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rezultatui daro taSkai-atsiskyreliai, nes jie yra izoliuoti ir dirbtinai padidina
dispersijos reikSme.
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2.12 pav. PCA pavyzdys (irisy duomeny aibés projekcija trimatéje erdvéje)

Standartiniai PCA metodai netinka duomenims, sudarytiems i§ daug
parametry, nes daugiamatés erdvés duomenims kovariacinés matricos dydis yra
labai didelis. d-matés erdvés duomenims, tenka skaiCiuoti d x d dydZio matrica,
todél PCA metodas netinka turint keliy Simty parametry daugiamacius duomenis.

Projekcijos paieSka. Analizuojant »n-macius taSkus, norima pamatyti ju
iSsidéstyma n-matéje erdveje. Taciau, kai » > 3, tiesiogiai pamatyti §iuos taSkus
neimanoma. Taciau yra galimybé projektuoti juos i dvimatg ar trimate erdve.
Skirtingos projekcijos duoda skirtingus rezultatus, be to, ne visada pavyksta
i§laikyti duomeny struktiira. Kaip rasti tinkamg projekcija padeda projekcijos
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paieskos metodas (Huber, 1985), (Jones, 1987). Projekcijos paieskos metodas
(angl. projection pursuit, PP) buvo pasitlytas ir tyrinétas eksperimentiskai
J. B. Kruskalo (Kruskal, 1972). Sis metodas leidZia surasti ,.jdomiy“ galimy
daugiamaciy duomeny projekciju. Projekcija yra laikoma ,,idomia®“, jeigu ji
vaizduoja neatsitiktinius arba ne normaliai pasiskirs¢iusiy tasky debesis.

Metodo tikslas — rasti tokias tiesines komponenciy kombinacijas
(dazniausiais dvimates ar trimates), kad transformuoti duomenys islaikyty
pradiniy duomeny struktiira. Tarkime, kad yra duomeny matrica X, susidedancia

i§ n-maGiy vektoriy. Erdvés R" projekcija i R’ galima iSreiksti taip:
(z,2,)=(Xa" ,Xb"). Cia a ir b yra n-maciai vektoriai-eilutés; a, b -
transponuoti a ir b vektoriai, ty. vektoriai-stulpeliai; z,, z, — gauti po
projekcijos d-maciai vektoriai-stulpeliai. Kyla klausimas, kaip parinkti vektorius
a ir b. Visy pirmg reikia nuspresti, kuria duomeny savybg norime stebéti. Tada
reikia nustatyti mata, iSreiSkiantj §iq savybe vektoriais (z;,z,). Pavadinkime §j
mata /(z;,z,). Kartais jis vadinamas projekcijos indeksu arba indekso funkcija

(angl. projection, index function). Tarkime, norime nustatyti duomeny klasterius.
Dazniausiai naudojamas statistikinis klasterizavimo matas yra vidutinis atstumas
iki artimiausio kaimyno (angl. mean nearest neighbour distance). Kuo mazesné
§io mato reik§mé viename klasteryje, tuo duomenys yra geriau suklasterizuoti.
Taigi, tegu /(z;,z,) yra vidutinis atstumas iki artimiausio kaimyno. UZraSas
I(zy,z,) gali buti pakeistas | /(Xa',Xb'"). Projekcijos parinkimo uzdavinys
susiveda | optimizavimo uzdavinj: reikia parinkti tokius vektorius a ir b, kad
funkcijos /(Xa',Xb") reik§mé biity maziausia. I§ esmés tai ir yra projekcijos
paieskos procesas.

Faktoriné analizé. Faktorinéje analizéje (angl. factor analysis) (Harman,
1967), (Mardia, 1995) tiriamos tiesinés priklausomybés tarp parametry
(kintamyjy). Ji taikoma kintamyjuy skai¢iaus mazinimui, daugiamaciy duomeny
struktiiros nustatymui, kintamyjy klasifikavimui ir grupavimui. Faktorinés
analizés metodo prielaida yra ta, kad nagrinéjami parametrai priklauso nuo tam
tikry paslépty faktoriy. Metodo tikslas atskleisti tokius rySius ir daugiamaciy
duomeny dimensijos mazinimui panaudoti tam tikra faktoriaus modelj.

Spé¢jama, kad kiekvienas faktorius jtakoja daug stebimy parametry. Jis
vadinamas bendru faktoriumi (angl. common factor). Stebimi parametrai yra
tiesiné kombinacija bendry paslépty faktoriy; kiekvieno faktoriaus koeficientas
vadinamas svoriu (angl. loading). Kiekvienas parametras turi dar vieng
komponentg, specifinj faktoriy (angl. specific factor), kuri apraso to parametro
nepriklausoma kintamuma (angl. independent variability). Specifiniai faktoriai gali
buti interpretuojami kaip vektoriaus triukSmas arba paklaida. Faktoriy skaiCius k
nustatomas pagal tam tikrus kriterijus.
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Vektorius X =(x,,...,x,,) € R" atitinka k-faktoriaus modelj, jeigu jis gali buti
iSreikstas tokia forma (Mardia, 1995): X =Af+U. A= {ll-j, i=L.,n j=1..,k}
yra konstanty matrica (svoriai), f =(f;,....f;) yra bendry paslépty faktoriy

vektorius ir U = (uy,...,u,) yra specifiniy faktoriy vektorius. Vektorius X e R"

k
gali buti uzradytas taip x; = X 4; f; +u;, i=1...,n.
j=1

Tiesiné diskriminantiné analizé (angl. Linear discriminant analysis, LDA)
arba FiSerio diskriminantiné analizé (angl. Fisher discriminant analysis).
Tiesinés diskriminantinés analizés metodas (Fukunaga, 1990), (Duda, 1973),
(Duda, 2000) transformuoja daugiamatés erdvés duomenis i mazesnés dimensijos
erdve taip, kad tam tikros klasés atskiriamumo kriterijus biity optimalus. LDA
metodas ieSko tokiy krypciy, kuriomis klasés yra geriausiai atskiriamos. PCA
metodas nekreipia démesio i klasés strukttira. 2.13 paveiksle pateiktas LDA
metodu gautas daugiamaciy tasky iSsidéstymas dvimatéje plokStumoje vizualizuojant
irisy duomenis. LDA metodui nepavyko gerai atskirti skirtingy klasiy vektorius.
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2.13 pav. LDA pavyzdys (vizualizuoti irisy duomenys)

Kartais daugiamaciy duomeny dimensijos mazinimui naudojamas
Nepriklausomy komponenciy analizés (angl. independent component analysis,
ICA) metodas. Nepriklausomy komponenciy analizé, tai metodas, kuris
transformuoja  pagrindines komponentes | statistiSkai nepriklausomas
komponentes. ICA metodas gali biiti taikomas ivairiy problemy sprendimui:
vaizdy analiz¢je, duomeny analizéje, signaly apdorojimui, poZymiy iSskyrimui.
Pla¢iai taikomas statistikoje, neuroniniuose skaiiavimuose. Detalesné
informacija apie ICA yra pateikta literattroje: (Comon, 1994), (Hyvarinen,
2001), (Roberts, 2000).
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2.2.2. Netiesinés projekcijos metodai

Tarkime, kad kiekviena n-matj vektoriy X' eR” atitinka maZesnés
dimensijos vektorius Y’ € RY, (d < n ). Pazymékime atstuma tarp vektoriy X' ir

J
X/ —dy,

*, 0 atstuma tarp vektoriy Yir Y/ - dj, i,j= 1,...,m . Norint surasti
daugiamatés erdvés vektoriy X' projekcijas Zemesnio matavimo erdvéje Y’ yra
skaiiuojami atstumai tarp visy vektoriy atitinkamose erdvése.

leskoma tokia d-matés erdvés vektoriy ¥* € RY projekcija, kad atstumai d;
tarp projektinés erdvés vektoriy bty kiek galima artimesni atstumams d;- tarp

vektoriy pradingje erdvéje. DaZniausiai atstumams dj; ir d; skaiCiuoti

naudojami Euklido atstumai. Taciau d; nebitinai turi tenkinti trikampio
nelygybés salyga dj, <d; +d ir simetriSkumo salyga d; =d;; todél bendru
atveju (kai Sios salygos néra tenkinamos) naudojama nepanasumo (angl.
dissimilarity) savoka, o ne atstumas.

Kadangi daZnai neimanoma surasti tokios projekcijos, kurioje dij=d;.

visiems i ir j, yra apibréziamas kokybés kriterijus J skirtingy projekciju
vertinimui. Priklausomai nuo kriterijaus parinkimo, galutinéje projekcijoje tam
tikri atstumai tarp tasky (mazi ar dideli) bus iSlaikyti geriau negu kiti. Yra
pasitlytos trys funkcijos daugiamaciy duomeny projekcijos paklaidos jvertinimui
(kartu nurodyti ir funkcijy gradientai) (Duda, 2000):

1 *.D 2 * yk_yj
S:—*Z di'_di' ,V SZ—*Z d—d — |» 2.1
1 dijz i<j( ij J) yk*P1 Zdyz jik[( kj lg) d/g ] ( )
i<j i<j
d —d. ) dy; —d
S,=x| Gy s, —0y | T SN 2.2)
i<j i J#k dkj dkj
d.. —do)? d. —d —v.
S3= 1*2(! *U)»VykS3= 2*2 kj*kj‘yk Y. (2.3)
i<j i<j

Kriterijus S, (2.1) formulgje akcentuoja didziausias paklaidas,
nepriklausomai nuo to ar atstumai d;. dideli ar mazi. Kriterijus S, (2.2)

formuléje akcentuoja didziausias santykines paklaidas, nepriklausomai ar
paklaidos reikSmé maza ar didelé. Kriterijus S; (2.3) formuléje numato
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kompromisa tarp pirmy dviejy kriterijy, pabrézdamas paklaidy sandaugas ir
santykines paklaidas.
Atstumy d; ir d; taSkiné diagrama, vadinama Separdo diagrama (angl.

Shepard diagram), rodo, kokie atstumai geriau atspindi duotus nepanasSumus.
2.14 ir 2.15 paveiksluose pavaizduota Separdo diagrama, gauta minimizuojant
kriterijaus funkcijas S, ir S irisy ir vézio duomenims (krities vézio duomeny
aib¢ (Blake, 1998), sudaro 699 9-maciai vektoriai). Kuo arciau tiesés y=x yra
sukoncentruoti taskai, tuo geriau iSlaikomi atstumai. Minimizuojant kriterijaus
funkcija S;, geriausiai i$laikomi didesni atstumai, negu mazesni. Minimizuojant
funkcija S;, didesni atstumai i$laikomi blogiau, o maZesni geriau. Tai matosi i$

2.14 ir 2.15 paveiksly. IS 2.14(a) paveikslo matyti, kad irisy duomenims
diagramos taSkai labiau sukoncentruoti arti tiesés y=x deSiniajame virSutiniame
kampe. 2.14(b) paveiksle toje vietoje taskai labiau iSsibarste aplink tiesés. Vézio
duomenims tasky debesis labiau suspaustas tiesés kryptimi, kai naudojama
kriterijaus funkcija S; (2.15(a) pav.). Naudojant kriterijy S; labiau suspausta ty
tasky debesio kairioji pusé (2.15(b) pav.), o deSiniajame virSutiniame kampe
taskai labiau iSsibarste¢ negu 2.15(a) paveiksle. Kaip matosi i§ 2.14 paveikslo,
irisy duomeny aibés atveju, negalima teigti, kad maZesni atstumai iSlaikomi
geriau naudojant kriterijaus funkcija S;, negu S, nes diagramos tasky

i§sidéstymas kairiajame apatiniame kampe abiems atvejais yra vienodas.
Kriterijaus funkcijos parinkimas gali jtakoti duomeny atvaizdavimo rezultata. Tai
priklauso nuo pradiniy duomeny specifikos ir atstumy tarp tasky. 2.16 ir 2.17
paveiksluose pateikti analizuojamy duomeny projekcijos rezultatai, minimizuojant
S, ir S5 funkcijas (projekcijos gautos, naudojant daugiamaciy skaliy metoda).
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2.14 pav. Separdo diagrama irisy duomenims, kai naudojama: a) kriterijaus
funkcija S, b) kriterijaus funkcija S;
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2.15 pav. Separdo diagrama vézio duomenims, kai naudojama: a) kriterijaus
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funkcija S, b) kriterijaus funkcija S;
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2.16 pav. Irisy duomeny atvaizdavimas, kai naudojama: a) kriterijaus funkcija S,

(S;=0,0011); b) kriterijaus funkcija S; (S3=0,0132)
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2.17 pav. Vézio duomeny atvaizdavimas, kai naudojama: a) kriterijaus funkcija

S;(8;=0,0061), b) kriterijaus funkcija S; (S;=0,084)

Daugiamaciy skaliy metodas

Daugiamaciy skaliy metodas (angl. multidimensional scaling, MDS) — tai
grupé metody, placiai naudojamy daugiamaciy duomeny analizéje ivairiose
Sakose, ypa¢ ekonomikoje, socialiniuose moksluose ir kt. n-maciai vektoriai

projektuojami | mazesnés dimensijos erdve (dazniausiai | R? arba R3) sickiant
i§laikyti atstumus (nepanasumus) tarp analizuojamos aibés objekty (Kaski, 1997),
(Borg, 1997), (Kruskal, 1984). Analizés rezultate gautuose dvimaciuose
grafikuose tie objektai, kurie yra panasiis, yra pavaizduojami ar¢iau vieni kity, o
maziau panasiis — toliau vieni nuo kity. Minimizavimo problema yra sprendziama
taip, kad atstumai tarp tasky mazesnés dimensijos erdvéje atitikty duotus
nepanaSumus kaip jmanoma geriau. Atvaizdavimas paprastai yra netiesinis, ir
padeda atskleisti bendra analizuojamy duomeny struktiira.

Pradiniai duomenys, kurie analizuojami $iuo metodu, turi buti kvadratiné,
simetriné matrica, susidedanti i§ rySiy tarp analizuojamy duomeny aibés
elementy. Tai gali biiti atstumy arba nepanaSumy matrica. RySiais tarp aibés
elementy gali biiti ir Euklido atstumai. Taciau, bendru atveju, tai nebitinai turi
buti atstumai grieztai matematine prasme.
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Vienas MDS pavyzdys galéty buti toks: tarkime turime matrica, sudaryty i$
atstumy tarp pagrindiniy Salies miesty; MDS analizés rezultate gautume miesty
i8déstyma zemélapyje, t.y. dvimatéje plokStumoje (Leeuw, 2003). Kitas MDS
matricos pavyzdys yra koreliaciju tarp duomeny parametry matrica. Jei tie
duomenys traktuojami kaip panaSumai, MDS algoritmu stipriai koreliuoti
parametrai atvaizduojami arti vieni kity, silpnai koreliuoti — toliau vieni nuo kity.

Vienas MDS tiksly yra rasti optimalia daugiamaciy duomeny konfigtiracija
dvimatéje erdvéje. Yra daugybe skirtingy MDS varianty su skirtingomis paklaidy
funkcijomis (STRESS) ir jas optimizuojanciais algoritmais (Borg, 1997). Pagal
analizuojamus duomenis MDS algoritmai gali bati skirstomi | metrinius (angl.
metric) it nemetrinius (angl. non-metric). Pirmasis MDS algoritmas metriniams
duomenims buvo pasitlytas W.S. Torgensono 1952 metais (Torgenson, 1952),
veéliau MDS algoritmai buvo taikyti ir nemetriniams duomenis (Shepard, 1962a),
(Shepard, 1962b).

Metriniai MDS algoritmai (Taylor, 2003) naudojami tada, kai jmanoma rasti
Euklido atstumus tarp analizuojamy duomeny elementy, ty. analizuojami
metriniai duomenys. Pagrindinis S$iy algoritmuy tikslas — pavaizduoti
daugiamacius taSkus dvimatéje erdvéje taip, kad atstumai tarp dvimaciy tasky
bty kiek galima artimesni atstumams tarp atitinkamy daugiamaciy tasky. Tam
minimizuojama tam tikra paklaidos funkcija.

Tarkime kiekviena n-matj vektoriy X' e R" atitinka maZesnés dimensijos
vektorius Y’ e RY, (d < n ). Pazymékime atstuma tarp vektoriy X' ir X S d; ,
o atstumg tarp vektoriy Y Tir ¥/ - dl.j , i,j=1,..,m. Metrinis MDS algoritmas
bando priartinti atstumus d;; prie atstumy d; Jei naudojama kvadratingé

paklaidos funkcija, tai minimizuojama tikslo funkcija E;; ¢ gali biiti uZrasyta
taip:
m *
Evps =2 wy (dy; —dy)” . (2.4)
i<j
Paklaidos funkcija E;;y dar vadinama STRESS funkcija. Daznai
naudojami tokie svoriai:

1 1 1
ij m w 5 m > ko
2 * * md.-.
> (dy) d; ¥ dy i
k=1 k=1
k<l k<l

Taip pat gali buti naudojama kiek kitokios iSraiSkos funkcija, vadinama
SSTRESS:
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Z *\2 5242
Enps :'Z_lwij((dij) _dij) .

Vienas 1§ paprasCiausiy Siy funkcijy minimizavimo biidy — gradientinis
nusileidimas. Pradéjus nuo atsitiktinés pradiniy dvimaciy tasky konfigiiracijos,
iteraciniame procese dvimaciy vektoriy Y’ e R? koordinatés yi, i=l..,m,
oF N
A{_L(rn)‘ C]a m'

Wy (m')
yra iteracijos numeris, 0 7 — parametras, itakojantis optimizavimo Zingsnj.

Taciau galimi ir kiti optimizavimo biidai, tokie kaip SMACOF (angl. scaling
by majorization a complicated function) algoritmas, pagristas tikslo funkcijos
mazorizavimu (Borg, 1997), jungtiniy gradienty metodas, kvazi-Niutono metodas,
deterministinis atkaitinimo modeliavimo algoritmas (angl. simulated annealing)
(Klock, 1999), genetinio algoritmo ir lokalaus nusileidimo metody kombinacijos
(Mathar, 1993), (Podlipskyt¢, 2003).  Funkcijy STRESS ir SSTRESS
minimizavimo uZdaviniai yra sudetingi del kriterijy daugiaekstremalumo
(Zilinskas, 2003). Darbe (Podlipskyté, 2003) yra pateikta kriterijy STRESS ir
SSTRESS galimy optimizavimo strategijy apzvalga bei jy tyrimai.

2.18 paveiksle pateiktas MDS rezultate gautas daugiamaciy tasky
i§sidéstymas dvimatéje plokstumoje vizualizuojant irisy duomenis.

k=1,2, kei¢iamos pagal formulg y,i (m'+1)= y,i (m"—n
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2.18 pav. MDS pavyzdys (vizualizuoti irisy duomenys)

Kartais, analizuojant objektus, yra prasmingos ne atstumy skaitinés
reikSmes, o atstumy tarp objekty eilés numeriai. Tada tikslinga naudoti
nemetrinius MDS algoritmus, kuriuose objekty nepanaSumai néra atstumai.
NepanaSuma tarp i-tojo ir j-tojo objekty apibrézkime realiu skaiciumi J;; . Kartais

§is matas néra tinkamas Euklido erdvei, todél jis transformuojamas funkcija f:
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f(8;). Nemetriniuvose MDS algoritmuose daZniausiai minimizuojama (2.5)
paklaidos (STRESS) funkcija:

m
Eyps = _ZIWik(f(5k/)—dk1)2 - (2.5)
MDS algoritmo trikumai: MDS algoritmo tikslo funkcijos optimizavimas
reikalauja palyginimy tarp visy vektoriy pory; MDS algoritmai yra neefektyvus,
dirbant su didelés apimties duomeny aibémis; MDS negali vizualizuoti naujus
taskus tol, kol nebus perskaiciuoti visi analizuojami vektoriai.

Sammono algoritmas

Sammono projekcija, kartais dar vadinama Sammono netiesiné projekcija
(Sammon, 1969), yra netiesinis daugelio kintamyjy objekty atvaizdavimo
Zemesnio matavimo erdvéje metodas. Tai vienas i§ gana placiai naudojamy
daugiamaciy skaliy (MDS) grupés metody (Bezdek, 1995). Dazniausiai
nagrinéjami atvejai, kai projektinés erdvés, | kuria atvaizduojami n-maciai
vektoriai, dimensija yra 2 arba 3. Sammono projekcijos tikslas yra minimizuoti
skirtumus tarp atstumy tarp tasky pradingje erdveje ir atstumy tarp atitinkamy
tasky projektingje erdvéje. Sammono projekcija negali greitai apdoroti naujus
taskus be papildomy skai¢iavimy. Visi atstumai tarp tasky turi baiti skai¢iuojami
i§ naujo, naudojant visa turimg duomeny aibg. Todél tai sudaro sunkumy, kai
duomenys pastoviai atnaujinami arba papildomi naujais taskais, ir kai duomeny
aibés yra labai didelés.

Sakykime, kad yra daugiamadiai vektoriai X' =(x{,x},...x"), i=1,..,m,
priklausantys erdvei R". Sprendziamas uzdavinys — $iuos n-macius vektorius
X' =(x{,x5,...x), i=1,..,m, atvaizduoti (gauti projekcija) plokstumoje R%.
Juos atitiks dvimaciai vektoriai YI,YZ,...,Y'” eR? CiaY' = (yf,yé) ,i=1..,m.

Pazymékime d; atstuma tarp daugiamaciy vektoriy X' ir X/, d; — atstuma

tarp vektorius X' ir X/ atitinkan¢iy dvimagiy vektoriy Y’ ir Y/ (i,j=1,..,m).
d;- ir d; daZniausiai yra Euklido atstumai, bet gali buti naudojami ir kiti.
Sammono algoritmas minimizuoja projekcijos paklaida:
* 2
1 m (d; —d;)
hX ¥ .
meox =l d;
ijz_ildij i<j v
i<j

ES:
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m * .
Funkcija Eg sutampa su funkcija Eppg= X wy;(d; —a’,-j)2 , kai
i,j=1
i<j

1
x M .
dij Y dy
k=1
k<l

Sammono paklaida (angl. Sammon’'s stress, Sammon's error) Eg — tai
matas, kuris parodo, kaip tiksliai iSlaikomi atstumai tarp vektoriy pereinant i$
didesnio matavimo erdvés { mazesnio matavimo erdve. Sammono paklaida labiau
itakoja atstumai tarp artimiausiy tasky, negu tarp tolimesniy. Pagrindinis
uzdavinys minimizuoti §iaq paklaidos funkcija Eg. Tam gali biti naudojami
ivairlis optimizavimo metodai, nurodyti aprasant daugiamaciy skaliy metoda.
J. W. Sammon darbe (Sammon, 1969) pasiiilé viena funkcijos E¢ minimizavimo
strategija, kurig kai kurie tyréjai vadina pseudo-Niutono, kiti — greiciausio
nusileidimo (angl. steepest-descenf) minimizavimu (Kohonen, 2001). Jis
konverguoja greiiau, negu paprastas gradientinis metodas. Bet gali bati
naudojamos ir kitos paprastesnés strategijos. Darbe (Press, 1992) nustatyta, kad
zymiai efektyvesnis metodas yra jungtiniy gradienty metodas (angl. conjugate-
gradient).

Pseudo-Neutono (grei¢iausio nusileidimo) metode dvimaciy vektoriy

Y e R?* koordinatés y,i, i=L..,m, k=1,2, randamos naudojantis (2.6)

iteracine formule:

OE(m')
i ! i i 0 : m'
Vi) =y (') - o 2D 2.6)
0"Eg(m")
O(¥)* (m)
Dalinés iSvestinés randamos pagal (2.7)—~(2.9) formules:
OE, 2m(di-d; ) . .
S=-23 | 2 \(vi-¥) 2.7
Vi ¢ =\ dydy
i#]

. \2
0°E; 2y 1 (d.*._d..)_(y’l‘_y’{) {1+d;_dif'] (2.8)

iN2 ‘ * ij i
O(vk) € -1 dydy dy dy
m *
irj=1

i<j
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Cia m' yra iteracijos numeris, 0 ¢ yra parametras, {takojantis optimizavimo
zingsni. J. W. Sammon ji vadino ,magiskuoju faktoriumi“. Sis pavadinimas
tradiciSkai naudojamas ir kituose darbuose (Kohonen,2001), (Konig, 2000).
Vienoje iteracijoje perskaiciuojami m vektoriy Y’ € R?, i=1,...,m, koordinatés.
Gauta projekcijos Eg paklaida priklauso ir nuo parametro o ir nuo vektoriy
YLy, ., Y"eR? pradiniy reik§miy parinkimo. Eksperimenti§kai nustatyta, kad
maziausia  paklaida  gaunama, kai o €[0,3;0,4] (Sammon, 1969),
(Kohonen, 2001). Taciau negalima teigti, kad tas diapazonas yra optimalus visais

atvejais.
Apibendrinta Sammono algoritmo schema yra tokia:

1. Skai¢iuojami atstumai tarp analizuojamy vektoriy pradingje erdvéje;
Atsitiktinai parenkami projektinés erdvés vektoriai;
Skaiciuojama projekcijos (Sammono) paklaida Ej ;

Atnaujinamos projektinés erdvés koordinatés pagal (2.6);

ook wN

Jeigu Sammono paklaidos reik§mé mazesné uz pasirinkta slenkstj arba itera-
ciju skaiCius virSija nustatytaji, tuomet algoritmas sustabdomas, prieSingu
atveju vél pradedam nuo 3 zingsnio.

Sammono projekcijos struktiiriné schema pavaizduota 2.19 paveiksle.
Nors Siuo metu yra ir kity paklaidos Eg optimizavimo metody, J. W. Sammon

pasililytas variantas sékmingai naudojamas darbuose (Dzemyda, 2005),
(Kohonen, 2001), (Kaski, 1997), (Konig, 2000).

Darbe (Montvilas, 2003a) pasitilytas nuoseklaus atvaizdavimo metodas
daugiamaciams duomenims stebéti realiu laiku. Tokiu atvaizdavimu siekiamas
tikslas — iSlaikyti viding atstumy tarp duomeny vektoriy struktira po ju
atvaizdavimo. Metodas skiriasi nuo Sammono vienalaikio daugiamaciy duomeny
atvaizdavimo | ploks§tumg metodo tuo, kad po pradiniame etape vienu metu
atvaizduoty keleto duomeny vektoriy véliau galima dirbti nuosekliai realiu laiku.
Metodas taip pat tirtas ir darbuose (Montvilas, 2003b), (Montvilas, 2006). Taciau
metodas gali ne visada teisingai atvaizduoti naujus taskus. Pradzioje dalis
analizuojamy duomeny aibés tasky yra vaizduojama klasikiniu Sammono
metodu, o like arba atsirad¢ nauji taskai déstomi naudojant trianguliacijos
metoda. To pasiekoje ganétinai teisingai gali buti atvaizduojami tik tie taSkai,
kurie yra panasiis { pradinés aibés taskus. PanaSus metodas pasitlytas darbe
(Pekalska, 1999).
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Pradiniai duomenys
(daugiamacdiai vektoriai)

Atstumy matrica
Dimensija n
Iteracija

Dimensija d (d<n)
Atstumy matrica
A

~——» Projekcijos paklaida (Es)

Koordinaciy atnaujinimas «

I5éjimo duomenys
Dimensija d

2.19 pav. Sammono projekcijos struktiriné schema

2.20 paveiksle pateiktas daugiamaciy duomenuy projekcijos, taikant
Sammono algoritma, pavyzdys. Analizuoti irisy duomenys.

Vietoj Euklido atstumy, skai¢iuojant Sammono paklaida, gali btiti naudojami
ir kiti atstumo matai (Yang, 2004).
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2.20 pav. Sammono projekcijos pavyzdys (vizualizuoti irisy duomenys)

Pagrindinés kreivés

Pagrindinés kreivés (angl. principal curves) yra pagrindiniy komponenciy
netiesinis apibendrinimas, prapleciantis pagrindiniy komponenciy analizg.
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Pagrindiné komponenté yra tiesiné pagrindiné kreivé. Pagrindinés kreives
kiekvienas taSkas yra visy duomeny, kurie projektuojami | ji, vidurkis
(Hastie, 1988). Kitaip sakant, pagrindiné kreivé eina minimizuodama atstumus
nuo kreivés iki visy duomeny tasky (2.21 pav.).

Duomeny taikai e
L] ‘/ h L

L] L]

. - . %

* \ T - .

o a . ., .
SN
. ../',
/ L

. ‘\
Pagrindiné kreivé

|
|
-

2.21 pav. Pagrindinés kreivés pavyzdys

Darbe (Hastie, 1988) yra pateikti pagrindiniy kreiviy privalumai lyginant su
pagrindinémis komponentémis, tiesinés regresijos tiesémis, glotniomis regresijos
kreivémis (2.22 pav.). Galima daryti iSvada, kad pagrindiné kreivé tiksliausiai
aproksimuoja duomeny taskus (2.22(d) pav.). Darbuose (Mulier, 1995), (Ritter,
1992) pateikta pagrindiniy kreiviy rySys su saviorganizuojanciais neuroniniais

tinklais.

-

s °

i
= |
a) [ b)

2.22 pav. Duomeny aproksimavimas jvairiomis linijomis: a) tiesinés regresijos
tiese, b) pagrindine komponente, c) glotnia regresijos kreive, d) pagrindine
kreive




34 2. DAUGIAMACIU DUOMENU VIZUALIZAVIMO METODAI

Trianguliacijos metodas

Darbe (Lee, 1977) pateiktas nuoseklaus daugiamaciy tasky atvaizdavimo {
plokstuma metodas naudojant trianguliacijos (angl. triangulation) metoda.
Atvaizduojant daugiamacius duomenis plokStumoje tiksliai iSlaikomi atstumai
nuo kiekvieno tasko iki kazkuriy kity dviejy tasky; atstumai tarp ty dviejy tasky
taip pat yra tiksliai iSlaikyti. Tuo budu gali buti tiksliai iSlaikomi (2m—3)
atstumy (¢ia m — analizuojamy tasky skaicius).

I§ turimy n-madiy taSky sudaromas minimalaus jungimo medis (angl.
minimum spanning tree, MST) (Graham, 1985), véliau daugiamaciai taskai
atvaizduojami plokStumoje. Minimalaus jungimo medzio idéja paremta grafy
teorija. Grafo jungimo medis (angl. spanning tree) yra grafas, kuriame visos
vir§tinés sujungtos | medi. Grafo Sakos turi svorius arba ilgius. Medis, kurio
svoris yra maziausias, vadinamas minimalaus jungimo medZiu. Yra daug
skirtingy algoritmy minimalaus jungimo medziui rasti (Kruskal, 1956), (Prim,
1957). Galimi du metodai daugiamacius taskus atvaizduoti ploks§tumoje
naudojantis trianguliacijos metodu: antro arCiausio kaimyno metodas (angl. the
second nearest neighbor approach) ir atramos tasko metodas (angl. the reference
point method).

Antro arciausio kaimyno metodas. Tarkime taskas X/ jau atvaizduotas
plokstumoje, o taskas X k tiesiogiai sujungtas su X’/ minimalaus jungimo
medyje. Reikia atvaizduoti plokStumoje taska X k. Taskas X/ turi bati
ardiausias taskui X* ig visy jau atvaizduoty tasky. Sakykime, kad tarp visy
atvaizduoty tasky, kuriy atstumai iki X/ yra tiksliai i§laikyti, X " bus taskas,
ardiausias iki XF. Iprastai X' yra tiesiogiai sujungtas su X/ minimalaus
jungimo medyje. Tada naudojant trianguliacijos metoda, X k plokstumoje
atidedamas taip, kad jo atstumai iki X’ ir X7/ baty tiksliai i§laikyti.

Trianguliacijos metodo schema:

e imkime du n-macius taskus 4 ir B;

e plokstumoje atidedame juy projekcijas A’ ir B' tiksliai iSlaikydami atstumus
tarp ju dyp =d g3

e ieskome tasko X projekcijos X’ plokstumoje, siekiant, kad atstumai dZX ir
dyy biity tiksliai i§laikyti ir plokstumoje, t.y. dyy =d gy it dgy =dp y.
Tam bréziami apskritimai su centrais 4’ ir B’ ir spinduliais dyy it dpy.

Tasko X' vieta bus ten, kur apskritimai susikerta arba lieCiasi. Jei
apskritimai tik lieciasi, tai bus vienintelis sprendinys X". Taciau apskritimai
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gali susikirsti dviejuose taskuose X 1 , X 2 (2.23 pav.). Artimiausias
kaimynas (2.23 pav. tai taskas C’) nulemia tasko X" vieta.

2.23 pav. Trianguliacijos metodo schema

Atramos tasko metode parenkamas vienas atramos taskas, iki kurio atstumai

nuo visy kity tagky bus visada ilaikomi. Tuo budu kiekvienam taskui X/
iSlaikomi atstumai iki dviejy tasky: iki tasko, kuris tiesiogiai sujungtas su tasku

X/ minimalaus jungimo medyje ir iki atramos tasko.
Darbe (Lee, 1977) pasitlytos taisyklés, pagal kurias taskai surti§iuojami tam
tikra tvarka ir tada jie vienas po kito atvaizduojami plokstumoje.

Isomap metodas

Isomap (Tenenbaum, 2000) yra daugiamaciy skaliy (MDS) grupés metodas,
kuris skirtas daugiamaciy duomeny dimensijos mazinimui. Sio metodo skirtumas
nuo klasikinio MDS metodo yra tas, kad atstumy matas yra apibréziamas kitaip.
Isomap metode daroma prielaida, kad pradinéje erdvéje analizuojami duomenys
issidéste ant emesnio matavimo daugdaros'. Pries tai analizuotuose metoduose,
atstumams tarp vektoriy skai¢iuoti paprastai buvo naudojami Euklido atstumai.
Skaiciuojant atstumus neatsizvegiama { daugdaros forma. Naudojant MDS
metoda susiduriama su sunkumais, atvaizduojant netiesines duomeny strukttras,
tokias kaip, pavyzdZziui, spiralg. Projektuojant spirale i§ dvimatés erdvés i
vienmatg, Isomap metodas naudoja geodezinius (kreivinius) atstumus.
Geodezinis (arba kreivinis) atstumas, tai trumpiausio kelio ilgis, einant daugdaros
kreivu pavir§iumi. 2.24 paveiksle pavaizduota, kaip skai¢iuojamas Euklido
atstumas tarp dviejy tasky (2.24(b) pav.) ir geodezinis atstumas tarp ty paciy
tasky (2.24(c) pav.).

' Daugdara (angl. manifold), tai abstrakti topologiné matematiné erdve, kurioje
kiekvieno tasko aplinka yra labai panasi { Euklido erdve, taciau jos globali struktiira yra
sudétinga. Pavyzdziui, Zemés pavirSius yra daugdara.
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Pagrindiné Isomap metodo idé¢ja yra ta, kad daugiamaciy skaliy metodas
atlickamas ne pradinéje (Euklido) erdvéje, bet netiesinés duomeny daugdaros
geodezinéje erdveje. Taigi taikant Isomap metoda ieskoma tokio poerdvio,
kuriame geriausiai i§laikomi geodeziniai atstumai tarp vektoriy (tasky).
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2.24 pav. (a) du taskai ant spiralés, (b) Euklido atstumas tarp dviejy tasky, (c)
Geodezinis atstumas tarp tasky

Isomap algoritma sudaro trys etapai:
1) Daugiamatéje erdvéje surandami kiekvieno tasko taskai ,,kaimynai®;
2) Skai¢iuojami geodeziniai atstumai tarp visy jmanomy taSky pory;

3) Surandamos analizuojamy daugiamaciy tasky projekcijos mazesnio matavimo
erdvéje, naudojant daugiamaciy skaliy metoda (MDS) ir iSlaikant atstumus
tarp atitinkamy tasky.

Tasky ,kaimyny“ paieskai gali biiti naudojamas artimiausiy kaimynuy
metodas (angl. nearest neighbors algorithm) arba taskai gali blti grupuojami
pasirinkus tam tikro fiksuoto dydzio spinduli. Kaimynystés rySiy vaizdavimui
naudojamas grafas, kuriame kiekvienas duomeny taskas (vir§iiné) sujungtas su
artimiausiu ,,kaimynu®.

Antrame zingsnyje apskaiciuojami geodeziniai atstumai tarp visy daugdaros
tasky pory. Paskutiniame etape, Isomap metode pritaikomas klasikinis MDS
metodas atstumy matricai, ir surandamos analizuojamy daugiamaciy tasky
projekcijas.

Yang (Yang, 2004) pasiiilé vietoj klasikinio MDS metodo naudoti Sammono
algoritma. De Silva ir Tenenbaum (Silva, 2002) sukiiré metoda, kuriame
koreguojami grafo atstumai, priklausomai nuo duomeny struktiiros ir tankumo.

Kitas metodas, kuris naudoja geodezinius arba kreivinius (angl. curvilinear)
atstumus yra kreiviniy atstumy analizé (angl. curvilinear distance analysis) (4.5
skyrius).
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Lokaliai tiesinis atvaizdavimas

2000-ais metais Sam Roweis ir Lawrence Saul pasitulé (Roweis, 2000) dar
vieng daugiamaciy duomenu dimensijos mazinimo metoda, lokaliai tiesinj
atvaizdavima (angl. locally linear embedding, LLE). LLE metodo savybés:
surandant analizuojamy daugiamaciy duomeny projekcijas mazesnio matavimo
erdv¢je, iSlaikomi kaimynystés rySiai tik tarp artimiausiy taSky; atskleidziama
netiesinés daugdaros globali strukttira; duomenys vienareikSmiskai atvaizduojami
1 mazesnés dimensijos erdve.

LLE metodas suranda toki poerdvi, kuriame geriausiai iSlaikoma
analizuojamy duomeny lokalioji tiesiné struktiira.

LLE algoritma sudaro trys etapai:

1) Randami kiekvieno analizuojamojo duomeny tasko k-artimiausi kaimynai.
Tai daroma, konstruojant orientuotaji grafa, kurio kiekviena virSiné
sujungta briaunomis su taskais ,,kaimynais* (2.25(1) pav.).

2) Kiekvienas taskas iSreiskiamas, kaip jo kaimyny tiesiné kombinacija. Tam
tikslui yra apskaiCiuojami svoriai, kurie minimizuoja paklaidas tarp
originaliy ir transformuoty duomeny (2.25(2) pav.).

3) Fiksavus svorius, apskai¢iuojami projekcijos vektoriai (2.25(3) pav.).
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2.25 pav. LLE algoritmo schema

Mazinant dimensija LLE algoritmu, pasiseka identifikuoti daugdaros neaiskia
struktirg. Tuo tarpu, MDS ir PCA metodais tolimi daugiamaciai taskai ant
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daugdaros atvaizduojami i artimus taskus plokStumoje, tokiu biidu suardoma
daugdaros struktiira. Isomap ir LLE algoritmai duoda gerus vizualizavimo
rezultatus, kai analizuojami duomenys sudaro viena klasteri (grupe). Kai duomeny
aibé sudaryta i8 keliy, visiskai atskirty klasteriy, projekcijos rezultatai biina Zymiai
blogesni.

MDS grupés metodai stengiasi iSlaikyti santykinius atstumus tarp visy
duomeny aibés tasky. LLE metodas nereikalauja iSlaikyti atstumy tarp labiausiai
nutolusiy duomeny taskuy, o tik tarp artimiausiy kaimynu.

2.26 paveiksle pateiktas LLE metodu gautas daugiamaciy tasky iSsidéstymas
dvimatéje plokStumoje, vizualizuojant irisy duomenis.
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2.26 pav. LLE metodo pavyzdys (vizualizuoti irisy duomenys)

Kitas metodas, turintis daug bendro su LLE metodu, yra Laplaso tikriniai
atvaizdavimai (angl. Laplacian eigenmaps). Laplacian eigenmaps suranda
daugiamaciy duomeny projekcijas mazesnio matavimo erdvéje, iSlaikant
daugdaros pagrindines lokalias savybes (Belkin, 2001), (Belkin, 2003). Lokalios
savybés yra pagristos atstumais tarp artimiausiy vektoriy pory.

2.3. Daugiamaciy duomeny vizualizavimo sistemos

Pasaulyje yra intensyviai kuriamos ir vystomos duomeny analizés sistemos.
Cia pateikiamos kelios i§ ju, kuriose yra galimybé vizualizuoti daugiamagius
duomenis.

XGobi yra interaktyvi dinaminé vizualizavimo sistema, dirbanti Windows ir
Unix terpése. Ji skirta daugiamaciams duomenims analizuoti. Galima braizyti
taskinius grafikus, taskiniy grafiky matricas, lygiagreCias koordinates, atlikti



2. DAUGIAMACIU DUOMENU VIZUALIZAVIMO METODALI 39

projekcijos paieska, visy galimy projekcijy perzitira. Naujoje versijoje GGobi
(http://www.ggobi.org/) realizuotas daugiamaciy skaliy metodas.

XGViz (http://public.research.att.com/~stat/xgobi/) yra programa, kurioje
realizuotas daugiamaciy skaliy metodas (Buja, 1998). Sistemoje galima keisti
MDS paklaidos funkcijos parametrus, vizualizuoti, t.y. grafiSkai pateikti
daugiamacius duomenis.

XmdvTool (http://davis.wpi.edu/~xmdv/) sistemoje realizuoti taskinés
diagramos, zvaigzdziy metodas, lygiagre¢iy koordinaciy metodas, dimensiju
iterpimo metodas.

DataDesk (http://www.datadesk.com) yra interaktyvi duomeny analizés ir
statistikos sistema, leidzianti geriau suvokti analizuojamus duomenis. Sistema
paremta tiriamosios duomeny analizés (angl. exploratory data analysis) idéjomis,
akcentuojant duomeny struktiiros, trendy, klasteriy ir tasky-atsiskyréliy vizualius,
interaktyvius paieskos irankius. Sistemoje taip pat yra daug tradiciniy statistiniy
metody.

JMP (http://www.jmpdiscovery.com) yra interaktyvi statistiking sistema,
naudojama statistiniam vizualizavimui ir duomeny analizei.

VisDB (http://www.dbs.informatik.uni-muenchen.de/ dbs/projekt/visdb/
visdb.html) — tai vizualios duomeny gavybos ir duomeny baziy tyrinéjimo sistema
(Keim, 1994), (Keim, 1996). Joje duomenis galima vizualizuoti lygiagreciomis
koordinatémis, bruksneliniy figliry metodu.

N-vision ir AutoVisual (http://wwwl.cs.columbia.edu/graphics/projects/
AutoVisual/AutoVisual.html) sistemos skirtos analizuoti daugiamacius duomenis
,pasaulis pasaulyje* metodu (Feiner, 1990), (Beshers, 1993).

HiSee (http://hisee.sourceforge.net/), ir R (http://cran.r-project.org/) sistemose
realizuotas Sammono algoritmas, pagrindiniy komponenciy metodas. R sistema
turi dar ir papildomas galimybes: klasteriné analize, tiesiné diskriminantiné
analiz¢, faktoriné analizé, nepriklausomy komponenciy analizé.

S-plus (http://www.insightful.com/products/splus/default.asp) — tai statistikos
sistema, kurioje yra realizuoti taskinés diagramos, groteliy metodas ir Kkiti
vizualizavimo metodai.

Visumap (http://www.visumap.net/) sistema skirta darbui su dideliy dimensiju
duomenimis. Sistemoje realizuota daug tradiciniy vizualizavimo, dimensijy
mazinimo, klasterizavimo metody: pagrindiniy komponenc¢iy analizé,
daugiamaciy skaliy metodas, saviorganizuojantys neuroniniai tinklai, kreiviniy
komponenciy analizé. Dar viena sistema, kurioje realizuoti iSvardinti metodai yra
Miner3D (http://www.miner3d.com/).

Yra zinomos ir kitos duomeny analizés sistemos, leidzian¢ios geriau suvokti
analizuojamus duomenis: Spotfire Enterprise Analytics
(http://www.tibco.com/software/business_intelligence), ILOG Discovery
(http://www.ilog.com/), Partek Discovery Suite (http://www.partek.com/partekds).
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2.4. Antrojo skyriaus iSvados

Pagrindinis daugiamaciy duomeny vizualizavimo tikslas — tai duomeny
pavaizdavimas Zmogui suprantama ir suvokiama forma. Siame skyriuje
analizuoti tiesioginiai daugiamaciy duomeny vizualizavimo metodai ir
projekcijos metodai. Tiesioginiuose vizualizavimo metoduose kiekvienas
daugiamacio vektoriaus parametras pateikiamas tam tikra vizualia forma.
Pagrindiniai tiesioginio vizualizavimo metodai: (a) geometriniai metodai, (b)
simboliniai metodai, (c) hierarchinio vizualizavimo metodai. Projekcijos metody
tikslas — pateikti daugiamacius duomenis mazesnés dimensijos erdvéje taip, kad
bty kiek galima tiksliau iSlaikyta tam tikra duomeny struktiira, bei palengvinti
didelés dimensijos duomeny interpretavimg bei apdorojima. Yra tiesiniai ir
netiesiniai projekcijos metodai. Tiesiniuose metoduose naudojamos tiesinés
transformacijos, o netiesiniuose — netiesinés. Populiariausi tiesiniai projekcijos
metodai yra: pagrindiniy komponenciy analizé, nepriklausomy komponenciy
analizé, faktoriné analizé, tiesiné diskriminantiné analizé. Svarbiausi netiesiniai
projekcijos metodai yra daugiamaciy skaliy metodas ir jo atskiras atvejis —
Sammono projekcija.

Daugiamaciy duomeny analizés ir vizualizavimo metodai padeda atvaizduoti
zmogui suprantamesne forma sudétingais ir daznai nezinomais tarpusavio rysiais
susietus daugiamacius duomenis. Metody ivairové yra pakankamai plati, todél
bitina jvairiy metody analizé, norint iSsirinkti tinkamiausius konkre¢iam atvejui.

Tiesioginio vizualizavimo metody analizé parodé¢, kad naudojant Siuos metodus
suprasti duomeny struktlira yra gana sudétinga, ypa¢ esant didesnei duomeny
dimensijai arba analizuojant didelés apimties duomeny aibg. Daug lengviau suvokti
ir interpretuoti rezultatus, gautus projekcijos metodais, kuriuose daugiamatis
vektorius transformuojamas | mazesnés dimensijos vektoriy.

Lyginant tiesinés ir netiesinés projekcijos metodus, tikslesné duomeny
struktiira iSlaikoma naudojant netiesinés projekcijos metodus. Bet ir ¢ia duomeny
vizualizavimo iSkraipymai yra neiSvengiami. Taip pat iSlieka problema su naujy
taSky atvaizdavimu.



Dirbtiniy neuroniniy
tinkly koncepcijos

Norint atskleisti daugiamaciy duomeny struktiira, klasikiniy vizualizavimo
metody kartais nepakanka. Siam tikslui sékmingai gali biiti naudojami dirbtiniai
neuroniniai tinklai (DNT). Neuroniniai tinklai yra galingas irankis, naudojamas
tais atvejais, kai formali analizé yra sudétinga arba neimanoma, tokiais, kaip
atpazinimas, netiesiniy sistemy identifikavimas ir valdymas.

3.1. Dirbtiniy neuroniniy tinkly pagrindai

Dirbtiniai neuroniniai tinklai (DNT) (angl. artificial neural networks)
(Haykin, 1999), (Verikas, 2003) pradeéti tyrinéti, kaip biologiniy neuroniniy
sistemy modelis. Pagrindinis dirbtiniy neuroniniy tinkly teorijos tikslas néra kuo
detaliau modeliuoti biologinius neuronus, o iSsiaiskinti ir pritaikyti biologiniy
neurony saveikos mechanizmus efektyvesnéms informacijos apdorojimo
sistemoms kurti. DaZnai dirbtiniai neuroniniai tinklai vadinami tiesiog
neuroniniais tinklais. Siuo metu jie vis pla¢iau naudojami dél keliy pagrindiniy
priezas¢iy. Visy pirma, neuroninis tinklas yra galingas modeliavimo aparatas. Jo
pagalba galima modeliuoti ypa¢ sudétingas funkcijas. Antra, neuroniniai tinklai
apmokomi i§ pavyzdziy. Turint duomeny pavyzdzius ir naudojant mokymo
algoritmus, neuroninis tinklas pritaikomas prie duomeny struktiiros. DNT yra

41



42 3. DIRBTINIU NEURONINIU TINKLU KONCEPCIJOS

taikomi klasifikavimui, klasterizavimui, funkcijy aproksimavimui,
prognozavimui, optimizavimui, medicininei diagnozei, finansinéms prognozéms,
intelektinei paieskai, ir kt. Be daugelio kity sprendziamy uzdaviniy, dirbtiniai
neuroniniai tinklai sékmingai taikomi daugiamaciams duomenims vizualizuoti.

Kiekvienas neuroninis tinklas turi i€¢jimus ir i§¢jimus. [¢jimuose neuroniniam
tinklui perduodamos kintamyjy reikSmes i§ iSorés. I§éjimuose formuojama
prognozé, valdymo signalai ir pan. Be i¢jimo ir i§éjimo neurony, daznai
egzistuoja ir tarpiniai (taip vadinami paslépti) neuronai, atliekantys vidini
vaidmenj tinkle. [&jimo, paslépti ir i§éjimo neuronai jungiami vieni su kitais.
Paprastas neuroninis tinklas turi tiesioginio sklidimo struktiira: signalai sklinda i$
1€jimy pirmyn per visus pasléptus elementus ir pasiekia i§éjimo neuronus. Tokia
struktiira yra stabili. Taciau, jei neuroninis tinklas yra rekurentinis (turintis
jungtis atgal i§ tolimesniy { ankstesniuos neuronus), jis gali biiti nestabilus ir
dazniausiai turi be galo sudétingg dinamika. Dirbama ir su rekurentiniais
neuroniniais tinklais, taciau realiy problemy sprendimui daZniausiai naudojami
tiesioginio sklidimo.

3.1.1. Biologinis neuronas

Zmogaus nervy sistema — labai sudétingas neurony tinklas. Pagrindinis Sios
sistemos elementas — smegenys, susideda i§ daugelio neurony, sujungty vieni su
kitais. Kiekvienas neuronas yra speciali lastele, galinti generuoti elektrochemini
signalg. Neuronas turi iSsiSakojusig i€jimo struktlira, vadinama dendritais,
lastelés kiing, vadinama soma ir besiSakojanCig i$€jimo struktiira, vadinamag
aksonu. (3.1 pav.). Vienos lastelés aksonas su kitos lastelés dendritais jungiasi
per sinapses. Kai suzadinama pakankamai neurony, prijungty prie neurono
dendrity, tas neuronas irgi suzadinamas ir jis generuoja elektrochemini impulsa.
Signalas per sinapses perduodamas kitiems neuronams, kurie velgi gali buti
suzadinami. Neuronas suZadinamas tik tuo atveju, jei bendras dendritais gautas
signalas vir§ija tam tikra lygi, vadinama suZadinimo slenksciu. Turint didziulj
skaiCiy visiSkai paprasty elementy, kuriy kiekvienas skaiCiuoja svoring i€jimo
signaly suma ir generuoja binarinj signala, jei suminis signalas vir§ija tam tikra
lygi, imanoma atlikti palyginus sudétingas uzduotis (Verikas, 2003).
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3.1 pav. Biologinis neuronas
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3.1.2. Dirbtinio neurono modelis

Dirbtinis neuronas (3.2 pav.) yra svarbiausias neuroninio tinklo elementas.
Pragjusio amziaus ketvirtame deSimtmetyje buvo pasiiilytas dirbtinio neurono
modelis. Tai elementarus procesorius, skai¢iuojantis j¢jimo kintamojo netiesine
funkcija.

Wy

3.2 pav. Dirbtinis neuronas

Pirmasis formalus dirbtinio neurono apibrézimas buvo pasiiilytas darbe
(McCulloch, 1943):

e Neuronas gauna keleta iéjimo reik§miy. Kiekviena ié&jimo jungtis
X|,Xy,...,X, (3.2 pav.) turi savo perdavimo koeficienta (svori) w;,w,,...,w,
ir slenkscio reikSme w, .
e Skai¢iuojama 1€jimo ir svoriy sandaugy suma:
n
a=wx; + WXy +..+wW,x, = X WX .
k=1
Pagal suzadinimo signala naudojant aktyvacijos funkcija (neurono
perdavimo funkcija) f(a) (3.1) skaiCiuojama neurono i$¢jimo reik§mé y. Si
reik§mé tampa lygi vienam, jeigu suma virSija slenksting reikSme wj, , nuliui —
jeigu nevirsija.

1, jeigu a > w,
fla)=4 " . . (3.1)
0, jeigu a <w,

Neurono i$¢jimo reik§me y galima uzrasyti naudojantis (3.2) formule:
n
y= f(kzl W j (3.2)

Funkcijos f(a) reik§més formuléje (3.1) yra susikoncentravusios aplink
taSka w,, bet ta pati i$¢jimo reikSmé gali buti gauta, jeigu funkcijos f(a)
reikSmés biity sukoncentruotos aplink taska 0, o svoris wy,, priskirtas j&jimui x,
(xo =1) ir itrauktas i (3.2) suma. Tada (3.2) virsta (3.3) formule:
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n

J’Zf( 2 kak]' (3.3)
k=0

Dirbtinio neurono modelyje gali biiti naudojamos ne tik (3.1) funkcija, bet

taip pat ir kitokios aktyvacijos funkcijos, pvz. sigmoidiné funkcija

a —a
fla)= ! hiperbolinis tangentas f(a) = tanh(a) = € ¢ rke
l+e e’ +e

Kaip matyti i§ 3.1 ir 3.2 paveiksly, biologinio neurono ir dirbtinio neurono
modelio sandara yra gana panasi.

Dirbtiniai neuronai gali biti jungiami | dirbtinius neuroninius tinklus.
Neuroninis tinklas gali buti pavaizduotas kaip grafas, kurio vir§iinés yra
neuronai, o Sakos (su svoriais) jungia neurony i§¢jimus su i¢jimais (Jain, 1996).
Pagal jungimo konstrukcija neuroniniai tinklai gali bati iSskiriami i dvi
pagrindines grupes:

_a’

o tiesioginio sklidimo (angl. feedforward) tinklai, kuriuose néra grafo kilpy;
e atbulinio sklidimo (angl. feedback) (arba rekurentiniai) tinklai, kuriuose
yra grafo kilpos.

3.1.3. Dirbtiniy neuroniniy tinkly mokymas

Galimybé mokytis yra esminé intelekto savybé. DNT mokymo procesas gali
biti apibréztas kaip tinklo struktros ir jungCiy svoriy keitimo uzdavinys,
siekiant, kad tinklas galéty atlikti jam skirta uzduoti. Neurono mokymo procese
iteratyviai keiiamos svoriy reik§mes, atsizvelgiant i i€¢jimo ir i§éjimo reikSmes,
siekiant gauti reikiamg rezultata.

Skirtingos tinkly architektiiros reikalauja skirtingy ju mokymo algoritmu.
Yra trys pagrindinés neurony mokymo paradigmos:

e Mokymo su mokytoju algoritmai (angl. supervised learning);
e Mokymo be mokytojo algoritmai (angl. unsupervised learning),
o Hibridinis mokymas (angl. hybrid learning).

Jeigu Zinomos trokStamos i$éjimy reik§més #, gali biiti taikomi taip vadinami
mokymo su mokytoju algoritmai. Tokiame mokyme tinklo i$é¢jimy reikSmés y
kiekvienam i¢jimui yra tiesiogiai susijusios su zinomomis trokS§tamomis to
i8¢jimo reik§mémis ¢. Tinklas koreguojamas, keiciant svoriy vektoriy reikSmes,
siekiant gauti kiek galima mazesng¢ paklaida, t.y. ieSkoma tokiy svoriy, kad
skirtumas tarp trokStamy i$éjimo reikSmiy ¢ ir reikSmiy y, gauty apmokius
neuroninj tinkla, buty kiek galima mazesnis.
mokymo be mokytojo algoritmai. Juose tinklas mokomas paciam ieskoti
koreliacijy ar panagumy tarp mokymo aibés j¢jimy. Cia néra griztamojo rysio,
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pasakancio, kuris atsakymas bus arba yra teisingas. Mokymo be mokytojo
algoritmuose néra mokytojo signalo. Cia turima tik mokymo aibé

(X7, j=1,...m}, susidedanti i§ vektoriy, priklausanéiy erdvei R". Metody

tikslas yra kategorizuoti mokymo duomenis arba rasti juose kokius nors
reguliarumus ar ypatumus. Gali bati sprendziamas ir toks uzdavinys: vektorius

X/, j=1,...,.m, reikia atvaizduoti maZesnio matavimo erdvés tasky rinkiniu taip,

kad topologiniai rysiai, esantys tarp X/, biity i§laikyti ir tarp naujos aibés tasky
(Hassoun, 1995). Mokymo be mokytojo s¢kmé gludi tame, kad parenkamas nuo
mokytojo nepriklausomas kriterijus, mokymo metu tas kriterijus optimizuojamas
parenkant tinkamas svoriy reik§mes.

Galimos trys mokymo be mokytojo strategijos, kurios leidzia spresti
atitinkamus trijy tipy duomeny analizés uzdavinius:

1. Hebbo tipo mokymas (angl. Hebbian learning),

2. varzytiniy tipo mokymas (angl. competitive learning),

3. saviorganizuojanc¢io Zemélapio (neuroninio tinklo) mokymas (angl. self-
organizing maps).

Hibridinis mokymas jungia mokymo su mokytoju ir be mokytojo tipus: dalis
tinklo svoriy nustatomi pagal mokyma su mokytoju, kita dalis gaunama i$
mokymo be mokytojo.

3.1.4. Perceptronas, jo mokymas

Paprasciausios architektiiros yra taip vadinami tiesioginio sklidimo (angl.
feedforward) neuroniniai tinklai, kuriuose galimos tik vienkryptés i prieki (angl.
unidirectional forward) jungtys. PaprasCiausias tokio tipo neuroninis tinklas —
perceptronas, susidedantis i§ vieno sluoksnio p neurony, sujungty su » iéjimais
(3.3 pav.) (Silipo, 2003). Neurony skaicius p lygus i§é¢jimy skaiciui. Kai kurie
autoriai perceptrone naudoja tik viena neurong (Raudys, 2001), tada p=1.

» ]
B Tp

3.3 pav. Perceptronas

Perceptrone kiekvienas i§¢jimas y; yra {€jimo vektoriaus X = (x;,x,,...,X, )

funkecija, kuri skai¢iuojama pagal (3.4) formulg.
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i :f(ai):f( Z Wikxkj’ i=l..,p (3.4

k=0

¢ia wy, jungties i$ k-tosios jéjimo vektoriaus komponentés | i-taji i$¢jima svoris.
Tarkime, kad yra m mokymo aibés elementy. [éjimo vektoriai
X7, j=1,..m, susieti su trokitamomis reik§mémis ¢/ :(tlf',t{,...,t]/;).
Perceptrono mokymo procese svoriai w; keiCiami taip, kad tinklo i$¢jimo
reikmés Y/ =(y/,»4,...y]) kiekvienam i¢jimui X7/ bty kiek galima
artimesnés troktamoms reik§méms ¢/ , ty. gautysi kiek galima mazesné
paklaida. Paklaidos matas E(W) apibréziamas kaip svoriy matricos W ={w; }

funkcija. Jeigu paklaidos funkcija E(W') yra diferencijuojama pagal svorius wy, ,

jos minimumas gali buti randamas gradientiniais optimizavimo metodais.
Geriausiai zinomas yra gradientinio nusileidimo algoritmas. Dazniausiai
naudojama paklaidos funkcija yra kvadratiniy paklaidy (3.5) suma.

EW)=L3 07 iy =% B om), (3.5)
2 j=li=l Jj=1
i le, o o
B =8 0 =12, (3.6)
i=1

PradZioje generuojamos atsitiktinés svoriy w;, reikSmeés. Tada gradientinio
nusileidimo algoritmu judama antigradiento kryptimi, svoriy reikSmes keiciant
pagal (3.7)—(3.9) iteracines formules.

Wy (m'+1) = wy (m') + Awy, (m") (3.7
OE(m' m aEJ ! m .
Awik(m')=—nﬂ=—nzﬂ= Y Aw) (m"), (3.8)
Wi j=1 0wy J=1
. J (0!
Awl (m") =—n OB (m) (3.9)
Wy

Cia 5 yra mazas teigiamas skai¢ius, vadinamas mokymosi greiciu (angl.
learning rate), m' — iteracijos numeris. Galimos dvi svoriy keitimo strategijos.
Vienu atveju svoriai wy, pakeic¢iami pagal (3.8) formulg pateikus i tinkla visus
mokymo aibés vektorius. Kitoje strategijoje svoriai w; pakeiCiami pagal (3.9)
formulg po kiekvieno mokymo aibés vektoriaus pateikimo i tinkla.
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3.1.5. Daugiasluoksniai tiesioginio sklidimo neuroniniai tinklai

Tinklai, turintys daugiau nei viena neurony sluoksni, kuriuose galimi tik
rys§iai i prieki i§ i€jimy i iS€¢jimus, yra vadinami daugiasluoksniais perceptronais
(angl. multilayer perceptrons) arba daugiasluoksniais tiesioginio sklidimo
neuroniniais tinklais (angl. multilayer feedforward neural networks). Kiekvienas
toks tinklas sudarytas i§ i¢jimy aibés, i$¢jimy neurony sluoksnio ir pasléptuy
neurony sluoksniy tarp i€jimy ir i§éjimy (3.4 pav.).

Woon T

p iEefimy

paslépt neuronal

11 {Ejitmg

3.4 pav. Tiesioginio sklidimo neuroninis tinklas

Tarkime, kad yra daugiasluoksnis neuroninis tinklas, kuriame yra L
sluoksniy, /=0,1,...,L , kur sluoksnis / = 0 zymi jéjimus, 0 / = L zymi i§é&jimus.

reikSmé y; /-tajame sluoksnyje gali buti apskai¢iuojama pagal (3.4) formulg.
[¢jimai x, | i-taji neurong /-tajame sluoksnyje atitinka i§¢jimus y, (/-1)-ajame
sluoksnyje. Tada (3.4) formulé tampa (3.10) formule.

y, =fi(ai)=fi(k%wikyk], i=1,..n (3.10)

Cia a; atitinka jéjimus | i-taji neurona, f;() — ju aktyvacijos funkcija, n,_; —
neurony skaicius ( /-1 )-ajame sluoksnyje.

3.1.6. ,Klaidos sklidimo atgal“ mokymo algoritmas

Taikant vienasluoksnio perceptrono mokymo idéja daugiasluoksniam
paklaidos ir aktyvacijos funkcijos yra diferencijuojamos, ieSkant minimalios
paklaidos gali biiti naudojama gradientinio nusileidimo strategija. Algoritmas,
kuris realizuoja gradientinio nusileidimo mokymo strategija daugiasluoksniam
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tiesioginio sklidimo neuroniniam tinklui, vadinamas ,.klaidos sklidimo atgal*
algoritmu (angl. back-propagation learning algorithm). Ji sudaro du zingsniai:

e ¢jimy reikSmiy ,,sklidimas pirmyn* i§ iéjimy i i§éjimy sluoksni;

e paklaidos ,,sklidimas atgal® i§ i§¢jimy | i€jimy sluoksni.

Tiek perceptrono mokyme, tiek ,klaidos sklidimo atgal® algoritme
naudojama mokymo su mokytoju strategija.

Naudosime (3.6) daling kvadratiniy sumy paklaida E/ (W), svoriai bus
keic¢iami pagal (3.9) formulg. Pirmame algoritmo Zzingsnyje i¢jimy reikSméms
X/ apskaitiuojamos i$¢jimy reik§més Y/. [vertinama paklaidos funkcija
E/(W) i8jimy sluoksnyje L. Tuo baigiama ,sklidimo pirmyn® fazé. Jei
paklaidos funkcija E/(W) nelygi nuliui, reikia keisti svoriy matrica AW .
Panasiai, kaip ir vienasluoksniame perceptrone pagal (3.11) formulg keiciami visi
svoriai w;, jungCiy, kurios jungia k-taji neurong (/-1 )-ajame sluoksnyje su i-
tuoju neuronu (/ )-ajame sluoksnyje.

) J
Aw) =-n1 2 (3.11)
owy,
Dalinés iSvestinés iSreiskiamos taip:
OE! O/ oal
S G (3.12)
OWy  Oal Owy
I8 (3.10) formulés gauname:
oal .
Sy (3.13)
an-k
Naudojant pazyméjima
. -/
of = 6— , (3.14)
oal
(3.13) ir (3.14) israiskas istacius i (3.12) ir (3.11) gauname:
OE .
5 = (3.15)

; i i € [ —ajam sluoksniui
Awy =-nd! y{ . . (3.16)
k € (I -1)—ajam sluoksniui
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I8¢jimy sluoksniui, t.y. kai neuronas i € L-ajam sluoksniui, turime:
. OE’ ine i e .
o/ :F:f '(al )y —t/) i eisejimy sluoksniui L (3.17)
a;
: . OE/ - L
Lieka problema, kaip rasti 8_’ pasléptiems neuronams, t.y. kai i e /-ajam

a;

sluoksniui, kai / < L . Naudojant dalines iSvestines bendru atveju galima parasyti:

OE’ R OE’/ éal

S5/ =
. -—
oa!  s=10al dal

1

(3.18)

: : : N . OE/ :
¢ia my,, Zymi neurony (/+1)-ajame sluoksnyje skaiciy. ISraiSka 6_f yra lygi

A
dydziui &/, apibréztam s-tajam neuronui (/+ 1 )-ajame sluoksnyje. Atsizvelgiant

oal ;
i (3.10) formul¢ gauname aa; = f'(al)w,;. Tada pasléptiems i-tiesiems
a

1

neuronams:

i esluoksniui / < L

5/ = f'al)s wys! (3.19)
s=1

s € sluoksniui / +1 -

I$ pradziy reikia apskaiCiuoti 6 reikSmes i$¢jimy sluoksnyje L pagal (3.17)
formulg. Tada palaipsniui skaiCiuoti & reikSmes pasléptiems neuronams
tarpiniuose sluoksniuose /< L naudojant (/+1)-mo sluoksnio & reikSmes
(3.19).

Kai visi svoriai pakei¢iami pagal (3.16) formulg, | tinklg pateikiamas
sekantis mokymo vektorius X/ ir procediira kartojama vél. Sustojimo kriterijus
gali biiti arba i§ anksto nustatyta paklaidos funkcijos slenksCio reik§mé, arba
atitinkamas atlikty iteracijy skaicius.

Norint pagreitinti mokymo procesa, yra koreguojama delta taisyklé (3.16),
pridedant tam tikra konstanta (angl. momentum term) (Haykin, 1999):

Awl (m") = -n&{ (m") ] (m") + aAw’, (m' 1),

¢ia o daZniausiai yra teigiama konstanta 0 <« <1, ir yra vadinama momentum
konstanta (arba reik§mé) (angl. momentum constant). Kai a = 0, gaunama (3.16)
formulé. Momentum reik§mé naudojama ,klaidos sklidimo atgal® mokymo
algoritme, norint i§vengti ,,uzstrigimo* lokaliame minimume ir pagreitinti tinklo
konvergavimo procesa. Mokymo procesas tampa labiau stabilus.
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3.2. Saviorganizuojantys neuroniniai tinklai

Saviorganizuojantys neuroniniai tinklai (zemélapiai) (angl. self-organizing
maps (SOM)) (Kohonen, 2001) dar vadinami Kohoneno neuroniniais tinklais
arba Kohoneno saviorganizuojaniais zemélapiais. Sio tipo neuroniniy tinkly
pavadinimas kilo i$ to, kad saviorganizuojantis Zemélapis, naudodamas mokymo
aibg, pats save sukuria (organizuoja). SOM tinklo esmé — duomeny topografijos
iSlaikymas. Taskai, esantys arti vieni kity i¢jimo vektoriy erdvéje, yra
atvaizduojami arti vieni kity ir SOM Zemeélapyje. SOM Zemelapiai gali bati
naudojami siekiant vizualiai pateikti duomeny klasterius, bei ieskant
daugiamaciy duomeny projekcijas i mazesnés dimensijos erdve, iprastai |
plokstuma.

M
——,
T&jirno wektorins

SO tinklas
2 (Zemélapis)

000
Q0O
00O
000

£y

3.5 pav. Dvimacio SOM tinklo schema

Saviorganizuojantis  neuroninis  tinklas  (SOM) yra  neurony
M:{m,-j,izl,...,kx,jzl,...,k }, i8déstyty dvimacio tinklelio (lentelés)
mazguose, masyvas. Dvimacio neuroninio tinklo schema parodyta 3.5 paveiksle.
Kiekvienas Zemélapio neuronas sujungtas su kiekvienu i¢jimo vektoriumi
(3.5 pav., kad jo neperkrauti, pavaizduotos tik pirmos Zemélapio eilutés jungtys
su iéjimo vektoriais). Galima sta¢iakampé arba SeSiakampé tinklo struktiira.

Keturkampes tinklo struktiros atveju, &, yra lentelés eiluciy skaicius, &, —
stulpeliy ~ skaicius.  Kiekvienas  n-matis mokymo aibés  vektorius
Xe{X I,X 2,...,X "1 mokymo metu yra susiejamas su vienu tinklo neuronu,
kuris taip pat yra n-matis vektorius. Mokymo pradzZioje vektoriy my;
komponentés generuojamos atsitiktinai. Kiekviename mokymo zingsnyje vienas
i§ mokymo aibes vektoriy X e {X D G ¢ "1 pateikiamas | tinkla. Randama,

iki kurio neurono m, vektoriaus X/ Euklido atstumas yra maziausias. Vektorius
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m, pavadinamas neuronu-nugalétoju. Neurony komponentés kei¢iamos pagal

formule:
m; < my; +h;(X—m,-j),
. a e+l-e e oA
Cia, h,-j- = , a =rnax[ ;0,01) (e — mokymo epochy skaicius, e —
m]ijc- +1 e

vykdomos epochos numeris, viena mokymo epocha — tai mokymo proceso dalis,
kai visus vektorius pateikiame tinklui po viena karta, ja sudaro m mokymo
zingsniy) (Dzemyda, 2001). Dydis 7, yra kaimynystés tarp neurony m, ir my;
eilé. Greta neurono-nugalétojo esantys neuronai vadinami pirmos eilés kaimynai,
greta pirmos eilés kaimyny esantys neuronai, iSskyrus jau paminétus — antros

eilés kaimynai ir t.t. Kiekvienos epochos metu perskaic¢iuojami tie neuronai m;,
1 c
kuriems 77; < max[a max(k,,k,),1].

Vienas i§ tinklo apsimokymo kokybés jvertinimo kriterijy yra kvantavimo

1 m
paklaida (angl. quantization error) Egoy =— X || X; =m;||. Tai vidutinis
Jj=1

atstumas tarp kiekvieno n-macio duomeny vektoriaus X/ = (x{,x5,...,x;) ir jo

vektoriaus-nugaletojo m, ;) , m — analizuojamy vektoriy skaicius.

3.3. Radialiniy baziniy funkcijy neuroniniai tinklai

Radialiniy baziniy funkciju (angl. radial basis function, RBF) neuroniniai
tinklai (Powell, 1985), (Broomhead, 1988), (Moody, 1989), (Haykin, 1999)
sprendzia pana$ius uzdavinius kaip ir daugiasluoksnis perceptronas. Radialiniy
baziniy funkcijy neuroniniai tinklai pasléptajame sluoksnyje naudoja radialines
bazines funkcijas. Bendru atveju abiejy tipy tinklai apraSomi bendra schema,
parodyta 3.6 paveiksle.

X =(x,....x,) yra j&imo vektorius, Y = (yy,...,y;) yra iS¢jimo vektorius.
Tikslas — apmokyti tinkla kuo geriau reaguoti i i€jimo vektorius.

Jei X/ =(x/,..,x)), j=L..,m yra i¢gimo vektoriai, Y/ =(y/,...,»}),

.....

1/ =(t1j,...,t6{,') yra trok§tama tinklo reakcija { duomeny vektorius X7/,

j=1,...,m. Nebitinai =Y’ baigus tinklo mokyma.



52 3. DIRBTINIU NEURONINIU TINKLU KONCEPCIJOS

Y1 ... Ya

[ 1

Meuroninis
tinklas

|1

X %

3.6 pav. Bendra neuroninio tinklo schema

Radialiné baziné funkcija ¢ , tai funkcija kurios reik§mé priklauso tik nuo
atstumy nuo tam tikro pradzios taSko, todél @(x)= ¢(||x||) , arba
d(x,c)= ¢(||x—c||). Naudojant  radialines bazines funkcijas paprastai
sprendziamas tam tikros » kintamyjy funkcijos Y = (y,(X),...,y,(X)), X eR",

YeRY, aproksimavimo pagal jos steb&jimo m argumenty taskuose X7/,
j=1..,m rezultatus tjz(tlj,...,té'), j=1..,m uzdavinys. Funkcija

aproksimuojama svorine, taip vadinamy radialiniy baziniy funkcijy, suma.
Radialiniy baziniy funkcijy metodo taikymo pradzia siejama su tikslia

duomeny imties interpoliacija daugiamatéje erdvéje. Panaudojant ir iSvystant

tikslaus interpoliavimo idéjas, gaunamas RBF neuroninis tinklas. Tinklo pagalba

sudaroma interpoliuojanti funkcija, kurioje baziniy funkcijy skai¢iy apsprendzia

ne mokymo imties dydis, bet atvaizduojamos funkcijos sudétingumas.
Realizacijos ypatumai:

1) Radialiniy baziniy funkcijy skai¢ius M parenkamas daug mazesnis uz
duomeny tasky skaiciy m.

2) Baziniy funkcijy centry radimas — mokymo proceso dalis.

3) Kiekviena baziné¢ funkcija gali turéti savus specifinius parametrus
(Gausinés bazinés funkcijos atveju, tai plotis o), kurie taip pat nustatomi
mokymo metu.

4) I svoring baziniy funkciju suma jtraukiami laisvieji nariai. Jie
kompensuoja baziniy funkcijy skai¢iaus sumazinima.
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Tuo budu gaunama tokia RBF neuroninio tinklo perdavimo funkcija
M
Vie(X) = _Z]ij¢j(X)+Wk0‘
]:

Laisvasis narys wy, gali biiti jtrauktas | suma pridedant papildomg bazing
funkcija ¢ =1:

B0 = X gy (). (3.20)
p:

RBF neuroninis tinklas, atitinkantis (3.20) funkcija parodytas 3.7 paveiksle.

y, iSéjimai

........

pasléptas sluoksnis,
sudarvtas i3 radialini
baziniy funkcij
: ]'u_ ¢:‘- ¢|

........

iéjimai
3.7 pav. RBF neuroninis tinklas

Gausinés funkcijos atveju:

X — ;|
#,(X) =exp| ———L— |,
207
¢ia p; yra radialinés bazinés funkcijos ¢; centro vektorius (x; € R");
| X = u; || —atstumas tarp vektoriy X ir ;.

Jeigu, pavyzdziui, yra Zinomas analizuojamy duomeny klasteriy skaicius
arba ji galima jvertinti, tai radialiniy baziniy funkcijy skaicius gali buti lygus
klasteriy skaiCiui, 0 x; — atitinkamo klasterio svorio centras.

RBF neuroniniy tinkly skirtumai nuo daugiasluoksnio perceptrono:
e Visi daugiasluoksnio perceptrono parametrai paprastai nustatomi vienu

metu, naudojant globalini mokyma su mokytoju. Radialiniy baziniy
funkcijuy neuroninis tinklas mokomas dviem etapais, pirmiausia mokymo
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be mokytojo metodais nustatant baziniy funkcijy parametrus, tada antrojo
sluoksnio svoriai nustatomi naudojant greitas tiesines mokymo su
mokytoju procediras.

e Daugiasluoksnis perceptronas gali turéti daugeli svoriy sluoksniy ir norima
sujungimy tarp sluoksniy biidg, nebiitinai naudojant visus imanomus
svorius. Tame paciame tinkle gali biti naudojamos jvairios perdavimo
funkcijos. Radialiniy baziniy funkcijy neuroniniai tinklai dazniausiai turi
paprasta architektiirg ir susideda paprastai i$ dviejy sluoksniy. Pirmajame
talpinami baziniy funkciju parametrai, antrajame formuojamos tiesinés
baziniy funkcijy kombinacijos.

3.4. Treciojo skyriaus iSvados

Norint atskleisti daugiamac¢iy duomeny struktiira, vien tik klasikiniy
vizualizavimo metody nepakanka. Siam tikslui sékmingai gali biti naudojami
dirbtiniai neuroniniai tinklai (Mao, 1995). Neuroniniai tinklai yra galingas
irankis, naudojamas tais atvejais, kai formali analizé yra sudétinga arba
neimanoma, tokiais, kaip atpaZinimas, netiesiniy sistemy identifikavimas.
Tyréjus neuroniniai tinklai domina gebéjimu pamégdZzioti Zmogaus smegeny
veikla ir galimybe mokytis bei reaguoti. Prisitaikymas arba mokymasis —
pagrindinis neuroniniy tinkly tyrimy objektas.

Siame skyriuje susistemintos esminés dirbtiniy neuroniniy tinkly
koncepcijos, kuriomis bus pasinaudota analizuojant neuroniniy tinkly galimybes
vizualizuoti daugiamacius duomenis: apibtidintas biologinis neuronas, pateiktas
dirbtinio neurono modelis, tinkly mokymo buidai, vienasluoksnio perceptrono
sandara, jo mokymo algoritmas, daugiasluoksniy tiesioginio sklidimo neuroniniy
tinkly sandara, ju mokymas ,klaidos sklidimo atgal“ algoritmu,
saviorganizuojantys neuroniniai tinklai, radialiniy baziniy funkcijy neuroniniai
tinklai.



Dirbtiniy neuroniniy tinkly taikymas
daugiamaciams duomenims
vizualizuoti

Tiesioginio sklidimo neuroniniai tinklai placiai taikomi klasifikavime,
klasterizavime, funkcijy aproksimavime, prognozavime, optimizavime. Kita
pastaruoju metu placiai vystoma taikymo sritis — tai daugiamaciy duomeny
vizualizavimas.

Pastaruoju metu buvo pasiiilytas didelis skai¢ius dirbtiniy neuroniniy tinkly
ir mokymo algoritmy daugiamaciams duomenims vizualizuoti (Mao, 1995),
(Kohonen, 2002), (Kraaijveld, 1995), (Sanger, 1989). Sie tiriamieji darbai gali
buti suskirstyti | dvi grupes (nors $is klasifikavimas néra labai tikslus). Pirmoji
grupé, tai nauji arba egzistuojantys neuroninio tinklo modeliai daugiamaciy
duomeny projekcijai. Sio tipo pavyzdziai apima saviorganizuojan&ius
neuroninius tinklus (Kohonen, 2001), (Kohonen, 2002), netiesinés projekcijos
metodus, netiesing diskriminanting analizg, pagrista paslépty neurony
funkcionalumu tiesioginio sklidimo tinklo klasifikatoriuose (Mao, 1995). Sie
tinklai atskleidzia idomias duomeny savybes, kurias ,nemato” klasikiniai
metodai. Todél, jie gali bati naudojami kaip nauji jrankiai ar papildomi buidai
daugiamaciy duomeny projekcijoms rasti. Antroji grupé tyrinétojuy iStyré
neuroniniy tinkly ir mokymo taisykliy savybes ir nustaté rySius tarp klasikiniy
metody ir neuroniniy tinkly. Buvo pastebéta, kad kai kurie neuroniniai tinklai

55
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faktiskai realizuoja duomeny projekcijos ir pozymiy iSskyrimo algoritmus.
Keletas klasikiniy duomeny projekcijos metody buvo realizuoti naudojant
neuroniniy tinkly struktiiras (Baldi, 1989), (Mao, 1995), (Oja, 1991),
(Sanger, 1989). Nors tokiy bandymy rezultate nebitinai gaunami nauji duomeny
vizualizavimo metodai, tokie tinklai i§ tikryjy yra pranasesni uz tradicinius
metodus:

a) dauguma mokymo algoritmy ir neuroniniy tinkly adaptuojasi prie
besikei¢ianciy salygu, vadinasi jie gali biiti pritaikyti realioms aplinkoms,
kur reikalingos prisitaikymo sistemos. Tokie algoritmai lengvai
realizuojami;

b) naudojant neuroninius tinklus, galima iSvengti trikumy, budingy
klasikiniams algoritmams.

4.1 paveiksle pavaizduota neuroniniy tinkly, naudojamy daugiamaciy
duomeny dimensijos mazinimui, bendra schema.

"t
‘s

pradiné erdvé

projektiné erdvé

neuroninis tinklas

4.1 pav. Neuroninis tinklas daugiamaciy duomeny vizualizavimui

Pastaraisiais metais daug démesio yra skiriama neuroniniy tinkly taikymo
galimybéms daugiamaciams duomenims vizualizuoti. 1991 metais Kramer
(Kramer, 1991) pasitlé netiesini pagrindiniy komponenciy analizés metoda
(angl. autoassociator model) tiesioginio sklidimo neuroninio tinklo mokymui ir
pritaiké metoda daugiamaciy duomeny projekcijos radimui. Jin ir kt. (Jin, 2000)
naudojo neuroninius tinklus kiny kalbos simboliy atpazinimui. Vieni pirmyjuy,
nagrin€j¢ neuroniniy tinkly taikyma daugiamaciams duomenims vizualizuoti,
buvo Oja (Oja, 1991), Usui (Usui, 1991). Taip pat dirbtiniy neuroniniy tinkly
plataus spektro taikymams vizualizavime skirtas ir tyrimas (Dzemyda, Kurasova,
Medvedev, 2007).

Yra pasiiilyta daug algoritmy tiesioginio sklidimo neuroninio tinklo, skirto
dimensijos mazinimui, mokymui. Saund (Saund, 1989) naudojo trijy sluoksniy
neuroninj tinkla su vienu pasléptu sluoksniu. Idrissi ir kt. (Idrissi, 2004) nagrinéjo
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daugiasluoksnio neuroninio tinklo taikyma daugiamaciams duomenims
vizualizuoti, tinklo mokymui naudojant jungtiniy gradienty metoda.

Pastaruoju metu stebima tendencija, kad MDS (daugiamaciy skaliy) tyrimus
vykdantys mokslininkai daznai atsiriboja nuo kity metody tyrimy, ar net
ignoruoja tuos metodus. Antra vertus, kity vizualizavimo metody tyrimuose néra
lyginimy ar sasajy su MDS tipo metodais. Siame darbe siekiama praplésti MDS
tipo metody realizacijas dirbtiniy neuroniniy tinkly taikymu, tuo biidu stiprinant
ry$§j tarp skirtingy vizualios duomeny analizés krypciy.

4.1. SAMANN metodas

Sammono projekcija (Sammon, 1969) (2.2.2 skyrius) yra netiesinis daugelio
kintamyjy objekty atvaizdavimo Zemesnio matavimo erdvéje metodas. Sammono
metodas minimizuoja projekcijos (Sammono) paklaidg Eg :

1 mz_l ’Z”: [d;v B d/IV ]2

Eg=—— v (4.1)
§Tmlom d* u=lv=p+1 d

X X dy Hv

pu=lv=p+l

Cia d;v — atstumas tarp n-maciy vektoriy X* ir XV, d,,, — atstumas tarp d-

maciy vektoriy Y# ir Y", i kuriuos projektuojami vektoriai X* ir XV (d <n).
Analizuojamy vektoriy skai¢ius lygus m.

Sammono algoritmo vienas i§ trikumy yra tas, kad atsiradus analizuojamy
vektoriy aibéje naujam taskui, norint ir ji atvaizduoti projektinéje erdvéje, reikia
perskaiCiuoti visy jau atvaizduoty tasky projekcijas. Mao ir Jain (Mao, 1995)
pasiilé Sammono paklaida minimizuoti naudojant tiesioginio sklidimo
neuroninius tinklus. Pasiiilyta specifiné ,klaidos sklidimo atgal“ mokymo
taisyklé, pavadinta SAMANN (Sammono algoritmas + dirbtiniai neuroniniai
tinklai (angl. Artificial neural networks, ANN)), kuri leidZia iprastam tiesioginio
sklidimo neuroniniam tinklui (4.2 pav.) realizuoti Sammono projekcija mokymo
be mokytojo budu. 4.2 paveiksle pavaizduotas neuroninio tinklo atskiras atvejis,
tirintis du i8¢jimus, ir skirtas analizuojamy duomeny projekcijos radimui
plok§tumoje. Detalesné informacija apie SAMANN algoritma pateikta5.1
skyriuje.

Disertacijos 5-8 skyriuose detaliau analizuojamos SAMANN metodo
vizualizavimo galimybés. Atvaizduojant daugiamacius duomenis | mazesnio
matavimo erdve, labiausiai domina keli §io netiesinio atvaizdavimo aspektai:
atstumai tarp atitinkamy vektoriy turi biiti maksimaliai iSlaikyti, pereinant i
mazesnio matavimo erdve (t.y. turi biiti kuo tikslesné daugiamaciy duomeny
projekcija ploks§tumoje); turi biiti i§laikyta pradinés duomeny aibés struktiira (t.y.
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visi taskai turi buiti atvaizduoti atitinkamai i ,,savo* vietas); galimybé vizualizuoti
naujus, ,,nematytus‘ taskus.

Pasléptas
[éjimai sluoksnis isejimai
4.2 pav. Tiesioginio sklidimo dviejy sluoksniy dirbtinis neuroninis tinklas
Sammono projekcijai

SAMANN algoritmu gautas irisy duomeny iSsidéstymas plokstumoje
pateiktas 4.3 paveiksle. 4.4 ir 4.5 paveiksluose pavaizduotos atitinkamai dviejy
trimaciy kuby ir 4-macio taisyklingo kubo projekcijos plokStumoje. IS 4.3, 4.4,
4.5 paveiksly matome, kad SAMANN metodas gerai iSlaiko atstumus tarp
atitinkamy tasky, projektuojant daugiamacius duomenis i plokS§tuma, ir iSlaiko
pradinés duomeny aibes strukttra. Kitos SAMANN tinklo galimybés bei metodo
analizé aprasomi 5, 6 ir 7 skyriuose.

1 -

0,8 A
0,6 -
04 A
O T
0 0.2 04 06 0a 1

4.3 pav. SAMMAN algoritmu vizualizuoti irisy duomenys (trys grupés)
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4.4 pav. SAMANN algoritmu gauta dviejy kuby projekcija plokstumoje

1(0,0,0,0)
2 (0,1,0,0)
3 (0,1,1,0)
4 (0,0,1,0)
5(0,0,0,1)
6 (0,1,0,1)
7(0.1,1,1)

8 (0,0,1,1)

R

9 (1,0,0,0)
10(1,1,0,0)
11(1,1,1,0)
12(1,0,1,0)
13(1,0,0,1)
14(1,1,0,1)
1501,1,1,1)

16(1,0,1,1)
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4.5 pav. SAMANN algoritmu gauta 4-macio taisyklingo kubo projekcija
plokstumoje

Kaip alternatyva SAMANN mokymo be mokytojo taisyklei, gali bati
naudojamas tiesioginio sklidimo neuroninio tinklo mokymas su mokytoju
standartiniu ,,klaidos sklidimo atgal* algoritmu. Tarkime, kad yra n-maciai taskai

X7, j=1,..,m. Sie taskai Sammono algoritmu atvaizduojami plokstumoje, t.y.

gaunamos tasky X/ projekcijos Y/ . Véliau taskai X/, j=1,...m, pateikiami {

tiesioginio sklidimo neuroninj tinkla kaip i{¢jimai, trokStamos i§éjimy reikSmes

imamos taskus X/ atitinkan¢iy tasky Y/ komponentés; tinklas apmokomas
standartiniu ,,klaidos sklidimo atgal algoritmu. Darbe (Ridder, 1997) SAMANN
algoritmas palygintas su dviem daugiamaciy duomeny projekcijos metodais
paremtais Sammono algoritmu: trianguliacija ir neuroniniu tinklu, apmokomu
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standartiniu ,klaidos sklidimo atgal* algoritmu. Darbe (Ridder, 1997) kaip
tiesioginio sklidimo neuroninio tinklo mokymo su mokytoju triikumas atZyméta
tai, kad procesas reikalauja didesniy programiniy resursy, nes susideda i§ dviejy
etapy: duomeny mokymui suformavimas Sammono algoritmu ir po to sekantis
tinklo mokymas tais duomenimis.

4.2. SOM tinklo taikymas daugiamaéiams duomenims
vizualizuoti

Saviorganizuojantis neuroninis tinklas yra tinkamas daugiamaciy duomeny
vizualizavimo {rankis, kuris ne tik gali daugiamacius duomenis atvaizduoti
plokStumoje, bet prie§ tai juos klasterizuoja. Tokiu budu tiksliau atskleidziama
duomeny struktiira. Darbe (Flexer, 2001) parodyta, kad SOM tinklas sékmingai
naudojamas ir klasterizavime, ir vizualizavime.

Po SOM tinklo mokymo, analizuojami vektoriai (mokymo aibés ar kity
duomeny) pateikiami | tinklg. Kiekvienam vektoriui randamas neuronas-
nugalétojas. Vektoriy pavadinimai (numeriai ar klasés pavadinimai) uZraSomi
tuose Zemélapio (lentelés) langeliuose, kuriuos atitinka juy neuronai-nugalétojai,
t.y. vektoriai iSsidésto tarp Zemélapio elementy. Tai galima laikyti kaip #-maciy
tasky iSsidéstyma plokStumoje, t.y. SOM tinkle daugiamaciai duomenys
transformuojami i tam tikra diskreCig struktiira. Tasky vieta plokStumoje nusako
tinklelio mazgai, t.y. eiluciy ir stulpeliy numeriai. Papras€iausiu atveju gaunama
lentelé (staCiakampés tinklo topologijos atveju), kurios langeliuose surasyti
analizuojamy vektoriy pavadinimai (4.1 lentelé).

4.1 lentelé. SOM lenteles ([4x4]) pavyzdys: analizuoti psichologiniy testy
duomenys (Dzemyda, 2001)

10, 11, 12, 17,18 14,15, 16
13, 21 19
1
2,3,4 20,22 23 5,6,7,8,9

Taciau tokia lentelé néra labai informatyvi, sunku pasakyti, kaip toli yra
vektoriai, esantys gretimuose lentelés langeliuose. Todél bitina ieskoti metody,
kaip pagerinti tokio vaizdo kokybe.

Unifikuota atstumy matrica (U-matrica) (angl. unified distance matrix) yra
vienas i§ populiaresniy SOM tinklo vizualizavimo metody. U-matricg sudaro
atstumai tarp kaimyniniy SOM neurony. Pvz. turint [1x5] tinkla [m,m,,...,ms]

(1 eiluté, 5 stulpeliai), U-matrica bus vienos eilutés ir devyniy stulpeliy vektorius
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[aty 14125 3 13 s Uy s Uy s Uy s Us | - Cla uy =||m; —my || yra atstumas tarp dviejy
kaimyniniy neurony, o u; yra specialiai apibréZta reik§meé, pvz. vidutinis

_Upy tzy

atstumas tarp kaimyniniy neurony: u; Radus U-matrica, jos

reikSmes reikia pateikti SOM tinkle. Darbuose (Ultsch, 1990), (Kraaijveld, 1995)
pasitlytas metodas, pagal kurj vidutiniai atstumai tarp kaimyniniy neurony yra
pateikiami pilkos skalés atspalviais (véliau imta naudoti ir kity spalvy skales). Jei
vidutiniai atstumai tarp kaimyniniy neurony yra mazi, tuos neuronus atitinkantys
tinklo langeliai spalvinami §viesia spalva; tamsi spalva reiskia didelius atstumus.
Taigi klasteriai yra nustatomi pagal Sviesius atspalvius, o ribos — pagal
tamsesnius (Kohonen, 2001), (Kohonen, 2002). 4.6 paveiksle, iliustruojanciame
U-matricg, matyti, kaip pirmos klasés irisai atsiskiria nuo kity dvieju; grieztos
ribos tarp antros ir trecios klasiy néra.

4.6 pav. U-matrica (analizuoti irisy duomenys)

DazZniausiai yra naudojama dvimaté¢ U-matrica, taciau darbe
(Takatsuka, 2001) siloma naudoti trimati SOM tinklo vizualizavima, kuris
padeda geriau atskirti susidariusius klasterius.

Kiekviena neurono komponenté atitinka skirtingas iéjimo vektoriaus
komponentes. Naudojant U-matricos vizualizavimo ideologija galima atvaizduoti
atskiras komponentes. Tokiu bidu gaunamos taip vadinamos komponenciy
plokstumos (angl. component planes) (4.7 pav.) IS paveikslo galima matyti, kokia
itaka daro viena ar kita komponenté.

SOM tinklo vizualizavimui gali biiti naudojamos histogramos. Histograma
parodo, kiek vektoriy priklauso klasteriui, apibréztam vienu neuronu. Yra keli
histogramy vizualizavimo bitidai, vienas i§ jy, gautas naudojantis NeNet
(http://koti.mbnet.fi/~phodju/nenet/Nenet/General.html), pateiktas 4.8 paveiksle.
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4.7 pav. Komponenciy plokstumos, analizuoti tik irisy: taurélapiy ilgiai (a),
taurélapiy plociai (b), vainiklapio ilgiai (c), vainiklapiy plociai (d)

4.8 pav. Neurony-nugalétojy histograma (analizuoti irisy duomenys)

Paminétyjyu SOM tinklo vizualizavimo metody trukumas tas, kad ne visada
aiskiai atskleidziama analizuojamy duomeny struktiira. Kartais gauty rezultaty
interpretavimas yra sudétingas uzdavinys. Todél kyla poreikis SOM tinklo
vizualizavimui ieskoti geresnio biido. Kadangi SOM neuronai yra daugiamaciai
vektoriai juos galima projektuoti | plok§tuma naudojant kuri nors daugiamaciy
vektoriy projekcijos metoda, pvz. Sammono projekcija (Sammon, 1969). Kaip
parodyta darbe (Kurasova, 2005), SOM tinklo jungimas su Sammono projekcija
yra vienas i$ efektyvesniy daugiamaciy duomeny vizualizavimo budy.

4.3. Hebbo mokymas ir jo taikymas
pagrindiniy komponeng¢iy radimui

Kaip jau buvo parodyta, pagrindinés komponentés gali blti naudojamos
daugiamaciams duomenims vizualizuoti. Darbe (Kvedaras, 1974) pateikti
pagrindiniy komponenciy radimo skaitiniai metodai. Dirbtiniai neuroniniai
tinklai, apmokomi Hebbo taisykle, taip pat gali biiti naudojami ieSkant
pagrindiniy komponenciy.
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Viena i§ dirbtiniy neuroniniy tinkly mokymo be mokytojo taisykliy, paremta
Hebbo teorija, yra vadinama Hebbo mokymo taisykle (angl. Hebbian learning).
Kiekvienas {¢jimo vektorius siejamas su vienu i§¢jimo vektoriumi. Siuo mokymu
siekiama, kad kuo dazniau i¢jimo aibé pateikiama duotajam neuronui, tuo
atitinkamas atsakymas yra stipresnis. Sinapsiy koeficientai (svoriai W) kinta
proporcingai koreliacijai tarp pries-sinapsinio X ir po-sinapsinio Y signaly.

Hebbo mokymo idéja: tarkime vektorius X7/ = (x;,x,,...,X,) yra neuroninio

.....

pateikiamas vektorius X/ +¢& artimas vektoriui X/, i§jimo vektorius turéty

biti Y/ +5 artimas vektoriui Y/ . Vektoriai X j, j=1,...,m, priklauso erdvei

R", o vektoriai Y/, J=L,...,m, priklausys erdvei R? (d <n). Bitent dél Sios

priezasties Hebbo mokymo taisyklé gali biiti taikoma daugiamaciy duomeny
dimensijai sumazinti, o kai d =2 ir jy atvaizdavimui plok§tumoje.
Pradzioje analizuokime vieno neurono atveji. Neurono i$¢jimo reik§mé

. n . . .
apskaiGiuojama taip: y/ = ¥ xjw, = (X’ Y'w, gia X/ — iéjimy vektorius-
k=1
stulpelis, (X J )T — vektorius-eiluté, tai transponuotas iéjimo vektorius-stulpelis

X/, W - svoriy vektorius-stulpelis, y/ — i§¢jimas. Tada mokymo (svoriy
keitimo) taisykle:

W(m'+1)=W(m'")+ny’ X’ arba
AW =iy’ X7 . (4.2)

¢ia 7 —mokymo greitis, m' — iteracijos numeris. Apskaic¢iuojame (4.2) formulés
vidurki pagal visus i€¢jimy vektorius, gauname:

(AW =n(pX) = (XX ). (4.3)
4.3) formuléje Zenklu <> Zymimas vidurkis,
(Xy=—2 y/ X/ = — 3 (X)X)) W)= (xxTW).
m j=| m j=|
Kadangi X ir W nepriklausomi dydziai, (4.3) formulé gali biiti paraSyta taip:
AWy =n(yX) = (XX )W), (44)

C=(XX T ) yra autokoreliaciné matrica.
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OofY  (gx) .. {xx,)
C= (x%x1> (x?) (xz.xn> @5)
) (xxy) o (XD

Matrica C yra simetriné matrica, pagrindinéje diagonaléje yra iéjimuy
komponenciy kvadraty vidurkiai. Jos nuosavy ortogonaliy vektoriy e, nuosavos
reikSmes A4, k=1,..,n yra teigiamos arba lygios nuliui ir yra lygties
Ce, = A, ¢, sprendiniai (Hassoun, 1995).

Normuota Hebbo mokymo taisyklé:

W (1) pasirenkame laisvai
W(m')+77ijj . (4.6)

W(m'+1) = —_
| W (m")+ny’ X7 ||

Naudojant vidutines svoriy keitimo reik§mes, (4.6) formule¢ galima pakeisti
wip: (7 sy =00+ nCOF ()
[ (m")) + nCW (m) |

reik§mei, gali bati uZraSyta: (W(m'+1))=

. Si formulé, esant didelei dydzio 7

CW (m'))

| C (m) ||
metodas (angl. power method) simetrinés matricos B maksimalia nuosava
B ' y
Balm) g
| Bey (m) |

klasikiniu metodu randama ir didZiausia nuosava reikSmé 4. Norint rasti kitas

O tai yra klasikinis

reik§me atitinkan¢iam nuosavam vektoriui rasti: e (m'+1)=

nuosavas reik§mes naudojamas taip vadinamas ,,i§siurbimo* metodas (angl
deflation method). Jame iSanalizuojamos matricos atimama matrica elelT ,
padauginta 1§ A4: B '=B—Jeel . Tuo paciu metodu randama matricos B'
didziausia nuosava reik§me, o tai bus antra pagal dydi matricos B nuosava

reik§mé. Tokiu pat biidu randamos ir kitos nuosavos reik§més (Hassoun, 1995).
Modifikuota Hebbo taisyklé yra vadinama Oja taisykle:

W (1) pasirenkame laisvai
W(m'+1)=W(m"+ny' X/ —n(’ Y w(m'). (4.7)
=W (m")+ (X7 ='W (m)y!
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Taigi, naudojant viena neurona, apmokoma Hebbo taisykle, galime rasti
pirmaja pagrinding komponente. Norint rasti d pirmyjy pagrindiniy komponenciy
galimi du budai, kuriuos ir aptarsime.

Sakykime, kad yra taskai X I,X 2,...,X " e R"; sprendziamas uzdavinys —

gauti juy projekcija erdvéje RY, t.y. taSkus Yl,Yz,...,Ym eRd, d < n . Pagrindiniy
komponenciy analizés (PCA) idéja — rasti sistema, sudaryta i§ d ortogonaliy
vektoriy  ir  transformuoti  vektoriy X =(x,x,,...,x,) 1  vektoriy
Y =(»,Y2,-y4) siekiant iSlaikyti duomeny struktirg (detaliau apie PCA
skaitykite 2.2.1 skyriuje).

Norint rasti d pirmyjy pagrindiniy komponenciy galima naudoti vieno
sluoksnio d neurony tinklg (4.9 pav.) ir atitinkamai modifikuoti Hebbo mokymo
taisykle.

4.9 pav. [¢jimo vektoriaus projekcija | d pirmqsias pagrindines komponentes

Sakykime, kad yra tinklas, sudarytas i§ d neurony. W, =(w;;,w;,,...,w;,) bus
jungciy i i-taji neurong svoriy vektorius. Y. H. Oja isplété savo (4.7) mokymo
taisykle neuroniniam tinklui, sudarytam i§ d neurony (4.9 pav.). Svoriy keitimo
taisyklé:

d
Awij :n(xj —kﬁ_llwkjykjyi. 4.8)
Kitg panasia taisykle pasitlé T. D. Sanger (Sanger, 1989):
i
AW,-J- :n(xj —kﬁ_llw,g-ykjyl-. 4.9)

Abi formulés (4.8) ir (4.9) yra identiskos Oja (4.7) formulei, kai 4 =1. Kai
d >1, jos tarpusavyje skiriasi tik virSutine sumavimo riba. Mokymo pabaigoje
gaunami svoriy vektoriai W, yra ortogonaliis. Kartais Oja taisyklé gali nerasti

matricos C nuosavy vektoriy krypCiy. Tacdiau tuo atveju, d svoriy vektoriai
konverguoja i toki pat poerdvi kaip ir matricos C d pirmyjy nuosavy vektoriy.
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Cia svoriy vektoriai priklauso nuo pradiniy salygy ir nuo duomeny pateikimo i
tinklg eilés. Sanger taisyklé yra nejautri pradinéms salygoms ir duomeny
pateikimo | tinkla tvarkai. Svoriai W; konverguoja | nuosavus vektorius e,
pirmo neurono (i=1) svoriy rinkinys lygus didziausia nuosava reikSmeg
atitinkan¢iam nuosavam vektoriui, W] =ze,.

Kitame pagrindiniy komponenciy radimo metode naudojamas vienasluoksnis
neuroninis tinklas, sudarytas i§ J neurony, su pagalbinémis jungtimis tarp
neurony (4.10 pav.).

4.10 pav. PCA neuroninis tinklas su pagalbinémis jungtimis

4.4. Kreiviniy komponenciy analizé

Saviorganizuojantys neuroniniai tinklai yra daugiamacdiy duomeny
vizualizavimo jrankis, kuris daugiamacius duomenis atvaizduoja ploksStumoje ir
atskleidzia duomeny struktiirg. SOM tinklas transformuoja turimus duomenis i
tam tikra fiksuota topologine struktiirg. Taciau, jeigu Si struktlira nesutampa su
vidine turimy duomeny struktiira, tai gautas atvaizdavimas nebus tikslus.
Kreiviniy komponen€iy analizés algoritmas (angl. curvilinear component
analysis, CCA) buvo pasiiilytas tam, kad pradiniy duomeny atvaizdavimas bty
patikimesnis (Demartines, 1997). CCA naudoja visiSkai nauja paklaidos funkcija
E (4.10). Algoritmas iSskaido duomeny daugdara ir suranda ty duomeny
projekcija maZesnio matavimo erdveje. Pasagos formos skirstinio projekcija
(pereinant i$ trimatés erdvés | dvimate), gauta CCA metodu, pateikta 4.11
paveiksle.

CCA algoritmas yra Kohoneno saviorganizuojanc¢iy neuroniniy tinkly
(SOM) patobulinimas. Galutiné atvaizduojamyjy duomeny struktiira néra i
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anksto fiksuota, bet yra tolydi erdve, kurios forma priklauso nuo pradiniy
duomeny podaugdario. Algoritma sudaro du atskiri zingsniai:

1) pradiniy duomeny vektoriy kvantavimas i K kvantuoty pradinés erdvés
poerdviy;

2) gauty kvantuoty vektoriy netiesiné projekcija.

4.12 paveiksle pavaizduota §i algoritmg realizuojancio tinklo struktiira ir
atvaizdavimo i$ trimatés erdvés | dvimatg pavyzdys. IS pradziy analizuojamos
atvaizduojamyjy duomeny struktiira ir pradiné projekcija, o véliau duomenys yra
projektuojami, atsizvelgiant | sukonstruota atvaizdavimg tarp pradinés erdvés ir
projektinés erdvés. Po mokymo tinklas turi galimybe projektuoti bet kurj kita
nauja vektoriy.

4.11 pav. CCA algoritmo pavyzdys: trimatés erdvés duomeny projekcija i
dvimate erdve

4.12 pav. CCA algoritmo tinklo struktiira

Tinklo pirmajame sluoksnyje atliekamas pradiniy duomeny vektoriy
kvantavimas, naudojant bet kuri vektoriy kvantavimo metoda (Ahalt, 1990).
Is¢jimo sluoksnis konstruoja netiesini atvaizdavima, siekiant minimizuoti
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strukttros skirtumus tarp kvantavimo erdvés ir projektinés erdvés. Tam yra
naudojama tikslo funkcija (Demartines, 1997):

1K K 2
E==¥%(d;—-d;) F(d;,4,), (4.10)
20 jri
¢ia d; atstumas tarp daugiamaciy vektoriy X' ir X/, d; - atstumas tarp

vektorius X' ir X/ atitinkan&iy dvimagiy vektoriy Y’ ir Y/ (i,j=1,..,m).

F(d;,A,) yra svorio funkcija, nuo kurios priklauso lokalios topologijos

iSlaikymas. Jos reikSmés yra intervale (0; 1). Svorio funkcija yra aprézta,
monotoniskai mazéjanti ir priklauso tik nuo atitinkamy atstumy tarp vektoriy
projektingje erdvéje. Biitent tuo CCA metodas skiriasi nuo tradiciniy MDS
metody.

CCA metodo id¢ja yra ta, kad démesys koncentruojamas | vektorius, kurie
maziausiai nutol¢ vienas nuo kito. Paklaidos funkcija, atsizZvelgiant { projektinés
erdvés vektorius, minimizuojama naudojant tokia procediira:

Yi=Vi

dy

Ay; =a()F (dy, A, Xdy —dy) )i,

a, . . . .
a(t)= 1_0t yra mokymosi parametras, priklausantis nuo laiko. Mokymo proceso
+

metu a(f) mazéja.

Lyginant su klasikiniu PCA metodu, CCA metodo privalumas yra tas, kad
duomenis, kurie yra pasiskirst¢ ne pagal normaluyji skirstinj, gali biiti atvaizduoti
labai tiksliai, naudojant netiesini atvaizdavima.

4.5. Kreiviniy atstumy analizé

Kreiviniy atstumy analizés (angl. curvilinear distance analysis, CDA)
metodas turi daug bendro su Kreiviniy komponenciy analizés metodu ir
Sammono netiesine projekcija (Lee, 2000), (Lee, 2004). Sio metodo skirtumas
nuo kreiviniy komponenc¢iy analizés yra tik tas, kad jis naudoja ne Euklidinius
atstumus, o tikrus kreivinius atstumus (kaip ir Isomap metodas, 2.2.2 skyrius).
Kaip ir CCA metodas, CDA pagrindinj démesj koncentruojama i atstumus tarp ty
tasky, kurie yra maziausiai nutole vienas nuo kito projektingje erdvéje. Tikslo
funkcija parodo, kaip tiksliai yra i§laikomi atstumai tarp analizuojamy vektoriy

pory:
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M=

K . 5
X (dy —dy) Fldy,4y),

N | —

ECDA =

)

J

¢ia d; kreivinis (arba geodezinis) atstumas tarp vektoriy pradinéje erdvéje.

4.6. Autokoderiai

Daugiasluoksniai koderiai (angl. encoders) yra tiesioginio sklidimo
neuroniniai tinklai su nelyginiu skai¢iumi paslépty sluoksniy (DeMers, 1993),
(Hinton, 2006b). Vidurinis pasléptas sluoksnis turi d neurony, o i€jimo ir i§¢jimo
sluoksniai turi po » neurony. Autokoderio (angl. autoencoder) schemos pavyzdys
pavaizduotas 4.13 paveiksle. Autokoderio tinklas (Hinton, 2006b) sudarytas lyg
i§ dviejy daliy: pirma dalis transformuoja daugiamatés erdvés analizuojamus
duomenis | mazesnio matavimo erdve, o antra dalys rekonstruoja pradinius
duomenis i§ gauty projekcijy. Tinklo mokymo proceso metu yra minimizuojama
vidutiné kvadratiné paklaida, gaunama tarp tinklo i¢jimo ir i$¢jimo reikSmiy.
Neuroninis tinklas apmokomas pradiniais vektoriais X', o tinklo vidurinio
pasléptojo sluoksnio neurony i$¢jimuose gaunamos analizuojamy duomeny
projekcijos Y’ d-matéje erdvéje, islaikant tikslia pradiniy duomeny struktiira.

Jeigu neuroninio tinklo modelyje naudojama tiesiné aktyvacijos funkcija, tai
autokoderiai yra labai panaStis | PCA metoda. Netiesiniam atvaizdavimui
dazniausiai yra naudojama sigmoidiné aktyvacijos funkcija.

(w '

I\

\

H

[,
[,
() '

Dekoderis

4.13 pav. Autokoderio struktiiriné schema

Daugiasluoksniai autokoderiai paprastai turi dideli jungciuy skaiciy. Todél
klaidos sklidimo atgal algoritmas konverguoja létai ir gali patekti { lokalyji
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minimuma. Sis trikumas yra pasalinamas, pries tinklo mokyma panaudojant taip
vadinamus ribotus Boltzmann mechanizmus (angl. Boltzmann restricted
machines, BRC) (Hinton, 2006b). BRC, tai neuroninis tinklas, turintis vieng
sluoksni, sudaryta i§ paslépty, nesujungty tarpusavyje neurony, ir kita matomuy,
nesujungty tarpusavyje, neurony sluoksnj (Hinton, 2006a), (Smolensky, 1986).
4.14 paveiksle pavaizduotas tokio tinklo modelis: tinklas i§ dviejy matomy
neurony ir keturiy paslépty neurony. BRC gali biiti naudojami neuroniniy tinkly,
sudaryty i§ didelio paslépty sluoksniy skai¢iaus, mokymui, naudojant
modeliuojamo atkaitinimo (angl. simulated annealing) metoda. Neuroninio
tinklo mokymui gali buti naudojami ir genetiniai algoritmai. Autokoderiy
mokymo procesas konverguoja labai létai, jeigu pradinés erdveés ir projektinés
erdvés dimensijos yra pakankamai didelés.

Darbe (Hinton, 2006a) yra pateikti pagrindiniai autokoderiy privalumai,
lyginant su pagrindiniy komponenciy metodu ir lokaliai tiesiniu atvaizdavimu.
Metodas yra efektyvus dirbant su didelés apimties duomeny aibémis.

4.14 pav. Ribotas Boltzmann mechanizmas

4.7. NeuroScale metodas

NeuroScale algoritmas yra Sammono projekcijos (2.2.2 skyrius)
modifikacija, kurioje panaudojami radialiny baziniy funkciju (3.3 skyrius)
tiesioginio sklidimo neuroniniai tinklai (Lowe, 1996), (Lowe, 1997). NeuroScale
naudoja papildomg informacija apie duomenis ir tos informacijos pagrindu gali
koreguoti analizuojamy duomeny projekcijas. Vizualizuojant duomenis,
algoritmas bando iSlaikyti analizuojamy duomeny geometring struktiirg ir
atstumus tarp atitinkamy vektoriy pradinéje erdvéje ir projektinéje erdvéje.

Sammono algoritmo vienas i§ triikumy tas, kad atsiradus analizuojamy
vektoriy aibéje naujam taSkui, norint ir ji atvaizduoti plokStumoje, reikia
perskaiciuoti visy jau atvaizduoty tasky projekcijas. NeuroScale algoritmas, kaip
ir SAMANN algoritmas (4.1 skyrius), tokio trilkumo neturi.
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NeuroScale metodas transformuoja daugiamatés erdvés vektorius | mazesnio
matavimo erdve, naudojant tiesioginio sklidimo radialiniy baziniy funkcijy
neuronini tinkla. Tinklo mokymo algoritmas sutampa su Sammono algoritmu
(2.2.2 skyrius), tik yra minimizuojama kita projekcijos paklaida:

m m
2
E=%% (6; _Hyi _J’j”) ;

i j<i

j» 0<a<l. s; — tai papildomos subjektyvios Zinios

(subjektyviis nepanasumai) apie kiekvienos vektoriy poros nepanasumus.

tia &, =(1-a)dy; +as

. . . . . . *
Kiekvienai vektoriy porai surandamas ne tik dj; ,

s;. Parametras « leidZia kontroliuoti subjektyvios metrikos jtaka tinklo

i8¢jimams. Kitaip sakant, « padeda surasti kompromisg tarp projekcijy su
mokytoju ir be mokytojo. Detalesnis algoritmo apraSymas yra pateiktas
literatiiroje  (Lowe, 1997), (Tipping, 1996). 4.15 paveiksle pavaizduotas
NeuroScale metodo schemos pavyzdys (Tipping, 1996).

bet ir subjektyviis nepanasumai

subjektyvi erdvé

[:1 — ﬂ}d:j 3= Q345 = ﬁij

aE oW

projektiné erdvé

reali erdveé RBF

4.15 pav. NeuroScale metodo struktiiriné schema

NeuroScale metodo privalumas yra tas, kad jeigu analizuojamy vektoriy
aibéje atsiranda naujas n-matis taSkas X, jis pateikiamas jau apmokytam tinklui,
tinklo i$éjime gaunamos tasko Y, kuris yra X projekcija, komponentés. 4.16(a)
paveiksle pateikti rezultatai, vizualizuojant irisy duomeny aibés 75 taSkus (po 25
taskus i8S kiekvienos klasés), o 4.16(b) paveiksle pateikti rezultatai, vizualizuojant
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visus aibés taskus, be papildomo tinklo mokymo. Tinklo ,,nematyti* taskai
plokstumoje ,,randa‘ vieta tarp savo klasiy taskuy.
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4.16 pav. NeuroScale metodo pavyzdys (vizualizuoti irisy duomenys): (a)
vizualizuoti 75 taskai; (b) vizualizuoti visi 150 tasky (kiti 75 taskai be papildomo
tinklo mokymo)

NeuroScale metodo vizualizavimo rezultatai yra Zymiai geresni, lyginant su
SOM arba ICA (Noel, 1998). Taciau Sis metodas yra neefektyvus, analizuojant
didelés apimties duomeny aibes (kai vektoriy skaicius didesnis nei 1000).

Kiti metodai

Kaip alternatyva SOM metodui (3.2 skyrius) buvo sukurtas generatyvinis
topografinis atvaizdavimas (angl. generative topographic mapping, GTM)
metodas (Bishop, 1997), (Bishop, 1998). Tai netiesinis pasléptu parametry
modelis. Dar vienas netiesinis daugiamaciy duomeny projekcijos metodas yra
Isotop (Lee, 2002). Tai SOM tinklo ir Sammono algoritmo junginys. Isotop
i§laiko tasky kaimynystés rySius ir geriau negu SOM tinklas iSlaiko duomeny
prading struktiira.

4.8. Dirbtiniy neuroniniy tinkly programinés
realizacijos

Siuo metu yra sukurta nemazai programiniy sistemy, kuriuose yra realizuoti
dirbtiniai neuroniniai tinklai. Vienos sistemos — tai universaliis statistikiniai
paketai, kuriuose be neuroniniy tinkly yra ir daug kity duomeny analizés irankiuy.
Kitos yra specifinés neuroniniy tinkly sistemos. Pastarosiose gali biiti realizuoti
vieno ar keliy tipy neuroniniai tinklai. Toliau pateikta keliy tokiy sistemy trumpa
analizé.
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Matematingje sistemoje Matlab (http://www.mathworks.com) yra
neuroniniy tinkly priemoniy paketas (angl. neural network toolbox), kuriame
yra {vairios:

e tinklo struktiiros sukiirimo funkcijos, kurias naudojant galima sukurti
vienasluoksni perceptrona, tiesioginio sklidimo pasirinkto skai¢iaus
sluoksniy neuronini tinkla, Hopfieldo rekurentini tinkla, radialiniy baziniy
funkcijy tinkla, saviorganizuojantj neuroninj tinklg ir kt.

e mokymo taisyklés (perceptrono mokymo, ,klaidos sklidimo atgal®
algoritmas, Hebbo mokymo, SOM mokymo ir kt.), ir kitos funkcijos.

Netlab Toolbox (http://www.ncrg.aston.ac.uk/netlab) yra Matlab
sistemos neuroniniy tinkly priemoniy paketas, kuriame yra realizuoti PCA
algoritmas, radialiniy baziniy funkcijy tinklai, Neuroscale metodas.

Priedai, realizuojantys neuroninius tinklus, yra ir kituose statistikiniuose
paketuose, pvz. STATISTICA: Neural Networks (www.statsofttinc.com),
SPSS Neural Connection (http://www.spss.com) ir kt.

Sistema PathFinder (http://www.zsolutions.com/pathfind.htm) —
tai dirbtiniy neuroniniy tinkly sistema, kurioje galima sukurti bei apmokyti dviejy
sluoksniy (paslépto ir i$¢jimy) tiesioginio sklidimo neuroninj tinkla. Tinklo
mokymui naudojamas ,.klaidos sklidimo atgal® algoritmas. Sukonstruota tinkla
galima apmokyti prognozuoti ir klasifikuoti duomenis.

Sistemoje SOM-PAK (http://www.cis.hut.fi/research/
som lvg pak.shtml) (Kohonen, 1996) pateiktos kelios funkcijos: neuroninio
tinklo pradinio zemélapio inicijavimui (mapinit, randinit, lininif), jo mokymui
(vsom), neurony-nugalétojy suzyméjimui juos atitinkanciais duomeny vektoriy
pavadinimais (vcal), zemélapio vizualizavimui (visual, planes, umat). Taip pat
yra funkcija (sammon), skirta daugiamaciams duomenims vizualizuoti Sammono
algoritmu.

Sistemoje  SOM-TOOLBOX (http://www.cis.hut.fi/projects/
somtoolbox/) (Alhoniemi, 2000) pateiktos funkcijos, sukurtos matematine
sistema Matlab 5; ji arba aukStesné jos versija yra biitina sistemos naudojimui.
SOM-TOOLBOX pakete yra zemélapio struktiiros sukiirimo, duomeny
paruoS§imo, duomeny nuskaitymo i§ failo, pradinio Zemélapio inicijavimo,
zemélapio suklirimo ir mokymo, jo neuronus-nugalétojus atitinkanciy vektoriy
pavadinimy suZyméjimo ir vizualizavimo bei kitos funkcijos.

Saviorganizuojantys neuroniniai tinklai realizuoti ir sistemose Nenet ir
Viscovery SOMine, SOM Option Pack (Davisor Chart)
(http://products.davisor.com/chart/index.html), Visipoint
(http://www.visipoint.£fi/), Viscovery® SOMine® - Self-Organizing
Maps (www.eudaptics.com/), Miner3D (http://www.miner3d.com/).
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RapAnalyst (www.raptorinternational.com) sistemoje yra galimybeé
analizuoti bei vizualizuoti duomenis, naudojant trys pagrindines dirbtinio
intelekto technologijas: dirbtiniai neuroniniai tinklai, genetiniai algoritmai ir
saviorganizuojantys neuroniniai tinklai.

4.9. Ketvirtojo skyriaus iSvados

Siame skyriuje analizuotos dirbtiniy neuroniniy tinkly galimybés
vizualizuoti daugiamacius duomenis, kadangi klasikiniai vizualizavimo metodai
kartais yra nepajégiis susidoroti su savo uzduotimis. Taciau yra ir neuroniniy
tinkly, kurie realizuoja duomeny projekcijos algoritmus — pagrindiniy
komponenéiy metoda ir Sammono projekcija. Siame skyriuje taip pat nagrinéti
kiti metodai, kuriuose dirbtiniai neuroniniai tinklai naudojami daugiamaciams
duomenims vizualizuoti: kreiviniy komponenciy analizé, NeuroScale metodas,
kreiviniy atstumy analizé.

Ne visi i§ nagrinéty neuroniniy tinkly leidzia naujy tasky vizualizavima be
tinklo permokymo. Taciau tokia galimybe turi, pavyzdziui, NeuroScale ir
SAMANN tinklai.

Naudojant specifini mokymo be mokytojo ,klaidos sklidimo atgal
algoritma, pavadinta SAMANN, ieSkoma tokio daugiamaciy tasky iSsidéstymo
plokstumoje, kad Sammono paklaida blity minimali. SAMANN tinklo mokymo
proceso konvergavimas yra labai létas, todél toliau §iame darbe ieSkoma budy,
kaip ji pagreitinti. Taip pat nagrinéjami Sio metodo privalumai ir trikumai, bei
galimybé vizualizuoti naujus taskus be papildomo tinklo mokymo. Metodo
privalumas yra tas, kad jis gali bliti naudojamas naujy analizuojamos aibés
vektoriy atvaizdavimui plokStumoje neperskaiciavus visy jau atvaizduoty tasky
projekcijy.



SAMANN neuroninio tinklo
mokymo problemos

Nustatant rySius tarp klasikiniy metody ir neuroniniy tinkly, buvo pastebéta,
kad kai kurie neuroniniai tinklai fakti§kai realizuoja duomeny projekcijos
algoritmus. Atliekant tyrimus, keletas klasikiniy duomeny projekcijos metoduy
buvo realizuoti naudojant reuroniniy tinkly struktiiras. Nors tokiy bandymu
rezultate nebitinai gaunami nauji projekcijos metodai, taciau tokie tinklai yra
pranasesni uz tradicinius metodus. Pavyzdziui, SAMANN neuroninis tinklas
(Mao, 1995), sukurtas Sammono netiesinés projekcijos algoritmui, turi naujy
duomeny vizualizavimo galimybe, t.y. leidzia surasti nauju tasky projekcijas be
papildomy skai¢iavimy. O tai yra savybé, kurios neturi originalus Sammono
algoritmas.

Pagrindiniai skyriaus rezultatai paskelbti §iuose straipsniuose: (Medvedev,
Dzemyda, 2005a), (Medvedev, Dzemyda, 2005b), (Medvedev, Dzemyda,
2006a).

5.1. SAMANN algoritmas

Sammono projekcija (Sammon, 1969) yra netiesinis daugelio kintamuyjy
objekty atvaizdavimo Zemesnio matavimo erdvéje metodas. Jo id¢ja: atvaizduoti

75
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daugiamacius vektorius mazesnio matavimo erdveje iSlaikant santykinai panasius
atstumus tarp vektoriy. Sammono metodas minimizuoja projekcijos paklaida
(Sammono paklaida) Ey:

1 mz—l m [d;v - d/zv ]2

Eg=—rr0 2 72 T (5.1
X X d," VEHE uv
u=lv=p+l1
Cia d;v — atstumas tarp n-maciy vektoriy X*# ir X", d,, — atstumas tarp d-

maciy vektoriy Y# ir Y", i kuriuos projektuojami vektoriai X* ir X" (d <n).
Analizuojamy vektoriy skai¢ius lygus m.

Sammono algoritmo vienas i§ triikumy yra tas, kad atsiradus analizuojamy
vektoriy aib¢je naujam taskui, norint ir ji atvaizduoti mazesnio matavimo
erdvéje, reikia perskaiciuoti visy jau atvaizduoty tasky projekcijas. J. Mao ir
A. K. Jain darbe (Mao, 1995) pasitlé Sammono paklaida minimizuoti naudojant
tiesioginio sklidimo neuroninius tinklus. Pasiiilyta specifiné ,klaidos sklidimo
atgal”“ mokymo taisyklé, pavadinta SAMANN, kuri leidZia iprastam tiesioginio
sklidimo neuroniniam tinklui (5.1 pav.) realizuoti Sammono projekcija mokymo
be mokytojo budu.

0 1 2
S0 O] (2) o0

paslépti

e sluoksniai L
iéjimai iséjimai

5.1 pav. Tiesioginio sklidimo trijy sluoksniy DNT Sammono projekcijai

Tarkime, kad X =(x;,x,,...,x,,) yra n-maciai vektoriai. Jie bus naudojami
tinklo mokymui, kaip i¢jimy reikSmés. Kiekviename mokymo zingsnyje
neuroniniam tinklui pateikiami du n-maciai vektoriai, o i$¢jimuose siekiama
gauti juy projekcijas d-matéje erdvéje, t.y. vektorius Y =(y,¥5,....,¥4), (d <n).
Apskai¢iuojami atstumi tarp neuroninio tinklo i$¢jimy, t.y. d-maciy tasky ir
nustatoma Sammono paklaidos reikSmeé Eg (5.1). Sios paklaidos pagrindu
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kei¢iami neurony svoriai. Norint gauti analizuojamy duomenuy projekcijas
plokstumoje, naudojamas SAMANN neuroninis tinklas turintis du i$€jimus.
Paiymékime j-otojo neurono i$¢jima  /-tajame sluoksnyje
yﬁ”, j=1..,m,1=0,.,L; ¢a n yra [-tojo sluoksnio neurony skaicius, L —
neurony sluoksniy skai¢ius. Neuroninio tinklo jéjimai — tai i€jimo vektoriaus
. (0) _ . . ;. . _ ai
komponentes, t.y. y.’ =x;, j=1,...,n . Jungties tarp i-tojo neurono (/—1)-ajame

)

sluoksnyje ir j-tojo neurono /-tajame sluoksnyje svori zymékime w( Jj-tojo

. . v v . v . /
neurono /-tajame sluoksnyje slenks¢io reik§me (angl. bias) pazymékime w% , 0

y(()l) =1. Kiekvieno neurono i§¢jimo reikSmei skai¢iuoti naudojama sigmoidiné

funkcija f (a)=1—_a, kurios reik§miy intervalas yra (0; 1); ¢ia a — visy
+e

neurony i¢jimy ir jy svoriy sandaugy suma. Taigi, j-tojo neurono /-tajame

sluoksnyje i8¢jimas iSreiskiamas taip y(l) = f[ > w(l) (l ])j, /=1,.,L.

Pakeiskime naudojamus Zyméjimus. Anks¢iau vektoriaus Y# komponentés
buvo Zymimos taip: Y* =(y{',y%,...,y5). Dabar virSutinis indeksas nurodo

sluoksnio numerj neuroniniame tinkle, tod¢l vektoriaus komponentes isreiskime

tokiu biidu Y* = ((£0), 2 (1) Ya (1)) -

Euklido atstumas a'/w tarp dvieju d-maciy vektoriy Y# ir YV

apskaiciuojamas pagal formulg:

1

d, = {k [(L)(ﬂ) (L)(V)T}z'

Atkreipkime démes; i tai, kad dél sigmoidinés funkcijos reikSmiy intervalo,
kiekvieno i§éjimo intervalas yra (0; 1). Jei i¢jimo reikSmiy intervalas yra platus,
tai naudojant projekcijos algoritma, neimanoma iSlaikyti atstumy tarp vektoriy.
Todél, visi i¢jimo vektoriai normuojami, norint suvienodinti atstumus tarp
vektoriy pradinéje erdvéje ir projektinéje erdvéje.

1

-1 m

ZZd

pu=lv=p+l

Pazymékime A= . Dydzio A4 reikSmé nepriklauso nuo tinklo,

taigi ji gali buti apskaiCiuota i§ anksto. Tuomet Sammono paklaida £, dviem
taSkams u ir v skaiCiuojama pagal (5.2) formulg, o visiems taskams pagal (5.3)
formule.
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. 2
[ ]
E, =2 _ , (5.2)
dyy
m=1 m
Eg=3 Y E, (5.3)
pu=lv=p+l

Dydis E,, yra proporcingas atstumy tarp x-tojo ir v -tojo vektoriy

pokyciams, todél jis labiau tinkamas svoriy keitimo taisykléms nustatyti. J. Mao
ir A. K. Jain daugiasluoksniam tiesioginio sklidimo tinklui pasitilé svoriy keitimo
taisykle, kuri minimizuoja Sammono paklaidq ir yra pagrista gradientinio
nusileidimo metodu.

I$¢jimo sluoksniui (/ = L) gauname:

O, :[GEW] od,, o P w-rPm]|
owy) |\ 0d,,, [ D) (1) — y(“(v)} oD
d —d L) (L)
_| pp yv][ (1) —yi (V)J>< (5.4)
d,uv dﬂV

x( 1@ Dy - 1@ )

Cia f '(a,(c’%) yra k-tojo elemento L-tajame sluoksnyje (iS¢jimo sluoksnyje)

sigmoidinés funkcijos iSvestine pagal $io neurono {¢jima (a; o):

fla ) ==y PP (5.5)
Tegu
(L) dyy =dyy (1) NG
S vy =-22-— P () - P )1, (5.6)
ﬂVd/lV
AP (1) =87 (o)1= " (wln” (w), (5.7)
AP ) =8P ) 1- 5P ) |5 0. (5.8)

Istacius (5.5)—(5.8) formules i (5.4), gauname:

O, )
D" A (= AP  0). (5.9)
Wi

Taigi iS¢jimo sluoksnio svoriy atnaujinimo taisyklé:
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oF _
Aw) =-n - {‘;) —n(AY (y (- APy ), (5.10)
ki

¢ia 7 —mokymosi grei¢io parametras.
Panasiai gaunamos bendros svoriy atnaujinimo taisyklés kiekvienam
pasléptam sluoksniui, /=1,...,L —1:

OE,, -
A i (G A VRV (OT () R CR Y

¢ia g
MY =60 | 1= () | w), (5.12)
MY =) 1-3 ) [ o), (5.13)
i
o ()= £ Y owf. (514
5(“(1/)_ A(”l)(v) o (5.15)

Kaip ir standartiniame ,.,klaidos sklidimo atgal*“ mokymo algoritme, dydziai
51(-1)( ) ir 5}1)(1/) keiciasi griztant i§ (/+1)-o0jo sluoksnio | /-taji sluoksnj,
atitinkamai x -tajam ir v -tajam vektoriams.

I$ (5.10) ir (5.11) formuliy seka, kad norint atnaujinti neuroninio tinklo
svorius, 1 tinkla tuo pat metu turi biiti paduota vektoriy pora. Tai galima padaryti
sukonstruojant du identiskus tinklus arba tiesiog laikyti atmintyje visus pirmojo
vektoriaus i§¢jimus prie§ pateikiant tinklui antraji vektoriy.

Apibendrinta SAMMAN algoritmo schema yra tokia:

1) Generuojamos atsitiktinés pradinés SAMANN tinklo svoriy reik§meés;

2) Atsitiktinai parenkama n-maciy vektoriy pora, kuri yra pateikiama
tinklui; apskaiciuojami tinklo parametrai;

3) Atnaujinami svoriai pagal (5.10) ir (5.11) formules ,,sklidimo atgal“
biidu, pradedant nuo i§é¢jimo sluoksnio;

4) Kelis kartus kartojami 2—3 Zingsniai; tokiu btidu tinklas apmokomas;

5) Tinklui pateikiami visi vektoriai ir apskaiCiuojami tinklo iSéjimai;
skai¢iuojama Sammono paklaida (5.1); jeigu jos reikSmé mazesné uz
pasirinkta slenkstj arba iteraciju skaiCius virSija nustatytaji, tuomet
algoritmas sustabdomas, priesingu atveju, vél pradedam nuo 2 zingsnio.
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Norint pagreitinti tinklo mokymo procesa, kartais svoriy atnaujinimo formulés
(5.10) ir (5.11) yra kei¢iamos, pridedant dar momentum reik§me (3.1 skyrius).

SAMANN algoritmo privalumas yra tas, kad jeigu analizuojamy vektoriy
aibéje atsiranda naujas n-matis taskas X, jis pateikiamas jau apmokytam
SAMANN tinklui, tinklo i$¢jime gaunamos tasko Y, kuris yra X projekcija,
komponentés. Zinoma, jeigu ty naujy tasky yra daug, po kaZkurio laiko tinkla
reikia permokyti, rasti naujas svoriy reikSmes.

Pastebésime, kad Sammono projekcijos algoritmui reikalinga informacija i§
karto apie visus analizuojamos aibés taskus, t. y. algoritmui turime pateikti visa
duomeny aib¢. SAMANN tinklui pateikiamos vektoriy poros. Tinklas jvertina
atstumus tarp ty dviejy taskuy (vektoriy), taciau saugoja ir koreguoja turimas
Zinias apie visos aibés taskus. Mokymo metu tinklui padavus nauja vektoriy pora,
koreguojama informacija apie visy mokymo aibés tasky tarpusavio iSsidéstyma.

Eksperimentams ir tyrimams buvo sukurta programiné SAMANN tinklo
realizacija.

5.2. Optimalios mokymo parametro reikSmés
nustatymas

Atvaizduojant daugiamacius duomenis mazesnio matavimo erdvéje, labai
svarbu pasiekti gery vizualizavimo rezultaty per trumpa laika, tinklo mokymas
turi bati efektyvus ir mokymo algoritmas turi greitai konverguoti. SAMANN
neuroninio tinklo mokymui reikia daug skaiCiuojamyjuy sanaudy, todél naujus
svorius ir tikslia duomeny projekcija siekiama gauti per trumpa laika.
Analizuojant SAMANN tinkla, pastebéta, kad projekcijos paklaida priklauso nuo
skirtingy parametry. Tyrimai parodé, kad norint pasiekti gery vizualizavimo
rezultaty, reikia teisingai parinkti mokymosi parametro 7 reikSme. Momentum

konstanta neturi didelés itakos Sio neuroninio tinklo mokymo procesui, todél
toliau Siame darbe jos reik§mé nagrinéjama nebus.

Iki Siol buvo teigiama (Mao, 1995), kad SAMANN algoritmas duoda
geriausius rezultatus, kai tinklo mokymosi parametro reikSmeé 7 imama i

intervalo (0; 1). J. Mao ir K. Jain (Mao, 1995) savo tyrimuose naudojo tokia
mokymosi parametro reikSme: 7 =0,7. Taciau tuo atveju tinklo mokymas vyksta

létai. Viena i§ galimy to priezasciy yra tai, kad SAMANN tinklo atveju intervalas

(0; 1) néra pats geriausias. Taigi tikslinga ieskoti optimalios neuroninio tinklo

mokymosi parametro reikSmes, kuri nebatinai turi biiti intervale (0; 1). Buvo atlikti

tyrimai su skirtingomis duomeny aibémis, kiekviena karta SAMANN tinklo

mokymui parenkant naujas mokymosi parametro reikSmes ir fiksuojant gautas

analizuojamy duomeny projekcijos paklaidas. Rezultatai buvo palyginti tarpusavyje.
Eksperimentams buvo naudojamos keturios duomeny aibés:
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e FiSerio irisy duomenys (iris dataset) (Fisher, 1936), kurie kartais
vadinami tiesiog irisais arba irisy duomenimis, yra klasikiniai testiniai
duomenys, naudojami daugiamaciy duomeny analizéje. Buvo iSmatuota
150-ies geliy irisy: vainiklapiy plociai (angl. petal weight), vainiklapiy
ilgiai (angl. petal height), taurélapiy plociai (angl. sepal weight),
taurélapiy ilgiai (angl. sepal height). Matuotos trijuy rusiy gélés: Iris Setosa
(I klas¢), Iris Versicolor (II klase) ir Iris Virginica (Il klas¢). Sudaryti 4-
maciai vektoriai. [vairias metodais nustatyta, kad pirmos klasés irisai
Latsiskiria® nuo kity dviejy klasiy (antros ir trecios). Antra ir trecia klasés
dalinai persipina.

e Sirumo duomeny aibé (salinity dataset) (Ruppert, 1980). Tai vandens
stirumo matavimai, t.y. druskos koncentracija. Aibg sudaro 28 keturmaciai
vektoriai.

e HBK duomeny aibé (dirbtiné duomeny aibé) (Hawkins, 1984). Tai 75
keturmaciai vektoriai, kurie sudaro 3 atskiras grupes. 1-10 taskai sudaro
vieng grupg, 11-14 — antra grupe ir like taskai — trecia.

e Atsitiktinai sugeneruoty vektoriy aibé. Aibg sudaro 200 keturmaciy

vektoriy X; = (x;1,....x;,) € R?, x; €(0;1).

Siame skyriuje (o taip pat 6-tame ir 7-tame skyriuose) buvo ieskoma
analizuojamy duomeny projekcijuy plokstumoje. Atliekant eksperimentus, buvo
nagrinéjamas vienasluoksnis tiesioginio sklidimo dirbtinis neuroninis SAMANN
tinklas, turintis viena paslépta sluoksni ir du i§éjimus (d=2). Visais atvejais buvo
imamas vienodas pasléptojo sluoksnio neurony skaiCius (n,=20), iteracijy
skaicius tinklo mokymui M=50000, o taip pat i§ anksto fiksuotas pradiniy svoriy
rinkinys. Neuroninio tinklo svoriy pradinés reikSmés buvo inicijuojamos
parenkant atsitiktines reikSmes i§ intervalo (—0,01;0,01). Neuroninio tinklo

mokymui naudojamas fiksuotas skai¢ius mokymo iteracijy. Viena iteracija — tai
mokymo proceso dalis, kai visas analizuojamos duomeny aibés vektoriy poras
panaudojame mokymui po vieng karta.

Buvo atlikti tyrimai su keturiomis keturmaciy vektoriy duomeny aibémis
atitinkamai su 28, 75, 150 ir 200 vektoriais (realios duomeny aibés: siirumo,
HBK, irisy; ir atsitiktinai sugeneruoty duomeny aibé). I$ pradziy buvo
nagrinéjama daugiamaciy duomeny atvaizdavimo tikslumo priklausomybé nuo
mokymosi parametro 7, kai 7e€(0;1). SAMANN tinklo mokymui buvo
naudojamos tokios 7 reiksmeés: 0,1; 0,3; 0,5; 0,7 ir 0,9. Gauti rezultatai rodo,
kad didéjant mokymosi parametro reikSmei, gaunama geresné¢ (mazesne)
projekcijos paklaida (5.2 pav.). Todé¢l, buvo atlikti tyrimai su didesnémis
mokymosi parametro reik§mémis, iSeinant uz intervalo (0; 1) riby. Rezultatai
iliustruojami 5.3 paveiksle. Pavaizduotos gautos paklaidos, atvaizduojant
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analizuojamus duomenis plokStumoje, kai r yra 1, 10, 20, 30, 40, 50, 60, 70, 80,
90 ir 100.
IS 5.2 ir 5.3 paveiksly matyti, kad geriausi rezultatai gauti, kai 7 >1, bei

mokymosi parametro optimali reik§mé nagrinéjamoms duomeny aibéms yra
intervale [10; 30]. Stirumo, HBK duomeny aibéms optimali mokymosi parametro
reik§mé yra 77 =10, irisy duomeny aibei — 77=30. Atsitiktinai sugeneruoty
duomeny aibei optimali mokymosi reikSmé gali biiti imama i§ intervalo [10; 40].
Esant tokioms mokymosi parametro reikSméms, gaunami geri vizualizavimo
rezultatai, duomenys vizualizuojami tiksliau. Taigi, esant fiksuotam iteraciju
skaiciui, geresni vizualizavimo rezultatai gali biiti pasiekiami per trumpesni laika,
negu imant mokymosi parametro reik§mes i§ intervalo (0; 1).

s 0035 4 0016 1
T 0,03 1 =
< 0025 | 5 0015 1
(1] _
o 002 A ©
Q_ -
_3 0.015 - N—-—-..__._ o @ 0014
E 001 4 S 0,013 4
.“0_-‘. 0,005 4 x
el 0 T ' ' ' 2 0012 T T T . ,
o
0 02 04 08 038 1 0 02 04 06 08 1
mokymosi parametras mokymosi parametras
(a) (b)
0035 - 01 1
[
g 003 1 2008 { O
® 0,025 1 = g
¥ 002 A g 0.06 1
9 0015 é 0.04 1
=001 Q
g = 0,02 4
0,005 A 5
E 0 r r r r s 0
0 02 04 06 0.8 1 0 02 04 06 08 1
mokymosi parametras mokymosi parametras
(c) (d)

5.2 pav. Projekcijos paklaidos priklausomybé nuo mokymosi parametro reik§més
n, ne(0;1) (a—sarumo, b — HBK, ¢ — irisy, d — atsitiktinai sugeneruoty

duomeny aibés)

Atliekant tyrimus buvo fiksuojamas algoritmo vykdymo laikas ir gautos
analizuojamy duomeny projekcijos paklaidos kiekvienos iteracijos metu. 5.4 —
5.11 paveiksluose parodytos minéty keturiy duomeny aibiy projekcijos paklaidos
priklausomybés nuo iteraciju skaiciaus, kai SAMANN tinklo mokymui buvo
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naudojamos skirtingos mokymosi parametro 77 reikSmeés. Paveiksluose parodyti
tik keli atvejai: 7=0,1, n=0,5, n=0,9 (5.4, 5.5, 5.6, 5.7 pav.), ir n=1,
n=10, n=30, n=50 (5.8, 5.9, 5.10, 5.11 pav.). 5.8(c) paveikslas patikslina
5.8(b) paveiksla, 5.8(c) paveiksle pavaizduotos tik pirmos 1000 iteracijy.
Lyginant 5.8(a) paveikslg ir 5.8(c) paveiksla matome, kad didéjant mokymosi
parametro reikSmei, projekcijos paklaidos mazéjimas vyksta Zymiai greiciau. O
tai rodo, kad didinant 7, galima gauti tikslesn¢ analizuojamy duomeny
projekcija per zymiai trumpesni laika ir pagreitinti SAMANN tinklo mokymo
procesa. 5.12 — 5.15 paveikslai iliustruoja nagrinéjamy duomeny aibiy paklaidos

priklausomybg¢ nuo skai¢iavimy laiko, kai SAMANN tinklo mokymui
naudojamos skirtingos mokymosi parametro reikSmes.
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s 0,03 - = 002
® 0,025 =
o 002 5 R
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5.3 pav. Projekcijos paklaidos priklausomybé nuo mokymosi parametro reik§més
n, n€[1;100] (a — sirumo, b — HBK, c — irisy, d — atsitiktinai sugeneruoty
duomeny aibés)

Eksperimentai parode, kad kuo didesné mokymosi parametro reikSme, tuo
greiiau pavyksta pasiekti gerus vizualizavimo rezultatus. Taciau, didéjant
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mokymosi parametro reikSmei, didéja paklaidos svyravimai, ir tai gali sukelti tam
tikry SAMANN tinklo mokymo problemuy.

IS 5.4 — 5.11 paveiksly matyti, kad didinant mokymosi parametro reik§me,
atsiranda paklaidos svyravimai (5.8(d), (e) pav. ir 5.9(c), (d) pav.), kurie gali
itakoti galutini duomeny projekcijos rezultata. Tai dar karta parodo, kad svarbu
nustatyti optimalias (tinkamas) mokymosi parametro reikSmes konkreciai
duomeny aibei, su kuriomis projekcijos paklaidos blity maziausios.
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5.4 pav. Projekcijos paklaidos priklausomybé nuo iteracijy skaiciaus (siirumo
duomeny aibei), n e (0,1)
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5.5 pav. Projekcijos paklaidos priklausomybé nuo iteracijy skaiciaus (HBK
duomeny aibei), n < (0,1)
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b)
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5.6 pav. Projekcijos paklaidos priklausomybé nuo iteracijy skaiciaus (Irisy
duomeny aibei), n € (0,1)
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5.7 pav. Projekcijos paklaidos priklausomybé nuo iteracijy skaiciaus (atsitiktinai

sugeneruoty duomeny aibei), n e (0,1)
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5.8 pav. Projekcijos paklaidos priklausomybé nuo iteracijy skaiciaus
(siirumo duomeny aibei), n €[1,100)
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5.11 pav. Projekcijos paklaidos priklausomybé nuo iteracijy skaiciaus
(atsitiktinai sugeneruoty tasky aibei), n <[1,100)
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5.2 pav. Projekcijos paklaidos priklausomybé nuo skaiciavimo laiko (siirumo
duomeny aibé), tinklo mokymui naudojant skirtingas mokymosi parametro reikSmes
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5.13 pav. Projekcijos paklaidos priklausomybé nuo skaiciavimo laiko (HBK
duomeny aibé), tinklo mokymui naudojant skirtingas mokymosi parametro reiksmes
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5.14 pav. Projekcijos paklaidos priklausomybé nuo skaiciavimo laiko (irisy
duomeny aibé), tinklo mokymui naudojant skirtingas n reik§mes
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5.15 pav. Projekcijos paklaidos priklausomybé nuo skaiciavimo laiko (atsitiktinai
sugeneruoty tasky aibé), tinklo mokymui naudojant skirtingas n reikSmes
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5.16 pav. Realiy duomeny aibiy projekcijos plokstumoje, apmokant SAMANN
algoritmq (a — sirumo, b — HBK, ¢ — irisy duomeny aibés)

5.16 (a, b, ¢) paveikslai iliustruoja stirumo, HBK ir irisy duomeny aibiy
projekcijas plok§tumoje, naudojant SAMANN algoritmg. Neuroninio tinklo
mokymui buvo naudojamos optimalios nagrinéjamy duomeny aibiy mokymosi
parametry reik§més. 1§ paveiksly matyti, kad skaifiuojant analizuojamy
daugiamaciy duomeny projekcijas SAMANN algoritmy pavyko gerai atvaizduoti
duomenis ploks§tumoje. Vizualiai matosi atskiros HBK ir irisy duomeny aibiy
grupés.

Papildomai buvo atlikti eksperimentai, kuriy tikslas nustatyti optimalia
mokymosi parametro reik§me ir pazitiréti, kaip ji keiciasi didéjant duomeny aibés
vektoriy skaiciui. Eksperimentai buvo atlikti su duomeny aibémis, sudarytomis i$
atsitiktinai sugeneruoty vektoriy: aibés sudarytos atitinkamai i§ 10, 20, 50, 100,
150 ir 200 keturmaciy vektoriy. Visy nagrinéjamy duomeny aibés vizualizavimui
buvo naudojami vienodi SAMANN tinklo parametrai: iteraciju skaicius
M=10000; paslépto sluoksnio neurony skaicius #,=20; momentum reik§mé 0,05;
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fiksuotas pradiniy tinklo svoriy rinkinys. SAMANN tinklo svoriy pradinés
reikSmés buvo inicijuojamos parenkant atsitiktines reikSmes i§ intervalo
(—0,01;0,01). Su kiekviena duomeny aibe buvo atlikta 12 eksperimenty su
skirtingomis mokymosi parametro reikSmémis 7 € (0,5;50). Buvo pasirinktos
tokios mokymosi parametro 7 reikSmés: 0,5; 0,7; 1, 5; 10; 15; 20; 25; 30; 35;
40; 50. Kiekvienai analizuojamai duomeny aibei buvo nustatyta optimali 7
reik§mé, t.y. reikSmé su kuria gaunama maziausia projekcijos paklaida. 5.17
paveiksle pavaizduoti gauti skai¢iavimy rezultatai. Skirtingoms duomeny aibéms
buvo gautos skirtingos mokymosi parametro reik§mes, priklausomai nuo aibés
vektoriy skaiCiaus. IS 5.17 paveikslo matyti, kad optimalios mokymosi parametro
reik§més analizuojamoms duomeny aibéms yra intervale (5; 30). Tyrimai parodé,
kad atsitiktinai sugeneruoty vektoriy aibei, didinant parametry skai¢iy, didéja
optimalios mokymosi parametro reik§més dydis.

40 A
35 A [0)
30 1 @ (0]

25
20
15 [0}
10
5100
0

mokymosi parametras

0 20 40 g0 g0 100 120 140 1860 180 200
vektoriy skaiéius

5.17 pav. Optimalios mokymosi parametro reikSmés priklausomybé nuo
duomeny aibés vektoriy skaiciaus

Nagrin¢jant SAMANN tinklo mokymo priklausomyb¢ nuo mokymosi
parametro 77 , eksperimentai parodé, kad optimali mokymosi parametro reik§me

yra intervale (5; 30). Pasirenkant tokias mokymosi parametro reik§mes galima
Zymiai sumazinti skai¢iavimy trukme (t.y. pagreitinti neuroninio tinklo mokymo
procesa) ir gauti gerus vizualizavimo rezultatus per trumpesni laika, esant
fiksuotam iteracijy skaiCiui. Mazos mokymosi parametro reik§més intervale
(0; 1) garantuoja stabily mokymo paklaidos maz¢jima didéjant iteracijy skaiCiui.
Tuo tarpu, kai mokymosi parametro reik§mé pasirenkama didesné (kai 7 >30),
pastebimi tam tikri paklaidos svyravimai (5.12, 5.13 pav.). Taciau Sie svyravimai
yra pakankamai mazi, kai mokymosi parametras pasirenkamas i$ intervalo
(5; 30).
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5.3. Penktojo skyriaus iSvados

Analizuojant SAMANN neuroninj tinkla pastebéta, kad projekcijos paklaida
ir tinklo konvergavimas priklauso nuo pasirinktos mokymosi parametro
reik§més. Eksperimentai parod¢, kad kuo didesné mokymosi parametro reikSme,
tuo greiciau pavyksta pasiekti gerus vizualizavimo rezultatus. Taciau, didéjant
mokymosi parametro reikSmei, didéja paklaidos svyravimai, ir tai gali sukelti tam
tikry SAMANN tinklo mokymo problemuy.

Nagrinégjant SAMANN tinklo mokymo proceso priklausomybg nuo
mokymosi parametro reikSmes (tiriant kelias duomeny aibes), eksperimentiskai
nustatyta, kad optimali mokymosi parametro reik§mé yra intervale (5; 30).
Pasirenkant tokias mokymosi parametro reikSmes galima Zymiai sumazinti
skai¢iavimy trukmeg ir gauti gerus vizualizavimo rezultatus per trumpesni laika,
esant fiksuotam iteracijy skaiciui. Mazos mokymosi parametro reik§més intervale
(0; 1) garantuoja stabily mokymo paklaidos mazéjima didéjant iteraciju skaiciui.
Tuo tarpu, kai mokymosi parametro reik§mé pasirenkama didesné, pastebimi tam
tikri paklaidos svyravimai. Taciau §ie svyravimai yra pakankamai mazi, kai
mokymosi parametras pasirenkamas i§ intervalo (5; 30). Jeigu tiriamai duomeny
aibei tinkama mokymosi parametro reik§mé yra nezinoma, tai SAMANN tinklo
mokymui geriausiai naudoti mokymosi parametro reikSme¢, pavyzdziui, i$
intervalo (1; 5). Pasirinkus ji tokiu biidu, galima iSvengti dideliy paklaidos
svyravimy, ir pagreitinti paklaidos konvergavima, t.y. gauti mazesn¢ paklaida
esant mazesniam neuroninio tinklo mokymo iteracijy skaiciui.



Lygiagrecios SAMANN
algoritmo realizacijos

Atliekant praktinius tyrimus, nustatyta, jog SAMANN neuroninio tinklo
mokymui reikia daug skai¢iuojamyju sanaudy. Si problema gali biiti i§spresta
naudojant paskirstytos atminties lygiagreCigsias sistemas ir taikant metodus
nuosekliems algoritmams i$lygiagretinti. Siame darbe pasiiilytas lygiagretus
algoritmas, leidziantis tinklo mokymui vienu metu naudoti keleta procesoriy.
Siuo atveju lygiagretusis algoritmas leidzia duotaji uzdavini i§spresti grei¢iau ir
iSspresti sunkesnius uzdavinius, nei tai galétume padaryti naudodami tik vieng
procesoriy.

Pagrindiniai skyriaus rezultatai paskelbti Siuose straipsniuose: (Medvedev,
Dzemyda, 2004a), (Medvedev, Dzemyda, 2004b), (Ivanikovas, Medvedev,
Dzemyda, 2007).

6.1. Lygiagretaus SAMANN algoritmo struktiira

Lygiagretus algoritmas iSskaido SAMANN tinklo mokyma | nuoseklias
(,,N“) ir iSlygiagretinamas (,,L.°) dalis. Kaip pavyzdi, naudosime tris vienody
parametry procesorius (procesoriy skaicius gali buti ir kitas). Dalj skaiciavimy
atliecka vienas procesorius, taip vadinamas procesorius-Seimininkas (duomeny
ivedimas, vektoriy normavimas, pradinis svoriy inicializavimas, Sammono

97



98

6. LYGIAGRECIOS SAMANN ALGORITMO REALIZACIJOS

paklaidos skai¢iavimas ir t.t.), o kitus pagrindinius skaiiavimus (svoriy
atnaujinimas, tinklo i$¢jimy skaiCiavimas) lygiagre¢iai vykdo keli procesoriai
(procesoriai-darbininkai). Skai¢iavimy schema pateikta 6.1 paveiksle. Mokymo
procesas yra iteracinis, todél 6.1 paveiksle parodytas ir griztamasis rysys.

(- ()

6.1 pav. Uzdavinio isskaidymas i nuoseklias ir islygiagretinamas dalis

Tarkime, kad yra daugiamaciai duomenys: X/ = (xlj ,x-z" X)), (X I e R™),

j=1..,m; m — analizuojamy vektoriy skai¢ius. Tikslas — rasti vektoriaus

X/ =(x{,x],..,x)) transformacija Y’/ =(y{,yJ,...y}), d<n, maZesnés

dimensijos erdvéje R? (miisy atveju R?).

Lygiagretaus SAMANN algoritmo struktiira:

e Neuroninis  tinklas  apmokomas  m-maciy  vektoriy  poromis

(X', X7),i,j=1,...,m,i# j, naudojant M iteraciju. Siuo konkrediu atveju,
viena iteracija — tai mokymo proceso dalis, kai visas analizuojamos
duomeny aibés vektoriy poras panaudojame mokymui po vieng karta.
Atliekamas analizuojamy vektoriy normavimas, kad maksimalus atstumas
tarp tinklo mokymui naudojamy vektoriy bity lygus vienam. Pries§
neuroninio tinklo mokyma pasirenkame kiek procesoriu p naudosime ir {
kelis blokus skaidysime pradiniy duomeny masyva (jeigu procesoriy
skaiCius yra p, tai duomeny masyva dalinsime i p-1 bloky).

Kiekviename mokymo zingsnyje neuroniniam tinklui pateikiami du

analizuojamos duomeny aibés vektoriai X* ir X" . Kiekvienas i§ p-1
procesoriy, kuris vykdo tinklo svoriy reikSmiy skai¢iavimus, sukuria du
identiSkus neuroninius tinklus ir visus skai¢iavimus toliau atlieka savo
lokaliojoje dalyje. Algoritmo realizavimo metu kiekvieno neurono i§é¢jimo
reikSmés yra saugomos atmintyje abiem vektoriams.

Kiekvienos iteracijos pradzioje pradiniy duomeny masyvas

X= {X = (xli,xé,...,x,’; ),i =1, 2,...,m} atsitiktiniu biidu permaiSomas, taip



6. LYGIAGRECIOS SAMANN ALGORITMO REALIZACIIOS 99

kad kiekviena karta skaiCiavimai bty atliekami su skirtingomis vektoriy
poromis. Nulinis procesorius p, (procesorius-Seimininkas) paskirsto

duomenis tarp likusiyjy p-1 procesoriy. Pradinés duomeny aibés elementai
dalijami i vienodo (arba beveik vienodo) dydzio blokus. Todél procesoriai
kiekvieng karta gauna tokio pat dydZzio skirtingy duomeny blokus. Pateikus
vektorius procesoriams, toliau skai¢iuojami tinklo i§éjimai, t.y. procesoriai
vykdo SAMANN algoritma. Sie i§¢jimai yra naudojami atnaujinant
atitinkamus tinklo svorius (pagal (5.10), (5.11) formules), pradedant nuo
i8é¢jimo sluoksnio. Visi procesai atlieka skai¢iavimus lygiagreciai ir tik su
lokaliais (jiems paskirtais) duomenimis. Po $io etapo kiekvienas i§ p-1
procesoriy jau turi savo lokaliosios dalies svoriy W rinkinius ir nusiuncia
juos nuliniam procesoriui p, . Nulinis procesorius gauna neuroninio tinklo

svoriy reik§mes i$ procesoriy-darbininky, atnaujina svorius (5.1 skyrius,
(5.10) ir (5.11) formulés), skai¢iuodamas vidurkj tarp atsiusty p-1 svoriy
komplekty, ir nusiunéia atnaujintas svoriy reikSmes atgal visiems
procesoriams. Naudojant ka tik apskaiCiuotus svorius, randami viso tinklo

i8éjimo vektoriai Y/ = (ylj,y{),j =1,...m.

e Po kiekvienos iteracijos tinklo j&jimo ir gauti i§¢jimo vektoriai naudojami
projekcijos (Sammono) paklaidai £; (5.1) skai¢iuoti.

Pastebésime, kad pereinant nuo nuosekliojo algoritmo prie lygiagretaus
algoritmo, skaiciuojamieji kastai sumazéja dél to, kad skirstant duomenis tarp
procesoriy, sumazéja vektoriy pory, pateikiamy neuroniniam tinklui, skaicius.
Tai atsitinka dél to, kad prading duomeny aibg¢ turime skaidyti i blokus. Tokiy
bloky skai¢ius lygus k=p—1, kur p — bendras procesoriy skaiCius. Jeigu
m(m—1)

2

nuosekliajame algoritme tinklo mokymui naudojama vektoriy pory

(visos galimos vektoriy poros, kai m — tinklo mokymui naudojamy vektoriy
skaiCius), tai skaiCiuojant lygiagreCiuoju algoritmu, vieno duomeny bloko
—k)

vektoriy pory skaicius, kuriais apmokomas tinklas, yra %

. Gauname, kad
naudojant p procesoriy, vieno bloko vektoriy pory skaiCius, lyginant su
nuosekliuoju algoritmu, sumazéja mazdaug k” karty (kai m yra pakankamai

didelis):
m(m—1)
. 2 _ 2
Ly =
2k2
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Kita wvertus, negalima tikétis, kad svoriy vidurkinimas, skaiciuojant
lygiagreciuoju algoritmu, duoty ta pati rezultatj kaip ir skai¢iuojant nuosekliuoju
algoritmu.

6.2. Lygiagretaus SAMANN algoritmo tyrimas

Algoritmo testavimui buvo naudojama irisy duomeny aibé (Fisher, 1936).
Aibe sudaro 150 vektoriy (3 klasés po 50 vektoriy). Si aibé yra nedidelé, taciau
gerai tinka lygiagretaus SAMANN algoritmo tyrimams, nes yra Zinoma duomeny
aibés struktiira.

Analizuojant lygiagretyji SAMANN algoritmg, buvo nagrinéjamas
vienasluoksnis tiesioginio sklidimo dirbtinis neuroninis tinklas, turintis du
i8¢jimus (d =2). Visais atvejais buvo imamas vienodas pasléptojo sluoksnio
neurony skaicius (7,=10) ir mokymo greicio parametras (7 =0,7), o taip pat
fiksuotas pradiniy svoriy rinkinys ir fiksuotas iteracijy skaic¢ius A=25000.
Lygiagretaus algoritmo efektyvumui eksperimentiskai ivertinti buvo naudojamas
kompiuteriy tinklas, valdomas MPI (angl. Message-Passing Interface)
bibliotekos sukurta aplinka (Ciegis, 2005), (Quinn, 2004). Esant toms pacioms
pradinéms salygoms, skaiciuojant lygiagreciuoju algoritmu, atlikti tyrimai, kai
p=2, 3, 4 (tyrimams buvo naudojami homogeniniai kompiuteriai), ir
apskaiCiuotos analizuojamy duomeny aibiy projekcijos paklaidos (Cia p yra
bendras procesoriy skaiCius, t.y. pagrindiné analizuojamy duomeny aibé
dalinama | p-1 bloky). Gauti rezultatai palyginti su nuosekliojo algoritmo
rezultatais ir pavaizduoti 6.2 ir 6.3 paveiksluose. Lygiagretus algoritmas, kai p=2,
i§ tikryjy tinklo mokymui naudoja visus analizuojamos duomeny aibés vektorius,
ir buvo pasirinktas tik palyginimui su nuosekliuojo algoritmo rezultatais. I§ 6.2 ir
6.3 paveiksly matyti, kad skaiiuojant nuosekliuoju algoritmu ir lygiagre¢iuoju
algoritmu (kai p=2) gauti labai panasus projekcijos rezultatai, kadangi neuroninio
tinklo mokymui buvo naudojama tiek pat vektoriy pory. Skaiciuojant
lygiagreCiuoju algoritmu (kai p=3 ir p=4), esant fiksuotam iteracijy skaiciui,
gaunamos didesnés projekcijos paklaidos, lyginant su nuosekliojo algoritmo
skai¢iavimo rezultatais. Didéjant procesoriy skai¢iui (6.2 pav., kai p=3 ir p=4),
esant fiksuotam iteracijy skaiCiui, skaiciavimy laikas sumaz¢ja nezymiai, nes
didé¢ja duomeny persiuntimo kastai, reikalingi analizuojamos duomeny aibés
projekcijos paklaidai apskaiciuoti. Nuoseklioju algoritmu gaunamos mazesnés
projekcijos paklaidos lyginant su lygiagreciuoju algoritmu, kai p>3, nes
atskiras procesorius disponuoja viename mokymo zingsnyje mazesniy vektoriy
pory skai¢iumi nei nuoseklus. SkaiCiuojant lygiagreCiuoju algoritmu pavyko
sutaupyti skai¢iavimo laika, nes tinklo mokymo imtis buvo dalinama i atskirus
blokus.
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6.3 pav. Paklaidos priklausomybé nuo iteracijy skaiciaus (irisy duomeny aibé)

6.4 paveiksle pavaizduota irisy duomeny aibés projekcija plokStumoje,
skaiCiuojant lygiagreCiuoju algoritmu, kai naudojami 3 procesoriai. Lygiagretus
algoritmas gerai atvaizdavo prading duomeny aibg i plokS§tuma, vizualiai matosi
visos trys klaseés.
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6.4 pav. Irisy duomeny aibés projekcija plokstumoje, skaiciuojant lygiagreciuoju
algoritmu, kai naudojami trys procesoriai

I§ 6.2 paveikslo matyti, kad, pavyzdziui, esant 2500 sek., nuoseklus
algoritmas (skaifiuojant vienu procesoriumi) davé panaSias paklaidas, kaip ir
skaiiuojant lygiagreCiuoju algoritmu dviem procesoriais. Skaifiuojant
lygiagreciuoju algoritmu, kai naudojami 3 ir 4 proceriai, projekcijos paklaidos
gavosi blogesnés. Taigi, i§ 6.2 ir 6.3 paveiksly matyti, kad skai¢iuojant pateiktu
lygiagreciuoju algoritmu nepavyko pagerinti analizuojamy duomeny projekcijos
rezultaty ir (arba) pagreitinti skaiiavimy. Taciau gauti rezultatai leidzia daryti
iSvadas, kad kuriant naujas efektyvesnes lygiagre¢ias SAMANN algoritmo
modifikacijas bitina siekti mazinti duomeny persiuntimo kastus ir racionaliai
atlikti atskirais procesoriais apskaiciuoty tinklo svoriy apjungima.

6.3. Lygiagretaus SAMANN tinklo svoriy apjungimas

Papildomai buvo atlikti tyrimai, kuriy tikslas buvo nustatyti, koks svoriy w
apjungimo metodas yra geriausias ir kaip jis jtakoja projekcijos rezultatus.
Tinklo svoriy atnaujinimui buvo naudojamos tokios taisyklés:

W+ w . . .
Wi w= % , t.y. naudojamas svoriy vidurkinimas;

W2: 1§ wyir w, pasirenkamas tas svoriy rinkinys, su kuriuo projekcijos
paklaida Eg maziausia.

Algoritmo testavimui buvo naudojama irisy duomeny aibé (Fisher, 1936).
Parinkti tokie SAMANN tinklo parametrai: vienasluoksnis tiesioginio sklidimo
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dirbtinis neuroninis tinklas, turintis du i$éjimus (d=2), vienodas pasléptojo
sluoksnio neurony skai¢ius (1#,=10), mokymosi grei¢io parametras (7=0,5), o
taip pat fiksuotas pradiniy svoriy rinkinys. Iteraciju skaiCius, skaiciuojant
nuosekliuoju algoritmu: M=200000, ir skaiCiuojant lygiagreciuoju algoritmu:
M=500000.

Esant toms pacioms pradinéms salygoms, skaiciuojant lygiagreciuoju
algoritmu, buvo atlikti tyrimai su 3 vienodais procesoriais (procesorius-
Seimininkas ir du procesoriai-darbininkai), dalinant analizuojama aibg i dvi dalis,
ir apskaiCiuotos duomeny aibés projekcijos paklaidos. Rezultatai palyginti su
nuosekliojo algoritmo rezultatais (6.5 pav.). 6.5 paveiksle pavaizduoti rezultatai
skaiciuojant nuosekliuoju algoritmu ir lygiagreciuoju algoritmu (lygiagretus
algoritmas W1 —tinklo svoriy atnaujinimui naudojamas paprastas vidurkinimas;
lygiagretus algoritmas W2 — svoriy atnaujinimui naudojama W2 taisykle, t.y.
pasirenkamas tas svoriy rinkinys su kuriuo projekcijos paklaida yra maziausia).
IS 6.5 paveikslo matyti, kad naudojant paprasta vidurkinimg (W1) Siek tiek
geresni analizuojamos duomeny aibés projekcijos rezultatai gaunami greiiau,
nors §iuo atveju tai nelabai jtakoja projekcijos tiksluma.
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6.4. Nauja lygiagretaus SAMANN
algoritmo modifikacija

Atsizvelgiant { prie$ tai gautus rezultatus, buvo pasiiilyta kita, modifikuota,
lygiagretaus SAMANN algoritmo realizacija. 1§ pradziy algoritmas buvo
realizuotas naudojant tris homogeninius procesorius (procesorius-Seimininkas ir
du procesoriai pagrindiniams skaiCiavimams). Skaiiavimai buvo atlickami,
naudojant vieng procesoriy (pseudo lygiagretinimas), modeliuojant lygiagrecius
skai¢iavimus.
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Lygiagretaus algoritmo mokymo procesa sudaro du etapai:

Pirmas etapas: Kiekvienos iteracijos pradzioje nulinis procesorius (pg)
atsitiktiniu bidu permaiso pradini duomeny masyva
A=X= {Xl- = (X}, X0 ey Xy )y 0 = 1,...,m} , padalina ji i dvi vienodas arba beveik
vienodas dalis (aibés 4, ir 4, ), ir paskirsto tarp likusiy procesoriy p; ir p,.

Konstruojami du identiSki neuroniniai tinklai. Kiekvienas tinklas
apmokomas atitinkama duomeny aibés dalimi 4; arba 4,, naudojant M,
iteraciju. Si procesa vykdo lygiagreciai du procesoriai, pirmasis SAMANN tinklo
mokymui naudoja aibés 4, vektorius, antrasis aibés A, vektorius. Po tinklo
mokymo (M, iteracijy) gaunami kiekvieno atskiro tinklo svoriy rinkiniai W, ir
W, , i8¢jimo vektoriai ir atitinkamos visy duomeny aibés A4 vektoriy projekcijy
paklaidos Eg, ir Eg,, kurias daro atitinkami duomeny aibémis A4, ir 4,
apmokyti tinklai, kai i tuos tinklus pateikiami visi aibés 4 vektoriai.

Antras etapas: Toliau skaiCiavimus atlieka vienas procesorius po. 1§ dvieju
svoriy rinkiniy W, ir W, paliekamas tas, su kuriuo projekcijos paklaida yra
maziausia. Naudojant gautus svoriy rinkinius, neuroninis tinklas toliau
apmokomas visais duomeny aibés A vektoriais (M, iteracijy). SkaiCiuojami
tinklo i§¢jimai ir projekcijos paklaida visiems aibés 4 vektoriams.

Anksciau apraSytas procesas gali biiti kartojamas daug karty, tol, kol
Sammono paklaidos reik§mé taps mazesné uz pasirinktg slenkstj arba iteracijy
skaiCius virSys nustatytaji (M5). Iteraciju skaiCius M; rodo, kiek karty kartojami
pirmas ir antras lygiagretaus algoritmo mokymo proceso etapai. Po kiekvienos
iteracijos M; aibés 4, ir 4, turéty biti sudaromos i§ naujo. Siame darbe
apsiribota paprasciausiu atveju, be tokio kartotinumo.

Eksperimentuose buvo naudojamos trys duomeny aibés:

1. Irisy duomeny aibé (Fisher, 1936). Aibe sudaro 150 4-maciy vektoriy.

2. Jonosferos duomeny aibe (Sigillito, 1989), (Blake, 1998). Aibg sudaro 351
34-maciy vektoriy. Duomenys gauti naudojant radiolokacijos jrenginj,
kuris nustato laisvy elektrony buvima jonosferoje.

3. ,,Austra“ duomenuy aibé (Australian Credit Approval, 2007). Aibg sudaro
690 14-maciy vektoriy apie kreditines korteles ir ju panaudojima.
Kiekvienas vektorius priklauso vienai i§ dviejy klasiy.

Atliekant eksperimentus buvo nagrinéjamas vienasluoksnis tiesioginio
analizuojamas aibes, buvo naudojami tokie SAMANN tinklo parametrai:
pasléptojo sluoksnio neurony skaicius 7,=20 (irisy aibés duomenims) ir #,=10
(jonosferos ir ,,austra® duomeny aibiy duomenims); mokymosi parametras 7 =5 ;
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momentum reik§me 0,05 ir fiksuotas pradiniy svoriy rinkinys. Iteraciju skaicius,
apmokant SAMANN tinklg aibiy A4, ir 4, vektoriais, buvo pasirinktas skirtingas
(priklausomai nuo duomeny aibés dydzio ir nuo rezultaty, skaiCiuojant
nuosekliuoju algoritmu): irisy duomeny aibei — 10000, ,austra™ ir jonosferos
duomeny aibéms — 400.

Esant toms padioms pradinéms salygoms, skaiCiuojant lygiagreciuoju
algoritmu, buvo atlikti tyrimai su 3 vienodais procesoriais (procesorius
Seimininkas py, ir procesoriai p; ir p,), dalinant prading aib¢ i dvi dalis, ir
apskaiciuotos analizuojamy duomeny projekcijos paklaidos. Gauti rezultatai
palyginti su nuosekliojo algoritmo rezultatais ir pavaizduoti 6.6, 6.7,
6.8 paveiksluose. Paveiksluose i§ pradziy pavaizduoti lygiagretaus algoritmo
rezultatai (projekcijos paklaidos), gauti neuroninj tinklag apmokant aibiy A4, ir 4,
vektoriais, esant fiksuotas iteracijy skaiCius (pirmas etapas). Véliau projekcijos
paklaida skai¢iuojama tinklg apmokant visais aibés 4 vektoriais (antras etapas).

Is 6.6, 6.7, 6.8 paveiksly matyti, kad modifikuotas lygiagretus algoritmas,
dalinant prading aibe 1 dvi vienodas dalis, leidzia pasiekti geresnius
vizualizavimo rezultatus per trumpesni laika (lyginant su nuosekliuoju
algoritmu). Analizuojamy duomeny projekcijos paklaidos mazéjimas vyksta
greiiau, skaiCiuojant lygiagre¢iuoju algoritmu.

Tyrimai parodé¢ (6.6-6.11 pav.), kad dalinant prading duomeny aibg i & daliy,
gaunami geresni rezultatai, lyginant su nuosekliuoju algoritmu. Dalinant aibg i
vienodas dalis, SAMANN tinklas i§ pradziy apmokomas mazesniu vektoriy pory
skai¢iumi. Ir tik po tam tikro iteracijy skaiCiaus, kai neuroninio tinklo svoriy
reikSmeés blina jau nusistovéjusios, tinklas toliau apmokomas visais aibés A
vektoriais.
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6.6 pav. Projekcijos paklaidos priklausomybé nuo skaiciavimy laiko irisy
duomeny aibei (dalinant pradine aibe i 2 dalis)
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Eksperimentai rodo (6.7, 6.8, 6.10, 6.11 pav.), kad galima rasti toki
analizuojamos duomeny aibés poaibj, kuriuo mokant SAMANN tinkla maZesnés
projekcijos paklaidos gaunamos greiciau, negu atveju, kai tinklo mokymui imami
visi aibés taskai. Pavyzdziui, 6.11 paveiksle esant tam tikram laiko momentui
(700 sek.) gauta projekcijos paklaida yra beveik 30 % mazesné naudojant viena
i§ atsitiktinai parinkty analizuojamos duomeny aibés poaibiy, kuris sudaro 1/3

visos aibés tasky (lyginant su nuosekliuoju algoritmu gauta projekcijos paklaida,
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kai tinklo mokymui naudojami visi aibés taskai). Kituose paveiksluose
parodytuose rezultatuose i§loSimas néra toks didelis.
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6.9 pav. Projekcijos paklaidos priklausomybé nuo skaiciavimy laiko irisy
duomeny aibei (dalinant pradine aibe | 3 dalis)
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6.11 pav. Projekcijos paklaidos priklausomybé nuo skaiciavimy laiko ,, austra*
duomeny aibei (dalinant pradine aibe j 3 dalis)

6.5. Sestojo skyriaus iSvados

Istirtos galimybés tinklo mokymui vienu metu naudoti keleta kompiuteriy.
Tam buvo pasitilytos kelios lygiagrecios SAMANN algoritmo realizacijos.

Skaiciuojant lygiagreciuoju algoritmu, kuris analizuojama aib¢ dalina i
kelias dalis, vykdo nepriklausomai tinklo mokyma atskiromis dalimis, o po to
gautus svorius apjungia juos vidurkinant po kiekvienos mokymo iteracijos
(kuomet visos galimos atskiros mokymo aibés dalies vektoriy poros pateikiamos
tinklui viena karta), nepavyko pagerinti atvaizdavimo rezultaty ir (arba)
pagreitinti skai¢iavimy. Taciau, analizuojant gautus rezultatus, galime daryti
iSvadas, kad kuriant naujas lygiagre¢ias SAMANN algoritmo modifikacijas
bitina siekti mazinti duomeny persiuntimo kastus ir racionaliai atlikti atskirais
procesoriais apskai¢iuoty tinklo svoriy apjungima. Todél buvo pasitlyta
lygiagreciojo algoritmo modifikacija, kuri analizuojama aibe dalina i kelias dalis,
vykdo nepriklausomai tinklo mokyma atskiromis dalimis, o po to tam tikro
fiksuoto iteracijy skaiciaus parenka geriausia pasiekta rezultata visos duomeny
aibés poziiiriu ir baigia mokyti tinkla pilna duomeny aibe. Tyrimai parodé, kad
skaiiuojant taip modifikuotu lygiagre¢iuoju SAMANN algoritmu galima
pasiekti geresnius vizualizavimo rezultatus per trumpesni laikg (lyginant su
nuosekliuoju algoritmu). Tokio tipo mokymo strategijos gali biiti taikomos ir
didelés apimties duomeny aibiy vizualizavimui. AuksCiau aprasyta mokymo
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proceso dalis, kuomet analizuojama aibé dalinama i kelias dalis, vykdomas
nepriklausomas tinklo mokymas atskiromis dalimis, o po to tam tikro fiksuoto
iteracijy skaiciaus parenkamas geriausias pasiektas rezultatas (visos duomeny
aibés pozitriu), gali buti kartojama daug karty, kol paklaidos reikSmé taps
mazesné uz pasirinkta slenkstj arba iteracijy skaiGius virSys nustatytaji. Siuo
atveju prie§ kiekvieng toki pakartojima butina analizuojama duomeny aibg
perdalinti i dalis i§ naujo (atsitiktinai).

Pastebéta, kad pereinant nuo nuosekliojo algoritmo prie lygiagretaus
algoritmo, skai¢iuojamieji kaStai sumazeja dél to, kad skirstant duomenis tarp
procesoriy, sumazéja vektoriy pory, pateikiamy neuroniniam tinklui, skaicius.
Tai yra dél to, kad prading duomeny aibg turime skaidyti | blokus.

Eksperimentai parodé, kad galima rasti toki analizuojamos duomeny aibés
poaibi, kuriuo mokant SAMANN tinkla, mazZesnés projekcijos paklaidos
gaunamos greiciau, negu tinklo mokymui naudojant visus aibés taskus.






SAMANN tinklo permokymas

Pagrindiniai skyriaus rezultatai paskelbti §iuose straipsniuose: (Medvedev,
Dzemyda, 2005c), (Medvedev, Dzemyda, 2006a), (Medvedev, Dzemyda,
2006b), (Medvedev, Dzemyda, 2006c).

7.1. SAMANN tinklo permokymo strategijos

Po SAMANN tinklo mokymo, turint neuroninio tinklo svoriy rinkini, naujas
vektorius, parodytas tinklui, atvaizduojamas i plok§tumg labai greitai ir
pakankamai tiksliai be jokiy papildomy skaiciavimy. Taciau dirbant su dideliais
duomeny kiekiais, naujy vektoriy gali biiti labai daug ir po tam tikro laiko
SAMANN tinkla tenka permokyti, kadangi tinklas prisitaiko prie esamy
duomeny ir naujus taskus gali atvaizduoti netiksliai. Todél buvo pasitlytos
daugiamacius duomenis vizualizuojan€io neuroninio tinklo permokymo
strategijos ir atlikta jy analizé. Tinklo permokymas turi biiti efektyvus ir mokymo
algoritmas turi greitai konverguoti. SAMANN neuroninio tinklo mokymui reikia
daug skai¢iuojamuyjy sanaudy, todél naujus svorius ir tikslia duomeny projekcija
siekiama gauti per trumpa laika.

Duomeny (vektoriy) aibg, kurios vektoriai naudojami SAMANN neuroninio
tinklo mokymui, pavadinsime pradine duomeny (vektoriy) aibe. Nauji vektoriai,
kurie dar ne buvo naudojami mokymui, sudaro naujq duomeny (vektoriy) aibg.

111
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Siame skyriuje pasiilytos ir itirtos trys strategijos neuroninio tinklo
permokymui. Pirmoji strategija tinklo permokymui naudoja visas imanomas
analizuojamy vektoriy poras (vektoriai imami ir i§ naujos duomeny aibés ir i§
pradinés). Antroji strategija i§ pradziy tinklo permokymui naudoja tik naujus
vektorius, o paskui visas jmanomas vektoriy poras. Treciojoje strategijoje vienas
vektorius imamas i$ pradinés duomeny aibés, kitas i§ naujos duomeny aibés.

Daugiamacius duomenis vizualizuojanéio neuroninio tinklo permokymo
strategijos:

1) SAMANN tinklas apmokomas N, vektoriais i§ pradinés duomeny aibés,
gaunamas svoriy rinkinys W, skaiciuojama projekcijos paklaida E(N,) ir
surandamos vektoriy projekcijos plokstumoje. Atéjus N, nauju vektoriy,
neuroninis tinklas permokomas visais N;+N, vektoriais, po kiekvienos
iteracijos skaiciuojama projekcijos paklaida E(N;+N,) (pradinés ir naujos
duomeny aibiy poziiiriu) ir fiksuojamas skaic¢iavimo laikas. Surandamas
SAMANN tinklo svoriy rinkinys .

2) SAMANN tinklas apmokomas N, vektoriais i§ pradinés duomeny aibés,
gaunamas svoriy rinkinys W, skai¢iuojama projekcijos paklaida E(N,) ir
surandamos vektoriy projekcijos plok§tumoje. Atéjus N, nauju vektoriy,
neuroninis tinklas i§ pradziy permokomas N, vektoriais i§ naujos duomeny
aibés, paskui visais N;+N, vektoriais. Po kiekvienos iteracijos
skai¢iuojama projekcijos paklaida E(N;+N,) (pradinés ir naujos duomeny
aibiy pozitiriu) ir fiksuojamas skaiciavimo laikas. Surandami SAMANN
tinklo svoriai W5,

3) SAMANN tinklas apmokomas N; vektoriais i§ pradinés duomeny aibés,
gaunamas svoriy rinkinys W, skai¢iuojama projekcijos paklaida E(N;).
Kadangi norint atnaujinti svorius W, neuroniniam tinklui tuo pat metu

pateikiama vektoriy pora X* ir X", tai neuroninis tinklas kiekvienoje
iteracijoje permokomas 2 *N; vektoriais: kiekvieno mokymo zingsnio metu
vienas vektorius imamas i§ senos duomeny aibés, o kitas i§ naujos. Po
kiekvienos iteracijos skaiiuojama projekcijos paklaida E(N;tN,)
(pradinés ir naujos duomeny aibiy pozitriu) ir fiksuojamas skaic¢iavimo
laikas. Surandamas SAMANN tinklo svoriy rinkinys W,.

Tyrimo rezultatai
Eksperimentams buvo naudojamos trys duomeny aibés:

a) Irisy duomeny aibé (Fisher, 1936). Aib¢ (dar zinoma kaip FiSerio irisy
aibé) sudaro 150 keturmaciy vektoriy (3 klasés po 50 vektoriy).
Kiekvienas vektorius atitinka vienam i§ irisy, ir priklauso vienai i§ trijy
klasiy: Iris Setosa, Iris Versicolor ir Iris Virginica;
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b) 300 atsitiktinai sugeneruoty vektoriy X; =(x;,...,x;,) € R" (3 grupés po
100 vektoriy, #=5):

x; €[0;0,2], i=1,..,100; j=1,....5, | T (0.1-x;)* <0.1
j=1
x; €[0,4,0,6], i=101,..,200; j=1,...5, [T (0.5-x,)> <0.1
j=l
x; €[0,81], i=201,...300; j=1....5, [ (0.9-x;)? <0.1
j=l

¢) ,,Austra® duomeny aibé (Australian Credit Approval, 2007). Aibg¢ sudaro
690 14-maciy vektoriy apie kreditines korteles ir ju panaudojima.
Kiekvienas vektorius priklauso vienai i§ dviejy klasiy.

Kiekviena i$ Sios testinés duomeny aibés buvo padalinta i dvi dalis: pradiné
duomeny aibé ir nauja duomeny aibé. Pirma dalis naudojama pradiniam
SAMANN tinklo mokymui, antra dalis — tinklo permokymui. Irisy duomeny
aibés atveju, aibé buvo padalinta tokiu budu: 100 vektoriy — pradiné aibé, 50
vektoriy — nauja aibé. Atsitiktinai sugeneruoty vektoriy aibé: 210 vektoriy —
pradiné aibé, 90 vektoriy — nauja aibé; ,,austra” duomeny aibé: 460 vektoriy —
pradiné aibé, 230 vektoriy — nauja vektoriy aibé.

Analizuojant SAMANN tinklo permokymo strategijas, buvo nagrinéjamas
SAMANN tinklas su vienu pasléptu sluoksniu, turintis du i§éjimus (d=2). Visais
atvejais buvo imamas vienodas pasléptojo sluoksnio neurony skaicius (7,=20), o
taip pat i§ anksto fiksuotas pradiniy svoriy rinkinys. Neuroninio tinklo svoriy
pradinés reik§més buvo inicijuojamos parenkant atsitiktines reik§mes i§ intervalo
(—0,01;0,01). Pradinés duomeny aibés vizualizavimui buvo naudojami tokie

parametrai: iteracijy skai¢ius M=10000, mokymosi parametras 7 =10 ; naujy
vektoriy aibei vizualizuoti: mokymosi parametras 7 =1, iteraciju skaifius

priklausé nuo pasirinktos strategijos.

Atliekant skai¢iavimus buvo fiksuojamas algoritmo vykdymo laikas. 7.1, 7.2
ir 7.3 paveiksluose parodyti skai¢iavimy rezultatai. Paveiksluose parodyti
SAMANN tinklo permokymo rezultatai tik su naujais vektoriais. Su irisy
duomeny aibe ir atsitiktinai sugeneruoty vektoriy aibe buvo atlikti tyrimai, kai
SAMANN tinklo permokymui buvo naudojamos visos trys strategijos. 7.3
paveikslas vaizduoja projekcijos paklaidos priklausomybg nuo skai¢iavimo laiko,
permokant tinkla ,,austra” duomeny aibés vektoriais. Su ,,austra“ duomeny aibe
buvo atliktas tyrimas tinklo permokymui naudojant tik pirmaja (1) ir treciaja (3)
strategijas. IS gauty rezultaty (7.1 pav., 7.2 pav. ir 7.3 pav.) matome, kad pirmoji
ir antroji strategijos duoda gerus projekcijos rezultatus, taciau tinklo permokymas
vyksta létai. Lyginant pirmaja ir antrajq strategijas, antrosios strategijos pradzioje
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gaunami blogi rezultatai, kai tinklas permokomas tik naujais vektoriais, tac¢iau po
tam tikro laiko (kai tinklas permokomas N;+N, vektoriais) vizualizavimo
rezultatai geréja, gaunamos geresnés projekcijos paklaidos ir mokymo algoritmas
konverguoja greiciau, lyginat su pirmaja strategija. TrecCioji strategija leidzia per
trumpesnj laika pasiekti gery vizualizavimo rezultaty, gauti mazesnes projekcijos
paklaidas ir pagerinti projekcijos tikslumg lyginant su kitomis strategijomis
(geriausiai tai matosi atliekant eksperimentg su atsitiktinai sugeneruoty vektoriy
aibe, 7.2 pav.). Geriausi projekcijos rezultatai gaunami imant taSkus SAMANN
tinklo permokymui i pradinés duomeny aibés ir i§ naujos duomeny aibés, t.y.
naudojant treiaja strategija. Pasiiilyta strategija leidzia sumazinti skai¢iavimy
trukme, jeigu naujy vektoriy yra zymiai maziau negu pradiniy.

Taip pat, taikant treCiaja strategija, galima sutaupyti skaiiavimo laika,
norint pasiekti tam tikra projekcijos paklaidos reikSme, ir kai iteracijy skaiCius
néra i$ anksto fiksuotas. Trecioji strategija leidzia sutaupyti skai¢iavimy laikg ir
todél, kad tinklo permokymui naudojama maziau vektoriy pory, nes naujos
duomeny aibés vektoriy skaiCius paprastai maZesnis negu pradinés duomeny
aibés. Naudojant pirmaja ir antraja strategijas, tinklo permokymui naudojamos
visos imanomos aibés vektoriy poros.

7.4(a), (b), (c) paveiksluose pavaizduotos analizuojamy duomeny aibiy (irisy
duomeny aibé, atsitiktinai sugeneruoty vektoriy aibé¢ ir ,,austra® duomeny aibé)
gautos projekcijos plokStumoje, kai SAMANN tinklo permokymui buvo
naudojama treCioji strategija. TaSkai i§ pradinés duomeny aibés ir naujos
duomeny aibés pavaizduoti skirtingomis spalvomis. Nauji taskai ,,randa“ vietas
tarp savo grupés tasku.

o0m 4| \
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g o015 <
a, 0% 4
L
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2 0o . .
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S 0,000 Q:_‘:_: :
0,007 4 — forinnd
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o 100 200 300 400 §00 600 0D 2 Q00
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7.1 pav. Paklaidos priklausomybé nuo skaiciavimo laiko (Irisy duomeny aibé)
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7.4 pav. Projekcijos rezultatai plokstumoje: (a) irisy duomeny aibé, (b)
atsitiktinai sugeneruoty vektoriy aibé, (c) ,, austra” duomeny aibé (taskai is
pradinés duomeny aibés ir naujos duomeny aibés pavaizduoti skirtingomis

spalvomis, juodos spalvos taskai — nauji taskai)

7.2. Septintojo skyriaus iSvados

Siame skyriuje analizuojamos tinklo galimybés vizualizuoti naujus
duomenis. Dirbant su dideliais duomeny kiekiais naujy vektoriy gali bati labai
daug ir po tam tikro laiko SAMANN tinkla tenka permokyti. Pasiilytos ir istirtos
3 daugiamacius duomenis vizualizuojan¢io neuroninio tinklo permokymo
strategijos. Pirmoji strategija tinklo permokymui naudoja visas imanomas
analizuojamy vektoriy poras (vektoriai imami ir i§ naujos duomeny aibés ir i§
pradinés). Antroji strategija i§ pradziy tinklo permokymui naudoja tik naujus
vektorius, o paskui visas imanomas vektoriy poras. Treciojoje strategijoje vienas
vektorius imamas i§ pradinés duomeny aibés — kitas i$ naujos duomeny aibés.
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Eksperimentai parodé, kad i$ pasitlyty strategiju geriausia yra ta strategija,
kai kiekvieno mokymo Zingsnio metu vienas vektorius imamas i§ senos duomeny
aibés, o kitas i§ naujos. Si strategija duoda maZesnes projekcijos paklaidas
lyginant su kitomis strategijomis. Naudojant ja galima sumazinti skai¢iavimy
trukme esant fiksuotam iteracijy skaiCiui ir pasiekti gerus rezultatus per
trumpesnj laika. Visos pasitlytos permokymo strategijos gali buti taikomos
didelés apimties duomeny aibiy vizualizavimui.

Remiantis eksperimentinio tyrimo rezultatais pastebésime, kad galimas
btdas minimizuoti SAMANN tinklo mokymo laika yra mokymo proceso
padalinimas | du subprocesus: (1) tinklo mokymas dalimi analizuojamos
duomeny aibés; (2) tinklo permokymas likusia duomeny aibés dalimi arba visa
aibe. Siuo atveju tinklo mokymo proceso pagrinding dali uzimty mokymas
nepilna duomeny aibe, o tai i§ esmés taupyty skai¢iavimo laika.






SAMANN tinklo taikymai

ApraSyto ir optimizuoto SAMANN algoritmo realizacija buvo pritaikyta
medicininiy duomeny analizei. Pagrindiniai skyriaus rezultatai paskelbti Siuose
straipsniuose: (Bernatavi¢iené, Dzemyda, Kurasova, Marcinkevicius, Medvedev,
2007), (Dzemyda, Kurasova, Medvedev, 2007).

8.1. SAMANN tinklo taikymas
medicininiy duomeny analizei

Dazna problema medicinoje yra biisenos priskyrimas vienai i§ jau zinomy
klasiy (pvz., sveikas ar sergantis kokia nors liga). Tokj priskyrima paprastai
atlicka medikai. TaCiau dabar yra kuriami duomeny gavybos (angl. data mining)
metodai ir sprendimy paramos (angl. decission support) sistemos, kurias galima
buty pritaikyti medicinoje (Lavrac, 1997), (Adlassnig, 2003). Medicininiy
duomeny klasifikavimo specifika yra tai, kad daznai peréjimas i§ vienos biisenos
1 kita néra labai rySkus. Todé¢l ypa¢ svarbu jvertinti to peréjimo ribas, kurias
bendru atveju nepakanka apibrézti kokia nors klases skiriancia funkcija. Svarbu
rasti sriti, i kuria patenkancius pacienty duomenis biitina atkreipti ypatinga
démesi. SAMANN metodas $ig sritj atvaizduoja dvimatéje erdvéje. Gaunamas
vaizdas kur kas lengviau interpretuojamas ir suvokiamas negu lentelémis
pateikiami duomenys.

119
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Kadangi liga (biisena) charakterizuoja tam tikry parametry rinkinys
X|,Xp,...,%,, todel 1§ ju galima sudaryti »-matj vektoriy X =(x;,x,,...,x,),

oA

nusakantj pacienta. Tegu analizuojamoje aib¢je yra m objekty (pacienty). Tada
galima sudaryti vektoriy rinkinj Xl,Xz,...,X’”, kur Xj:(xlf,x{,...,x,{).
Uzdavinys tampa daugiamaciy vektoriy klasifikavimo uzdaviniu. Tarkime, kad
yra dvi klasés C, ir C,. Tikslas — priskirti vektorius X I,X 2,...,X " vienai i$
klasiy C, arba C,. Bendru atveju gali buti ir daugiau klasiy (G, C,, ..., C,).

Klasifikavimo paklaidos yra neiSvengiamos. Medicinoje tai yra sudétinga
problema, kadangi, jei sergantis zmogus bus priskirtas sveikyjy klasei, pasekmés
gali biiti lemtingos. Vizualumas (duomeny apie skirtingus pacientus iSsidéstymas
plokstumoje ir vaizdus klasifikavimo rezultaty pateikimas) leidZia operatyviai
priimti sprendima apie analizuojamus duomenis.

8.1.1. Fiziologiniai duomenys

Fiziologiniy duomeny aibé sudaryta i§ trijy grupiy vyry duomeny: vyrai,
sergantys iSemine Sirdies liga (1 grupé) (61 tiriamasis), ne sportininkai (vyrai,
kuriems liga nebuvo diagnozuota) (2 grupé¢) (110 tiriamyjy), ir profesionalis
sportininkai (vyrai) (3 grupé) (161 tiriamasis). Bendras tiriamyjy skai¢ius yra 332.

Sirdies funkciniams rodikliams vertinti naudota kompiuterizuota 12-os
standartiniy derivacijy elektrokardiogramy (EKG) analizés sistema ,,Kaunas-
Kriivis* (Bernataviciené, 2005).

Siam tyrimui buvo pasirinkti papras¢iausiai ir lengviausiai nustatomi EKG
bei AKS dydziai: irdies susitraukimy daznis (SSD), sistolinis arterinio kraujo
spaudimas (S), diastolinis arterinio kraujo spaudimas (D), intervalas
elektrokardiogramoje nuo jungties tasko J iki T bangos pabaigos (JT intervalas).
Sie keturi skaitiniai parametrai yra fiksuojami tam tikrais laiko momentais,
atliekant ergometrinio dviracio tyrima. Dar papildomai buvo apskai¢iuoti du
i$vestiniai parametrai: (S-D)/S ir JT/RR (RR=60/SSD).

Pries pradedant tyrima, tiriamiesiems i¥matuojami minéti 4 dydziai: SSD, S,
D, JT. Pradinis galingumas — 50 W. Tyrimo metu kas minut¢ galingumas
didinamas po 50 W. Prie§ galingumo padidinima matuojami nurodyti keturi
dydziai. Tyrimas baigiamas, kai tiriamasis nepajégia daugiau jo atlikti arba
gydytojas pastebi zymius pakitimus §irdies veikloje ir liepia baigti tyrima. Po to
seka organizmo atsigavimo periodas. Kas minutg¢ vél matuojami tie patys
parametrai. Taigi, vieno tyrimo metu gaunamas keliy parametry reik§miy
rinkinys, be to, kiekvienam tiriamajam reik§miy skaiCius skiriasi, kadangi jis
priklauso nuo maksimalaus galingumo, kuriam esant tiriamasis pajégé jveikti
fizini kriivi. 8.1 paveiksle pateikiamas vieno tiriamojo SSD parametro reik§més
matuotos tam tikrais laiko momentais didinant krivi ir atsigavimo metu.
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8.1 pav. Sirdies susitraukimy daznio kitimas kritvio ir atsigavimo metu

Toks reikSmiy kitimas atspindi Zmogaus Sirdies veikla. Visos keturios
fiziologinés charakteristikos (SSD, JT, S, D) yra svarbios, todél biitina analizuoti
ju visuma. Tokia integrali analizé gydytojui gana sudétingas uzdavinys. Norint
supaprastinti §i uzdavini, btina rasti Sios dinamikos integralius iverc¢ius, kurie
bty lengviau suvokiami. Tam gali biiti naudojamos ivairios strategijos. Viena i§
ju paremta fraktaliniy dimensijy skai¢iavimais. Ji naudota darbe
(Bernataviciené, 2005).

Fraktalinés dimensijos skai¢iuojamos tokiu btidu:

1. Pradiniai duomenys — tai tyrimo metu gautos visy nagriné¢jamy parametry
skaitinés reik§més prie atitinkamy galingumy kriivio metu, o taip pat penkios
reik§més atsigavimo po kriivio metu. Gauti kiekvieno parametro taskiniai iverciai
yra interpoliuojami kubiniu splainu. Tokiu biidu gaunamas kiekvieno parametro
funkcijos grafikas.

2. Fraktalinés dimensijos (uzZimtumo, informacing, koreliacijos) skai¢iuojama
remiantis gautais grafikais pagal pateikiama schema;:

e nagrinékime kvadratinj tinkleli (langelio dydis ¢ ), uzdéta ant stebimos
taSkinés struktiiros;
e kiekvienoje tinklelio dalyje suskai¢iuojamas i ja papuolusiy tasky skaicius

n;. Jis dalinamas i§ N, bendro tasky skai¢iaus P (&)= n—]\’] ;

NS
e apibrezkime informacing funkcija /=-3% P(e)log[F(¢)], kur N,

i=1
uzimty langeliy skaicius. Tuomet informaciné dimensija apbréziama taip
. % B(e)log[ B(¢)]
of =—lim =lim Y. .
e>0log(e) &-0ia log (&)

d

1

Pakeitus I=logN,
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gausime uzimtumo dimensija, o [ zlogZ(P(g))2 gausime koreliacijos
i

dimensija.

Bendras parametry skaicius yra 18, po 6 parametrus kiekvienai dimensijai.
8.1.2. Fiziologiniy duomeny analizé

IS pradziy buvo atlikta analizuojamy duomeny klasifikacija. Tyrimuose
(Bernatavic¢iené, 2007) buvo naudoti Sie klasifikatoriai: Naive Bayes,
klasifikavimo medziai (angl. classification trees), k artimiausiy kaimynu (angl.
kNN classifier), ir atraminiy vektoriy klasifikatorius (angl. support vector
machine). Nustatyta (Bernataviciené, 2007), kad klasifikuojant pirmosios (1) ir
treciosios (3) grupés duomenis, be antrosios (2) grupés duomeny, klasifikavimo
tikslumas Zymiai padid¢ja. Vadinasi, galima daryti iSvada, kad (2) grupe
(nesportuojantys) negalima laikyti klase. Tod¢l galima stebéti, kaip (2) grupés
objektai priskiriami (1) ar (3) klasei, t.y., kurie nesportuojanc¢iy asmeny matuoti
parametrai yra panasiis | sportuojanciyjy, o kurie { serganciyjy iSemine Sirdies
liga.

Nagringjant turimus duomenis, buvo panaudota vizuali daugiamadiy
duomeny analizé (kai randamos duomeny projekcijos plokStumoje, stebimos
susidariusios vizualios ju grupes).

Analizuojamos duomeny aibés projekcijos radimui buvo naudojamas
SAMANN tinklas su vienu pasléptu sluoksniu (neurony skaicius 7,=20), turintis
((1) iSemikai ir (3) sportininkai), naudojantis standartiniu sklidimo atgal
algoritmu, su tokiais parametrais: mokymosi parametras 7 =1, momentum
reik§meé — 0,3, iteraciju skaicius - 10000. Viena iteracija, tai visy imanomuy
vektoriy pory pateikimas SAMANN tinklui vieng karta. Buvo surasti SAMANN
tinklo i$¢jimai iSemiky ir sportininky duomeny aibés grupéms, ir apskai¢iuoti
SAMANN tinklo svoriy reikSmés W. Turint dvieju grupiy ((1) iSemikai ir (3)
sportininkai) projekcijas plokStumoje, galima greitai ir pakankamai tiksliai
surasti treCiosios grupés (nesportuojantys) projekcijas plokStumoje, t.y.
atvaizduoti treCiaja grupg be papildomy skaiciavimu. (2) grupé (nesportuojantys)
pateikiama SAMANN tinklui. Turint jau apskai¢iuotas svoriy reikSmes, gaunama
§iy duomeny projekcija plokstumoje.

Duomeny projekcijos rezultatai pateikiami 8.2 paveiksle (parodytos dvi
grupés: (1) iSemikai ir (3) sportininkai). Taip pat iSskirti taskai, kuriuos
klasifikatoriai priskyré ne toms klaséms kaip medikai.

Vizualizuojant duomenis (8.2 pav.), yra nurodomos kelios grupés:

o iSemikai (kaip nurodé medikai ir kuriuos dauguma klasifikatoriy priskyré
prie iSemiky);
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e sportininkai, kuriuos dauguma klasifikatoriy priskyré prie iSemiky;

e sportininkai (kaip nurodé medikai ir kuriuos dauguma klasifikatoriy
priskyré prie sportininky);

e iSemikai, kuriuos dauguma klasifikatoriy priskyré prie sportininky.

+ jzemikai A priskirta sportininkams
& sportininkai < priskirta isemikams
[

8.2 pav. Fiziologiniy duomeny projekcija (1 ir 3 grupés), naudojant SAMANN
algoritmq

Kaip matyti i 8.2 paveikslo, didZioji dalis iSemikus atitinkanciy tasky yra
vienoje paveikslo puséje, prieSingoje puséje dalis tasky, atitinkanCiy
sportininkus. Taciau Sios grupés dalinai persidengia. Todél tikslinga iSskirti ty
persimaisSiusiy grupiy tasky sritj. Vienas i§ paprasciausiy biidy — sujungti lauztés
dalimis prieSingai klasei arba neteisingai klasifikuotus artimiausius taskus.

I$ vizualaus vaizdo sunku pasakyti, kokiai klasei priskirti tarp lauzciy
pakliuvusius taskus, kurie atitinka konkrety tiriamaji. Sie tyriamieji turi bati
mediky detaliai iStirti.

8.3 paveiksle pavaizduotos visy triju grupiy tiriamuosius atitinkantys taskai.
Vizualizuojant duomenis, antrosios grupés taskai yra pazymimi pagal tai, kokiai
klasei juos priskyré dauguma klasifikatoriy, t.y. nurodomi:

e nesportuojanciy asmeny grupés objektai, kuriuos klasifikatorius priskyré
(1) klasei,
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e nesportuojanciy asmeny grupés objektai, kuriuos klasifikatorius priskyré

(3) klasei.
# itemikai A, priskirta sportininkams
A sportininkai <5 priskirta isemikams
& priskirta iSemikams [nauji t8k.) A& priskirta sportininkams [nauji t8k.)

8.3 pav. Fiziologiniy duomeny projekcija (visos 3 grupés), naudojant SAMANN
algoritmq

Esant butinybei atvaizduoti naujos duomeny aibés taskus, SAMANN
algoritmu nauji taskai randa savo vieta tarp jau atvaizduoty, nereikia i§ naujo
skaiCiuoti visy analizuojamy tasky projekcijy, kaip ta biitina atlikti MDS metodu.
Siuo atveju taip pat nesikei¢ia pirmy dviejy grupiy tasky tarpusavio issidéstymas
po trecios grupés tasky atidéjimo plokstumoje.

IS rezultaty vizualios analizés galima daryti Sias iSvadas:

(1) nesportuojantys asmenys, kuriuos atitinkantys taskai vizualiai iSsidésté
sportuojancius asmenis atitinkanciy tasky srityje (8.3 pav.), yra sveiki ir
gali sportuoti, kadangi ju matuoti parametrai nekuo nesiskiria nuo
sportuojanciyju;

(2) nesportuojantys asmenys, kuriuos atitinkantys taskai vizualiai i$sidésté
iSemikus atitinkanciy tasky srityje (8.3 pav.), gal biit turi sveikatos
problemy ir jokiu biidu negalima leisti jiems sportuoti iSsamiau jy
neistyrus, kadangi ju matuoti parametrai niekuo nesiskiria nuo i§emiky;
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(3) medikams verta iSsamiau iStirti ir stebéti sportininkus, kuriuos
atitinkantys taskai i$sidésto arti tasky, atitinkanciy iSemikus, kadangi yra
tikimybé, kad jie turi sveikatos sutrikimuy.

Tikslesniam klasiy atskyrimui tikslinga naudoti paties klasifikatoriaus gauta
skiriamaji pavir§iy. Darbuose (Bernataviciene, 2006), (Dzemyda, Kurasova,
Medvedev, 2007) pirmosios ir treCiosios grupiy tasky atskyrimui buvo
panaudotas atraminiy vektoriy klasifikatorius (angl. support vector machine,
SVM). Dvimatés fiziologiniy duomeny projekcijos gautos naudojant SAMANN
algoritma. 8.4(a) parodytos dvi grupés (iSemikai ir sportininkai) ir SVM
klasifikatoriumi gautas skiriamasis pavirSius, atskiriantis iSemiky grupg nuo visy
kity tasky. Taip pat buvo apskaiiuotos neuroninio tinklo svoriy reikSmés W
apmokant SAMANN tinkla tik (1) ir (3) grupés taskais. Turint tinklo svorius,
buvo surastos ,,naujy“ tasky ((2) grupé — ne sportuojantys) projekcijos, be
papildomo tinklo mokymo. 8.4(b) paveiksle pavaizduoti tik antrosios grupés
taskai.

8.4 paveiksle klasifikavimo rezultatas (skiriamasis pavirSius) gautas
analizuojant  daugiamaciy = duomeny dvimates projekcijas.  Tyrimai
(Bernatavicien¢, 2006) parodé, kad Kklasifikavimas, betarpiskai naudojant
daugiamacius duomenis, o ne jy dvimates projekcijas, yra panasios kokybés, kaip
ir dvimaciy projekcijuy analizés atveju, tik daugiamatéje erdvéje prarandamas
vaizdumas.

8.4 paveiksle, atsizvelgiant | skiriamaji pavir§iy, galima daryti preliminarias
iSvadas apie tiriamyjy sveikatos biisena.

o sportininkai + iSemikai « ne sportininkai

5 . . b) . ) .

8.4 pav. Fiziologiniy duomeny projekcija, naudojant SAMANN algoritmq: a) (1)
ir (3) grupés, b) tik (2)-ios grupés taskai
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8.2. Astuntojo skyriaus iSvados

SAMANN algoritmas buvo pritaikytas medicininiy (fiziologiniy) duomeny
analizei. Fiziologiniy duomeny aibé sudaryta i$ triju grupiy vyry Sirdies
funkciniy rodikliy rinkiniy: vyrai, sergantys iSemine Sirdies liga, ne sportininkai
(vyrai, kuriems liga nebuvo diagnozuota), ir profesionaliis sportininkai. Analizé
leido sporto medicinos specialistams jvertinti nesportuojanciy vyry sveikatos
bikle ir ju galimybe sportuoti.

SAMANN algoritmo privalumas vizualizuojant tirtus duomenis yra tai,
kad nauji taskai ,,randa“ savo vieta tarp jau atvaizduoty, nereikia i§ naujo
skai¢iuoti visy analizuojamy tasky projekciju, kaip tq biitina atlikti MDS grupés
metodais, t.y. nesikei¢ia pirmy dviejy grupiy tasky tarpusavio iSsidéstymas po
tre¢ios grupés tasky atidéjimo plokstumoje. Siuo atveju pirmas dvi grupes sudaro
duomenys su Zinomomis charakteristikomis (vyrai, sergantys iSemine Sirdies liga,
ir profesionaliis sportininkai).



Bendrosios iSvados

1. Tiesioginio vizualizavimo metoduy analizé parodé, kad naudojant Siuos
metodus suprasti duomeny struktiira yra gana sudétinga, ypa¢ esant didesnei
duomeny dimensijai arba analizuojant didelés apimties duomeny aibe. Daug
lengviau suvokti ir interpretuoti rezultatus, gautus projekcijos metodais, kuriuose
daugiamatis vektorius transformuojamas | mazesnés dimensijos vektoriy.
Lyginant tiesinés ir netiesinés projekcijos metodus, tikslesné duomeny struktiira
iSlaikoma naudojant netiesinés projekcijos metodus. Bet ir ¢ia duomeny
vizualizavimo iSkraipymai yra nei§vengiami.

2. Analizuojant mokymo be mokytojo ,klaidos sklidimo atgal“ SAMANN
neuroninj tinkla, nustatyta, kad projekcijos paklaida ir tinklo konvergavimas
priklauso nuo pasirinkty parametry reikSmiy. Eksperimentai parodé, kad, kuo
didesné mokymosi parametro reikSme, tuo grei¢iau pavyksta pasiekti gerus
vizualizavimo rezultatus. Taciau, didéjant mokymosi parametro reikSmei, didéja
paklaidos svyravimai.

3. Tiriant kelias duomeny aibes, nustatyta, kad optimali SAMANN tinklo
mokymosi parametro reikSmeé yra intervale (5;30). Pasirenkant tokias mokymosi
parametro reik§mes, galima Zymiai sumazinti skaiiavimy trukme (iki 3-5 ir net
daugiau karty) ir gauti gerus vizualizavimo rezultatus per trumpesni laika, esant
fiksuotam iteracijy skai¢iui. Mazos mokymosi parametro reikSmés intervale (0;1)
garantuoja stabily (be svyravimy) projekcijos paklaidos mazéjima didéjant iteraciju
skai¢iui. Tuo tarpu, kai mokymosi parametro reikSmeé pasirenkama didesné,
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pastebimi tam tikri paklaidos svyravimai. Taciau $ie svyravimai yra pakankamai
mazi, kai mokymosi parametro reik§mé pasirenkama i§ intervalo (5;30).

4. Istirtos galimybés tinklo mokymui vienu metu naudoti keletag kompiuteriy.
Skaiciuojant lygiagreciuoju SAMANN algoritmu, kuris analizuojama aibg dalina
i kelias dalis, vykdo nepriklausomai tinklo mokyma atskiromis dalimis, o po to
gautus svorius apjungia juos vidurkinant po kiekvienos mokymo iteracijos
(kuomet visos galimos atskiros mokymo aibés dalies vektoriy poros pateikiamos
tinklui viena karta), nepavyko pagerinti atvaizdavimo rezultaty ir (arba)
pagreitinti skaiCiavimy. TacCiau, gauti rezultatai, leidzia daryti iSvadas, kad
kuriant naujas lygiagrecias SAMANN algoritmo modifikacijas butina siekti
mazinti duomeny persiuntimo kastus ir racionaliai atlikti atskirais procesoriais
apskaiciuoty tinklo svoriy apjungima.

5. Pasitilyta lygiagreciojo algoritmo modifikacija, kuri analizuojama aibg
dalina i kelias dalis, vykdo nepriklausomai tinklo mokyma atskiromis dalimis, o
po to tam tikro fiksuoto iteracijy skaiCiaus parenka geriausia pasiekta rezultata
visos duomeny aibés poziliriu ir baigia mokyti tinklg pilna duomeny aibe.
Tyrimai parodé¢, kad skaiCiuojant lygiagreciuoju SAMANN algoritmu galima
pasiekti geresnius vizualizavimo rezultatus per trumpesnj laika (lyginant su
nuosekliuoju algoritmu). Tokio tipo mokymo strategijos gali biiti taikomos ir
didelés apimties duomeny aibiy vizualizavimui.

6. Eksperimentai parodé, kad galima rasti toki analizuojamos duomeny aibés
poaibj, kuriuo mokant SAMANN tinkla, maZesnés projekcijos paklaidos
gaunamos greifiau, negu tinklo mokymui naudojant visus aibés taskus.

7. Pereinant nuo nuosekliojo algoritmo prie lygiagretaus algoritmo,
skai¢iuojamieji kastai sumazéja ne tik dél lygiagretaus darbo pasidalijimo tarp
procesoriy, bet ir dél to, kad skirstant duomenis tarp procesoriy, sumazéja
vektoriy pory, pateikiamy neuroniniam tinklui, skaicius.

8. Pasitlytos ir istirtos trys daugiamacius duomenis vizualizuojancio
neuroninio tinklo permokymo strategijos. Eksperimentai parodé, kad i§ pasitlyty
strategijy geriausia yra tokia strategija, kai kiekvieno mokymo Zingsnio metu
vienas vektorius imamas i§ senos duomeny aibés, o kitas i§ naujos. Si strategija
duoda mazesnes projekcijos paklaidas lyginant su kitomis strategijomis. Ji leidzia
sumazinti skaiiavimy trukme¢ tam paciam rezultatui pasiekti. Visos trys
pasitlytos permokymo strategijos gali buti taikomos didelés apimties duomeny
aibiy vizualizavimui. Galimas btidas minimizuoti SAMANN tinklo mokymo
laikg yra mokymo proceso padalinimas | du subprocesus: tinklo mokymas
analizuojamos duomeny aibés dalimi, véliau — tinklo permokymas likusia
duomeny aibés dalimi arba visa aibe. Siuo atveju tinklo mokymo proceso
pagrinding dali uzimty mokymas nepilna duomeny aibe, o tai i§ esmés taupyty
skaic¢iavimo laika.
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9. SAMANN algoritmas buvo pritaikytas medicininiy (fiziologiniy) duomeny
analizei. Fiziologiniy duomeny aibé sudaryta i$ triju grupiy vyry Sirdies
funkciniy rodikliy rinkiniy: vyrai, sergantys iSemine Sirdies liga, ne sportininkai
(vyrai, kuriems liga nebuvo diagnozuota), ir profesionaltis sportininkai. Analizé
leido sporto medicinos specialistams jvertinti nesportuojanciy vyry sveikatos
buklg ir jy galimybe sportuoti. SAMANN algoritmo privalumas vizualizuojant
tirtus medicininius duomenis yra tai, kad nauji taSkai (duomenys apie
nesportuojancius vyrus) ,,randa® savo vietas tarp jau atvaizduoty duomeny su
zinomomis charakteristikomis.
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